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一种面向口腔移植骨分割的 ＳＡ－ＵＮｅｔ 网络

徐常鹏， 赵　 宇， 丁德锐

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 在牙齿种植治疗中，口腔移植骨分割对于辅助医生诊断有重要参考价值。 口腔 ＣＢＣＴ 图像具有对比度较低，移植骨

边缘模糊等诸多特征，严重制约着现有深度分割网络的应用。 研究以 Ｕ－Ｎｅｔ 为基准网络，通过设计一种新颖的轻量级 Ｓｈａｒｐ－
Ａｔｔｅｎｔｉｏｎ 模块，提出了一种改进的 ＳＡ－ＵＮｅｔ 网络模型。 具体地，在 Ｓｈａｒｐ 模块中，带锐化卷积核的 Ｄｅｐｔｈｗｉｓｅ 卷积操作通过锐

化浅层特征以加强特征细节。 ＣＢＡＭ 模块提升模型对于图像低层信息的关注度。 进而，采用新型联合损失函数，缓解样本比

例失衡带来的影响。 最后，在口腔移植骨数据集上验证了模型的有效性。 在模型复杂度方面，与基准网络 Ｕ－Ｎｅｔ 相比，在几

乎没有增加计算开销的情况下，图像分割精度得到了有效的提升；在分割精度方面，与现有的主流医学分割模型对比，在 ＩｏＵ、
Ｄｉｃｅ 系数、 Ｈａｕｓｄｏｒｆｆ 距离三个评价指标上的表现最佳，得分达到了 ０．８６６ ５、０．９２６ ２、０．５０９ ２。
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０　 引　 言

在口腔种植领域，新骨体积量是判断能否进行

分期种植的主要依据。 近年来，由于低剂量、成像质

量高、 价格低廉等优点， 锥束计算机断层扫描

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ，ＣＢＣＴ） 几乎

占据牙科领域的市场［１－２］。 在口腔医学图像分割

中，移植骨区域的体积分割面临较大考验［３］。 究其

原因是临床使用的骨移植材料有个体差异，同时在

新骨生成改建过程中伴随有移植材料的吸收，使得

ＣＢＣＴ 图像中移植骨区边缘与周围组织很难清晰辨

识［４－５］，从而影响医生对移植骨区域准确性的判断。
对口腔移植区的勾画通常要求临床医生手工勾勒靶

区的轮廓边界。 一个标准的 ＣＢＣＴ 图像通常包含几

百张切片，传统的手动勾勒需要耗费大量的时间和

人力。 不同医生对同一植体区域的勾画也有可能存

在一定的差异，这些差异会影响治疗计划的质量与

优化。 另一方面，ＣＢＣＴ 图像的质量也会受到多种

因素影响［６］，如 ＣＢＣＴ 成像对移植体区域的图像分

辨率不高、图像对比度低等。 因此，要想获得比较精



确的分割结果，仍然面对巨大的挑战。
基于深度学习技术的图像分割方法具有操作方

便、准确性高等诸多优势，在口腔医学领域有着广泛

的应用前景和很高的经济价值［７－８］。 目前，卷积神

经网络被广泛用于医学图像分割任务中。 例如，
Ｌｏｎｇ 等 学 者［９］ 提 出 全 卷 积 （ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｔｗｏｒｋｓ， ＦＣＮ）网络结构。 ＦＣＮ 采用反卷积层对特

征图上采样， 使其恢复到输入图像相同的尺寸，实
现了像素级的分类。 Ｒｏｎｎｅｂｅｒｇｅｒ 等学者［１０］ 提出了

Ｕ－Ｎｅｔ 网络结构。 该网络采用 Ｕ 型编码解码结构，
通过跳跃连接实现不同尺度特征图低级细节与高级

语义的结合，成为了医学图像分割的基准网络。
Ｏｋｔａｙ 等学者［１１］ 提出 Ａｔｔｅｎｔｉｏｎ Ｕ －Ｎｅｔ。 该模型以

Ｕ－Ｎｅｔ为 基 础， 在 解 码 器 部 分 通 过 注 意 力 门

（Ａｔｔｅｎｔｉｏｎ Ｇａｔｅｓ）控制特征的重要性，抑制不相关背

景区域的影响。 Ｚｈｏｕ 等学者［１２］ 提出 Ｕ－Ｎｅｔ ＋ ＋网

络，通过不同深度的 Ｕ－Ｎｅｔ 的有效集成来缓解未知

的网络深度，通过深度监督进行共同学习。 Ａｌｅｘｅｙ
等学者［１３］提出 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ （ＶｉＴ）网络。 这是

首次将自然语言处理中的 Ｔｒａｎｓｆｏｒｍｅｒ 模型用于计

算机视觉中，并且在大规模数据集中取得较好效果。
Ｃｈｅｎ 等学者［１４］ 提出 ＴｒａｎｓＵｎｅｔ，通过 Ｔｒａｎｓｆｏｒｍｅｒ 的
全局注意力弥补了 Ｕ－Ｎｅｔ 远程建模依赖关系的局

限性。
针对口腔 ＣＢＣＴ 图像，尤其是对于口腔骨移植

区分割任务［１５］，传统的实施方案主要依赖于医生手

动的线性勾勒，目前并无成熟的口腔移植骨分割网

络模型。 同时，移植区位于牙槽骨内部或表面，体积

相对较小，因此口腔移植骨图像具有样本不均衡，边
缘模糊等特点。 虽然 Ｕ－Ｎｅｔ 网络通过多尺度特征

提取和跳跃连接层保留低层信息的特性，在网络医

学图像中有许多成功的应用，但由于低级特征层和

高级特征层的语义差距较大，Ｕ－Ｎｅｔ 应用跳跃连接

来合并低级别和高级别的特征层，不仅容易导致特

征映射模糊，而且还易导致过度和欠分割的目标区

域。 此外，由于口腔移植骨 ＣＢＣＴ 图像数据集具有

标记的数据量较少，加之样本不均衡、边界模糊等问

题，Ｕ－Ｎｅｔ 网络分割方法会出现模型特征提取能力

较差、边界分割效果差等问题，导致网络分割结果精

度有限。
针对上述难点，本文提出一种基于 Ｕ－Ｎｅｔ 和注

意力机制的新型网络（ＳＡ－Ｕｎｅｔ），以提高口腔移植

骨分割的准确率。 具体地，使用 Ｕ－Ｎｅｔ 网络作为主

体框架，将跳跃连接层简单地复制操作改进为

Ｄｅｐｔｈｗｉｓｅ 卷积，以锐化低级特征层并减轻特征拼接

引起的语义差距。 其次，通过在解码器部分特征拼

接之后嵌入 ＣＢＡＭ［１６］模块，增强模型对于特征的提

取能力，使得模型更加关注目标区域的细节信息

（如边缘、纹理等），并抑制其它无用信息。 最后为

解决数据正负样本不均衡以及简单困难样本不均衡

的问题，论文设计了新型的联合损失函数。
本文主要贡献如下：
（１）提出基于 Ｕ－Ｎｅｔ 和注意力机制的编码解码

网络（ＳＡ－ＵＮｅｔ），以实现口腔移植骨的精准分割。
在跳跃连接层设计的锐化操作不会引入任何额外的

可学习参数。
（２）设计一种轻量级的 Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ 模块。

通过引入带锐化卷积核的 Ｄｅｐｔｈｗｉｓｅ 卷积和 ＣＢＡＭ
模块，增强了图像的细节信息，平衡了不同层间语义

差距。 本模块也适用于其他语义简单的医学图像，
也可集成到其他 Ｕ 型网络结构中用以提升模型性

能。
（３）采用新型联合损失函数，缓解正负样本比

例失衡带来的影响。 在制作的口腔 ＣＢＣＴ 图像数据

集上验证本文提出模型的有效性。
实验结果表明，相比其他方法， 本方法在 ＩｏＵ、

Ｄｉｃｅ 系数、ＨＤ 距离三个指标上均取得了最佳评分。

１　 相关工作

由于 Ｕ－Ｎｅｔ 网络结构在生物医学图像分割中

的良好表现，通常被作为医学图像分割的基准网络，
并且陆续推出了基于 Ｕ－Ｎｅｔ 改进的系列成果。 受

到残差连接的启发，Ｘｉａｏ 等学者［１７］ 提出了 Ｒｅｓ －
ＵＮｅｔ 用于视网膜图像的分割。 Ｇｕａｎ 等学者［１８］提出

了 Ｄｅｎｓｅ－ＵＮｅｔ，将 ＵＮｅｔ 的每一个子模块分别替换

为密集连接的形式，并设计 Ｆｕｌｌｙ Ｄｅｎｓｅ ＵＮｅｔ 模型用

于去除图像中的伪影。 Ａｌｏｍ 等学者［１９］ 提出了循环

卷积网络（ＲＵ－Ｎｅｔ）和循环残差卷积网络（Ｒ２Ｕ－
Ｎｅｔ）。 这 ２ 种网络分别用循环卷积层（ＲＣＬｓ）和带

有残差的循环卷积层 （ ＲＣＬｓ） 代替正向卷积层。
Çｉçｅｋ 等学者［２０］ 基于 Ｕ－Ｎｅｔ 提出了 ３ＤＵ－Ｎｅｔ，实现

了对于 ３Ｄ 图像的医学分割。 Ｍｉｌｌｅｔａｒｉ 等学者［２１］ 在

３ＤＵ－Ｎｅｔ 的基础上提出了 Ｖ－Ｎｅｔ，用卷积代替池化，
通过转置卷积上采样，实现了基于体积的分割方法。

注意力机制的基本方式是通过启发式搜索对卷

积特征进行选择，即通过学习要强调或抑制的特征

来有效帮助信息在网络内的流动。 Ｊａｄｅｒｂｅｒｇ 等学

者［２２］ 提出了 Ｓｐａｔｉａｌ Ｔｒａｎｓｆｏｒｍｅｒ Ｎｅｔｗｏｒｋ，空间注意
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力主要关注图像的空间位置信息，生成空间特征图

保存关键信息。 Ｈｕ 等学者［２３］提出了 ＳＥＮｅｔ，通道注

意力可以有选择性地关注具有更多信息的特征通

道，并对无用特征进行抑制。 Ｚｈａｏ 等学者［２４］提出了

ＰＳＡＮｅｔ。 该方法只计算每个像素与其同行同列、即
十字上的像素的相似性，通过进行循环间接计算得

到各像素间的相似性，有效降低计算复杂度。 Ｗａｎｇ
等学者［２５］ 提出一种可堆叠的残差注意力网络

（Ｒｅｓｉｄｕａｌ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋ）。 Ｖａｓｗａｎｉ 等学者［２６］提

出自注意力（ Ｓｅｌｆ －Ａｔｔｅｎｔｉｏｎ）机制，不使用 ＲＮＮ 或

ＣＮＮ 等复杂的模型，仅仅依赖于 Ａｔｔｅｎｔｉｏｎ 模型就可

以实现训练并行化且拥有全局信息。 Ｗｏｏ 等学

者［１６］ 提 出 了 轻 量 级 的 卷 积 注 意 力 机 制 模 块

（ＣＢＡＭ），ＣＢＡＭ 模块会依次沿着通道和空间维度

推断注意力图，而后将注意力图与输入特征图相乘

以进行自适应特征优化。

２　 方法

２．１　 ＳＡ－ＵＮｅｔ 网络整体结构

本文以 Ｕ － Ｎｅｔ 为基准网络，通过设计一种

Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ 机制，同时融入 ＣＢＡＭ（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）注意力模块，提出了一种改

进的 ＳＡ－ＵＮｅｔ 模型。 该模型是一种多尺度的对称

Ｕ 型结构网络，如图 １ 所示。

3232

6464

128128

256256

512

256 512 256

128 256 128

64 128

锐化注意力模型 32 64 3232

64

3?3卷积，ReLu

2?2最大池化

2?2上采样

锐化模块

复制

CBAM模型

1?1卷积

图 １　 ＳＡ－ＵＮｅｔ 网络结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＡ－ＵＮｅｔ

　 　 设计的 ＳＡ－ＵＮｅｔ 网络由编码器、跳跃连接层、
解码器三个部分组成。 具体地，编码器部分包含了

卷积、池化、下采样等模块；跳越连接层部分在浅层

引入了 Ｓｈａｒｐ 模块［２７］；解码器部分包含双线性上采

样、ＣＢＡＭ 模块、卷积和池化模块。 此外，针对口腔

移植骨图像边界模糊、样本不均衡的特点，网络的训

练采用了一个新设计的联合损失函数，用以提升图

像分割质量。
在细节上，编码器部分与传统的 Ｕ－Ｎｅｔ 类似，

由 ５ 个模块组成，每个模块包含 ２ 个 ３×３ 卷积层和

一个 ＲｅＬＵ 激活层，随后连接一个 ２×２ 的最大池化

层，且第 ５ 个模块不包含池化层。 分别使用 ３２、６４、
１２８、１２８、２５６ 和 ５１２ 个卷积核，即在每个模块之后，
特征图通道的数量都增加了一倍。

在 Ｕ－Ｎｅｔ 型网络结构中，编解码器网络中的跳

跃连接层对于恢复预测的细粒度细节方面起着至关

重要的作用。 传统的对浅层信息直接复制的跳跃连

接方式在融合低层和高层不同的语义特征时，由于

较大的语义差异容易导致模糊的特征映射，从而降

低了分割精度。 为此，本文改进了这一连接方式，在
前 ２ 个模块的跳跃连接层中引入了 Ｓｈａｒｐ 模块，使
用带锐化卷积核的 Ｄｅｐｔｈｗｉｓｅ 卷积，从而在每个特征

通道 上 对 特 征 图 进 行 沿 通 道 的 卷 积 操 作。
Ｄｅｐｔｈｗｉｓｅ 卷积操作锐化了浅层特征以加强特征细

节，使得在特征拼接时平衡了不同层间语义差距，同
时也有助于减少早期阶段在整个网络层中传播的高

频噪声成分。 值得一提的是，Ｓｈａｒｐ 模块不会引入任

何额外的可学习参数。
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解码器部分通过嵌入 ＣＢＡＭ 模块，结合空间和

通道的注意力机制，提高了模型对于感兴趣区域的

关注程度。 解码器部分同样由 ５ 个模块组成，每个

模块包含一个 ２×２ 的反卷积（即对特征进行上采

样）、特征拼接、ＣＢＡＭ 模块，然后是 ２ 个带有 ＲｅＬＵ
激活的 ３×３ 卷积层，且第 ５ 个模块有一个额外的 １×
１ 卷积层实现特征降维。 解码器模块的卷积层分别

用 ２５６、１２８、６４ 和 ３２ 个卷积核，即每个模块之后特

征通道数减半，最后输出与输入图像同等分辨率的

输出图像。 输出是对于每个像素类别的预测。 接下

来将进一步阐述所设计网络核心模块。

２．２　 Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ 模块设计

如前所述，本文的创新性工作之一是将 Ｓｈａｒｐ
模块与 ＣＢＡＭ 模块结合，提出了 Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ 模

块，并应用于 Ｕ－Ｎｅｔ 网络跳跃连接与解码器部分。
该模块主要由 ２ 个部分组成，如图 ２ 所示。 一部分

是 Ｓｈａｒｐ 模块，通过带锐化卷积核的 Ｄｅｐｔｈｗｉｓｅ 卷积

操作，对不同尺度的特征图实现锐化操作；另一部分

是 ＣＢＡＭ 模块，该模块包含一个通道注意力单元和

空间注意力单元，用来对不同特征图赋予不同的关

注程度。 对此拟做阐释分述如下。

锐化模块

通道数C对应C个
sharpening卷积核

上采样特征图

锐化特征图
最大池化

平均池化 感知器 输出特征图

最大池化 平均池化

拼接
sigmoid
元素相乘

图 ２　 Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ 模块图

Ｆｉｇ． ２　 Ｓｈａｒｐ－Ａｔｔｅｎｔｉｏｎ ｂｌｏｃｋ

　 　 （１）Ｓｈａｒｐ 模块。 模块中的 Ｄｅｐｔｈｗｉｓｅ 卷积操作

是在特征融合之前使用锐化卷积核对每个通道的特

征图独立地进行卷积。 锐化卷积核是图像拉普拉斯

算子［２８］的近似，是一个二阶导数算子，能够在任何

方向上响应强度跃迁。 例如，带有如下卷积核的一

个拉普拉斯高通滤波器，考虑了输入图像中参考像

素的所有 ８ 个临近值，如式（１）所示：

Ｋ ＝
－ １ － １ － １
－ １ ８ － １
－ １ － １ － １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１）

　 　 显而易见，该卷积核的功能是增加了中心像素

相对于相邻像素的强度。 进而，设 Ｉ 是输入图像，则
锐化图像 Ｓ 为：

Ｓ ＝ Ｉ ＋ Ｋ∗Ｉ （２）
　 　 其中，“∗”表示卷积。

由于编码器的特征层是多维的， 一般大小为

Ｗ × Ｈ × Ｃ， 其中 Ｗ、Ｈ 和 Ｃ 分别表示编码器特征映

射的宽度、高度和通道数。 因此，本文使用基于拉普

拉斯滤波器核 Ｋ 的锐化空间核沿通道对每一个特

征层进行卷积，即 Ｄｅｐｔｈｗｉｓｅ 卷积操作。 具体地，使
用 Ｃ 个滤波器，输入特征图的每个通道分别与核 Ｋ
进行卷积，步幅为 １。 每一个卷积操作都产生一个

大小为 Ｗ × Ｈ × １ 的特征图。 为了保持输出维度与

输入的维度相同，在特征拼接的过程中执行填充操

作。 稍后，将这些特征图堆叠在一起获得了尺寸为

Ｗ × Ｈ × Ｃ 的输出。 由于锐化卷积核 Ｋ 没有可调参

数，因此在模型优化过程中没有参数更新，不会产生

额外的计算成本。
（２）卷积注意力模块（ＣＢＡＭ）。 是一种简单而

有效的注意力模块，如图 ３ 所示。

通道注意力
空间注意力 输出特征图输入特征图

图 ３　 ＣＢＡＭ 模块图

Ｆｉｇ． ３　 ＣＢＡＭ ｂｌｏｃｋ

　 　 在解码器部分，把拼接之后的特征图输入到

ＣＢＡＭ 模块，此后沿着通道和空间维度依次推断注

意力图，然后将注意力图与特征图相乘后的结果进

行自适应优化。 给定大小为 Ｗ × Ｈ × Ｃ 的特征图，
ＣＢＡＭ 依次推断出大小为 １ × １ × Ｃ 的一维通道注意

图 Ｍｃ 和大小为 Ｈ × Ｗ × １ 的空间注意图 Ｍｓ。 具体

地，通道注意力将输入的特征图 Ｆ ｉｎｐｕｔ 分别经过基于

高度和宽度的全局池化和平均池化，而后再分别经
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过多层感知器、ｅｌｅｍｅｎｔ－ｗｉｓｅ 加和操作、 Ｓｉｇｍｏｉｄ 激

活， 最终生成通道注意力特征图 Ｍｃ。 通道注意力

特征图与输入特征图做元素相乘生成空间注意力模

块所需的输入 Ｆｏｕｔ１， 数学定义如下：
Ｆｏｕｔ１ ＝ Ｍｃ Ｆ ｉｎｐｕｔ( ) 􀱋 Ｆ ｉｎｐｕｔ （３）

　 　 空间注意力模块包括全局池化和平均池化、拼
接、卷积操作、降维以及 Ｓｉｇｍｏｉｄ 激活而生成空间注

意力特征图 Ｍｓ。 同样地，与输入特征图 Ｆｏｕｔ１ 相乘

得到 ＣＢＡＭ 模块的输出特征图 Ｆｏｕｔ２， 其数学表达式

为：
Ｆｏｕｔ２ ＝ Ｍｓ Ｆｏｕｔ１( ) 􀱋 Ｆｏｕｔ１ （４）

　 　 其中，“ 􀱋 ”为对应像素值相乘。
对于一个特征图来说，通道注意力模块压缩了

输入特征图的空间维数，用于聚集空间信息。 空间

注意力模块是利用特征的空间关系来生成一个空间

注意图。 空间特征更多关注目标的位置信息，与通

道注意力互为补充。 本文认为 Ｓｈａｒｐ 模块对编码器

特征的每个通道独立地进行卷积操作，能够增强浅

层特征图的细节信息，同时有助于减少早期阶段整

个网络层中传播的高频噪声成分。 进而，在解码器

部分高层与低层特征图拼接之后嵌入的 ＣＢＡＭ 模

块，使得通道注意力模块能够更加有效地关注经过

Ｓｈａｒｐ 模块增强的浅层特征通道的信息，从而加强对

于浅层信息的提取，更好地平衡高层和浅层的语义

差距。
２．３　 损失函数

加权交叉熵常用来解决医学图像中的类别不平

衡问题。 通过对每个类别加上适当的权重，从而抵

消了数据集中存在的类不平衡。 进而，为了降低易

分样本对损失函数的贡献，Ｌｉｎ 等学者［２９］ 通过引入

难易区分权重，使模型更加专注难分样本的区分，得
到了 Ｆｏｃａｌ Ｌｏｓｓ （ＦＬ）：

ＬｏｓｓＦＬ ＝ － １
Ｎ∑

Ｎ

ｉ ＝ １
β ｙｉ １ － ｐｉ( ) γ ｌｏｇ ｐｉ ＋(

１ － β( ) １ － ｙｉ( ) ｐγ
ｉ ｌｏｇ １ － ｐｉ( ) ) （５）

其中， β 表示类别平衡因子， γ 是难易样本平衡

因子。 通过对 β 参数的调整，可解决正负样本不均

衡的问题；通过 （１ － ｐｉ） γ 参数的调整，可改善难易

样本不均衡问题。
Ｈａｕｓｄｏｒｆｆ Ｄｉｓｔａｎｃｅ （ＨＤ） Ｌｏｓｓ 可用于优化分割

的最大距离误差［３０］：

ＬｏｓｓＨＤ ＝ １
｜ Ω ｜ ∑Ω

（（ｐ － ｑ） ２ 􀳱 （ｄα
ｐ ＋ ｄα

ｑ ））

（６）

其中， Ω 表示图像定义的网格； ｑ， ｐ 分别表示

预测图与 ｇｒｏｕｄ － ｔｒｕｔｈ； ｄｑ， ｄｐ 分别表示预测图与

ｇｒｏｕｎｄ－ｔｒｕｔｈ 的距离变换图； “ 􀳱 ” 表示对应元素相

乘。 ＨＤ Ｌｏｓｓ 不是只关注最大的分割误差，而是使用

α 作为惩罚因子，平稳地对于较大的分割误差给予

惩罚。
在医学图像分割任务中，类别不均衡问题很常

见，即正负样本比例失衡。 口腔移植骨图像也是如

此，背景像素约占 ９５％以上，数据集具有显著的正

负样本比例不平衡特征。 同时，由于二维图像中移

植骨区域较小，对于较小的样本容易产生误判。 考

虑到基于边界的损失函数能够通过对最大距离的约

束有效地减小误判的产生，本文设计一种联合 ＦＬ与

ＨＤ Ｌｏｓｓ 的损失函数，其定义如下：
Ｌ ＝ ＬｏｓｓＦＬ ＋ λＬｏｓｓＨＤ （７）

　 　 这里， 参数 λ 平衡了 ＨＤ Ｌｏｓｓ 在训练中的权重，
以实现更好的分割性能。 经过实验发现， γ 参数设

置为 ２， β 设置为 ０．８， α 值在 １．０ 和 ３．０ 之间实验结

果较好。 本文的实验中， α 设置为 １． ５， λ 设置为

０．２。

３　 实验及结果分析

３．１　 实验环境与参数设置

本文实验使用 Ｐｙｔｈｏｎ 编程语言，Ｐｙｔｏｒｃｈ 框架，
硬件配置如下：处理器为 Ｉｎｔｅｒ （Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ９ －
１０９００Ｘ ＣＰＵ ＠ ３．７ ＧＨｚ， 内存（ＲＡＭ）为 ６４．０ ＧＢ，
ＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０９０ ２４ ＧＢ 显存，计
算机系统为 Ｌｉｎｕｘ 操作系统 Ｕｂｕｎｔｕ １８．０４。

在训练过程中，采用自适应动量估计（ ａｄａｐｔｉｖｅ
ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎ，Ａｄａｍ） 优化器和反向传播算法对

网络进行优化与梯度更新。 训练批次（ ｂａｔｃｈｓｉｚｅ） 设

为 １６，初始学习率（ ｌｅａｒｎｉｎｇ ｒａｔｅ） 设为 ０． ００１，每
１００ 个周期学习率下降 ０．２ 倍，动量值设为 ０． ９，训
练次数设置为 ５００。
３．２　 实验数据集建立

本实验的 ＣＢＣＴ 数据集来自上海交通大学医学

院附属第九人民医院，由不同年龄阶段的 １０ 例健康

患者在术后经同一台 ＣＢＣＴ 扫描仪扫描得到 （伦理

批号：ＳＨ９Ｈ－２０２２－ＴＫ５３－１），剔除无关部位的扫描

切片后，共计 ５０５ 张图片。 扫描时的参数设置：电压

１２０ ｋＶ、电流 ５ ｍＡ、扫描时间 １６ ～ ２０ ｓ、ｖｏｘｅｌ ｓｉｚｅ：
０．２５ ｍｍ；ＦＯＶ： ２５ ｃｍ （Ｄ） × １７ ｃｍ （Ｈ） 分辨率，图
像矩阵为 ６５１×６５１×６５１ 体素。 考虑到人工标注的

骨移植区域作为标注金标准的可信度和深度学习的
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可解释性，对于每张原始 ＣＢＣＴ 图像，口腔移植骨区

域由经验丰富的口腔专科医生手工标注，并将最终

标注结果以 ＮＩＦＴＩ 格式进行存储。 为了提升模型泛

化能力，采取旋转、偏移、裁剪、水平翻转、随机旋转

等操作进行数据集扩充，最终得到尺寸为 ２２４×２２４
的图片１ ８３０张。 进而可得，训练数据集为１ ４６４张
图片，测试数据集为 ３６６ 张图片。
３．３　 评价指标

为了定量评估分割效果，本文使用 Ｊａｃｃａｒｄ 指数

（Ｉｎｔｅｒｓｅｃｔｉｏｎ － ｏｖｅｒ － Ｕｎｉｏｎ， ＩｏＵ）、 Ｄｉｃｅ 相似系数

（Ｄｉｃｅ Ｓｉｍｉｌａｒｉｔｙ Ｃｏｅｆｆｉｃｉｅｎｔ， ＤＳＣ）、 Ｈａｕｓｄｏｒｆｆ 距离

（Ｈａｕｓｄｏｒｆｆ Ｄｉｓｔａｎｃｅ， ＨＤ）、召回率（Ｒｅｃａｌｌ）、精确率

（Ｐｒｅｃｉｓｉｏｎ） 作为评估指标。 对于各评估指标的数

学定义及表述详见如下。
（１） ＩｏＵ。 给定 ２ 个集合 Ｇ和Ｐ，对应表示真实

标签和预测标签， ＩｏＵ 定义为：

Ｊ（Ｇ，Ｐ） ＝ ｜ Ｇ ∩ Ｐ ｜
｜ Ｇ ∪ Ｐ ｜

（８）

　 　 其中， Ｇ ∩ Ｐ 为真实标注区域与预测输出区域

的交集， Ｇ ∪ Ｐ 为真实标注区域与预测输出区域并

集。 Ｊａｃｃａｒｄ 系数的范围从 ０ 到 １，这里 １ 表示真实

标签和预测标签之间的完全匹配，而 ０ 表示真空标

签和预测标签之间的完全不匹配。
（２） ＤＳＣ。 定义为：

ＤＳＣ（Ｇ，Ｐ） ＝ ２ ｜ Ｇ ∩ Ｐ ｜
｜ Ｇ ｜ ＋｜ Ｐ ｜

（９）

　 　 同样地， ＤＳＣ的值在［０，１］ 范围内。 其值越大表

示网络的预测输出与真实标注之间的重合率越高。
（３）召回率 （Ｒｅｃａｌｌ）。 定义为所有预测输出像

素中被正确预测出来的比例。 数学定义公式为：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１０）

　 　 其中， ＴＰ ＋ ＦＮ 表示数据集中的所有正例。
（４）精确率 （Ｐｒｅｃｉｓｉｏｎ）。 表示在所预测的正样

本中，预测正确的正样本所占的比例，其计算公式

为：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１１）

　 　 （５）Ｈａｕｓｄｏｒｆｆ 距离。 是用来度量 ２ 组点集的相

似程度。 假设有 ２ 组集合 Ａ ＝ ｛ ａ１，…， ａｐ｝ 和 Ｂ ＝
｛ｂ１，…，ｂｐ｝， 则这 ２ 个点集合之间的 ＨＤ 为：

Ｈ（Ａ，Ｂ） ＝ ｍａｘ（ｈ（Ａ，Ｂ），ｈ（Ｂ，Ａ）） （１２）
　 　 其中，

ｈ（Ａ，Ｂ） ＝ ｍａｘ
ａ∈Ａ

ｍｉｎ
ｂ∈Ｂ

ａ － ｂ{ } （１３）

ｈ Ｂ，Ａ( ) ＝ ｍａｘ
ｂ∈Ｂ

ｍｉｎ
ａ∈Ａ

ｂ － ａ{ } （１４）

　 　 其中，‖·‖表示点集 Ａ 和点集 Ｂ 间的距离范

式。 ＨＤ 值越小，表示 Ａ、Ｂ 之间的重叠度越高，分割

性能越好。
３．４　 消融性实验

为了评估的 ＳＡ － ＵＮｅｔ 模型中不同模块 （即

Ｓｈａｒｐ 模块和 ＣＢＡＭ 模块） 和不同损失函数 （即

ＬｏｓｓＦＬ 和 ＬｏｓｓＨＤ，记作 ＦＬ 和 ＨＤ） 在口腔移植骨分割

任务中的性能，本节设计了 ７ 组不同实验来进行对

比。 表 １ 给出了在不同模块组合下的不同模型对移

植骨的平均分割性能。 从表 １ 不难看出，不同模块

的组合都能在一定程度上提升网络模型的性能，且
ＳＡ－ＵＮｅｔ 网络在性能上达到了最佳， ＤＳＣ 值达到

０． ９２３ ６，Ｈａｕｓｄｏｒｆｆ 距离为０．５６６ ３。当同时考虑提出

的联合损失函数时， ＤＳＣ 值达到０．９２６ ２，Ｈａｕｓｄｏｒｆｆ
距离为０．５０９ ２，在性能上进一步提升了 ０． ２８％和

１０．０８％。
表 １　 不同改进方案下的网络性能

Ｔａｂ． １ 　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｎｅｔｗｏｒｋ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｉｍｐｒｏｖｅｄ
ｓｔｒａｔｅｇｉｅｓ

Ｍｏｄｅｌ Ｓｈａｒｐ ＣＢＡＭ ＦＬ ＨＤ ＤＳＣ ＨＤ ／ ｍｍ

Ｕ－Ｎｅｔ ０．９０５ ６ ０．６９７ ４

Ｕ－Ｎｅｔ ｗ ／
ＣＢＡＭ

√ ０．９１８ ８ ０．６１１ ４

Ｕ－Ｎｅｔ ｗ ／
Ｓｈａｒｐ

√ ０．９２０ １ ０．６０２ ０

Ｕ－Ｎｅｔ ｗ ／ ＦＬ ＋

ＨＤ Ｌｏｓｓ
√ √ ０．９１１ ０ ０．５４２ ５

ＳＡ－ＵＮｅｔ ｗ ／
ｏ Ｌｏｓｓ

√ √ ０．９２３ ６ ０．５６６ ３

ＳＡ－ＵＮｅｔ ｗ ／
ｏ ＨＤ Ｌｏｓｓ

√ √ √ ０．９２６ ２ ０．５２４ ７

ＳＡ－ＵＮｅｔ √ √ √ √ ０．９２６ ２ ０．５０９ ２

３．５　 网络模型对比实验

本节将通过与 Ｕ － Ｎｅｔ、 ＵＮｅｔ ＋ ＋、 ＤｅｅｐＬａｂＶ３、
Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ、ＲｅｓＵＮｅｔ 等当前主流分割模型进行

对比分析，进一步验证提出模型的准确性和有效性。
表 ２ 给出了不同网络模型在测试集上指标 ＩｏＵ、
ＤＳＣ、Ｒｅｃａｌｌ、Ｐｒｅｃｉｓｉｏｎ 与 Ｈａｕｓｄｏｒｆｆ 的得分情况。

根据表 ２ 不难看出，本文提出的 ＳＡ－ＵＮｅｔ 在
ＩｏＵ、ＤＳＣ、 Ｈａｕｓｄｏｒｆｆ 距离三个性能指标皆达到最

优，其值分别为０．８６６ ５、０．９２６ ２、０．５０９ ２。分别领先

位于其后的 Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 网络 ０．４１％、０．２２％和

８．０％。ＲｅｓＮｅｔ 网络的 Ｒｅｃａｌｌ 指标最优为 ０． ９６２ ２，

４５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 网络的 Ｐｒｅｃｉｓｉｏｎ 指标在所有模型结

果中最优为 ０．８９７ ０。 本文的 ＳＡ－ＵＮｅｔ 性能皆位居

第二，略低 ０．０８％和 ０．１９％。 ＤｅｅｐＬａｂｖ３ 模型由于网

络层数较深，模型参数量较大，难以有效关注到图像

低层的细节信息，导致分割效果较差，从而反映了 Ｕ
型网络中跳跃连接的重要性，侧面验证本文通过跳

越连接层的改进与注意力机制的结合，加强图像细

节信息而提高分割结果的合理性和优越性。
表 ２　 不同网络模型对比

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｍｏｄｕｌｅｓ

Ｍｏｄｅｌ ＩｏＵ ＤＳＣ Ｒｅｃａｌｌ Ｐｒｅｃｉｓｉｏｎ ＨＤ ／ ｍｍ

Ｕ－Ｎｅｔ ０．８３１ ０ ０．９０５ ６ ０．９３５ ７ ０．８８２ ４ ０．６９４ ７

Ｕ－Ｎｅｔ＋＋ ０．８４８ ０ ０．９１０ ４ ０．９４８ １ ０．８８２ ８ ０．６４１ ９

ＤｅｅｐＬａｂｖ３ ０．７６４ ７ ０．８５２ ２ ０．８８７ ８ ０．８２０ ２ ０．８５４ ２

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ ０．８６３ ０ ０．９２４ ２ ０．９５９ ３ ０．８９７ ０ ０．５５３ ５

ＲｅｓＵＮｅｔ ０．８６１ ３ ０．９２１ ８ ０．９６２ ２ ０．８９３ ０ ０．５９７ ９

ＳＡ－ＵＮｅｔ ０．８６６ ５ ０．９２６ ２ ０．９６１ ４ ０．８９５ ３ ０．５０９ ２

３．６　 模型复杂度实验

为了进一步检验模型的复杂度，本节将 ＳＡ －
ＵＮｅｔ 与 Ｕ － Ｎｅｔ、 Ｕ － Ｎｅｔ ＋ ＋、 Ａｔｔｅｎｔｉｏｎ Ｕ － Ｎｅｔ、
ＤｅｅｐＬａｂｖ３［３１］、ＲｅｓＵＮｅｔ 等 ５ 种经典分割网络模型的

参数量和浮点运算量进行了分析，结果见表 ３。 结

合表 ２ 可以看出，与基准网络 Ｕ－Ｎｅｔ 相比，本文提

出的 ＳＡ－ＵＮｅｔ 参数量只增加了 ０．０３ Ｍ，计算量只增

加了 ０．４ Ｇ，而 ＩｏＵ 指标提升了 ４．２７％， ＤＳＣ 指标提

升了 ２．２７％。 也就是说，在几乎没有增加开销的情

况下，图像分割精度得到了有效的提升。 进而，相比

于 Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ，本文研究的模型参数量减少了

０．０６ Ｍ，计算量降低了 １．５３ Ｇ， 而 ＩｏＵ 指标提升了

０．４１％， ＤＳＣ 指标提升了 ０．２２％，网络的分割精度和

计算效率也得到了有效的改善。 这进一步验证了

Ｓｈａｒｐ 模块没有额外可学习参数，ＣＢＡＭ 模块只有极

少数的额外参数。 因此，ＳＡ－ＵＮｅｔ 作为轻量级的模

型在小样本医学图像数据集中更加适用。
表 ３　 模型参数

Ｔａｂ． ３　 Ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

Ｍｏｄｅｌ ｎａｍｅ Ｐａｒａｍｓ ／ Ｍ Ｆｌｏｐｓ ／ Ｇ

Ｕ－Ｎｅｔ ７．７６ ８．８０

Ｕ－Ｎｅｔ＋＋ ９．０４ ２６．８５

Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ ７．８５ １０．７３

ＤｅｅｐＬａｂｖ３ ２６．００ ２０．８０

ＲｅｓＵＮｅｔ １３．０４ ５０．１０

ＳＡ－ＵＮｅｔ ７．７９ ９．２０

３．７　 可视化分割结果分析

本节将给出不同网络模型对口腔 ＣＢＣＴ 图像移

植骨分割的可视化结果，如图 ４ 所示。 图 ４（ａ）中第

１～５ 列分别表示来自 ５ 位不同病人的口腔 ＣＢＣＴ 图

像，（ｂ） 为移植骨的真实标签， （ ｃ） ～ （ ｈ） 分别为

Ｕ－Ｎｅｔ、 Ｕ － Ｎｅｔ ＋ ＋、 ＤｅｅｐＬａｂｖ３、 Ａｔｔｅｎｔｉｏｎ Ｕ － Ｎｅｔ、
ＲｅｓＵＮｅｔ、ＳＡ－ＵＮｅｔ 的分割结果。

(h)SA-UNet

(g)ResUNet

(f)AttentionU-Net

(e)DeepLabv3

(d)U-Net++

(c)U-Net

(b)金标准

(a)原始图像

图 ４　 不同患者口腔 ＣＢＣＴ 图像的分割结果

Ｆｉｇ． ４ 　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＣＢＣＴ ｉｍａｇｅｓ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ
ｐａｔｉｅｎｔｓ

　 　 Ｕ－Ｎｅｔ 和 Ｕ－Ｎｅｔ＋＋网络能够基本实现对移植骨

的分割。 但是 Ｕ－Ｎｅｔ 只是通过跳跃连接实现低层

特征信息和高层特征信息的拼接，忽略了二者较大

的语义差距带来特征信息的丢失；Ｕ－Ｎｅｔ＋＋网络通

５５第 １１ 期 徐常鹏， 等： 一种面向口腔移植骨分割的 ＳＡ－ＵＮｅｔ 网络



过大量的短连接实现多尺度特征信息的整合，但并

没有加强低层特征的重要性。 由图 ４（ｃ）、（ｄ）可以

发现，在 Ｕ－Ｎｅｔ 与 Ｕ－Ｎｅｔ＋＋网络模型的分割结果

中，容易发生欠分割，并且对于移植骨凸出的边缘分

割效果不佳。 ＤｅｅｐＬａｂｖ３ 模型由于网络层数较深，
且在解码部分使用多次的双线性采样。 由图 ４（ｅ）
可以看出，该模型难以捕捉到移植骨图像的细节信

息（如图像的边缘，纹理信息），分割边缘过于平滑，
整体分割效果较差。 ＲｅｓＵＮｅｔ 通过残差连接的方式

保留低层特征信息，Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ 通过注意力门

的方式抑制不相关的区域，但仍然有特征学习不充

分，在分割区域内有少量噪声产生。 由图 ４（ ｆ）、（ｇ）
可知，２ 个网络对于移植骨的整体轮廓分割效果较

好，但依然有噪声的残留（见第三列），并且对于移

植骨凸出部分分割不够平滑，过于尖锐 （见第五

列）。 与这些网络模型相比，本文提出的ＳＡ－ＵＮｅｔ可
以获得更优的分割性能，在分割中能够更准确地捕

捉边界信息过滤分割区域中的细小噪声（见图 ４（ｈ）
中的第二列、第三列）；此外，本文网络还能够平滑

地处理模糊边界的情况，获得更为精细的分割结果

（见图 ４（ｈ）中的第四列、第五列）。

４　 结束语

本文提出了一种基于 Ｕ－Ｎｅｔ 和注意力机制的

新型编码解码网络模型，该模型通过构建 Ｓｈａｒｐ 模

块改进跳跃连接简单的复制操作，增强低层图像细

节信息，平衡拼接操作产生的语义差距，通过在解码

器部分的每一层嵌入 ＣＢＡＭ 模块，通过注意力机制

分配不同权重使得模型更加关注重要信息，抑制无

用信息。 通过实验表明，本文提出的 ＳＡ－ＵＮｅｔ 网络

结构能够通过 Ｓｈａｒｐ 模块的锐化操作增强低层特

征，并通过注意力机制提高对于图像细节信息的关

注度，同时设计了联合损失函数对不平衡数据集进

行优化，在移植骨图像分割结果中有较好的性能。
在模型复杂度方面，与 Ｕ－Ｎｅｔ 相比，几乎没有增加

计算开销，并且参数量远小于其他医学模型，同时分

割精度与 Ｕ－Ｎｅｔ 相比在 ＩｏＵ，Ｄｉｃｅ 系数两个指标上

分别提高了０．０３５ ５，０．０２０ ６；在分割精度方面，与现

有的 主 流 分 割 模 型 对 比， 在 ＩｏＵ、Ｄｉｃｅ 系 数、
Ｈａｕｓｄｏｒｆｆ 距离三个评价指标上的表现最佳，得分达

到了 ０．８６６ ５、０．９２６ ２、０．５０９ ２。 由于本模型能够有

效提升图像细节信息的特征提取能力，且模型参数

相对较少，因此同样适用于语义简单、结构固定的其

他小样本医学图像数据集的分割以及辅助诊断

应用。
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