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基于子空间重构的无监督时间序列异常检测

戈宁振， 翁小清， 袁子璇

（河北经贸大学 信息技术学院， 石家庄 ０５００６１）

摘　 要： 时间序列异常检测旨在寻找时间序列中不符合预期的数据，为相关人员提供有价值的信息，一直以来都受到学术界

和工业界的广泛关注。 然而，现有时间序列异常检测方法大多忽略了复杂数据中的多种模式，不能充分利用已有模式信息进

行有效的特征学习，造成检测效果不理想。 为此，本文提出了一种基于子空间重构的无监督时间序列异常检测模型。 首先，
将原始时间序列转换至低维潜在空间，利用高斯混合模型在潜在空间聚类，将原始时间序列分割为多个独立子空间。 之后，
各个子空间训练子模型，实现多模式捕获。 最后，通过各个子模型重构，实现异常检测。 该模型在 ＵＣＲ 和 ＭＩＴ－ＢＩＨ 的 ６ 个数

据集上的检测效果显著地优于已有方法，证明了方法的有效性。
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０　 引　 言

时间序列是由一系列具有固定时间间隔的实值

型样本组成的序列型数据［１］，广泛地存在于金融、
工业制造以及医学等领域中。 当少量观测样本或由

多个观测样本构成的序列显著地偏离大多数观测样

本时，有理由怀疑这些观测样本是由不同机制产生

的，这样的观测样本被认为是异常样本［２］。 时间序

列异常检测就是在时间序列数据中找到这样的观测

样本，为后续任务提供有价值的信息。 时间序列异常

检测广泛地应用于工业生产监控［３］、金融风险预

警［４］、医疗数据分析［５］以及网络入侵检测［６］等领域。
近几年来，基于深度学习的异常检测模型得到

了广泛应用。 其中，基于重构的异常检测方法能够

在复杂数据中提取特征信息，同时对噪声具有鲁棒

性，受到了大量研究人员的关注。 例如 Ｘｕ 等学

者［６］利用变分自编码模型（ ｖａｒｉａｔｉｏｎａｌ ａｕｔｏｅｎｃｏｄｅｒ，
ＶＡＥ）检测服务器 ＫＰＩ 异常。 Ｙｉｎ 等学者［７］ 利用卷

积神经网络构建的自编码模型（ａｕｔｏｅｎｃｏｄｅｒ， ＡＥ）检
测物联网设备时间序列异常。 Ｚｈｏｕ 等学者［８］ 利用

对抗 生 成 网 络 （ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓ，
ＧＡＮ）检测心跳时间序列异常。 基于重构的方法通



过学习正常数据潜在的分布模式，假定不符合这些

模式的异常数据难以重构，利用重构误差进行异常

检测。 然而大多数基于重构的方法只假定正常数据

服从单一模式，尤其对于子序列样本数据，忽略了多

模式存在的可能。 如图 １ 所示，在 ＭＩＴ－ＢＩＨ［９］ 心跳

数据中，标记为正常的心跳样本存在多种波形，各个

波形的形状差异较大，有理由认为这些波形遵循不同

的模式。 如果不考虑数据中的多种模式，检测模型可

能只会关注到单一模式，这必然导致遵循其他模式的

心跳波形难以重构，造成大量的误判。

图 １　 ４ 个标记为正常的心跳波形，各个波形间存在显著差异

Ｆｉｇ． １ 　 Ｆｏｕｒ ｈｅａｒｔｂｅａｔｓ ａｒｅ ｍａｒｋｅｄ ａｓ ｎｏｒｍａｌ ａｎｄ ｔｈｅｒｅ ａｒｅ

ｓｉｇｎｉｆｉｃａｎｔ ｄｉｆｆｅｒｅｎｃｅｓ ｂｅｔｗｅｅｎ ｔｈｅｍ

　 　 针对上述问题，本文提出了一种基于子空间重

构的异常检测算法（ＧＭＭＳＡＥ），旨在尽可能地学习

时间序列数据中潜在的多种模式，以提高检测效果。
ＧＭＭＳＡＥ 首先利用高斯混合模型（ｇａｕｓｓｉａｎ ｍｉｘｔｕｒｅ
ｍｏｄｅｌ， ＧＭＭ） 在稀疏自编码 （ ｓｐａｒｓｅ ａｕｔｏｅｎｃｏｄｅｒ，
ＳＡＥ）的潜在变量上进行聚类，利用聚类结果将原始

输入样本分割为不同的组，这样的组称其为子空间，
每个子空间中的数据遵循特定的模式。 之后每个子

空间训练对应的 ＳＡＥ 模型，以达到学习复杂数据中

多种模式的目标。 在检测阶段，每个样本利用这些

子空间模型进行重构，最小的重构误差作为样本异

常得分，异常得分高于指定阈值的样本被认为是异

常的。 本文在多个真实的时序数据集上进行了实

验，结果表明： 提出的方法在 ＡＵＣ （ ａｒｅａ ｕｎｄｅｒ
ｃｕｒｖｅ）和 ＡＰ （ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ）两个性能指标上，显
著地优于已有方法。

１　 相关工作

在时间序列异常检测领域，早期时间序列检测

模型主要基于统计学方法。 此类方法通过对时间序

列历史数据进行建模，挖掘数据中蕴含的模式或规

律对未来数据预测，利用预测误差识别异常数据。
常见的方法有差分整合移动平均自回归模型

（ ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ ｍｏｄｅｌ，
ＡＲＩＭＡ） ［１０］、 隐 马 尔 可 夫 模 型 （ ｈｉｄｄｅｎ ｍａｒｋｏｖ

ｍｏｄｅｌ， ＨＭＭ） ［１１］ 以及指数权重移动平均模型

（ｅｘｐｏｎｅｎｔｉａｌｌｙ ｗｅｉｇｈｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ， ＥＷＭＡ） ［１２］

等。 基于统计模型的异常检测算法具有可解释性

强、效率高等特点，但却无法捕获时间序列的非线性

特征，难以适用于复杂的检测场景。
相比于基于统计学的检测算法，机器学习算法可

以在不关注数据底层分布的情况下进行异常识

别［１３］，因此基于传统机器学习的异常检测模型具有

更广泛的应用场景。 此类方法主要分为基于距离的

方法、基于密度的方法、基于聚类的方法以及基于分

类的方法［１４］。 如 Ｊｏｎｅｓ 等学者［１５］通过定义范例样本

（正常样本），计算其他样本与范例样本之间的距离定

义异常分数，异常分数高的样本被认为是异常的。 但

现实世界中的时间序列数据复杂多变，寻找一个能够

同时考虑形状信息和尺度信息的距离度量是困难的。
Ｂｒｅｕｎｉｇ 等学者［１６］ 将局部离群因子 （ ｌｏｃａｌ ｏｕｔｌｉｅｒ
ｆａｃｔｏｒ， ＬＯＦ）用于时间序列异常检测。 ＬＯＦ 是一种基

于密度的异常检测方法，通过密度估计的方式，将低

密度区域的数据识别为异常。 基于密度的方法需要

大量样本进行密度估计，对数据规模有一定要求。
Ｔｈｕｙ 等学者［１７］利用 Ｌｅａｄｅｒ 聚类进行异常识别，将远

离大多数类簇的样本识别为异常样本。 但在聚类算

法中，类簇的数量难以确定，设定不合适会严重影响

检测效果。 单类支持向量机（ｏｎｅ－ｃｌａｓｓ ＳＶＭ， ＯＣ－
ＳＶＭ） ［１８－１９］广泛地应用于基于分类的异常检测。 此

类方法将异常检测转化为二分类问题，即正常样本属

于一类，其他类别的样本都属于异常，通过寻找合适

的分类边界将正常数据和异常数据进行区分，非常适

用于类分布极度不平衡的数据。 但对于高维复杂的

时间序列，分类边界很难找到。 总地来说，基于传统

机器学习方法的检测模型在数据量较小、数据维数较

低的情况下，能够获得较好的检测性能。 但随着时间

序列数据日益庞大且复杂，这些方法难以提取有效特

征，导致检测效果不理想。
近些年，随着深度神经网络的快速发展，大量基

于深度神经网络模型的时间序列异常检测算法得到

了应用，并取得了显著效果［２０］。 如长短期记忆网络

（ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ， ＬＳＴＭ） ［２１］，该方法能够有

效地捕获时间序列的时序依赖，非常适合时间序列

建模。 Ｈｕｎｄｍａｎ 等学者［２２］ 利用 ＬＳＴＭ 作为预测器

检测航天器时间序列中的异常，比传统算法的性能

有显著提高。 相比于基于预测的异常检测，基于重

构的深度学习模型具有更高的性能以及对噪音数据

的更鲁棒，大多数研究者聚焦于基于重构的检测模
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型。 基于重构的异常检测模型尽可能地还原输入样

本，利用重构样本与输入样本之间的误差进行异常

检测。 如 Ｔｈｉｌｌ 等学者［２３］利用时序卷积自编码模型

（ ｔｅｍｐｏｒａｌ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋ ａｕｔｏｅｎｃｏｄｅｒ， ＴＣＮ －
ＡＥ）检测心跳样本异常，该方法通过重构不同时间

尺度的时序特征，以提高样本的重构准确度。 然而，
ＴＣＮ－ＡＥ 没有正则化，容易出现过拟合，导致检测精

度降低。 针对此问题，Ｌｉ 等学者［２４］提出了一种基于

平滑诱导的变分自编码器进行异常识别，该方法在

损失函数中引入了扩展的 Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ（ＫＬ）散
度作为平滑度正则器惩罚非平滑的重建，使潜在空

间的学习可以更加关注“正常”模式，而不是盲目地

最小化原始信号和潜在变量生成的信号之间的重建

误差，有效地避免了过拟合。 Ｓｉｏｕｄａ 等学者［２５］ 提出

ＳＡＥ，从特征稀疏化角度避免了过拟合问题，在心跳

样本异常检测中取得了理想的效果。 另外一类基于

重构的异常检测方法是基于 ＧＡＮ 的，ＧＡＮ 通过生

成器和判别器之间的对抗训练生成高质量的重构特

征。 例如，Ｚｅｎａｔｉ 等学者［２６］基于双向 ＧＡＮ 构建异常

检测模型，能够有效地减少训练时间并提高检测性

能。 但此模型结构复杂，不适用于数据较少、维度较

低的小数据集。 Ｚｈｏｕ 等学者［８］ 提出了一种基于

ＧＡＮ 的心跳异常检测模型，通过重构心跳样本进行

异常检测。 但此模型只适用于周期性数据，对于非

常周期性的样本数据难以检测。 由于 ＧＡＮ 内在的

结构问题，基于 ＧＡＮ 的方法往往难以训练，存在模

式崩溃的问题［２７］。
通过以上回顾可以看出，在复杂多变的时间序

列数据中，已有基于 ＡＥ 的重构检测方法容易过拟

合，而基于 ＧＡＮ 的模型难以训练。 同时，这些方法

在大多只考虑了数据服从单一的分布模式，忽略了

存在多模式的可能。 因此，有必要构建一种简洁高

效，同时能够全面地捕获潜在模式的检测模型。 因

此，本文提出了一种基于子空间重构的无监督时间

序列异常检测模型，通过高斯混合模型在 ＳＡＥ 的潜

在空间中聚类，将输入样本划分为多个独立的子空

间，并利用 ＳＡＥ 出色的特征学习能力来捕获多模式

特征，以提高检测效果。 同时，本文提出的模型结构

简单，训练效率高，具有很好的泛化能力。

２　 本文方法原理与设计

本文提出的模型主要由 ＳＡＥ 和 ＧＭＭ 构成，本
节将先分别介绍这 ２ 种相关技术，之后描述整体模

型以及模型的训练和异常检测。

２．１　 稀疏自编码

ＡＥ 是一种基于无监督训练的神经网络结构，其
目标是尽可能地将输出值还原为输入值，因此被广

泛地应用于基于重构的异常检测。 传统的 ＡＥ 模型

聚焦于学习稠密的特征，容易出现过拟合问题。 相

比于稠密特征，稀疏特征具有更强的表达能力，受稀

疏编码的启发，ＳＡＥ 通过在损失函数中添加稀疏惩

罚项来学习样本中的稀疏特征。 稀疏惩罚项尽可能

地抑制”激活”的神经元，使学习到的特征不仅仅是

输入样本的重复。
给定时间序列 ｘ，假设在第 ｊｔｈ 隐藏层的神经元

为 ｎ ｊ（ｘ），当 ｎ ｊ（ｘ） 的输出值等于“１” 时，意味着此神

经元处于激活状态，否则，等于“０” 时，表示非激活

状态。 在特征学习过程中，隐藏层神经元的激活值

通过（１） 来计算：
ｎｖ ＝ ｆａｃｔｉｖｅ（ωｘ ＋ ｂ） （１）

　 　 其中， ω 为权重矩阵，ｂ 为偏置。 因此，ｎ ｊ（ｘ） 的

平均激活值定义如式（２） 所示：

δ ＝ １
ｍ∑

ｍ

ｉ ＝ １
［ｎ ｊ（ｘｉ）］ （２）

　 　 其中， ｍ 表示特征空间的维度。 因此当神经元

的平均激活值远远大于期望值时，通过附加一个正

则化项对其惩罚，能够使模型学习到的特征趋向于

稀疏。 在 ＳＡＥ 中，稀疏正则项使用 Ｋｕｌｌｂａｃｋ－Ｌｅｉｂｌｅｒ
散度来实现，如式（３）所示：

Φｓｐａｒ ＝ ＫＬ（δ‖δ^ ｊ） ＝ δｌｏｇ δ

δ^ ｊ

＋ （１ － δ）ｌｏｇ １ － δ

１ － δ^ ｊ

（３）

　 　 当训练稀疏自编码时，有可能通过增加权重值

和减少隐藏神经元的值来降低稀疏正则化项的权

重，因此 ＳＡＥ 通过增加一个 Ｌ２ 正则化项防止这种

现象的发生，Ｌ２ 的定义如公式（４） 所示：

Φｗｅｉｇｈｔ ＝
１
２ ∑

Ｊ

ｊ
∑

Ｌ

ｌ
∑

Ｋ

ｋ
（ｗ（ ｊ）

ｌｋ ） ２ （４）

　 　 其中， Ｊ 表示隐藏层数量；Ｌ 表示神经元数量；Ｋ
表示训练样本数量。 ＳＡＥ 最终的损失是一个经过

调整后的均方误差，定义如式（５）所示：

Ｅ ＝ ＭＳＥ（ｘ － ｘ^） ＋ αΦｓｐａｒ ＋ βΦｗｅｉｇｈｔ （５）
　 　 其中， α为稀疏惩罚项系数，用来控制稀疏正则

的权重，β 为 Ｌ２ 权重正则的控制系数。
２．２　 高斯混合模型

高斯混合模式是由 Ｋ 个分模型构造的概率模

型，每个分模型服从正态分布。 通常情况下，给定时

间序列 ｘ， 其概率密度分布可以表示为：

１２１第 １１ 期 戈宁振， 等： 基于子空间重构的无监督时间序列异常检测



ｒｈｏ（ｘ） ＝ ∑
Ｋ

ｋ ＝ １
θｋＮ（ｘ ｜ μｋ，∑ ｋ

） （６）

　 　 其中， Ｎ（ｘ ｜ μ ｋ，∑ ｋ
） 为多维正态分布的概率

密度函数；μ ｋ 表示期望；∑ ｋ
表示协方差矩阵；θ ｋ 表

示各分模型的系数，并满足（０ ＜ θ ｋ ＜ １，∑
Ｋ

θ ｋ ＝

１）。 高斯混合模型利用 ＥＭ 算法寻找最大似然估

计，似然方程定义如式（７）所示：

Ｌ（η） ＝ ｌｏｇ（ｘ ｜ η） ＝ ∑
Ｎ

ｉ ＝ １
ｌｏｇ（∑

Ｋ

ｋ ＝ １
θ ｋＮ（ｘｉ ｜ μ ｋ，

∑ ｋ
）） （７）

其中， η ＝ ｛θ ｋ，μ ｋ，∑ ｋ
｝ Ｋ

ｋ ＝ １ 为模型参数。 当模

型参数初始化完成以后，ＥＭ 算法中 Ｅ 步在当前参

数估计下， 找到关于变量 ｚ（ｘ 的潜在变量） 的条件

概率分布下 Ｌ 的期望值， 之后再通过 Ｍ 步更新估计

参数。
更新参数需要计算第 ｋ 个高斯分模型在当前参

数下生成 ｘｉ 的概率 ｔｉｋ， 计算方式如式（８）所示：

ｔ（ ｔ）ｉｋ ＝
θ（ ｔ）
ｋ Ｎ（ｘｉ ｜ μ（ ｔ）

ｉ ，∑ （ ｔ）

ｋ
）

∑
Ｋ

ｊ ＝ １
θ（ ｔ）
ｊ Ｎ（ｘｉ ｜ μ（ ｔ）

ｊ ，∑ （ ｔ）

ｊ
）

（８）

　 　 模型参数更新如式（９）所示：

μ（ ｔ ＋１）
ｋ ＝ １

Ｎｋ
∑
Ｎ

ｉ ＝ １
ｔ（ ｔ）ｉｋ ｘｉ，

σ（ ｔ ＋１）
ｋ ＝ ｘｔ － μ（ ｔ ＋１）

ｋ ，

∑ （ ｔ ＋１）

ｋ
＝ １
Ｎｋ
∑
Ｎ

ｉ ＝ １
ｔｔｉｋσ（ ｔ ＋１）

ｋ （σ（ ｔ ＋１）
ｋ ） Ｔ，

θ（ ｔ ＋１）
ｋ ＝ １

Ｎ∑
Ｎ

ｉ ＝ １
ｔ（ ｔ）ｉｋ （９）

　 　 其中， Ｎｋ 为第 ｋ 个分模型所覆盖的样本数

量。 ＥＭ中的 Ｅ 步和 Ｍ 通过交替的迭代，直到模型

收敛。
２．３　 模型架构

为了全面地学习时间序列中潜在的多种模式，
本文结合 ＳＡＥ 和 ＧＭＭ 构造了基于重构的无监督异

常检测模型，模型的总体结构如图 ２ 所示。
　 　 由图 ２ 可知，在训练阶段，模型首先利用 ＳＡＥ
提取输入数据在潜在空间高级别的特征。 ＳＡＥ 的基

本结构包括一个编码器和一个解码器。 编码器将原

始输入转换为潜在空间的低维表示，用 ｚ 来表示。
而解码器则尽可能地将 ｚ 重构回原始空间。 一旦

ＳＡＥ 训练完成，就可以获得包含输入数据关键特征

的隐藏表示 ｚ。

模型训练
训练数据

模型测试
测试数据
子空间重构

稀疏自编码 潜在空间(z)

高斯混合模型

子空间1 子空间2
子空间3 子空间4

子模型1 子模型2

子模型3 子模型4

异常分数计算

异常检测
子空间模型
稀疏自编码1
稀疏自编码2
稀疏自编码3
稀疏自编码4

图 ２　 模型结构图

Ｆｉｇ． ２　 Ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ

　 　 当输入数据的特征提取完成后，使用 ＧＭＭ 对

隐藏表示 ｚ 进行聚类，并根据聚类结果的索引将原

始输入数据分成不同的组，每个组是一个独立的子

空间，同一子空间的数据遵循相同的模式。 为了准

确地学习每个子空间的样本特征，每个子空间训练

一个独立的 ＳＡＥ，这些 ＳＡＥ 被称为子模型。 子模型

的结构与上述 ＳＡＥ 的结构相同。 显然，对于给定数

据，并不知道存在多少个子空间，而子空间越多，则
需要训练更多子模型。 研究可知，每个子空间的样

本数量远远小于原始样本数量，如此一来模型的训

练时间将大大减少，同时这些子模型可以并行训练。
因此，整个模型的训练时间并没有增加。
２．４　 异常检测

本文提出的模型根据子模型重构误差识别异常

样本。 样本的重构误差越大，则其为异常的概率就

越高。 在本文的模型中，样本的异常得分是通过输

入和重构之间的均方误差 （ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＭＳＥ） 来计算的。 在检测步骤中，每个样本被所有

子模型同时重构，因此一个样本会有多个重构误差。
通常情况下，如果测试样本遵循某个子空间的模式，
那么测试样本可以被其对应的子模型重构得很好，
而其他子模型的重构误差自然较大。 因此，研究选

择所有子模型中最小的重构误差为样本最终的异常

得分，如公式（１０）所示：
ｓｃｏｒｅ（ｘ） ＝ ｍｉｎ（Ｅｓｕｂｍｏｄｅｌ－１（ｘ））， Ｅｓｕｂｍｏｄｅｌ－２（ｘ）），…，

Ｅｓｕｂｍｏｄｅｌ－ｍ（ｘ）） （１０）
其中， Ｅｓｕｂｍｏｄｅｌ－ ｉ 表示第 ｉ个子模型对样本 ｘ的重

构误差。 当样本的异常得分高于指定阈值时，该样

本被认为是异常的。

３　 实验

为了验证本文模型的有效性，本节分别进行了

对比实验、消融实验、参数敏感实验以及可视化实
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验，从多个角度分析了基于子空间重构的异常检测

模型的性能。
３．１　 环境和数据集

实验模型基于 Ｐｙｔｈｏｎ ３．６ 和 Ｍａｔｌａｂ ２０２２ａ 进行

构建，硬件平台为 Ｗｉｎｄｏｗｓ １０， ＣＰＵ Ｉｎｔｅｒ Ｘｅｏｎ（Ｒ）
ＣＰＵ Ｅ３ － １２３１ ｖ３ ＠ ３． ４０ ＧＨｚ，内存 １６ ＧＢ， ＧＰＵ
ＮＶＩＤＩＡ ＧＴＸ１０８０ｔｉ。

本文在 ６ 个数据集上进行了实验，这些数据集

分别来自 ＭＩＴ－ＢＩＨ 数据集和 ＵＣＲ 数据集，数据集

详情描述如下：
（１）ＭＩＴ－ＢＩＨ 数据集［９］。 来源于 Ｂｅｔｈ Ｉｓｒａｌ 医

院采集的 ４８ 个病人的心电图记录，并由 ２ 名以上心

脏病专家在每个心跳节拍的波峰位置标记出心跳类

型。 根据 ＡＡＭＩ（Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ ｔｈｅ Ａｄｖａｎｃｅｍｅｎｔ ｏｆ
Ｍｅｄｉｃａｌ Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ） ［２８］的建议，当心跳节拍被标

记为 Ｎ，Ｌ 和 Ｒ４ 时表示正常，而其他类型为异常心

跳。 由于部分记录的数据质量不够，１０２、１０３、１０７
和 ２１８ 的记录在该实验中被删除。 此数据集共包含

２ ８６０ 万个数据点，共计 ９７ ５６８ 个心跳节拍样本。
为进行公平比较，本文采用文献［８］中的数据处理

方式，将原始心跳记录分割为周期相同的心跳节拍

样本进行异常检测。
（２）ＵＣＲ 数据集［２９］。 是时间序列异常领域重

要的基准数据集，很多时间序列相关的算法使用了

该数据集进行评估。 ＵＣＲ 共包含 １２８ 个不同领域

的数据集，本文从中选取了 ５ 个数据集，包含不同的

标签种类及特征长度，能够有效地反映检测算法的

泛化能力。 所有数据集的统计信息见表 １。
表 １　 数据集统计信息

Ｔａｂ． １　 Ｓｔａｔｉｓｔｉｃａｌ ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｄａｔａｓｅｔｓ

数据集 来源 维数 样本数 类数

ＣＢＦ ＵＣＲ １２８ ９３０ ３
ＭｉｘｅｄＳｈａｐｅｓＳｍａｌｌＴｒａｉｎ ＵＣＲ １ ０２４ ２ ５２５ ５

ＦｒｅｅｚｅｒＳｍａｌｌＴｒａｉｎ ＵＣＲ ３０１ ２ ８７８ ２
ＴｗｏＰａｔｔｅｒｎｓ ＵＣＲ １２８ ５ ０００ ４

ＥｌｅｃｔｒｉｃＤｅｖｉｃｅｓ ＵＣＲ ９６ １６ ６３７ ７
Ａｒｒｈｙｔｈｍｉａ ＭＩＴ－ＢＩＨ ３２０ ９７ ５６８ ２

３．２　 评价指标

本文采用（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ＡＰ） 和（Ａｒｅａ Ｕｎｄｅｒ
Ｃｕｒｖｅ， ＡＵＣ） 评估模型性能。 ＡＰ和 ＡＵＣ 能够同时考虑

模型对负类和正类样本的分类能力，在样本极度不平

衡的状态下能够对分类模型做出公正的评估。
ＡＰ和 ＡＵＣ的计算涉及精确度（Ｐｒｅｃｉｓｉｏｎ）、召回

率（Ｒｅｃａｌｌ） 和假阳率（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ Ｒａｔｅ， ＦＰＲ），各

个指标的计算方式如下：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１１）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１２）

ＦＰＲ ＝ ＦＰ
ＦＰ ＋ ＴＮ

（１３）

　 　 其中， ＴＰ 表示被预测为正类的正样本数量；ＦＮ
表示预测为负类的正样本数量；ＦＰ 表示预测为正类

的负样本数量；ＴＮ 表示预测为负类的负样本数量。
因此，精确度表示预测为正类且实际为正类的样本

占所有预测为正类的样本比例。 召回率表示被正确

预测的正例占所有实际正例的比率。 假阳率表示被

错误预测的正类占所有实际为负类的比率。 在此实

验中，负类表示正常样本，正类表示异常样本。
　 　 ＡＰ 的计算结果基于 ＰＲ 曲线（Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ
Ｃｕｒｖｅ），如图 ３ 所示。 图 ３ 中，横轴和纵轴分别为召

回率和精确度， ＰＲ 曲线与横轴及纵轴所围成的面

积即为 ＡＰ值。 召回率和精确度是此消彼长的，当模

型能够平衡对异常样本的覆盖能力及检测精确度

时，ＡＰ 的值就会比较高。
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图 ３　 ＰＲ 曲线

Ｆｉｇ． ３　 ＰＲ ｃｕｒｖｅ

　 　 ＡＵＣ 的计算结果基于 ＲＯＣ 曲线 （ Ｒｅｃｅｉｖｅｒ
Ｏｐｅｒａｔｉｎｇ Ｃｈａｒａｃｔｅｒｉｓｔｉｃ Ｃｕｒｖｅ）。 与 ＰＲ 曲线类似，但
该曲线是以假阳率为横轴，真阳率（召回率）为纵

轴， ＲＯＣ 曲线与横轴及纵轴所围成的面积即为 ＡＵＣ
值。 因此，当模型能够权衡对正类与负类的覆盖能

力时，ＡＵＣ 的值就会比较高。
３．３　 实验设置和参数

本文所有实验采用”Ｏｎｅ ＶＳ ａｌｌ”的方式进行模

型训练，将所有数据集中的一类数据作为正常数据，
其余类别的数据为异常数据。 为保证实验的公平性

及可信性，按照文献［３０］中的数据分割方式，将数

据集中 ８０％的样本作为训练样本，剩余 ２０％作为测

试样本。 此外，从训练集中采样 ２５％的样本作为验
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证集进行参数调整，剩余训练集中所有正常样本参

与模型训练。
本文模型存在一个重要参数，即子空间数量 ｍ，

不同的数据集具有不同的 ｍ。 根据实验测试结果，
各数据集最优实验结果对应的 ｍ 见表 ２。

表 ２　 数据集子空间数量

Ｔａｂ． ２　 Ｔｈｅ ｓｕｂｓｐａｃｅ ｎｕｍｂｅｒ ｏｆ ｅａｃｈ ｄａｔａｓｅｔ

数据集 子空间数量

ＣＢＦ ６
ＭｉｘｅｄＳｈａｐｅｓＳｍａｌｌＴｒａｉｎ ３

ＦｒｅｅｚｅｒＳｍａｌｌＴｒａｉｎ ３
ＴｗｏＰａｔｔｅｒｎｓ ６

ＥｌｅｃｔｒｉｃＤｅｖｉｃｅｓ ５
Ａｒｒｈｙｔｈｍｉａ １０

　 　 模型常规的训练参数：训练轮数为 ２００，学习率

为０．０００ １， Ｌ２ 正则项权重系数为 ０．５，稀疏比率为

０．０５，稀疏正则项权重系数为 １。
３．４　 实验结果与分析

３．４．１　 对比实验

为了验证本文模型的有效性，与 ５ 个基准模型

进 行 了 性 能 对 比 实 验， 基 准 模 型 分 别 为

ＡｎｏＧＡＮ［３１］，ＡＬＡＤ［２６］， Ｇａｎｏｍａｌｙ［３２］， ＢｅａｔＧＡＮ［８］ 以

及 ＭＭＧＡＮ［３０］，实验结果见表 ３、表 ４ 及表 ５。 其中，
表 ３、表 ４ 分别为 ＡＵＣ 和 ＡＰ 的实验结果，表 ５ 为单

侧 Ｗｉｌｃｏｘｏｎ 符号秩检验结果。

表 ３　 ＡＵＣ 实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＡＵＣ

方法
数据集

ＣＢＦ ＭｉｘｅｄＳｈａｐｅｓ－ＳｍａｌｌＴｒａｉｎ ＦｒｅｅｚｅｒＳｍａｌｌ－Ｔｒａｉｎ Ｔｗｏ－Ｐａｔｔｅｒｎｓ Ｅｌｅｃｔｒｉｃ－Ｄｅｖｉｃｅｓ Ａｒｒｈｙｔｈｍｉａ
Ｍｅａｎ － ＡＵ

ＡｎｏＧＡＮ ０．６６４ ９ ０．７２２ １ ０．６８８ ０ ０．５９８ ０ ０．６５９ １ ０．９０４ ３ ０．７０６ ０

ＡＬＡＤ ０．７６１ ０ ０．７８９ １ ０．７６４ １ ０．６５８ ７ ０．７５１ ０ ０．８６４ ２ ０．７６４ ７

Ｇａｎｏｍａｌｙ ０．７９１ ７ ０．７６７ ３ ０．７５４ ８ ０．６５１ ８ ０．８４８ ９ ０．９０８ ３ ０．７８７ １

ＢｅａｔＧＡＮ ０．８１６ ５ ０．８８８ ５ ０．８５７ ０ ０．６２５ ３ ０．７１６ ４ ０．９４４ ７ ０．８０８ ０

ＭＭＧＡＮ ０．９１８ ６ ０．９１８ ３ ０．８９５ ０ ０．７２６ １ ０．８９３ ４ ０．９５６ ０ ０．８８４ ５

ＧＭＭＳＡＥ ０．９９９ ６ ０．９８２ ０ ０．９１１ ６ ０．９３４ ３ ０．８８５ ３ ０．９６６ ６ ０．９４６ ６

表 ４　 ＡＰ 实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＡＰ

方法
数据集

ＣＢＦ ＭｉｘｅｄＳｈａｐｅｓ－ＳｍａｌｌＴｒａｉｎ ＦｒｅｅｚｅｒＳｍａｌｌ－Ｔｒａｉｎ Ｔｗｏ－Ｐａｔｔｅｒｎｓ Ｅｌｅｃｔｒｉｃ－Ｄｅｖｉｃｅｓ Ａｒｒｈｙｔｈｍｉａ
Ｍｅａｎ － ＡＰ

ＡｎｏＧＡＮ ０．５９６ ４ ０．８１８ ９ ０．７３０ ５ ０．５９９ ９ ０．６２４ ７ ０．８６５ ６ ０．７０６ ０

ＡＬＡＤ ０．７１７ ７ ０．７６１ ６ ０．７７７ ０ ０．５８２ ０ ０．７７１ ６ ０．８０３ ５ ０．７３５ ６

Ｇａｎｏｍａｌｙ ０．６９９ １ ０．７５４ ８ ０．６２１ ６ ０．５４５ ４ ０．８２２ ９ ０．８７０ １ ０．７１９ ０

ＢｅａｔＧＡＮ ０．７３５ １ ０．８１１ ２ ０．７４２ ８ ０．４７８ ３ ０．５７９ ９ ０．９１０ ８ ０．７０９ ７

ＭＭＧＡＮ ０．８９３ ８ ０．８４４ ９ ０．８１７ ０ ０．６１５ ０ ０．８８２ ３ ０．９２０ １ ０．８２８ ９

ＧＭＭＳＡＥ ０．９９９ ８ ０．９８４ ２ ０．８５５ ０ ０．９７５ ６ ０．９８８ ０ ０．９３７ ８ ０．９５６ ７

表 ５　 单侧 Ｗｉｌｃｏｘｏｎ 符合秩检验

Ｔａｂ． ５　 Ｏｎｅ－ｓｉｄｅｄ Ｗｉｌｃｏｘｏｎ ｒａｎｋ ｔｅｓｔ

对比算法 （ＡＵＣ） Ｓｉｇｎｅｄ ｒａｎｋ 值 （ＡＵＣ） 概率 ｐ 值 （ＡＰ） Ｓｉｇｎｅｄ ｒａｎｋ 值 （ＡＰ） 概率 ｐ 值

ＡｎｏＧＡＮ 与 ＧＭＭＳＡＥ ２１ ０．０１５ ６ ２１ ０．０１５ ６

ＡＬＡＤ 与 ＧＭＭＳＡＥ ２１ ０．０１５ ６ ２１ ０．０１５ ６

Ｇａｎｏｍａｌｙ 与 ＧＭＭＳＡＥ ２１ ０．０１５ ６ ２１ ０．０１５ ６

ＢｅａｔＧＡＮ 与 ＧＭＭＳＡＥ ２１ ０．０１５ ６ ２１ ０．０１５ ６

ＭＭＧＡＮ 与 ＧＭＭＳＡＥ ２０ ０．０３１ ３ ２１ ０．０１５ ６

４２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



　 　 从表 ３ 和表 ４ 的指标平均结果（Ｍｅａｎ ＡＰ， Ｍｅａｎ
ＡＵＣ） 可知，ＧＭＭＳＡＥ 在所有数据集上取得了最优

平均性能（Ｍｅａｎ ＡＵＣ ０．９４６ ６，Ｍｅａｎ ＡＰ ０．９５６ ７），与
平均性能表现紧随其后的 ＭＭＧＡＮ 相比，总体性能

提 高 了 ７． ０％ （ＡＵＣ），１５．４％（ＡＰ）。 证 明 了

ＧＭＭＳＡＥ 利用子空间重构能够充分提取复杂数据

中的多种模式，使模型更好地适用于多种检测场景。
从表 ５ 可以看出，ＧＭＭＳＡＥ 与 ＡｎｏＧＡＮ、ＡＬＡＤ、

Ｇａｎｏｍａｌｙ、ＢｅａｔＧＡＮ 以及 ＭＭＧＡＮ，在 ＡＵＣ 和 ＡＰ 的

单侧 Ｗｉｌｃｏｘｏｎ 符号秩检验概率 ｐ 值均小于 ０．０５，说
明 ＧＭＭＳＡＥ 的检测性能显著地好于其他 ５ 个基准

模型。
从表 ３ 和表 ４ 可以看出，在 ５ 个数据量较小的

ＵＣＲ 数据集上，ＧＭＭＳＡＥ 的检测效果提升明显，在
ＡＵＣ 和 ＡＰ 这 ２ 个指标上，相对于 ＭＭＧＡＮ 提高了

８．３％和 １８．５％，证明了 ＧＭＭＳＡＥ 在小数据量的应用

场景下，能够充分利用现有的信息对多模式特征进

行捕获。 另外，ＧＭＭＳＡＥ 在 ＭＩＴ－ＢＩＨ 数据集上，相
对于 ＭＭＧＡＮ， ＡＵＣ 和 ＡＰ 上分别提高了 １． １％和

１．９％，证明了 ＡＥＧＭＭ 在大数据量的应用场景下，
同样能够高质量地提取多模式特征。 相对比 ＵＣＲ
数据集，ＧＭＭＳＡＥ 在 ＭＩＴ－ＢＩＨ 上的性能提升相对

不显著，主要原因是 ＭＩＴ－ＢＩＨ 的弱周期性导致各个

心跳节拍样本在时序位置存在大量差异，而这些差

异会严重影响模型的整体性能。
对各个基准模型进行分析。 ＡｎｏＧＡＮ 需要寻找

输入空间与潜在空间的最佳映射进行异常检测，而
对于复杂且高维的多模式数据，往往很难找到最佳

映射。 同时 ＡｎｏＧＡＮ 对训练数据的数据量要求较

高，因此其在 ５ 个数据量较小的 ＵＣＲ 数据集上检测

效果不理想。 ＡＬＡＤ 利用双向 ＧＡＮ 进行异常检测，
但结构复杂，同样在数据量较小的场景下效率较低。
Ｇａｎｏｍａｌｙ 本质上是基于图像设计的模型，而时间序

列样本数据存在很少的空间特征信息，因此检测效

果不佳。 ＢｅａｔＧＡＮ 对周期性较强的数据集上检测效

果较好，但对于非周期性数据，如 Ｔｗｏ－Ｐａｔｔｅｒｎｓ 和

Ｅｌｅｃｔｒｉｃ－Ｄｅｖｉｃｅｓ 上的检测效果较差。 ＭＭＧＡＮ 在频

域空间中考虑了多模态特征，因此相比前几个基准

模型，在各个数据集上的检测效果有明显提升。 但

ＭＭＧＡＮ 未考虑原始数据在时域下的多种模式，同
时部分数据在频域下的特征较为混乱，例如 ５ 个

ＵＣＲ 数据集，因此在这 ５ 个数据集上检测效果低于

ＧＭＭＳＡＥ。
通过以上分析可以发现，现有异常检测算法都

存在各自的局限性，对数据的规模及周期有要求，并
不能作为通用模型对时间序列异常进行高效检测。
本文提出的模型无论在小数据量、还是在大数据量

的场景下都取得了令人满意的检测效果，解决了传

统方法的应用局限性。
３．４．２　 消融实验

为了 验 证 所 提 模 型 各 部 分 的 有 效 性， 在

ＥｌｅｃｔｒｉｃＤｅｖｉｃｅｓ 数据集上进行了消融实验，２ 个变种

模型分别为：
（１） ＧＭＭＳＡＥ ｗ ／ ｏ（ｗｉｔｈｏｕｔ） ＧＭＭ。 在模型中

只使用 ＳＡＥ，不使用子空间重构。
（２）ＧＭＭＳＡＥ。 本文的最终模型，即使用 ＳＡＥ

作为重构模型，并结合了子空间重构策略。
各模型的实验结果见表 ６。

表 ６　 ＥｌｅｃｔｒｉｃＤｅｖｉｃｅｓ数据集消融实验

Ｔａｂ． ６　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ ＥｌｅｃｔｒｉｃＤｅｖｉｃｅｓ

模型 ＡＵＣ ＡＰ

ＧＭＭＳＡＥ ｗ ／ ｏ ＧＭＭ ０．８３４ ７ ０．８３２ １

ＧＭＭＳＡＥ ０．８８５ ３ ０．９９８ ０

　 　 从表 ６ 中分析可得，相较于未使用子空间重构

的模型，ＧＭＭＳＡＥ 在 ＡＵＣ 和 ＡＰ 两个指标上分别提

高了 ６％和 １８．７４％，这证明了多模式提取能够帮助

模型学习到更全面的特征，有效地提高检测效果。
３．４．３　 参数敏感实验

为验证子空间数量 ｍ 对模型性能的影响，还进

行了参数敏感试验。 在图 ４ 中，分别给出了 ＡＰ 和

ＡＵＣ 在 Ｔｗｏ －Ｐａｔｔｅｒｎｓ 数据集上随 ｍ 的变化情况。
由图 ４ 可知，当 ｍ 从 ２ 增加到 ４ 时， ＡＰ和 ＡＵＣ 存在

明显提升。 当 ｍ 处于 ５ 到 １０ 之间， ＡＰ和 ＡＵＣ 性能

出现比较剧烈的波动。 之后，一直到 ｍ ＝ ２０，ＡＰ 和

ＡＵＣ 总体维持在一个稳定的区间。 可以分析得出，
当数据中存在多种模式时，分割的子空间较少，模型

不能够完全捕获这些模式，因此性能没有达到最优。
而当子空间过多时，模型的性能没有明显地提升，说
明过多的分割子空间并不会提升性能。 因此针对不

同的数据，选择合适的子空间分割数量，才能使模型

的性能达到最优。
３．４．４　 数据可视化实验

为了进一步探索本文模型针对不同样本的重构

情况，本节对多个属于不同模式的正常样本进行了

重构可视化，另外也对多个不同类型的异常样本进

行了可视化。 具体而言，选取了 ＭＩＴ－ＢＩＨ 数据集中

４ 个正常样本进行可视化，这些样本的整体特征不

同，可以认为各样本分别遵循不同模式，重构效果如
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图 ５ 所示。 另外，选取了 ＭＩＴ－ＢＩＨ 中 ４ 个属于不同

类型 （Ｓ，Ｖ，Ｆ，Ｑ） 的异常样本进行可视化，如图 ６ 所

示。
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图 ４　 ＡＰ 和 ＡＵＣ 性能变化

Ｆｉｇ． ４　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｈａｎｇｅ ｏｆ ＡＰ ａｎｄ ＡＵＣ

图 ５　 不同模式正常样本的重构

Ｆｉｇ． ５ 　 Ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｎｏｒｍａｌ ｓａｍｐｌｅｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ
ｐａｔｔｅｒｎｓ

图 ６　 异常样本的重构

Ｆｉｇ． ６　 Ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ａｂｎｏｒｍａｌ ｓａｍｐｌｅｓ

　 　 由图 ５ 可知，每个子图中蓝色曲线表示原始样

本，黄色曲线表示重构后的样本。 通过观察，虽然 ４
个样本整体的形状特征不同，但各个样本的重构效

果很好，原始样本与重构样本之间的误差很小。 因

此通过子空间重构，模型可以有效地学习到数据中

潜在的多种模式，达到对多模式样本重构的目的。
　 　 由图 ６ 可知，红色曲线表示原始异常样本，绿色

曲线表示重构后的样本。 通过观察，对于类型不同

的异常样本，重构后的样本与原始样本差异很大，证
明了模型并没有过拟合异常样本。 另外观测发现，
重构后的样本呈现多种模式，进一步证明了本文的

模型能够充分学习到数据中潜在的多种模式。
　 　 综合以上所有的实验结果，性能对比实验证明

了本文模型在 ＡＵＣ 和 ＡＰ 两个指标上实现了显著提

升；消融实验证明了本文提出的子空间重构策略的

有效性；参数敏感性实验证明了，模型在合适的参数

区间具有稳定性；可视化实验证明了，本文提出的模

型能够很好地重构多模式样本，并且不会拟合异常

样本。 可以得出结论：本文提出的方法不但在性能

上具有优秀的表现，同时能够适用于多种检测场景。

４　 结束语

本文提出一种基于子空间重构的时间序列异常

检测模型。 该模型能够学习复杂时间序列数据中的

多种模式，一定程度上提高了异常检测的准确性。
在 ６ 个数据集上进了实验，结果表示，模型的性能显

著地好于已有的时间序列异常检测方法，证明了多

模式学习可以充分利用已有信息提高异常检测的准

确度。 但本文提出的模型需要针对不同数据集调整

子空间的分割数量，这是一个耗时、且成本较高的过

程。 因此，下一阶段将考虑参数自适应调整以期望

本文提出的模型具有更高的实际应用价值。
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