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摘　 要： 陆上风力发电作为主流清洁能源发电方式之一，预测其发电功率也是目前研究热点问题。 本文提出融合 Ｓａｖｉｔｚｋｙ－
Ｇｏｌａｙ 滤波器与基于自注意力机制的 ＴＣＮ－ＢｉＧＲＵ 风电功率预测模型。 利用 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤波器对风电功率及相关特征数

据进行降噪，随后将数据输入进由 ＴＣＮ 时域卷积神经网络、自注意力机制模块、双向门控循环单元网络所搭建的 ＴＣＮ－ＳＡ－
ＢｉＧＲＵ 模型中，这些模块能够更深、更快挖掘数据特征。 最终预测结果显示，融合了 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤波器的模型能够有效

对数据降噪，并且相较于传统单一神经网络等模型，本模型的预测性能更高。
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０　 引　 言

各国工业发展离不开资源消耗，也导致碳排放

量数值上升，从而进一步引发温室效应、全球水平面

上升等环境问题，所以随着技术的发展，风能、太阳

能及潮汐能等清洁能源逐步取缔火力发电成为主要

发电能源。 由于风能具有可再生性、无污染性等特

点，所以目前风力发电仍是国内主要发电方式之一，
但研究表明风能短时间变化随机，其发电功率呈间

歇性以及波动性，所以使用风力发电会产生发电功

率不稳定的现象，而这一现象也会导致电网运行风

险提高，造成事故［１］。 因此准确预测风力发电功率

能够提高风力发电的稳定性、减少不必要损失，从而

提升经济效益。

随着预测技术的不断发展，国内外学者在研究

过程中所使用的预测方法也从传统的统计模型预测

逐渐演变成包含智能算法、机器学习以及深度学习

的组合预测模型［２］。 早期的风电功率预测方法主

要有：持续预测法、卡尔曼滤波法、灰色预测法以及

随机时间序列法（例如 ＡＲ、ＭＡ 以及 ＡＲＩＭＡ 等模

型），但是存在预测时间范围小、数据收集及处理难

度较大以及预测结果不稳定等问题［３］，所以后续也

产生了改进相关时间序列模型以及将滤波器与时序

模型组合的预测方法。
随着机器学习方法的面世，诸如支持向量机

（ＳＶＭ）、决策树以及随机森林等方法陆续涌现［４］，
其中以支持向量机（ＳＶＭ）的应用最为广泛，相较于

传统的时序预测模型、马尔可夫等方法，ＳＶＭ 在处



理非线性等小样本时具有更好的适应能力，但是只

采取 ＳＶＭ 单一模型进行预测的效果也并不好，所以

在后续研究中，学者逐渐将 ＳＶＭ 与遗传算法相组

合，利用算法对 ＳＶＭ 进行参数寻优以达到更好的预

测效果［５］，例如粒子群算法、灰狼算法以及果蝇算

法等等［６］，但这些算法多会存在收敛时间过长、出
现局部最优解以及搜索步长设置繁复等问题，所以

研究学者会对现有遗传算法进行优化后再对机器学

习模型进行参数优化。
目前，主流的风电功率预测方法仍然是以神经

网络模型为主的组合模型，在 ＬＳＮｅｔ 神经网络、长短

期记忆神经网络 （ ＬＳＴＭ）、 门控循环神经网络

（ＧＲＵ）等基础上针对数据特征添加算法模型与之

组合。 文献 ［７］ 经过研究发现 ＧＲＵ 网络相较于

ＬＳＴＭ 网络在风电功率预测上的作用更加高效且结

构简单。 而文献［８］建立融合注意力机制的 Ｂｉ －
ＧＲＵ 模型对数据中所蕴含的信息进行深度挖掘，提
高特征提取的效率与质量并进行预测。 文献［９］则
利用 ＴＣＮ 神经网络与 ＬＳＴＭ 神经网络进行组合对

时序数据加以预测，ＴＣＮ 网络可以较好地提取间隔

较长和非连续时序数据的特征信息。
本文在已有研究的基础上，搭建融合 Ｓａｖｉｔｚｋｙ－

Ｇｏｌａｙ 滤波器的 ＴＣＮ－ＢｉＧＲＵ 模型。 为了有效降低

拥有噪声的风电功率数据，选取 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤

波器对风电功率相关特征数据进行降噪，并将预处

理后的数据输入进 ＴＣＮ－ＳＡ－ＢｉＧＲＵ 模型中，通过

ＴＣＮ 网络对相关数据进行特征提取，最后将有效信

息输入进 ＢｉＧＲＵ 模型中进行预测。 本文选取西班

牙某地区的风电功率数据以及其他历史相关数据以

验证该组合模型的预测有效性。

１　 模型原理介绍

１．１　 时间卷积神经网络

时间 卷 积 神 经 网 络 （ Ｔｅｍｐｏｒａｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｔｗｏｒｋ，ＴＣＮ）最早于 ２０１６ 年由 Ｌｅａ 等学者提出，随
后由 Ｂａｉ 等学者在文章中正式提出。 ＴＣＮ 在卷积神

经网络（ＣＮＮ）的基础上做出改进，增加因果卷积以

及空洞卷积。 ＴＣＮ 中的因果卷积为单向结构，能保

证提取信息特征时的因果性，即输入序列 ｘ１，ｘ２，…，
ｘｔ 预测 ｙ１，ｙ２，…，ｙｔ 时，如果需要预测 ｔ 时刻的值 ｙｔ

时只能利用已存在并观察到的 ｘ１，ｘ２，…，ｘｔ－１， 而不

能使用 ｘｔ ＋１，ｘｔ ＋２，…， 所以 ＴＣＮ 中的因果卷积可以

保证在时序预测过程中并不会受到未来信息因素的

干扰，但是单纯的因果卷积受制于卷积内核大小，在

抓取依赖信息特征时需要堆叠过多层数，所以 ＴＣＮ
中又采用膨胀卷积增加网络中的感受野，对上一层

输入信息增大采样范围以使得 ＴＣＮ 能够提取间隔

较长以及非连续性数据的时序特征、即在更少层数

的情况下能够抓取更多信息特征，同时 ＴＣＮ 在各网

络层之间采用残差进行连接，防止梯度消失爆炸问

题的产生［１０］。 膨胀因果卷积结构如图 １ 所示，残差

模块图如图 ２ 所示。
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图 １　 膨胀因果卷积图
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图 ２　 残差模块图

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｍｏｄｕｌｅ

１．２　 自注意力机制模块

由于在神经网络结构中所接收到的输入向量大

小不一，同时这些向量之间所蕴含的信息可能存在

一定关系，所以在模型训练中因为忽略了这些向量

之间的关系而导致模型训练结果很差，而自注意力

机制可以针对全连接神经网络中的相关输入变量较

好地建立起数据相关性，从而提高了特征有效提取

能力。 其公式如下：
Ｑ ＝ ＸＷＱ （１）
Ｋ ＝ ＸＷＫ （２）
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Ｖ ＝ ＸＷＶ （３）

Ａ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄ
）Ｖ （４）

　 　 其中， Ａ 为 Ａｔｔｅｎｔｉｏｎ，即注意力权重； Ｑ 为查询

向量矩阵 （Ｑｕｅｒｙ Ｖｅｃｔｏｒ）； Ｋ 为键向量矩阵 （ Ｋｅｙ
Ｖｅｃｔｏｒ）； Ｖ 为值向量矩阵（Ｖａｌｕｅ Ｖｅｃｔｏｒ）。
１．３　 双向门控循环单元

门控循环单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）是

循环神经网络（ＲＮＮ）的一种，由学者 Ｃｈｏ 等学者在

２０１４ 年提出。 ＧＲＵ 与长短期记忆神经网络（ＬＳＴＭ）
相类似， 是在 ＬＳＴＭ 基础上提出的衍生网络结

构［１１］，缓解了 ＲＮＮ 存在的梯度消失、且无法捕捉长

期信息关联性等问题，并且 ＧＲＵ 的结构比 ＬＳＴＭ 简

单，具有计算效率高、网络参数较少等优点［１２］。
ＧＲＵ 结构如图 ３ 所示。 由图 ３ 可知， ＧＲＵ 设

置了 ２ 个门。 其中，更新门 ｚｔ 用于控制 ｔ 时刻的新

旧输入信息保留程度；重置门 ｒｔ 用于控制 ｔ － １ 时刻

每个位置输入信息保留程度。 具体公式如下：
ｚｔ ＝ σ Ｗｚ· ｈｔ －１，ｘｔ[ ]( ) （５）
ｒｔ ＝ σ Ｗｒ· ｈｔ －１，ｘｔ[ ]( ) （６）

ｈｔ

－
＝ ｔａｎｈ（Ｗ· ｒｔ∗ｈｔ －１，ｘｔ[ ] ） （７）

ｈｔ ＝ １ － ｚｔ( ) ∗ｈｔ －１ ＋ ｚｔ∗ ｈｔ

－
（８）

　 　 其中， Ｗｚ、Ｗｒ 与 Ｗ 分别表示更新门、重置门以

及隐藏层的权重矩阵。
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图 ３　 ＧＲＵ 结构图

Ｆｉｇ． ３　 Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ

　 　 ＧＲＵ 在进行预测时的顺序都是由前到后，这种

单一方向的时序数据预测会导致具有长关联性数据

的信息发生遗漏，所以在 ＧＲＵ 的基础上加入双向学

习得到双向门控循环单元（Ｂｉ－ＧＲＵ），其结构如图 ４
所示。
　 　 由 Ｂｉ－ＧＲＵ 结构图可观察到，从正向来看，正向

传导单元可以捕捉数据中的历史信息，从反向来看，
反向传导单元可以捕捉数据中的未来信息，这种双

向的结构可以实现全局信息捕捉，从而提高时序特

征提取效率［１３］。 更新后的公式如下：

ｈｔ ＝ ＧＲＵ ｘｔ，ｈｔ －１( ) （９）
ｈ′
ｔ ＝ ＧＲＵ ｘｔ，ｈ′

ｔ －１( ) （１０）
Ｈｔ ＝ Ｗｈｔｈｔ ＋ Ｗｈ′ｔｈ

′
ｔ ＋ ｂｔ （１１）

　 　 其中， Ｗ 为 ｔ 时刻隐藏层状态； ｈ 为 ｔ 时刻隐藏

层权重； ｂｔ 为 ｔ 时刻隐藏层状态偏置。
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图 ４　 Ｂｉ－ＧＲＵ 结构图

Ｆｉｇ． ４　 Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ

２　 融合 Ｓａｖｉｔｚｋｙ －Ｇｏｌａｙ 滤波器的 ＴＣＮ－
ＳＡ－ＢｉＧＲＵ 风电功率预测模型

２．１　 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤波器

由于来自传感器的原始数据包含过多噪声会影

响模型性能，所以很少被作为预测模型的输入数据。
因此，在进行实验分析时，需要首先对数据进行降噪

处理。 在本研究中，采用 Ｓａｖｉｔｚｋｙ －Ｇｏｌａｙ 滤波器来

去除原始数据的噪声。 Ｓａｖｉｔｚｋｙ － Ｇｏｌａｙ 滤波器由

Ｓａｖｉｔｚｋｙ 和 Ｇｏｌａｙ 在 １９６４ 年提出，是一种基于时域

局部多项式最小二乘拟合的滤波方法，常用于数据

流平滑降噪。 作为一种有限脉冲响应（ＧＩＲ）数字滤

波器，通过卷积操作对原始时域信号进行平滑处理，
而滤波后的数据在去除噪声的同时，保持了相同的

信号结构。 作为光谱预处理中的常用方法，主要是

对一定长度内的数据点进行 ｋ 阶多项式拟合后得到

拟合结果。
Ｓ－Ｇ 滤波是一种移动窗口的加权平均算法，但

是其加权系数不是简单的常数窗口，而是通过在滑

动窗口内对给定高阶多项式的最小二乘拟合得出，
该算法的最大特点就是在滤除噪声的同时可以确保

信号的形状、宽度不变。 公式如下：

ｓ∗ｊ ＝
∑ｍ

ｉ ＝ －ｍ
Ｃ ｉＳ ｊ ＋１

Ｎ
（１２）

　 　 其中， Ｓ 表示原始信号； ｓ∗ 表示降噪后的信号；
Ｃ ｉ 为第 ｉ 次的降噪系数； Ｎ 为 （２ｍ ＋ １） 组数据的滑

动窗口宽距； ｊ 为数据集中第 ｊ 个样本。 当将滤波器

应用于时间序列数据进行平滑处理时，必须确定滤

波器中的 ２ 个参数。 第一个参数 Ｎ ，是 Ｓ－Ｇ 滤波器
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中的滑动窗口宽距，一般来说，当 Ｎ 越大时会产生

更为平滑的结果，但同时会降低峰值的平整度；第二

个参数 ｋ，表示 Ｓ－Ｇ 滤波器中的拟合阶数，通常 ｋ 值

会设置在 ２ 到 ４ 的范围中。 ｋ 值越小，会产生更平滑

的结果，但可能会引入偏差；而 ｋ 值越高，虽然会减

少滤波器的偏差，但可能会发生过拟合现象，产生更

大的噪声，所以调整 Ｎ 与 ｋ 的大小是实现有效降噪

以及信号平衡的关键所在。
２．２　 Ｓ－Ｇ－ＴＣＮ－ＳＡ－ＢｉＧＲＵ 模型结构及预测步骤

本模型主要分为 ７ 个模块：输入层、Ｓａｖｉｔｚｋｙ －
Ｇｏｌａｙ 滤波器降噪层、数据拼接层、时域卷积层

（ＴＣＮ）、自注意力机制模块、双向门控循环单元以及

输出层。 模型结构如图 ５ 所示。 对模型中的各预测

步骤将给出阐释分述如下。

图 ５　 融合 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤波器的 ＴＣＮ－ＳＡ－ＢｉＧＲＵ 模型

Ｆｉｇ． ５　 ＴＣＮ－ＳＡ－ＢｉＧＲＵ ｍｏｄｅｌ ｉｎｃｏｒｐｏｒａｔｉｎｇ Ｓ－Ｇ ｆｉｌｔｅｒ

　 　 （１）数据输入。 对样本按照时间点位进行采样

并进行数据预处理，将处理后的数据作为输入。 这

里的数据包括风电功率数据以及相关特征数据（例
如温度、湿度、大气压强、风速、风力等级、天气情况

以及实际价格）。
（２）降噪。 假若全部数据进入 Ｓ－Ｇ 滤波器进行

降噪则会造成数据失真，所以选取部分数据进行降

噪，根据样本设置 Ｓ－Ｇ 滤波器中的滑动窗口宽距 Ｎ
以及拟合阶数 ｋ。

（３）数据拼接及划分。 将未降噪的数据以及降

噪后的数据在此层进行拼接，并按照比例划分训练

集以及测试集。
（４） 模型训练。 将训练集输入进 ＴＣＮ － ＳＡ －

ＢｉＧＲＵ 网络中进行训练，首先利用 ＴＣＮ 时域卷积网

络层对时序数据进行快速特征提取，再利用自注意

力机制模块对特征进行权重调整，接着进入 ＢｉＧＲＵ
网络中再次进行信息提取以更深层次地挖掘时序数

据中蕴含的数据相关性，最后得到训练完成的ＴＣＮ－
ＳＡ－ＢｉＧＲＵ。

（５）预测及分析。 将测试集输入进已训练完成

的 ＴＣＮ－ＳＡ－ＢｉＧＲＵ 网络中进行风电功率预测，并设

置对比分析实验以检测该组合模型的优越性。

３　 实验

３．１　 实验环境

实验所使用计算机配置见表 １。
表 １　 实验环境

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

实验环境 配置

计算机系统 Ｗｉｎｄｏｗｓ １１

ＣＰＵ ＡＭＤ Ｒｙｚｅｎ ５ ５６００ Ｈ ｗｉｔｈ Ｒａｄｅｏｎ Ｇｒａｐｈｉｃｓ ＠ ３．３０ ＧＨｚ

运行内存 １６ ＧＢ

开发语言 Ｐｙｔｈｏｎ ３．８

深度学习框架 Ｐｙｔｏｒｃｈ １．１０．０

３．２　 数据选取

本实验数据来自 Ｋａｇｇｌｅ 数据网站上西班牙某

地区 ２０１５ 年 １ 月 １ 日 ００：００ 至 ２０１８ 年 １２ 月 ３１ 日

２３：５９ 的风电功率数据。 每日共设 ２４ 个采样点，采
样时间间隔为 １ ｈ，即每日数据集为 ２４ 维风电功率

数据。 并且，陆上风力发电功率与一些其他的因素

息息相关，所以本实验数据集包含了数据所属地的

温度最大值及最小值、湿度、大气压强、风速、风力等

级、天气情况以及电力实际价格。
３．３　 数据预处理

３．３．１　 数据缺失值处理

对数据进行缺失值处理，由于处理过程中未见

大范围数据缺失、且数据采样间隔时间较短，故采取

均值插补法对缺失数据进行填充。
３．３．２　 数据标准化处理

由于在处理数据问题的时候，实验数据来自多

个维度，例如本实验中温度、风力等因素会对风电功

率产生影响，这一情况会产生以下问题：数据量纲不

同导致数量级差别大；过大的数值会产生数值问题

引发特征贡献度失衡。 所以为了避免以上问题，实
验中选择对风电功率、温度以及压强等特征进行数

据标准化处理，标准化公式如下：

ｘ′ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１３）
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　 　 其中， ｘ′ 为重新调节后的数据向量，范围值为

［０，１］， ｘｍａｘ 与 ｘｍｉｎ 分别表示数据集中的最大值与最

小值。
对于离散型数据“天气质量状况”则进行 Ｌａｂｅｌ

Ｅｎｃｏｄｅｒ 编码处理，例如：“晴天”为 １，“雨雪天”为

２，等等。
３．４　 实验评价指标

本文模型评价指标选取决定系数（ｃｏｅｆｆｉｃｉｅｎｔ ｏｆ
ｄｅｔｅｒｍｉｎａｔｉｏｎ， Ｒ２）、 平均绝对误差 （ ｍｅａｎ ａｂｓｏｌｕｔｅ
ｅｒｒｏｒ， ＭＡＥ ） 以及均方误差 （ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＭＳＥ）。

（１）决定系数 （Ｒ２）。 一般用来表示模型预测

拟合程度。 计算公式如下：

Ｒ２ ＝ １ －
∑ｍ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２

∑ｍ

ｉ ＝ １
（ｙｉ － ｙｉ） ２

（１４）

　 　 （２）平均绝对误差 （ＭＡＥ）。 用来准确反映实

际预测误差的大小。 计算公式如下：

ＭＡＥ ＝ １
ｍ ∑ｍ

ｉ ＝ １
ｙｉ － ｙｉ （１５）

　 　 （３）均方误差 （ＭＳＥ）。 用来衡量观测值同真

值之间的偏差。 计算公式如下：

ＭＳＥ ＝ １
ｍ ∑ｍ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１６）

　 　 其中， ｙｉ 表示原始数据； ｙ^ｉ 表示拟合数据； ｙｉ 表

示原始数据均值。
决定系数 Ｒ２ 取值范围为［０，１］， Ｒ２ 取值越接近

１ 表示拟合效果越好，平均绝对误差 ＭＡＥ 以及均方

根误差 ＭＳＥ 的取值则越小越好。
３．５　 实验结果及分析

利用 Ｓ－Ｇ 滤波器对部分风电功率及相关数据

进行降噪处理，由于滤波器中的参数无法对数据进

行自适应处理，故在多次对比实验后设置 Ｓ－Ｇ 滤波

器中滑动窗口宽度 Ｎ 为 ５９，拟合阶数 ｋ 为 ３。 此后

在拼接层将降噪完的数据与原输入未降噪后的数据

进行拼接输入进 ＴＣＮ－ＢｉＧＲＵ 网络中，设置模型训

练迭代次数为 １００ 次，ＴＣＮ 网络中的膨胀系数设置

为以 ２ 的倍数进行叠加，ＢｉＧＲＵ 网络中神经单元数

为 ６４，其中 ＢｉＧＲＵ 网络层数为 １ 层。
为了更直观地展示该组合模型的预测精度，故

设置对比实验以及消融实验。
３．５．１　 对比实验

为了验证模型预测性能，该处选择传统循环神

经网络（ＲＮＮ）、长短期记忆神经网络（ＬＳＴＭ）以及

双向循环门控单元神经网络（ＢｉＧＲＵ）进行对比，各
模型预测值与真实值对比结果见表 ２。

表 ２　 对比实验结果

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型 ＭＡＥ ＭＳＥ Ｒ２

ＲＮＮ ０．１３３ ０ ０．０１３ ４ ０．８９３ ３

ＬＳＴＭ ０．１６３ １ ０．０１５ ６ ０．８８０ ０

ＢｉＧＲＵ ０．１１２ ６ ０．０１１ １ ０．９０５ ７

Ｓ－Ｇ－ＴＣＮ－ＳＡ－ＢｉＧＲＵ ０．１０２ ０ ０．０１０ ２ ０．９１７ ５

　 　 由表 ２ 中结果可以看出，融合 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤

波器的 ＴＣＮ－ＢｉＧＲＵ 模型的预测值以及预测性能要

比上述所提到的对比模型都具有优势。 与传统循环

神经网络（ＲＮＮ）相比，本组合模型的 ＭＡＥ 降低了

０．０３１， ＭＳＥ 降低了 ０．００３ ２；与长短期记忆神经网络

（ＬＳＴＭ）相比，本组合模型的 ＭＡＥ 降低了 ０．０６１ １，
ＭＳＥ 降低了 ０．００５ ４；同双向循环门控单元神经网络

（ＢｉＧＲＵ）相比，本组合模型的 ＭＡＥ 降低了 ０．０１０ ６，
ＭＳＥ 降低了 ０．０００ ９；从拟合程度来看，本模型的拟

合程度最高。 综上可以表明，本组合模型在风电功

率预测方面的结果是更为精确的。
３．５．２　 消融实验

为了验证本文组合模型中各个模块的合理性，
研究设置了消融实验：剔除 ＴＣＮ 时域卷积神经网

络、剔除自注意力机制模块以及剔除 Ｓ－Ｇ 滤波器，
实验结果如图 ６ 所示，实验指标对比见表 ３。

S-G-TCN-SA-BiGRU
S-G-TCN-BiGRU
S-G-BiGRU
TCN-SA-BiGRU
TrueValues

16000
14000
12000
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8000
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4000
2000

0 50 100 150 200 250 300 350 400
times

图 ６　 消融实验预测值对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｆｏｒ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

表 ３　 消融实验对比结果

Ｔａｂ． ３　 Ｃｏｍｐａｒａｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

序号 模型 ＭＡＥ ＭＳＥ Ｒ２

（１） Ｓ－Ｇ－ＴＣＮ－ＳＡ －ＢｉＧＲＵ ０．１０２ ０ ０．０１０ ２ ０．９１７ ５

（２） ＴＣＮ－ＳＡ －ＢｉＧＲＵ ０．１１２ ２ ０．０１１ ４ ０．９１７ １

（３） Ｓ－Ｇ－ＢｉＧＲＵ ０．１１０ ６ ０．０１０ ３ ０．９０８ ７

（４） Ｓ－Ｇ－ＴＣＮ－ＢｉＧＲＵ ０．１４９ ６ ０．０１３ ７ ０．８５９ ８

　 　 从图 ６ 以及表 ３ 中的结果可以看出，模型（２）的
ＭＡＥ 相较于模型（１）高了 ０．０１０ ２，ＭＳＥ高了 ０．００３ ５；
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模型（３）的 ＭＡＥ 相较于模型（１）高了 ０．００８ ６， ＭＳＥ
高了 ０．０００ １；模型（４）的 ＭＡＥ 相较于模型（１）高了

０．０４７ ６，ＭＳＥ 高了 ０．００３ ５；。 综上，在分别剔除Ｓ－Ｇ
滤波器、自我注意力机制模块以及 ＴＣＮ 时域卷积网

络结构后，每一种模型的 ＭＡＥ 以及 ＭＳＥ 都有所上

升，这也证明了本文所提出的组合模型的每个结构

在模型预测性能方面都有一定的提升作用，进而表

明组合模型的预测性能要优于单个模型。

４　 结束语

（１）本文所使用的 Ｓａｖｉｔｚｋｙ－Ｇｏｌａｙ 滤波器在一

定程度上对数据进行了有效降噪并提升了预测模型

整体的预测精度，但该滤波器中的参数需要根据

输入数据进行调节，所以在此研究基础上可进一步

利用算法优化 Ｓ－Ｇ 滤波器的滑动窗口参数 Ｎ 以

及拟合阶数 ｋ， 用来提高模型对于不同数据的适应

性。
（２） 在风电功率预测方面， “融合 Ｓａｖｉｔｚｋｙ －

Ｇｏｌａｙ 滤波器的 ＴＣＮ－ＳＡ－ＢｉＧＲＵ 模型的风电功率预

测性能更高”这一实验目的在经过对比、消融实验

后得到验证，模型结构中的 ＴＣＮ、自我注意力机制

模块以及双向学习策略结构不仅提升了预测性能，
并且其提取数据特征速度更快，能够更好地挖掘时

序数据中所蕴含的信息要素。
（３）基于本模型的研究更多方面是展现模型的

优化，而针对风电功率预测等实际应用场景应当进

一步寻找合适的预测模型进行研究。
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