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基于 ＬＳＴＭ 和 ＢＰ 神经网络模型的净初级生产力预测

于明洋， 魏霖静

（甘肃农业大学 理学院， 兰州 ７３００７０）

摘　 要： 为研究在气候变化与人类活动影响下植物的净初级生产率（Ｎｅｔ Ｐｒｉｍａｒｙ Ｐｒｏｄｕｃｔｉｖｉｔｙ， ＮＰＰ）并加以预测，以利于研究

气候变化和人类活动影响下植被净初级生产力。 为此，首先收集 ２００１～２０１５年的温度、降水、ＮＤＶＩ、ＮＰＰ 数据，并对数据集进

行预处理；进而构建起了基于时间顺序的 ＢＰ 神经网络预测模式和 ＬＳＴＭ 神经网络预测模式，并利用 ２种模式对 ＮＰＰ 及其影

响因素进行了分类与预测；最后，再将 ２种预测模式的实测结果加以比较。 结果显示，ＢＰ 神经网络模型在估计 ＮＰＰ 方面的偏

差，较 ＬＳＴＭ 神经网络模型更少。
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０　 引　 言

由于工业技术的不断进步以及人类城市建设步

伐的加快，人类的活动对于全球生态系统所造成的

影响正日益增强，也随即导致了全球气候变暖、极端

气象灾害频繁发生和海平面有所升高等一系列问

题。 作为人们生存和发展所依赖的系统，对气候变

化这一大背景下的陆地生态系统变化进行研究已逐

渐成为关注热点。 植被是陆地生态系统的主要组成

部分，在全球气候变化中起着非常重要作用。 植被

作为气候变化和人类活动最重要的影响要素之一，
是人类生存离不开的物质和环境主体之一，也是链

接土壤和承载水系的重要节点，因此关于植被如何

响应全球气候变化也是需要研究的核心问题。
植被生产力对人类自身的日常生活和经济发展

产生着重要影响，同时也是各种人类活动中至关重

要的 基 础 资 源。 净 初 级 总 产 量 （ Ｎｅｔ Ｐｒｉｍａｒｙ
Ｐｒｏｄｕｃｔｉｖｉｔｙ， ＮＰＰ） 是指从总产销量减去植物呼吸

的需求量后剩下来的总量；也指特定时间内，经植株

的组织形式或贮存产物的形态所表达而蓄积出来的

有机物的总量。 ＮＰＰ 是指示植被环境运动的重要因

素，体现了生态稳定 ＣＯ２的功能。 ＮＰＰ 与异养循环

速度的均衡（即净生态系统生产，ＮＥＰ）则确定了是

否有微生物环境中对过量大气 ＣＯ２ 的积累，是大气

环境中 ＣＯ２ 含量季节变动的主要因素。 通过正确

地计量 ＮＰＰ，可以认识全球碳循环的基本过程。 另



外， ＮＰＰ 也是对陆地生态系统中营养物质和能源平

衡运转研究的重要基础。 除供应了水生植物本身之

外，还为整个有机体生活提供了能源和物质基础，因
此对陆地 ＮＰＰ 的研究也为人们合理开采、使用资源

提供了依据。
植物不断进行的光合作用为生态系统的运行提

供了大量的能量， 对于地球上的大多数生命来说这

都是不可缺少的一部分。 至今人们对于研究陆地植

被净初级生产力的变化已经有很长的时间，但是大

规模的工作则于 ２０世纪 ６０年代开始［１］。 上世纪七

十年代中， Ｌｉｅｔｈ［２］在计算时逐步构建了首个覆盖全

球范围的 ＮＰＰ 回归模型，并在此基础上模拟世界

ＮＰＰ 的地理分布，从而给出了首张全球 ＮＰＰ 的分布

图，同时又通过大量研究证明了植被世界 ＮＰＰ 是每

年降雨量与年平均气温一致的地区函数［３］。
植被净初级生产力是植物生态过程调控的关键

指标，在碳平衡与全球变化过程中起着关键性的影

响作用［４］。 根据植被净初级生产力来确定生态系

统的安全与否［５］，Ｒａｓｈｉｄ 等［６］指出，植被 ＮＰＰ 并不

只是对地区生态演变进行评价的主要指标体系，还
在研究碳循环过程中贡献了关键的组成模块，同时

也与研究陆地生态系统固定碳能力有关的强弱有着

关系。 研究植被净初级生产力已经成为研究气候因

素和人为因素对陆地生态系统的影响中必不可少的

一项内容［７－８］。 近年来的研究表明，中国国内的专

家反演出对几十种 ＮＰＰ 的模式。 例如，孙政国等学

者［９］利用 ＢＩＯＭＥ－ＢＧＣ模型对中国南方不同草地类

型的 ＮＰＰ 进行了评估，发现位于南部区域的低山丘

陵草地、常见草山草坡以及高山草甸的 ＮＰＰ 与净生

态系统生产力 （ＮＥＰ）的变化有着差异。 Ｌｉ 等学

者［１０］研究了内蒙古草原植被生产力与 ＳＰＥＩ 指数之

间的相关关系，发现水分对内蒙古草原生产力的变

化起主要作用。 国内研究者也通过各种手段对全国

及地方的净初级生产力水平展开了深入研究，涉及

Ｔｈｅｉｌ－ＳｅｎＭｅｄｉａｎ趋势分析、多重共线性检验、多元

回归分析、残差研究和偏自相关分析等传统统计研

究方法［１１］。 目前研发了 ＣＡＳＡ 模型［１２］、ＲＢＦ 神经

网络［１３］、 Ｂｉｏｍｅ － ＢＧＣ 模 型［１４］、 Ｃ － Ｆｉｘ 模 型［１５］、
ＭＩＡＭＩ模型［１６］等，这些模式都可以较为精确而详尽

地说明植物发育的历程，对 ＮＰＰ 的评价也具有很大

的可信度。 然而，这些模型无法很好地把握 ＮＰＰ 随

时间的变化特征，缺少对于其时间维度方面的分析。
因此，需要一种捕捉其序列特征的方法来改进目前

的算法，以利于更好地对 ＮＰＰ 进行预测。

近年来，反传播式（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ， ＢＰ）神经

网络算法和长短期记忆神经网络 （ Ｌｏｎｇ Ｓｈｏｒｔ
Ｍｅｍｏｒｙ，ＬＳＴＭ）已经被应用于很多领域来解决分类

和预测等问题，也有很多研究者把 ＬＳＴＭ 应用于时

间序列数据的预测，并且得到相比之前方法更高的

准确率［１７－１９］。 所以，可以采用 ＬＳＴＭ 和 ＢＰ 的神经

网络 模 式，通 过 气 温、 雨 量、 归 一 化 植 被 指 数

（Ｎｏｒｍａｌｉｚｅｄ Ｄｉｆｆｅｒｅｎｃｅ Ｖｅｇｅｔａｔｉｏｎ Ｉｎｄｅｘ， ＮＤＶＩ）作为

影响因素对 ＮＰＰ 进行预测。

１　 模型原理和方法

１．１　 ＢＰ 神经网络

ＢＰ 神经网络算法［２０］是一个采用误差反传播方

法进行的多层前馈网络系统，是目前使用最普遍的

一种神经网络模式。 ＢＰ 网络能够用于了解并保存

大规模的投入与输出模式的反映关联，并且不要求

学校预先公开关于这种反映关联的数学教育过程。
其基本方法是选择最陡峭的下降法，并采用反向方

法来调控网络的权重值和阈值，从而获得最低误差

平方和。 ＢＰ 神经网络方法已经应用在非线性建模、
参数逼近、系统辨识等领域，且有众多研究者对其进

行了改进［２１－２３］。
在实际问题中，ＢＰ 神经网络模型结构需由实验

确定，无规律可循。 一般情况下的神经网络都先期

设置好了上网的层数，而 ＢＰ 网络系统也可能具有

各种各样的隐层。 理论上也已证实，在不影响隐含

节点数量的情形下，对 ２ 层以上（仅有某个隐层）的
ＢＰ 网络，能够进行随机本构非线性映射。 在模拟样

本相比较少的情形下，较少的隐层节点也能够进行

模拟样本空间的超平面分析。
　 　 一个通用的 ＢＰ 神经网络架构如图 １ 所示。 这

里，输入数据可以描述为 Ｘ ＝ （ｘ１，ｘ２，…，ｘｎ） Ｔ；进入

输入层后，将其和权重向量 Ｗ１ ＝ （ｗ１，ｗ２，…，ｗｎ） Ｔ

进行位置乘积后，再通过激活函数就可以获得下一

级的输入向量；隐藏层的层数 ｔ 确定后，每层的输入

和输出都与输入层的操作一致，但隐藏层的每一级

神经元数量却可能和输入层有所不同；因此，最终将

隐藏层的输出视为输出层的输入，经过权重向量的

乘积后可以得到输出数据 Ｙ ＝ （ｙ１，ｙ２，…，ｙｍ） Ｔ。 整

体流程可以表示为：
（１）输出层

ｙｉ － ｆ ｎｅｔ ｊ( ) ， ｊ ＝ １，２，…，ｍ （１）

ｎｅｔ ｊ ＝∑
ｍ

ｉ ＝ ０
ｖｉｊｘｉ， ｊ ＝ １，２，…，ｍ （２）
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图 １　 ＢＰ 神经网络结构图

Ｆｉｇ． １　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 （２）隐藏层

Ｏｋ ＝ ｆ ｎｅｔｋ( ) ， ｋ ＝ １，２，…，ｔ （３）

ｎｅｔｋ ＝∑
ｍ

ｊ ＝ ０
ｗ ｊｋｙｉ， ｋ ＝ １，２，…，ｔ （４）

１．２　 ＬＳＴＭ 神经网络

长短期记忆（ＬＳＴＭ） ［２４］是一款已应用在人工智

能和深度学习领域的人工神经网络。 和标准的前馈

神经网络有所不同，ＬＳＴＭ 有反馈接口。 这样一来，
循环神经网络（ＲＮＮ）不但能够管理一个数据点（如
图片），还能够管理一个数据序列（如话音或录像）。
也因此，ＬＳＴＭ已广泛应用在非分割、连接的手写辨

识、语音识别、机械翻译、机器人操控、视频游戏、和
医疗保健等任务中［２５－２９］，现已成为 ２０ 世纪被引用

最多的神经网络。
ＬＳＴＭ的名字是指一个标准的 ＲＮＮ 同时具有

“长期记忆”和“短期记忆”的比喻。 网络中的连接

权重和偏差在每级训练中改变一次，类似于突触强

度的生理变化如何存储长期记忆；网络中的激活模

式在每个时间步中改变一次，类似于大脑中电击模

式的瞬间变化如何存储短期记忆。 ＬＳＴＭ 架构旨在

为 ＲＮＮ提供一个可以持续数千时间步的短期记忆，
因此是“长短期记忆” ［３０］。
　 　 一个 ＬＳＴＭ单元由一个单元、一个输入门、一个

输出门，以及一个遗忘门所构成。 单元可以在任意

的时钟间隔内的数值，通过 ３ 个门调节一个进出单

位的数量。 ＬＳＴＭ 的基本结构如图 ２ 所显示，其整

体流程可以表示为：
ｆｔ ＝ σｇ（Ｗｆ ｘｔ ＋ Ｕｆ ｈｔ －１ ＋ ｂｆ） （５）
ｉｔ ＝ σｇ（Ｗｉ ｘｔ ＋ Ｕｉ ｈｉ －１ ＋ ｂｉ） （６）
ｏｔ ＝ σｇ（Ｗｏ ｘｔ ＋ Ｕｏ ｈｉ －１ ＋ ｂｏ） （７）

ｃ ｔ ＝ σｃ（Ｗｃ ｘｔ ＋ Ｕｃ ｈｉ －１ ＋ ｂｃ） （８）

ｃｔ ＝ ｆｔ☉ ｃｔ －１ ＋ ｉｔ☉ ｃ ｔ （９）

ｈｔ ＝ ｏｔ☉ σｈ（ｃｔ） （１０）
　 　 其中， Ｗｑ、Ｕｑ 表示输入门与递归连接的权重，ｑ
可以是输入门 ｉ、输出门 ｏ、遗忘门 ｆ 或记忆单元 ｃ。

Ct

htht-1

Ct-1

xt

σ σ tanh tanh

σ

σ tanh激活函数

逐个元素的运算

复制

拼接

图 ２　 ＬＳＴＭ 结构图

Ｆｉｇ． ２　 ＬＳＴＭ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＬＳＴＭ系统适用于基于时间序列信息的分析、
管理与估计，但在时间序列中的关键事件之间可能

具有未知的滞后时间。 原始的 ＲＮＮ系统在训练时，
由于训练长度的增加和网络层数的增多，会产生梯

度弥散爆炸或局部梯度消失的现象，使得系统无法

处理更长序列信号，也因此无法得到更长距离数据

的信号。 针对这一状况，提出了后续的改进方案、即
ＬＳＴＭ神经网络。 ＬＳＴＭ 神经网络在深入学习后可

以更好地处理序列化数据分析问题，其对于发电负

载、流量等预测都有着不错的预知效果。 ＬＳＴＭ 用

于了解时间的中短期相关数据，因为神经网络中含

有时钟记忆模块，所以适合于分析和检测时钟序列

中的间隔和延迟事件［３１］。
１．３　 激活函数

激活函数的引入主要是为了提高神经网络模型

的不确定性，因为没有激活函数时每层就等于矩阵

的相乘。 任何一级输入 ／输出都是最上层的系统的

线性函数，所以不论在神经网络哪一层，输入与输出

都是系统的线性组合，也都是最本原的感知机。 通

过加入激活函数，为神经元导入非线性参数，神经网

络就能够逼近一个非线性函数，而这种神经网络也

能够运用在多种非线性模型上。 本文采用的激活函

数有 ３种： ＲｅＬＵ、Ｓｉｇｍｏｉｄ（σ） 以及 ｔａｎｈ。
１．３．１　 ＲｅＬＵ

在人工神经网络的背景下， ＲｅＬＵ （ Ｒｅｃｔｉｆｉｅｄ
Ｌｉｎｅａｒ Ｕｎｉｔ）激活函数是一个定义为其参数的正部

分的激活函数。 ＲｅＬＵ 函数的定义公式为：
ｆ（ｘ） ＝ ｍａｘ （０，ｘ） （１１）

　 　 其中， ｘ 是神经元的输入。 这又被称作斜率函

数，类似于电气工程中的半波整流。
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该激活函数从 ２０世纪 ６０年代末开始出现在分

层神经网络的视觉特征提取中，并有专家认为该函

数有着很强的生物学动机和数学理由。 本文分析后

发现，与在 ２０１１ 年以前普遍采用的激活函数比较，
该激活函数可以更好地使用在更深的系统，包括

ｌｏｇｉｓｔｉｃ ｓｉｇｍｏｉｄ（受概率论启发，见 ｌｏｇｉｓｔｉｃ回归）以及

要比 ｌｏｇｉｓｔｉｃ ｓｉｇｍｏｉｄ更实际的对应函数方法、即双曲

正切中。 研究可知，该激活函数主要具有以下 ３ 个

优点：
（１）稀疏的激活。 在一个随机初始化的系统

中，有大概 ５０％的隐藏单元被触发（有一个非零输

出）。
（２）更好的梯度传递。 与双向饱和的正弦波激

活函数一样，更少出现梯度消失问题［７］。
（３）高效的计算。 只有比较、加法和乘法。

１．３．２　 Ｓｉｇｍｏｉｄ
Ｓｉｇｍｏｉｄ 函数是一个具有 ＂ Ｓ ＂形特征曲线的

逻辑函数，其定义为：

Ｓ（ｘ） ＝
１

１ ＋ ｅ －ｘ
＝ ｅｘ

ｅｘ ＋ １
＝ １ － Ｓ（ － ｘ） （１２）

　 　 在某些领域，特别是在人工神经网络方面，
“Ｓｉｇｍｏｉｄ函数”一词被用作 ｌｏｇｉｓｔｉｃ函数的别名。

Ｓｉｇｍｏｉｄ 函数的其他情形，包括 Ｇｏｍｐｅｒｔｚ 曲线

和 Ｏｇｅｅ曲线 Ｓｉｇｍｏｉｄ 函数的值域也为实数，返回值

（响应）通常是单调增长的，但也可能是下降的。
Ｓｉｇｍｏｉｄ函数最常显示的返回值（ｙ轴）在０到１的范

围内。 另一个常用的范围是－１到 １。
１．３．３　 ｔａｎｈ

在几何上，双曲函数也是普通三角函数的近似

物，但用双曲线并没有相应的基本概念。 即如点

（ｃｏｓ ｔ， ｓｉｎ ｔ） 构成单位半径的圆一样，点（ｃｏｓｈ ｔ，
ｓｉｎｈ ｔ） 构成单位双曲线的右半部分。 另外， 与

ｓｉｎ（ ｔ） 和 ｃｏｓ（ ｔ）的导数分别为 ｃｏｓ（ ｔ）和 － ｓｉｎ（ ｔ）相
似，ｓｉｎｈ（ ｔ） 和 ｃｏｓｈ（ ｔ） 的导数分别为 ｃｏｓｈ（ ｔ） 和

＋ ｓｉｎｈ（ ｔ）。
双曲函数出现在双曲几何的角度和距离的计算

中。 同时也出现在许多线性微分方程、三次方程和

直角坐标的拉普拉斯方程的求解中。 拉普拉斯方程

在物理学的许多领域都很重要，包括电磁理论、热传

递、流体动力学和狭义相对论。
ｔａｎｈ是由基础的 ｓｉｎｈ与 ｃｏｓｈ计算得来，其定义

式为：

ｔａｎｈｘ ＝ ｓｉｎｈｘ
ｃｏｓｈｘ

＝ ｅｘ － ｅ －ｘ

ｅｘ ＋ ｅ －ｘ
＝ ｅ２ｘ － １
ｅ２ｘ ＋ １

（１３）

２　 实证分析

２．１　 数据集来源与处理

文中选取的 ４ 个数据、即 ３ 个相关因子：气温、
降水、 ＮＤＶＩ，以及所要预报的 ＮＰＰ 值。 气温和降水

数据均采用了兰州市气象局资料， ＮＤＶＩ 采用的是

ＭＯＤ１３Ｃ２，而 ＮＰＰ 则采用的是北纬 １８°以北的土地

生态系统，逐年净初级生产力 １ ｋｍ 的栅格数据集

（１９８５－２０１５） ［３２］。 选取的时间为 ２００１ 年 １ 月 １ 日

到 ２０１５年 １２月 １日。
在开展试验前，必须对样本进行预处理。 此次

试验，把数据集中按照 ８：２ 的标准分类成了训练集

和测试集。 将数据集中输入后，先对数值进行归一

化处理，并测试是否出现了异常数值和缺失数据，上
述步骤完成后才能进入下一步。 本研究的样本集经

检测均未产生异常值和缺失值，故不要求对其做幅

值归一性处理。 信息的归一化能够使各种信息的计

量单位一致，而且能够增加模型的准确性。 进行归

一化分析的方法见式（５）：

ｘ ＝
ｘｉ － ｘ－

ｍａｘ ｘ( ) － ｍｉｎ （ｘ）
（１４）

　 　 其中， ｘｉ 为第 ｉ个变量；ｘ－ 为 ｘｉ 的均值；ｍａｘ（ｘ），
ｍｉｎ（ｘ） 分别表示 ｘｉ 的最大值和最小值。

本文选取 ＳＳＥ、ＭＳＥ、ＲＭＳＥ、ＭＡＥ、ＭＡＰＥ、ＳＭＡＰＥ
作为 ２种神经网络预测模型性能的评价指标。 其中，
ＳＳＥ、 ＭＳＥ、 ＲＭＳＥ、ＭＡＥ、ＭＡＰＥ、ＳＭＡＰＥ 的数学定

义及表述详见如下。
（１）和方差 ＳＳＥ （ ｔｈｅ Ｓｕｍ ｏｆ Ｓｑｕａｒｅｓ Ｄｕｅ ｔｏ

Ｅｒｒｏｒ）。 是 观 测 值 （ Ｏｂｓｅｒｖｅｄ Ｖａｌｕｅｓ ） 与 预 测 值

（Ｐｒｅｄｉｃｔｅｄ Ｖａｌｕｅｓ）的误差的平方和，定义公式为：

ＳＳＥ ｙ，ｙ^( ) ＝∑
ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１５）

　 　 （２）均方误差 ＭＳＥ （Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ）。 是观

测值（Ｏｂｓｅｒｖｅｄ Ｖａｌｕｅｓ）与预测值（Ｐｒｅｄｉｃｔｅｄ Ｖａｌｕｅｓ）
的差值的平方和的平均数，即 ＳＳＥ ／ ｎ。 ＭＳＥ 是误差

的二次矩，是估计量的方差 （Ｖａｒｉａｎｃｅ）及其偏差

（Ｂｉａｓ），是衡量估计量质量的指标，定义公式为：

ＭＳＥ（ｙ，ｙ^） ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１６）

　 　 （ ３）均方根误差 ＲＭＳＥ （Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅｄ
Ｅｒｒｏｒ），也称作 ＲＭＳＤ （Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｄｅｖｉａｔｉｏｎ），
是 ＭＳＥ 的算数平方根。 由于每个误差（Ｅａｃｈ Ｅｒｒｏｒ）
对 ＲＭＳＤ 的影响与误差的平方（Ｓｑｕａｒｅｄ Ｅｒｒｏｒ）成正

比，因此较大的误差会对 ＲＭＳＥ影响过大，ＲＭＳＥ对异

８８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３卷　



常值很敏感。 其公式为：

ＲＭＳＥ ｙ，ｙ^( ) ＝
　
１
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （１７）

　 　 （ ４） 平均绝对值误差 ＭＡＥ （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ
Ｅｒｒｏｒ）。 是时间序列分析中预测误差常用的指标，
由于 ＭＡＥ 使 用 的 是 与 被 测 数 据 相 同 的 尺 度

（Ｓｃａｌｅ），因此不能用于比较 ２ 个不同尺度的序列。
ＭＡＥ 又被称为 Ｌ１ 范数损失函数（就是可以作为损

失函数），是真实数据与预测数据之差的绝对值的

均值。 定义公式为：

ＭＡＥ ｙ，ｙ^( ) ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ （１８）

　 　 （ ５） 平均绝对值百分比误差 ＭＡＰＥ （ Ｍｅａｎ
Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ），也被称为 ＭＡＰＤ （Ｍｅａｎ
Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｄｅｖｉａｔｉｏｎ）。 是一种衡量预测方

法的预测准确性的指标。 ＭＡＰＥ 在解释相对误差

（Ｒｅｌａｔｉｖｅ Ｅｒｒｏｒ ） 方面非常直观，在评价模型时

ＭＡＰＥ 通常用作回归（Ｒｅｇｒｅｓｓｉｏｎ）问题的损失函数

（Ｌｏｓｓ Ｆｕｎｃｔｉｏｎ）。 从定义中可以看出，在计算 ＭＡＰＥ
时如果出现一系列特别小的分母，可能会出现一些

问题。 比如分母为 ０ 的奇异点、较小的误差引起结

果发生非常大的变化等。 解决这个问题的替代方案

是，可以将公式中的实际值，替换为该序列的所有实

际值的平均值。 这种方案等效于求绝对差的总和除

以实际值的总和，也被称为加权绝对百分比误差

（ＷＡＰＥ）， 或者 ｗＭＡＰＥ （Ｗｅｉｇｈｔｅｄ Ｍｅａｎ Ａｂｓｏｌｕｔｅ
Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ）。 定义公式为：

ＭＡＰＥ ｙ，ｙ^( ) ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １

ｙｉ － ｙ^ｉ

ｙｉ
（１９）

　 　 （ ６ ） 对 称 平 均 绝 对 百 分 比 误 差 ＳＭＡＰＥ
（Ｓｙｍｍｅｔｒｉｃ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ）。 实际

值与预测值差值的绝对值除以实际值与预测值绝对

值之和的一半。 定义公式为：

ＳＭＡＰＥ ｙ，ｙ^( ) ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １

ｙｉ － ｙ^ｉ

ｙｉ ＋ ｙ^ｉ

２

（２０）

２．２　 实验模型介绍

本文采用 ＢＰ 神经网络与 ＬＳＴＭ对于 ＮＰＰ 数据

进行预测。 模型统一输入 ４８ 天的数据作为历史信

息，预测未来 １天的 ＮＰＰ 值。 对于 ＢＰ 神经网络，模
型设计为输入层为 ４８ 个神经元；隐藏层为 １ 层，共
计 ４个神经元；输出层为 １个神经元。 ＢＰ 神经网络

采用 ＲｅＬＵ 激活函数。 对于 ＬＳＴＭ网络，模型设计为

４８个神经元；ＬＳＴＭ层选择 １层，输出层采用 ４８到 １
的线性映射，并采用 ｓｉｇｍｏｉｄ激活函数。 ＬＳＴＭ层中

采用 ＲｅＬＵ 与 ｔａｎｈ 激活函数。
２．３　 实验结果及分析

考虑到深度学习模型可以无限制地迭代，就会希

望在即将过拟合时，或训练效果微乎其微时停止训

练，因此研究采用早停（Ｅａｒｌｙ Ｓｔｏｐ）策略防止模型过

拟合。 ＬＳＴＭ和 ＢＰ 神经网络损失函数如图 ３ 所示。
通过图 ３可以看出，ＬＳＴＭ 神经网络模型和 ＢＰ 神经

网络模型的损失函数在迭代 ２０次后达到最小值。
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（ｄ） ＢＰ 神经网络测试集损失函数

图 ３　 ＬＳＴＭ 和 ＢＰ 神经网络损失函数

Ｆｉｇ． ３　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ ｏｆ ＬＳＴＭ ａｎｄ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
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　 　 ＬＳＴＭ 和 ＢＰ 神经网络在测试集上的预测值如

图 ４所示。 由图 ４可以发现，ＢＰ、ＬＳＴＭ等神经网络

预测模型的预测结果与 ＮＰＰ 的实际走向情况大体

相符，误差也较小；而且很明显地，ＢＰ 神经网络的拟

合能力更佳。 由图 ４还会发现 ＢＰ 神经网络预测模

型的预测值与 ＮＰＰ 实际数值最为符合的，而且预测

值与 ＮＰＰ 实际数值之间的偏差也很小。
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（ｂ） ＢＰ 神经网络

图 ４　 ＬＳＴＭ 和 ＢＰ 神经网络在测试集上的预测值

Ｆｉｇ． ４　 Ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｏｆ ＬＳＴＭ ａｎｄ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｏｎ ｔｈｅ

ｔｅｓｔ ｓｅｔ

　 　 ＢＰ 神经网络和 ＬＳＴＭ 神经网络评价指标结果

值见表 １。 由表 １可以看出，ＢＰ 神经网络模型所预

测的 ＳＳＥ、ＭＳＥ、ＲＭＳＥ、ＭＡＥ、ＭＡＰＥ、ＳＭＡＰＥ 等的数

据，显然都要比 ＬＳＴＭ的神经网络模型的小，大小依

次 ８３６． ０５８、 ２４． ５９、 ４． ９５８ ８３、 ２． ７５５ ９８、 ０． ２１８ ６、
０．１５２ １９，说明了 ＢＰ 神经网络的预测结果比较精

确，并由此再次表明了 ＢＰ 神经网络对该数据的检

测结果，相比于 ＬＳＴＭ神经网络要更佳。

表 １　 ＢＰ 神经网络和 ＬＳＴＭ 神经网络评价指标

Ｔａｂ． １　 Ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ＬＳＴＭ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ

ＳＳＥ ＭＳＥ ＲＭＳＥ ＭＡＥ ＭＡＰＥ ＳＭＡＰＥ

ＬＳＴＭ １ ０７０．７７０ ３１．４９３ ３ ５．６１１ ８８ ３．４１８ ９９ ０．２０１ ８９ ０．１３３ ８４

ＢＰ ８３６．０５８ ２４．５９０ ０ ４．９５８ ８３ ２．７５５ ９８ ０．２１８ ６０ ０．１５２ １９

３　 结束语

全球气候变化逐渐影响到生态系统的平和稳

定，这一现象已日渐成为各学科进行学术研究的重

要背景。 通过研究温度、降水、 ＮＤＶＩ 来预测兰州市

ＮＰＰ，能为全球气候变化及环境保护提供重要依

据。 本文采用 ＢＰ 算法和 ＬＳＴＭ 算法，对 ＮＰＰ 进行

预测。 通过对历史数据进行归一化处理后，再比较

５种数据的预期结果，从预测结果图的前 ５ 种预测

指标来看，ＢＰ 神经网络的预期结果相比于 ＬＳＴＭ 神

经网络更为出色，其 ＳＳＥ 能够达到 ８３６ 左右。 未来

相关研究可以考虑将基于统计学的时间序列预测方

法与深度学习方法相结合，从而更好地提取 ＮＰＰ 序

列数据中的相关特征，并对其进行预测。
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