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摘　 要： 针对现代工业生产对工业产品缺陷的高效检测需求，以钢材缺陷为切入点，提出了一种基于改进 ＹＯＬＯｖ７－Ｔｉｎｙ 的缺

陷检测方法。 首先，将 ＤＣＮｖ３ 网络与 ＹＯＬＯｖ７－Ｔｉｎｙ 的主干网络层进行融合，提高模型对不同尺度、形状缺陷的灵敏度；其
次，引入了 ＣＡＢＭ 注意力机制，加强网络对特征图中重要信息的感知能力；然后，在网络特征融合层使用了 ＣＡＲＡＦＥ 算子，改
善原始网络语义信息利用不充分的问题；最后，采用基于归一化 Ｗａｓｓｅｒｓｔｅｉｎ 距离的损失函数来改善在小目标检测中网络对预

测框与真实框位置偏移敏感的问题。 实验结论表明，本文改进后的 ＹＯＬＯｖ７－Ｔｉｎｙ 算法在开源钢材缺陷数据集 ＮＥＵ－ＤＥＴ 上

平均准确率达到了 ７７．５％，较原始算法提升了 ４．３％，同时模型参数量相较于原始 ＹＯＬＯｖ７－Ｔｉｎｙ 算法降低了 １１．３％，达到了检

测精度与模型复杂度的平衡。
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０　 引　 言

随着工业 ４．０ 的到来以及中国制造 ２０２５ 的提

出，国家大力支持工业的发展。 钢材作为一种经济

高效的工业材料在各个领域得到广泛应用，如建筑、
化工、船舶、冶金、航空航天等行业。 拥有高质量的

钢材对我国工业的发展至关重要。 在钢材的生产过

程中，由于生产原材料、生产工艺和外部环境等不可

控因素的影响，钢表面可能会出现各种不同类型的

缺陷［１］。 因此，对钢材缺陷进行高效的检测具有极

其重要的意义。
基于传统机器视觉的目标检测算法使用滑动窗

口的方法来获取候选区域的 ＨＯＧ 特征［２］和 ＳＩＦＴ 特

征［３］，并利用 ＳＶＭ 分类器［４］进行目标分类。 这种检

测方法主要适用于待测目标特征明显、背景简单的

场景，并且在检测精度以及速度上存在一定的局限。
在钢材缺陷图像中，背景与目标的区分度较低且缺

陷目标类型复杂多变，使用传统的抽象特征很难完



成对缺陷的准确检出。
目前，基于深度学习的目标检测算法根据其是

否采用多阶段的处理，主要分为 ２ 类：Ｔｗｏ－Ｓｔａｇｅ［５］

和 Ｏｎｅ－Ｓｔａｇｅ［６］。 Ｔｗｏ－ｓｔａｇｅ 典型算法代表为 Ｆａｓｔｅｒ
Ｒ－ＣＮＮ［７］和 Ｍａｓｋ Ｒ－ＣＮＮ［８］，其使用区域建议网络

生成候选框，而后进行分类和回归；Ｏｎｅ－Ｓｔａｇｅ 算法

典型代表为 ＳＳＤ［９］、 ＲｅｔｉｎａＮｅｔ［１０］、 ＥｆｆｉｃｉｅｎｔＤｅｔ［１１］、
ＹＯＬＯ 系列等，是利用处理回归问题的方法来有效

解决目标边框定位的问题，因此不需要事先产生候

选框。 在 Ｔｗｏ－Ｓｔａｇｅ 目标检测算法领域，ＬＵＯ 等学

者［１２］基于 ＣＮＮ 构建了一种解耦的两阶段的工业目

标检测网络，并在缺陷定位任务中提出了多级聚合

块作为定位特征增强模块，用于 ＰＣＢ 板的缺陷检

测。 Ｓｈｉ Ｘ 等学者［１３］ 将 ＣｏｎｖＮｅＸｔ 架构作为特征提

取主干，提出了一种基于 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 的改进网络

用于钢表面缺陷检测。 在 Ｏｎｅ－Ｓｔａｇｅ 目标检测算法

领域，ＫＯＵ 等学者［１４］ 基于 ＹＯＬＯｖ３ 进行改进，使用

无锚框（Ａｎｃｈｏｒ－ｆｒｅｅ）的方式缩短了模型的计算时

间，设计密集卷积块（Ｄｅｎｓｅ ｂｌｏｃｋ）用于提取更丰富

的特征信息，从而提升模型的准确率与鲁棒性。
Ｙａｎｇ 等学者［１５］首先将钢材缺陷图像经过同态滤波

预处理，然后将图片送入融合了注意力机制的改进

ＹＯＬＯｖ５ 算法中进行检测，达到了更高的检测精度。
ＹＯＬＯ 系列作为 Ｏｎｅ－Ｓｔａｇｅ 算法典型的代表网

络，不仅在速度上优势明显，而且模型体积小，同时

维持较高的识别精度。 在 ２０２３ 年，Ｗａｎｇ 等学者提

出了 ＹＯＬＯｖ７ 算 法， 相 比 于 领 域 内 其 他 算 法，
ＹＯＬＯｖ７ 在目标识别和定位方面具有更高的准确性

和更快的速度。 但是 ＹＯＬＯｖ７ 网络使用了大量 Ｅ－
ＥＬＡＮ 模块，导致模型的参数量和复杂度大大增加，
同时钢材表面缺陷通常是小目标，在图像中所占的

像素点很少，且变形类型多样、缺陷类型多样，很容

易被忽略或误判，导致漏检的问题。
为了提高钢材表面缺陷检测的效率，本文基于

ＹＯＬＯｖ７ 的轻量化版本 ＹＯＬＯｖ７－Ｔｉｎｙ，进一步优化

网络对目标的特征提取能力，引入混合注意力机制，
增强网络的特征感知；将可变形卷积融合进网络骨

干层，构建 ＥＬＡＮ－ＤＣＮｖ３ 模块，增强模型对不同尺

寸和形状的缺陷的特征提取能力；在网络特征融合

层加入了基于内容感知的特征重组模块，更加充分

地利用上下文语义信息；最后，采用基于归一化

Ｗａｓｓｅｒｓｔｅｉｎ 距离的损失函数实现对小目标缺陷更加

精准的检测。

１　 ＹＯＬＯｖ７－Ｔｉｎｙ 网络结构

ＹＯＬＯｖ７－Ｔｉｎｙ 保留了 ＹＯＬＯｖ７ 基于级联的模型

缩放策略，并改进了高效长程聚合网络（ＥＬＡＮ），是
一种轻量级的目标检测算法，在保证检测精度没有

大幅降低的基础上参数量更少、检测速度更快，更适

合应用于钢材表面缺陷实时检测的需求。 ＹＯＬＯｖ７－
Ｔｉｎｙ 网络结构如图 １ 所示。

输入层 特征提取层 特征融合层 输出层

CBL ELAN MP Concat Upsample

图 １　 ＹＯＬＯｖ７－Ｔｉｎｙ 网络

Ｆｉｇ． １　 ＹＯＬＯｖ７－Ｔｉｎｙ ｎｅｔｗｏｒｋ
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　 　 Ｙｏｌｏｖ７－Ｔｉｎｙ 算法由输入层、特征提取层、特征

融合层及输出层四个部分构成。 将固定尺寸的图片

作为输入，首先将其送入由普通卷积层、ＭＰ 与

ＥＬＡＮ 卷积层构成的特征提取层。 然后，将提取的

特征图送入在 ＳＰＰ 结构基础上优化后的 ＳＰＰＣＳＰＣ
模块，进行处理后再送入特征融合层，采用聚合特征

金字塔结构对整个金字塔特征图进行增强，将下层

的显著性特征信息传递到上层，保留更丰富的特征

信息。 最后，将这些语义丰富的特征图送入输出层，
采用卷积对不同尺度的特征图进行预测，在目标特

征图上应用锚框生成带有类别概率和目标框的最终

输出向量。
尽管 ＹＯＬＯｖ７－Ｔｉｎｙ 具有较少的参数和计算量，

能保持较高的精度，但是针对钢材表面缺陷这类小

目标，存在特征提取能力不足的情况。 因此，本文提

出改进方法，在不增加网络参数的前提下加强特征

感知，以满足钢材缺陷这类特征较弱的目标在实际

应用场合的检测需求。

２　 改进型 ＹＯＬＯｖ７－Ｔｉｎｙ 钢材表面缺陷检

测算法

　 　 本文基于 ＹＯＬＯｖ７－Ｔｉｎｙ，将可变形卷积融合进

网络骨干层，增强模型对不同尺寸和形状的缺陷的

特征提取能力；引入混合注意力机制，增强网络的特

征感知；在网络特征融合层加入了基于内容感知的

特征重组模块，更加充分的利用上下文语义信息；最
后采用基于归一化 Ｗａｓｓｅｒｓｔｅｉｎ 距离的损失函数实

现对小目标缺陷更加精准的检测。
２．１　 构建 ＥＬＡＮ－ＤＣＮｖ３ 模块

钢材表面缺陷具有目标小、变形类型多样、缺陷

类型多样的特点，普通卷积层对此类目标的特征提

取能力较差。 本文中使用的 ＤＣＮｖ３［１７］（Ｄｅｆｏｒｍａｂｌｅ
Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ ｖ３）是在 ＤＣＮｖ２［１８］ （Ｄｅｆｏｒｍａｂｌｅ
Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ ｖ２ ） 的 基 础 上 进 行 改 进 的。
ＤＣＮｖ３ 首先借用了可分离卷积的思想，将原始卷积

权重分离成深度部分和点部分，实现了卷积神经元

之间的权重共享；其次，引入了多组卷积的机制，将
空间聚合过程分成多组，每组具有单独的采样偏移

和调制尺度，从而为下游任务带来更强的特征；最
后，通过用 ｋ 个调制因子的 ｓｏｆｔｍａｘ 归一化代替调制

标量 ｓｉｇｍｏｉｄ，整个训练过程变得更加稳定。 完整的

ＤＣＮｖ３ 运算符如式（１）所示：

ｙ（ｐ０） ＝ ∑ Ｇ

ｇ ＝ １∑
Ｋ

ｋ ＝ １
ｗｇｍｇｋｘｇ（ｐ０ ＋ ｐｋ ＋ Δｐｇｋ） （１）

　 　 其中， Ｇ 表示卷积组的数量； Ｗｇ 表示每组内的

共享投影权重；ｍｇｋ 表示第 ｇ组中第 ｋ个采样点的归

一化调制因子； ｘｇ 表示切片输入的特征图； Δｐｇｋ 表

示第 ｇ 组中的网格采样位置 （ｇ，ｋ） 相对应的偏移

量。
本文将可变形卷积 ＤＣＮｖ３ 与特征提取层的

ＥＬＡＮ 结构融合，重建 ＥＬＡＮ－ＤＣＮｖ３ 结构，结构如

图 ２ 所示。

ELAN-DCNv3

图 ２　 ＥＬＡＮ－ＤＣＮｖ３ 结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＥＬＡＮ－ＤＣＮｖ３

　 　 使用 ＤＣＮｖ３ 算子可以弥补传统卷积在长期依

赖性和自适应空间聚合方面的不足，并可使卷积算

子更适合于变化多样缺陷的检测，同时通过实现稀

疏全局建模并适当地保留 ＣＮＮ 的归纳偏差，更好地

实现了检测复杂性和准确性之间的平衡。
２．２　 构建 ＥＬＡＮ－ＣＢＡＭ 模块

注意力机制的原理是选择性地关注更感兴趣的

领域，而忽略信息的其他部分。 在钢材缺陷检测中

引入注意力机制可以提高缺陷目标区域的权重。 神

经网络可以更完整地区分待检测的缺陷目标和背景

信息，有效地解决由于网络层次加深导致的钢材缺

陷目标信息丢失的问题，使网络学习能够朝着更有

利的方向学习。
　 　 在真实的钢材缺陷数据中，缺陷目标较多且种

类繁杂，为了解决小目标漏检、误检的问题，需要让

网络更加关注裂纹、麻点等小目标缺陷。 本文选用

ＣＢＡＭ 注意力机制（如图 ３ 所示），依次应用通道和

空间注意力模块，强化了通道和空间两个维度上的

缺陷特征，具体计算过程如下。

OutputInput

图 ３　 ＣＢＡＭ 注意力机制结构

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＢＡＭ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 给出输入特征图为 Ｘ ∈ ＲＣ×Ｈ×Ｗ， ＣＢＡＭ 模块首

先通过通道注意力模块 （ＦＣＨ ∈ ＲＣ×１×１） 生成通道注

意力特征图，然后将其与输入图像相乘生成中间变
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量 Ｘ′， 计算过程可由式（２）来表示：
Ｘ′ ＝ ＦＣＨ（Ｘ） 􀱋 Ｘ （２）

　 　 其中，“ 􀱋 ”表示加权乘法。
此后通过二维空间注意力模块（ Ｆｓ ∈ Ｒ１×Ｗ×Ｈ ）

在特征图 Ｘ′ 的基础上生成空间注意力特征图，再将

二维空间注意力模块 Ｆｓ 与通道自适应化后的特征

图 Ｘ′ 相乘，得到最终特征加强后的特征图 Ｆ″， 计算

过程可用式（３）来描述：
Ｘ″ ＝ Ｆｓ（Ｘ ＇） 􀱋 Ｘ′ （３）

　 　 在特征提取层中，随着网络的逐渐加深，特征图

的尺度会变小，并且会丢失一些信息。 因此，本文将

ＣＢＡＭ 注意力机制与卷积层融合，嵌入到特征提取

层提取了特征后的特征图输出处，构建 ＥＬＡＮ －
ＣＢＡＭ 模块（如图 ４ 所示），以强化随着网络深度而

逐渐削弱的特征，增强网络的表达能力，提高最终检

测的精度。

ELAN-CBAM

Conv_CBAM

图 ４　 ＥＬＡＮ－ＣＢＡＭ 结构

Ｆｉｇ． ４　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＥＬＡＮ－ＣＢＡＭ

２．３　 引入轻量级特征重组模块

在 ＹＯＬＯｖ７ 的特征融合层中，使用了最近邻上

采样算法进行特征图的上采样，是通过像素之间的

空间距离来指导上采样的过程，利用采样点四周相

邻最近的像素点的灰度值，但却忽略了其他像素点

的影响，无法充分利用特征图中的空间特征，可能会

造成输出图像灰度值上的不连续，从而使得图像灰

度变化明显区域出现噪声，这会对钢材缺陷这类小

目标的检测造成极大的困扰，导致检测精度降低。
基于此，本文引入了基于内容感知的轻量级特征重

组算子 ＣＡＲＡＦＥ［１９］（如图 ５ 所示）来代替 ＹＯＬＯｖ７－
Ｔｉｎｙ 特征融合层中的最近邻上采样。 ＣＡＲＡＦＥ 算子

能够在更大的感受野中聚合上下文信息，摒弃了最

近邻上采样算法中使用单一内核采样的方式，采用

了基于自适应内容感知的采样方式，其具体计算流

程如图 ５ 所示。
　 　 在经过 ＣＡＲＡＦＥ 模块重建后的特征图中，每个

像素都是根据邻域的特征内容进行上采样的，充分

利用了上下文信息，让局部区域的相关点信息得到

了更多的关注，使其语义信息更加丰富。
２．４　 基于归一化 Ｗａｓｓｅｒｓｔｅｉｎ 距离的损失函数

本文所检测的钢材表面缺陷中存在许多小目标

缺陷，这对目标检测来说是一个难点，因为其中往往

只包含几个像素，因此，提高检测小目标的能力对于

提升整个钢材缺陷检测的效果十分重要。

上采样核预测模块

内容编辑

通道压缩

核归一化

基于内容感知的特征重组模块
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图 ５　 ＣＡＲＡＦＥ 计算流程图

Ｆｉｇ． ５　 Ｃａｌｃｕｌａｔｉｏｎ ｆｌｏｗｃｈａｒｔ ｏｆ ＣＡＲＡＦＥ
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　 　 目前，各类目标检测算法通常使用基于 ＩｏＵ
（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ）的各类损失函数作为模型

优化的指引，例如 ＣＩｏＵ、ＳＩｏＵ 等。 但是这些度量标

准对小目标的位置偏差敏感度较高，很容易受小像

素分布的影响。 预测框 Ｐ 中几个像素的偏差就会

导致 Ｐ 与标注框 ＧＴ 之间的重叠部分变化特别大，
导致基于 ＩｏＵ 的损失函数并不适用于小目标物体的

检测。
针对这个问题，本文采用了一种基于归一化

Ｗａｓｓｅｒｓｔｅｉｎ 距离［２０］ （ ＮＷＤ， Ｎｏｒｍａｌｉｚｅｄ Ｗａｓｓｅｒｓｔｅｉｎ
Ｄｉｓｔａｎｃｅ）的损失函数。

首先将建模为二维高斯分布，然后使用归一化

Ｗａｓｓｅｒｓｔｅｉｎ 距离（ＮＷＤ）的计算标准来计算其相应高

斯分布之间的相似性；接着将 ＮＷＤ 度量标准嵌入到

模型的损失函数中，取代 ＹＯＬＯｖ７－Ｔｉｎｙ 原始的 ＣＩｏＵ
损失函数。 基于 ＮＷＤ 的损失函数计算过程如下：

ＬＮＷＤ ＝ １ － ＮＷＤ（Ｎｐ，Ｎｇ） （４）
　 　 其中， Ｎｐ 是预测框 Ｐ 的高斯分布模型， Ｎｇ 是标

注框 ＧＴ 的高斯分布模型。 基于 ＮＷＤ 的损失函数

即使在小目标缺陷检测时像素点偏差的情况下也能

够拥有梯度，进一步提高钢板缺陷目标检测的精度。
２．５　 改进后的 ＹＯＬＯｖ７－Ｔｉｎｙ 模型

本文改进后的 ＹＯＬＯｖ７－Ｔｉｎｙ 网络结构图如图 ６
所示。

输出端 特征提取网络 特征融合网络 输出端

ELAN-CBAM

MP Concat Upsample

ELAN-DCNv3

CBL ELAN

图 ６　 改进后的 ＹＯＬＯｖ７－Ｔｉｎｙ 网络结构图

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ７－Ｔｉｎｙ ｎｅｔｗｏｒｋ

３　 实验结果与分析

３．１　 实验数据集

本文采用了东北大学发布的钢材表面缺陷数据

集来验证改进的 ＹＯＬＯｖ７ － Ｔｉｎｙ 算法的有效性。
ＮＥＵ－ ＤＥＴ 包含 ６ 种钢材表面缺陷， 包括裂纹

（ｃｒａｚｉｎｇ）、夹杂 （ ｉｎｃｌｕｓｉｏｎ）、斑块 （ ｐａｔｃｈｅｓ）、麻点

（ｐｉｔｔｅｄ ｓｕｒｆａｃｅ）、轧入氧化皮（ｒｏｌｌｅｄ ｉｎ ｓｃａｌｅ）以及划

痕（ｓｃｒａｔｃｈｅｓ）。 每种缺陷图片的数量为 ３００ 张，共
１ ８００张，图像大小均为 ２００∗２００。 ６ 类缺陷样例如

图 ７ 所示。

裂纹 夹杂 斑块

麻点 轧入氧化皮 划痕

图 ７　 钢材表面缺陷样例

Ｆｉｇ． ７　 Ｅｘａｍｐｌｅｓ ｏｆ ｓｔｅｅｌ ｓｕｒｆａｃｅ ｄｅｆｅｃｔｓ
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　 　 实验以每类 ８ ∶ １ ∶ １ 的比例随机划分，选取

１ ２６０张图片作为训练集，２６０ 张图片作为验证集，
２６０ 张图片作为测试集。
３．２　 实验环境及训练参数

本文提出的钢材表面缺陷检测算法的实验硬件

环境以及软件环境见表 １，训练参数见表 ２。
表 １　 实验采用的硬件环境与软件环境

Ｔａｂ． １ 　 Ｔｈｅ ｈａｒｄｗａｒｅ ｅｎｖｉｒｏｎｍｅｎｔ ａｎｄ ｓｏｆｔｗａｒｅ ｅｎｖｉｒｏｎｍｅｎｔ

ａｄｏｐｔｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

名称 参数

操作系统 Ｕｂｕｎｔｕ１８．０４

ＣＰＵ 双路 ＮＶＩＤＩＡ ２０８０Ｔｉ

ＧＰＵ Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ７－９７００

深度学习环境 Ｐｙｔｏｒｃｈ １．９．０ ＋ ｃｕｄａ１０．２

编译软件 ＶＳ Ｃｏｄｅ

表 ２　 实验采用的训练参数

Ｔａｂ． ２　 Ｔｈｅ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｕｓｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

参数名称 参数值

ｅｐｏｃｈｓ ３００

ｂａｔｃｈ－ｓｉｚｅ ６４

ｌｅａｒｎｉｎｇ－ｒａｔｅ ０．０１

ｍｏｍｅｎｔｕｍ ０．９３７

ｗｅｉｇｈｔ－ｄｅｃａｙ ０．０００ ５

ｉｍｇ－ｓｉｚｅ ６４０∗６４０

ｌｅａｒｎｉｎｇ－ｒａｔｅ－ｓｔｒａｔｅｇｙ ｃｏｓｉｎｅ ａｎｎｅａｌｉｎｇ

３．３　 模型评价指标

本文采用平均准确率 （ｍＡＰ＠０．５）、 模型大小

（Ｍｏｄｅｌ Ｓｉｚｅ）作为算法性能的衡量指标。 其中，ｍＡＰ是

各类缺陷准确率 ＡＰ 的均值，ＡＰ 则由各类的精准度

（Ｐｒｅｃｉｓｉｏｎ，下文简称 Ｐ） 以及召回（Ｒｅｃａｌｌ，下文简称

Ｒ） 计算得到，其值为Ｐ － Ｒ曲线与坐标轴围成的面积；
研究推得的数学定义公式具体如下：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（５）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

ｍＡＰ ＝
∑
Ｎ

ｎ ＝ １
∫
１

０

Ｐ（Ｒ）ｄＲ

Ｎ
（７）

　 　 其中， ＴＰ为正确检测到缺陷的样本数量；ＦＰ是

错误地将非缺陷目标检测为缺陷目标的数量；ＦＮ是

错误地将缺陷目标认作非缺陷的数量。 ｍＡＰ＠ ０．５
表示 ＩｏＵ 阈值在 ０．５ 的 ｍＡＰ。

３．４　 对比实验设计

为了验证本文提出方案的效果，在 ＮＥＵ－ＤＥＴ
数据集中测试了多种目前主流的目标检测算法，包
括 ＳＳＤ、ＲｅｔｉｎａＮｅｔ、ＹＯＬＯｖ５ｓ、ＹＯＬＯｖ７ 以及文献［２１－
２２］。 选取平均精度 ｍＡＰ＠ ０．５ 以及网络模型大小

作为评价指标。 对比实验结果见表 ３。 通过表 ３ 可

以看出，本文提出的改进算法平均准确率 ｍＡＰ＠ ０．５
比 ＹＯＬＯｖ７－Ｔｉｎｙ 高 ４．３％，模型大小压缩了 １１．３％，
实际检测效果对比如图 ８ 所示。 图 ８（ａ） ～ （ｃ）中，
从左到右分别是裂纹、夹杂、斑块、裂纹、轧入氧化、
划痕。 可以看到，经过改进之后的网络对小目标的

缺陷识别能力有着明显的提升，识别精度也有所提

高。 相较于 Ｆａｓｔｅｒ－ＲＣＮＮ、ＲｅｔｉｎａＮｅｔ、ＹＯＬＯｖ３－Ｔｉｎｙ、
ＹＯＬＯｖ７ 算法，评价指标有着不同程度的领先。 相

较于文献［２１－２２］，在检测精度上也有着明显的优

势。 由此证明，本文提出的改进算法的性能优于目

前领域内的主流算法。
表 ３　 对比实验结果

Ｔａｂ． ３　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

算法 ｍＡＰ＠ ０．５ ／ ％ Ｍｏｄｅｌ Ｓｉｚｅ ／ ＭＢ

ＳＳＤ ５２．７ １０２．０

ＲｅｔｉｎａＮｅｔ ６３．４ １３９．０

ＹＯＬＯｖ５ｓ ７２．９ １４．５

ＹＯＬＯｖ７ ７５．４ ７２．０

ＹＯＬＯｖ７－Ｔｉｎｙ ７３．２ １２．３

文献［２１］ ７５．１

文献［２２］ ７４．１

Ｉｍｐｒｏｖｅｄ－ＹＯＬＯｖ７－Ｔｉｎｙ ７７．５ １０．９

３．５　 消融实验设计

为了进一步验证本文提出的改进方法对模型的

有效性，对改进算法进行消融实验。
消融实验结果分析见表 ４。 从表 ４ 的结果可

知，引入 ＤＣＮｖ３ 构建 ＥＬＡＮ－ＤＣＮｖ３ 模块后，模型的

识别准确率有着明显的提升，ｍＡＰ ＠ ０． ５ 提升了

１．１％，同时，由于 ＤＣＮｖ３ 采用了可分离卷积以及分

组卷积的思想，模型的大小也有了一定程度的压缩；
在 ＥＬＡＮ－ＤＣＮｖ３ 的基础上进一步引入 ＣＢＡＭ 注意

力机制，加强网络对钢材表面缺陷目标的特征感知，
学习通道与空间两个维度间的相关性，使 ｍＡＰ＠ ０．５
提升了 ０．６％， 但是参数有了小幅度的增加；将网络

特征融合层原始的最近邻上采样改进为基于内容感

知的轻量级特征重建模块 ＣＡＲＡＦＥ 后，更加丰富了

上采样后特征图的语义信息，进一步增强了利于网

络的识别能力，使得ｍＡＰ＠ ０．５提升了０．９％；最后将

４７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



网络原始的 ＣＩｏＵ 损失函数改进为更适用于小目标

检测的基于 ＮＷＤ 的损失函数， 将 ｍＡＰ＠ ０．５ 在之前

的基础上再次提升了 １．７％，达到 ７７．５％。

(a)原图

(b)YOLOv7-Tiny

(c)改进的TOLOv7-Tiny

图 ８　 实际检测效果图

Ｆｉｇ． ８　 Ａｃｔｕａｌ ｔｅｓｔ ｅｆｆｅｃｔ ｄｒａｗｉｎｇ
表 ４　 消融实验结果分析

Ｔａｂ． ４　 Ａｎａｌｙｓｉｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

方法 ＥＬＡＮ－ＤＣＮｖ３ ＥＬＡＮ－ＣＢＡＭ ＣＡＲＡＦＥ ＮＷＤ ｍＡＰ＠ ０．５ ／ ％ Ｍｏｄｅｌ Ｓｉｚｅ ／ ＭＢ

ＹＯＬＯｖ７－Ｔｉｎｙ × × × × ７３．２ １２．３

改进一 √ × × × ７４．３ １０．５

改进二 √ √ × × ７４．９ １０．８

改进三 √ √ √ × ７５．８ １０．９

改进四 √ √ √ √ ７７．５ １０．９

　 　 经过消融实验结果分析，本文确定了最终的改

进方案为构建 ＥＬＡＮ－ＤＣＮｖ３、构建 ＥＬＡＮ－ＣＢＡＭ 模

块、引入 ＣＡＲＡＦＥ 和采取基于 ＮＷＤ 的损失函数。
ＹＯＬＯｖ７－Ｔｉｎｙ 改进前后训练效果对比如图 ９ 所示。
由图 ９ 可以看出，在经过 ３００ 个 Ｅｐｏｃｈｓ 的训练迭代

后，改进后的 ＹＯＬＯｖ７－Ｔｉｎｙ 算法在 ６ 类钢材缺陷上

的检测精度均有提升，平均准确率 ｍＡＰ＠ ０．５ 相较

于原始 ＹＯＬＯｖ７－Ｔｉｎｙ 提高 ４．３％，同时模型大小压

缩了 １１．３％。
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inclusion0.878
patches0.909
pitted_surface0.802
rolled-in_scale0.457
scratches0.844
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图 ９　 ＹＯＬＯｖ７－Ｔｉｎｙ 改进前后训练效果对比图

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＹＯＬＯｖ７－Ｔｉｎｙ ｔｒａｉｎｉｎｇ ｅｆｆｅｃｔ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｉｍｐｒｏｖｅｍｅｎｔ
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４　 结束语

本文针对工业生产环境需要对钢材表面缺陷进

行高效检测的应用背景，提出了一种基于改进

ＹＯＬＯｖ７－Ｔｉｎｙ 的钢材表面缺陷识别方法。 该方法

以 ＹＯＬＯｖ７－Ｔｉｎｙ 为基础，改进特征提取层的 ＥＬＡＮ
结构，引入 ＤＣＮｖ３ 构建 ＥＬＡＮ－ＤＣＮｖ３ 模块，在降低

一定模型参数量的同时增强了网络对多种类型、形
状缺陷的特征提取能力；增加 ＣＢＡＭ 注意力机制，
提升了网络对钢材表面缺陷的特征感知能力；采用

基于内容感知的特征重组算子 ＣＡＲＡＦＥ 进行特征

图的上采样，让局部区域的相关点信息得到了更多

的关注，更加丰富了输出特征图的语义信息；此外，
针对 ＩｏＵ 损失函数对小目标缺陷位置偏移敏感的问

题，采取基于 ＮＷＤ 的损失函数，使得网络有了更好

的小目标检测性能。 实验结果表明，本文提出的方

法对于钢材表面缺陷有着很好的识别效果，识别准

确率达到了 ７７．５％，同时将模型压缩了 １１．３％。 本

文方法在不增加模型复杂度的前提下，识别准确率

方面较 ＹＯＬＯｖ７－Ｔｉｎｙ 有着较为明显的提升，在实际

应用中展示出了巨大的潜力。 未来将继续优化算

法，提升算法的准确率，对模型进行剪枝、知识蒸馏，
进一步降低模型的推理复杂度，提升模型在边缘计

算端的性能，更适应实际生产应用。 同时考虑通过

数据增强的方式扩充数据集，使得模型的泛化性能

进一步提高。
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