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车载相机和 ＧＰＳ 信息融合的城市道路交通信息检测方法

严伟政， 王道斌， 严运兵

（武汉科技大学 汽车与交通工程学院， 武汉 ４３００６５）

摘　 要： 利用车载相机进行城市道路交通信息采集时通常会面临诸多难题，如城市道路环境复杂、驾驶视角下的车辆遮挡、无法

独立获取自身位置信息等。 针对上述问题，提出一种基于车载相机和 ＧＰＳ 信息融合的城市道路车辆纵向间距与纵向速度估计

方法，进而实现对路侧停靠车辆的识别以及城市道路通行速度、交通流密度以及交通流量的检测。 实车实验结果表明本方法能

够实现准确可靠、经济有效的移动式城市道路交通信息检测，能够为智能车辆和智能交通系统的相关研究提供数据支撑。
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０　 引　 言

交通拥堵已经成为众多城市发展中所面临的一

个不可忽视的热点问题［１］。 准确有效的城市道路

交通信息检测方法对于交通拥堵的成因分析具有决

定性作用，对于开展智能车辆和智能交通相关领域

的研究也有着重要意义［２］。
现有的城市道路交通信息采集技术一般分为 ２

类：固定式交通信息检测方式和移动式交通信息检

测方式［３］。 其中，固定式交通信息检测方法通常是

在某个固定的位置布设传感器，如环形线圈、微波雷

达、监控视频等。 这些设备成本高昂、维护困难、受
环境影响较大，因此有关部门仅在关键路段或者交

叉口安装这些设备。 为避免检测盲区往往需要提高

传感器的布设密度，进而导致成本增加。 移动式交

通信息检测方法通常是在某个移动平台布设传感

器，如浮动车、无人机（ＵＡＶ）、车载相机等。 与固定

式交通信息检测方法相比，移动式交通检测方法经

济高效，并且能有效弥补固定式交通信息检测方法

中的部分盲区。
在固定式交通信息检测方法中，环形线圈因其

检测结果准确、工作性能稳定、制作成本低等优点，
广泛应用于交通信息检测领域。 环形线圈通过感知

电磁场的变化来判断是否有车辆通过，叶青等学

者［４］运用自适应共振神经网络提供的自聚类能力，
将环形线圈采集的各种车辆波形聚类成不同类别模



式，进而实现对城市道路车辆类型的识别分类。
Ｃｈｅｏｌ 等学者［５］利用感应线圈收集到的信号估计跟

驰情况下的安全停车距离，并提出一个量化指标衡

量追尾的风险。 不同于环形线圈，微波雷达通过计

算发射波与反射波之间的时间间隔获取目标与传感

器之间的距离。 曹林等学者［６］ 利用微波雷达回波

信号构建数据集，并采用改进的 ＬｅＮｅｔ－５ 卷积神经

网络实现对城市道路大小车型的分类识别。 监控相

机在固定式交通信息检测领域中应用也比较广泛。
李永上等学者提出一种改进 ＹＯＬＯｖ５ 结合 Ｄｅｅｐ－
ＳＯＲＴ 的车辆检测跟踪方法，实现了监控视角下的

交通流量统计。 Ｌｉ 等学者［７］通过提高 ＹＯＬＯｖ３ 对密

集场景下小目标的检测能力，进而实现监控视角下的

城市道路速度、密度和流量等参数的提取。 但是固定

式交通信息检测方法中传感器通常布设在固定位置，
只能获取特定路段或者交叉口的交通信息，检测范围

较窄、不够灵活，容易受到外界环境的干扰。
在移动式交通信息检测方法中，浮动车法应用较

广。 浮动车数据主要来源于车载 ＧＰＳ 设备的导航系

统和手机地图 ＡＰＰ。 袁向红［８］ 借助 ＧＰＳ 浮动车数

据，建立交通流量预测模型，并在 ＶＩＳＳＩＭ 平台进行仿

真验证，结果表明所提模型具有良好的预测效果。 针

对社会车辆轨迹难以获取的问题，Ｋｏｎｇ 等学者［９］ 提

出一种基于浮动车数据和车载社交网络的社会车辆

轨迹生成方法，实验表明其轨迹与北京市交管局发布

的实时交通状况基本吻合。 但是浮动车法极大程度

依赖浮动车的数量和通信质量，当道路浮动车占比不

足或者处于信号较弱地段时，检测结果的准确性会大

打折扣。 深度学习的兴起，使得从视频中提取特征信

息变得更为方便，因此利用相机进行移动式交通信息

检测也得到了越来越多的关注。 ＵＡＶ 成本低且具有

较高的灵活性，Ｓｈａｎ 等学者［１０］ 利用 ＹＯＬＯｖ３ 算法从

ＵＡＶ 采集视频中检测车辆信息，提取相关交通流参

数，但由于禁飞区的存在，使得 ＵＡＶ 无法充分发挥其

灵活性，同时高空较快的风速也容易造成 ＵＡＶ 的漂

移和抖动。 车载相机检测范围广、机动性高，关闯等

学者［１１］利用车道线消隐点的坐标计算出车载相机的

外参，再利用相机的光学特性进而获得与前车之间的

距离。 另一些学者则侧重于视频信息的避障以及交

通场景的理解，如 Ｇｏｄｈａ［１２］利用车载相机检测道路障

碍物以达到辅助驾驶的功能。 车载相机不仅能够获

取每一帧图像上的直接信息，还能够获取目标的相对

速度和相对位置等信息。 但是，如果要获取目标的绝

对速度和绝对位置，还需要其它传感器提供一些额外

信息。
因此本文结合车载相机检测范围广、灵活性高的

特点，以及浮动车具有自身定位能力的优点提出一种

移动式交通信息检测方法。 该方法主要包括 ２ 个部

分。 第一部分为城市道路目标车辆的检测与跟踪，主
要包括 ＹＯＬＯｖ５（ｙｏｕ－ｏｎｌｙ－ｌｏｏｋ－ｏｎｃｅ） ［１３］算法的目标

车辆检测，以及 Ｄｅｅｐ－ＳＯＲＴ［１４］算法的目标车辆跟踪。
第二部分为城市道路交通信息参数提取，主要包括目

标车辆纵向间距、纵向速度的计算，以及城市道路通

行速度、交通流密度和交通流量的获取。

１　 城市道路目标车辆的检测

考虑到移动式交通信息检测对检测精度和速度

的需求，本文采用最新一代 ＹＯＬＯｖ５ 算法进行城市

道路目标车辆的检测。 该方法在保证检测精度的同

时还能极大提高检测效率，其主要结构包括 Ｉｎｐｕｔ
层、Ｂａｃｋｂｏｎｅ 层、Ｎｅｃｋ 层和 Ｐｒｅｄｉｃｔｉｏｎ 层，网络结构

示意图如图 １ 所示。
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图 １　 ＹＯＬＯｖ５ 模型结构图
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　 　 由图 １ 可看到，Ｉｎｐｕｔ 输入层主要用于输入数据

的预处理，包含 Ｍｏｓａｉｃ 数据增强、自适应图像填充

和自适应锚框计算。 Ｍｏｓａｉｃ 数据增强用于丰富背

景，增加小目标数量，提高 ＧＰＵ 利用效率，自适应填

充降低信息冗余以提高计算速度，自适应锚框能在

更换数据集时，自动计算初始锚框大小。 Ｂａｃｋｂｏｎｅ
层主要通过卷积操作，从不同层次提取图像中的特

征参数。 Ｂａｃｋｂｏｎｅ 层 由 Ｆｏｃｕｓ、 ＣＳＰ （ Ｃｒｏｓｓ Ｓｔａｇｅ
Ｐａｒｔｉａｌ Ｎｅｔｗｏｒｋ）以及 ＳＰＰ（Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ）
三个部分构成。 Ｆｏｃｕｓ 主要对输入图片进行切片操

作以降低计算量。 ＣＳＰ 在加强骨干网络的学习能力

的同时还能提高网络的推理速度。 ＳＰＰ 则用于扩大

感知视野，分离上下文特征。 Ｎｅｃｋ 层包括 ＦＰＮ
（ Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋｓ ） 和 ＰＡＮ （ Ｐａｔｈ
Ａｇｇｒｅｇａｔｉｏｎ Ｎｅｔｗｏｒｋ）两个部分，ＦＰＮ 向下传递强语

义特征，ＰＡＮ 向上传递强定位特征，将 Ｂａｃｋｂｏｎｅ 层

提取的特征从不同层面进行融合，进一步提升检测

能力。 Ｐｒｅｄｉｃｔｉｏｎ 层分别从大、中、小三个尺度检测

车辆，并通过 ＮＭＳ（ｎｏｎ ｍａｘｉｍｕｍ ｓｕｐｐｒｅｓｓｉｏｎ）非极

大值抑制去除重复和多余的框，最终输出目标车辆

的类型、坐标和置信度等检测结果。

２　 城市道路目标车辆的跟踪

为防止检测算法的误检与漏检，提高检测算法

的稳定性，利用 Ｄｅｅｐ－ＳＯＲＴ 算法对测得目标做进一

步的预测跟踪，流程如图 ２ 所示。
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图 ２　 Ｄｅｅｐ－ＳＯＲＴ 流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ Ｄｅｅｐ－ＳＯＲＴ

２．１　 城市道路目标车辆的跟踪

Ｄｅｅｐ－ＳＯＲＴ 算法利用线性卡尔曼滤波器对目

标进行预测，使用八维状态向量 （ｘ，ｙ，ｒ，ｈ，ｖｘ，ｖｙ，
ｖｒ，ｖｈ） 来表示目标的位置以及运动状态，其中 ｘ，ｙ
为检测框中心点坐标， ｒ 为检测框的宽高比， ｈ 为检

测框的高度，余下 ４ 个变量分别表示对应变量的图

像坐标系中的增量。 已知 ｔ － １ 时刻跟踪目标的具

体状态，则 ｔ 时刻预测状态为：
Ｘ ｔ｜ ｔ －１ ＝ ＦＸ ｔ －１｜ ｔ －１ （１）

　 　 其中， Ｘ ｔ －１｜ ｔ －１ 为跟踪目标在 ｔ － １ 时刻的最优估

计； Ｆ 为状态转移矩阵； Ｘ ｔ｜ ｔ －１ 为 ｔ － １ 时刻对 ｔ 时刻

的状态预测值，状态转移矩阵见式（２）：

Ｆ ＝

１ ０ ０ ０ ｄｔ ０ ０ ０
０ １ ０ ０ ０ ｄｔ ０ ０
０ ０ １ ０ ０ ０ ｄｔ ０
０ ０ ０ １ ０ ０ ０ ｄｔ
０ ０ ０ ０ １ ０ ０ ０
０ ０ ０ ０ ０ １ ０ ０
０ ０ ０ ０ ０ ０ １ ０
０ ０ ０ ０ ０ ０ ０ １

é

ë

ê
ê
ê
ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú
ú
ú
ú

（２）

　 　 协方差矩阵根据式（３）进行计算：
Ｐ ｔ｜ ｔ －１ ＝ ＦＰ ｔ －１｜ ｔ －１ ＦＴ ＋ Ｑ （３）

　 　 其中， Ｐ ｔ －１｜ ｔ －１ 为跟踪目标在 ｔ － １ 时刻最优估计

值； Ｐ ｔ｜ ｔ －１ 为 ｔ － １ 对 ｔ 时刻协方差矩阵的预测值； Ｑ
为系统噪声。

进而根据 ｔ － １ 时刻的状态预测值来更新 ｔ时刻

的最优估计值，同时更新卡尔曼增益，具体过程如式

（４）和（５）所示：
Ｘ ｔ｜ ｔ ＝ Ｘ ｔ｜ ｔ －１ ＋ Ｋｔ Ｚ ｔ － Ｈ Ｘ ｔ｜ ｔ －１( ) （４）
Ｋ ｔ ＝ Ｐ ｔ｜ ｔ －１ ＨＴ ＨＰ ｔ｜ ｔ －１ ＨＴ － Ｒ( ) －１ （５）

　 　 其中， Ｘ ｔ｜ ｔ 为 ｔ 时刻的最优估计； Ｚ ｔ 为 ｔ 时刻的

观测值，由传感器获得； Ｈ 为观测矩阵； Ｒ 为系统的

观测噪声。
最后，根据式（６）更新 ｔ 时刻的协方差矩阵：

Ｐ ｔ｜ ｔ ＝ １ － ＫｔＨ( ) Ｐ ｔ｜ ｔ －１ （６）
２．２　 匈牙利分配

Ｄｅｅｐ－ＳＯＲＴ 利用匈牙利算法对已有的检测框

和预测框进行分配。 使用马氏距离来表征对象的运

动信息，具体公式如下：
ｄ（１）（ ｉ， ｊ） ＝ （ｄ ｊ － ｙｉ） Ｔ Ｓ －１

ｉ （ｄ ｊ － ｙｉ） （７）
　 　 其中， ｄ ｊ 和 ｙｉ 分别表示第 ｊ个检测结果和第 ｉ个
预测结果的状态向量， Ｓｉ 表示检测结果和平均结果

之间的协方差矩阵。
当物体被遮挡或者镜头抖动时，马氏距离不再

适合作为两者关联的标准，因此引入最小余弦距离

表示物体的外观特征信息，公式如下：

９１第 ８ 期 严伟政， 等： 车载相机和 ＧＰＳ 信息融合的城市道路交通信息检测方法



ｄ（２）（ ｉ， ｊ） ＝ ｍｉｎ｛１ － ｒＴｊ ｒ（ ｉ）ｋ ｜ ｒ（ ｉ）ｋ ∈ Ｒ ｉ｝ （８）
其中， ｒｊ 为检测框 ｄ ｊ 所对应的外观特征描述信

息，且 ｒｊ ＝ １，Ｒ ｉ 为特征仓库，用于保存每一个跟踪

轨迹 ｋ 最近 １００ 条成功关联的特征描述符。 式（８）
表示第 ｉ 个跟踪框和第 ｊ 个检测框的最小余弦距离。

最后，将运动特征和外观特征进行加权融合，得
到最终的度量指标：

ｃｉ， ｊ ＝ λ ｄ（１）（ ｉ， ｊ） ＋ （１ － λ） ｄ（２）（ ｉ， ｊ） （９）
２．３　 特征提取网络重训练

Ｄｅｅｐ－ＳＯＲＴ 的特征提取网络在设计时主要用

于提取行人的外观特征，为提高神经网络对车辆的

外观提取能力，在大规模的车辆 ＲｅＩＤ 数据集上重

新进行训练，数据集包含 ５７６ 辆车、共 １２ ３４７ 张从

不同角度拍摄的图片，将图片裁剪至 １２６∗１３５ 大小

后放入网络进行训练。 训练效果如图 ３ 所示。
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图 ３　 特征提取网络训练效果

Ｆｉｇ． ３　 Ｔｒａｉｎｉｎｇ ｅｆｆｅｃｔ ｏｆ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｎｅｔｗｏｒｋ

　 　 当训练次数达到 ２００ 轮后，损失函数基本趋向

于平衡，训练完成后该网络即可用于提取车辆外观

特征。

３　 道路交通参数提取

３．１　 纵向间距

利用单目相机光学特性进行前方车辆距离检测，
首先需要获取相机的内参矩阵，内参矩阵如下所示：

ｍａｔｒｉｘ ＝
ｆｘ ０ ｕ０

０ ｆｙ ｖ０
０ ０ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

（１０）

　 其中， （ ｆｘ， ｆｙ） 表示相机的焦距长度， （ｕ０，ｖ０） 表

示相机光轴投影到成像平面的坐标，由于厂商工艺

等因素， （ｕ０，ｖ０） 往往不在成像平面的中心点。
单目相机成像过程是将三维空间中的场景投影

到二维平面上，这一过程可以用小孔成像来描述，如
图 ４ 所示。
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图 ４　 小孔成像示意图

Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｓｍａｌｌ ｈｏｌｅ ｉｍａｇｉｎｇ

　 　 利用小孔成像原理，根据式（１１）估算试验车与

前车的纵向间距：

ｄ０ ＝
ｗ０ × ｆｙ

ｗ ｉ
（１１）

　 　 其中， ｄ０ 表示相机到目标车辆的纵向间距； ｆｙ
表示相机 ｙ 轴方向的焦距，由标定获得； ｗ０ 表示目

标车辆的真实宽度，小汽车为 １．８ ｍ，货车为 ２．６ ｍ；
ｗ ｉ 为车辆成像后的像素宽度。
３．２　 纵向速度

前车相对于试验车的速度可以根据式（１２）进

行计算：

ｖｒｅｌａ ＝
ｄ０ ｔ( ) － ｄ０（ ｔ － １）

Δｔ
（１２）

　 　 其中， ｄ０ ｔ( ) 和 ｄ０ ｔ － １( ) 分别为相邻两帧图像

中目标车辆与试验车之间的纵向间距， Δｔ 为两帧图

像之间的时间间隔。 当 ｖｒｅｌａ ＜ ０ 时，说明目标车辆

的速度相对于试验车较慢；当 ｖｒｅｌａ ＞ ０ 时，说明目标

车辆的速度相对于试验车较快；当 ｖｒｅｌａ ＝ ０ 时，说明

目标车辆与试验车速度相同。
根据 ＧＰＳ 信息获取试验车的实时通行速度，并

将试验车的通行速度视作基准车速 ｖｂａｓ， 则目标车

辆通行速度可以根据式（１３）进行计算：
ｖｒｅａｌ ＝ ｖｒｅｌａ ＋ ｖｂａｓ （１３）

　 　 路侧停靠车辆如图 ５ 所示，这类车辆通常具有

以下 ２ 个特征：
　 　 （１）位于图像右侧边缘。

（２）绝对速度为 ０ ｋｍ ／ ｈ。

图 ５　 路侧停靠车辆

Ｆｉｇ． ５　 Ｐａｒｋｅｄ ｖｅｈｉｃｌｅｓ ｏｎ ｔｈｅ ｓｉｄｅ ｏｆ ｔｈｅ ｒｏａｄ

　 　 因此，根据这 ２ 个特征可以对路侧停靠车辆进

０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



行识别。 如果目标车辆位于图像右侧边缘，且其通

行速度小于设定的阈值 α（α 大于但接近于 ０ ｋｍ ／
ｈ），则将该目标车辆视作路侧停靠车辆。 综合考虑

ＧＰＳ 和车载相机的数据精度，本文将 α 的值定为 ５。
３．３　 交通参数提取

剔除路侧停靠车辆，对视野内同向移动车辆保

持检测和跟踪，以获得每帧图像中的有效车辆。 假

定每辆有效车辆相对于试验车的纵向车间距检测值

为 ｄｏ， 进而根据式（１４）计算每帧图像中单位长度内

的车辆数目，即交通流密度：

ρ ＝ Ｎ
ｍａｘ

ｉ
ｄｏ ｉ( )

（１４）

　 　 其中， ｉ 为有效车辆的编号； Ｎ 为有效车辆的个

数。
假定第 ｊ 帧图像获取的实时交通流密度为 ρ（ｊ），

则路段的交通流密度 ρｓｅｇ 可根据式（１５）进行估算：

ρｓｅｇ ＝ １
Ｎｓｅｇ

∑
Ｎｓｅｇ

ｊ ＝ １
ρ（ ｊ） （１５）

　 　 其中， Ｎｓｅｇ 为路段拍摄视频的总帧数。
假定图像中每台有效车辆的绝对速度检测值为

ｖａｂｓ，进而根据式（１６）计算道路的平均通行速度 ｖａｖｅ：

ｖａｖｅ ＝
１
Ｎ∑

Ｎ

１
ｖａｂｓ（ ｉ） （１６）

　 　 其中， ｉ 为有效车辆的编号； Ｎ 为有效车辆的数

目。
与交通流密度检测类似，假定第 ｊ 帧图像获取

的实时通行速度为 ｖａｖｅ（ ｊ）， 则待测路段的通行速度

ｖｓｅｇ 可根据式（１７）进行估计：

ｖｓｅｇ ＝ １
Ｎｓｅｇ

∑
Ｎｓｅｇ

ｊ ＝ １
ｖａｖｅ（ ｊ） （１７）

　 　 获得每帧图像的交通流密度 ρ 以及道路平均通

行速度后，进而根据式（１８）估计当前位置单位时间

内通过车辆的个数，即交通流量：
ｖｏｌ ＝ ｖａｖｅ·ρ （１８）

　 　 与交通流密度检测类似，假定第 ｊ 帧图像获取

的实时交通流量为 ｖｏｌ（ ｊ） ，则待测路段的交通流量

ｖｏｌｓｅｇ 可根据式（１９）进行估计：

ｖｏｌｓｅｇ ＝ １
Ｎｓｅｇ

∑
Ｎｓｅｇ

ｊ ＝ １
ｖｏｌ（ ｊ） （１９）

４　 实验与分析

４．１　 数据集

车载相机检测视野较宽，往往会采集到对向车

道的车辆信息，进而影响检测结果的准确性，因此需

排除对向车道车辆对检测结果的影响。 同时常规的

目标检测算法会将整辆车框检出，不利于车辆纵向

间距的测量。 为区分目标车辆，进一步提高距离检

测精度，本文搭建道路车辆分类数据集，将车载视频

采集到的 １０ 段视频分解成 ８ ２４４ 张图片，同时将图

片中的车辆归为 ｃａｒ＿ｆｒｏｎｔ、ｃａｒ＿ｓｉｄｅ、ｃａｒ＿ｂａｃｋ、ｔｒｕｃｋ＿
ｆｒｏｎｔ、ｔｒｕｃｋ＿ｓｉｄｅ、ｔｒｕｃｋ＿ｂａｃｋ 六个类别，具体分类标

准如图 ６ 所示。

视野视野

（a）car_side （b）car_front和car_back

图 ６　 道路车辆分类

Ｆｉｇ． ６　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｒｏａｄ ｖｅｈｉｃｌｅｓ

　 　 由图 ６（ｂ）可见，在视野内若能观察到前方车辆

头部或尾部，则将该车辆归类为 ｃａｒ ＿ ｆｒｏｎｔ 或 ｃａｒ ＿
ｂａｃｋ，否则定义为 ｃａｒ＿ｓｉｄｅ，参见图 ６（ ａ），货车分类

同样以此类推。 特别地，为了保证测距精度，ｃａｒ＿
ｂａｃｋ 这一类别仅标记车辆尾部区域。
４．２　 纵向间距检测

准确的纵向车间距检测是道路交通参数提取的

前提，本次实验采用分辨率为 １ ９２０×１ ２００ 像素的

ＣＭＯＳ 相机，相机内部参数的标定结果见表 １。
表 １　 相机标定结果

Ｔａｂ． １　 Ｃａｍｅｒａ ｃａｌｉｂｒａｔｉｏｎ ｒｅｓｕｌｔ

标定参数 标定结果

焦距 ｆｘ ／ ｍｍ １ ５６９．５

焦距 ｆｙ ／ ｍｍ １ ５７０．８

ｘ 方向主点坐标 ／ ｐｉｘｅｌ ９１６．９

ｙ 方向主点坐标 ／ ｐｉｘｅｌ ５７４．９

　 　 由于实验条件限制，本文未进行跟车行驶条件

下的动态测量，仅在静止环境中完成了纵向间距的

测量。 共分为 ５、１０、１５、２０、２５、３０、４０、５０ ｍ 八组实

验，每组实验分别在前车后方偏左 １ ｍ、前车正后

方、前车后方偏右 １ ｍ 处拍摄 １０ 张图片，取均值作

为每组实验的检测值，同真实值进行对比，实验结果

见表 ２。
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表 ２　 纵向距离检测结果

Ｔａｂ． ２　 Ｌｏｎｇｉｔｕｄｉｎａｌ ｄｉｓｔａｎｃｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

组数
平均纵向间距 ／ ｍ

左后 正后 右后
真实距离

误差 ／ ％

左后 正后 右后

１ ５．３１ ５．２７ ５．１２ ５ ６．２ ５．４ ２．４
２ ９．９８ １０．３２ １０．３３ １０ ０．２ ３．２ ３．３
３ １５．２２ １５．２５ １５．３３ １５ １．５ １．７ ２．２
４ ２０．０１ ２０．５３ ２０．１７ ２０ ０．１ ２．７ ０．９
５ ２５．０５ ２５．０９ ２４．５９ ２５ ０．２ ０．４ １．６
６ ３０．３４ ２９．９６ ２９．５６ ３０ １．１ ０．１ １．５
７ ３９．７８ ３９．６６ ３９．５１ ４０ ０．６ ０．９ １．２
８ ４９．５３ ４９．７０ ４９．７９ ５０ ０．９ ０．６ ０．４

　 　 由表 ２ 中的数据可知，检测值与真实值之间最

大误差为 ６．２％，最小误差为 ０．１％，具备了较高的检

测精度，能够满足道路信息检测的需求。 图 ７ 表示

在不同横向距离检测结果图。 图 ７ 中，横坐标表示

真实距离，纵坐标为检测距离，从图 ７ 中可看出检测

距离越远，测量结果越离散。
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（ｃ） 右后方检测结果

图 ７　 测距散点图

Ｆｉｇ． ７　 Ｓｃａｔｔｅｒ ｐｌｏｔ ｏｆ ｒａｎｇｉｎｇ

４．３　 道路交通信息检测

通过实车实验一共收集了 ２ 个路段的道路视频

作为实验对象。 路段 Ａ 为三环线青菱立交起至北太

子湖共 １１ ｋｍ 长度，于 ２０２２ 年 ３ 月 ２９ 号 １６：０６ 采

集。 路段 Ｂ 选取黄家湖大道叶家墩起南至何家湖

小区 ２ 期共 ４．５ ｋｍ 长度，于 ２０２２ 年 ３ 月 ２９ 号 １５：
２５ 采集。 ＧＰＳ 数据由安装在试验车上的智能手机

提供，用于同步收集试验车的自身速度、位置等信

息。
实验结果如图 ８ 所示。 图 ８ 中，检测框所标记

的信息主要包括：类别、 ｉｄ、 纵向间距以及纵向速

度，同时显示当前时刻的平均通行速度、交通流密度

和交通流量等参数。
图 ８（ｂ）中，部分车辆被检测出来但并未参与计

算，其原因在于前车距离过远时，检测框的抖动会使

得检测结果出现较大偏差。 为保证结果的稳定性和

可靠性，经过多次实验，本文将检测的最远距离设定

在 ８０ ｍ。

（ａ） 路段 Ａ

（ｂ） 路段 Ｂ
图 ８　 实验图

Ｆｉｇ． ８　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｆｉｇｕｒｅ

　 　 实验路段道路交通信息检测结果如图 ９ 所示。
图 ９ 中，横坐标为时间，纵坐标分别表示根据当前时

间对应帧计算的平均通行速度、交通流密度和交通

流量，利用式（１５）、（１７）、（１９）最终得到实验路段的

通行速度、交通流密度和交通流量，计算结果见表

３。 表 ３ 中，数据按照 ２．５ 的换算系数将货车换算成

标准车辆。
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表 ３　 检测结果

Ｔａｂ． ３　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

实验路段
通行速度 ／

（ｋｍ·ｈ－１）

交通流密度 ／

（ｐｃｕ·ｋｍ－１）

交通流量 ／

（ｐｃｕ·ｈ－１）

Ａ ５２．５５ １０２．９８ ５ ８３８．６５

Ｂ ３０．０４ ５４．２４ １ ７３６．１２
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（ａ） 路段 Ａ 检测结果
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（ｂ） 路段 Ｂ 检测结果

图 ９　 道路检测结果

Ｆｉｇ． ９　 Ｒｏａｄ ｉｎｓｐｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 图 ９（ａ）为城市快速路路段检测结果，在 ２２０ ｓ
和 ２８０ ｓ 处，道路通行速度显著下降，并伴随交通流

密度和交通流量的上升，这是由于该路段拥堵使得

车辆行驶缓慢，进而造成交通流密度和交通流量的

增大，在结尾处密度和流量的跌落则是由于试验车

驶离快速路段造成。 图 ９（ｂ）为城市主干路段检测结

果，该路段平均通行速度在实验过程中出现了明显的

波动，是因为试验车在 ２４ ｓ、１５０ ｓ、２２０ ｓ 时在交叉口

处遇到红灯所导致。 当试验车跟随车流于交叉口制

动以及启动时，由于视线的遮挡，会导致检测的车辆

纵向间距较低，进而造成该时刻路段交通流密度的上

升，因此在 ２４ ｓ 和 １５０ ｓ 处均出现了密度上升的现

象。 但在 ２２０ ｓ 处却并未出现上述状况，是因为试验

车驶至该交叉口时，检测视野比较开阔，对车辆的纵

向间距的检测影响较小，因此此刻交通流密度不会出

现明显上升趋势。 后期交通流密度的波动则是由于

部分目标车辆出现或者离开检测范围造成的。
实验结果表明，实验路段 Ａ 的平均通行速度为

５２．５５ ｋｍ ／ ｈ，略低于城市快速路段 ６０ ｋｍ ／ ｈ 的设计

通行速度，较快的通行速度和较高的密度使得该路

段具有较大的流量。 试验车在收集路段 Ｂ 的道路

交通信息时，车流连续遭遇 ３ 次红灯，导致路段通行

速度始终维持在较低水平，仅有 ３０．０４ ｋｍ ／ ｈ 的通行

速度。
４．４　 仿真实验验证

为验证所提城市道路交通流量检测框架，利用

ＰｒｅＳｃａｎ 仿真软件搭建测试场景，建立一条长 １ ｋｍ、
平均通行速度 ７２ ｋｍ ／ ｈ、三车道城市快速道路，随机

生成道路车辆，计算获取路段交通流密度和交通流

量，实验路段和实验过程图如图 １０、图 １１ 所示。

图 １０　 实验路段

Ｆｉｇ． １０　 Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｏａｄ

图 １１　 实验过程图

Ｆｉｇ． １１　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐｒｏｃｅｓｓ ｄｉａｇｒａｍ

　 　 检测结果见表 ４。
表 ４　 检测结果对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

通行速度 ／

（ｋｍ·ｈ－１）

交通流密度 ／

（ｐｃｕ·ｋｍ－１）

交通流量 ／

（ｐｃｕ·ｈ－１）

实验路段 ７２．００ ７３．５０ ５ ２００．００

测量结果 ６４．１５ ６７．７６ ４ ８１６．３２

误差 ／ ％ １０．６０ ７．８０ ７．４０
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　 　 由表 ４ 可知，在稳定交通流条件下，通行速度、
交通流密度和交通流量误差分别在 １０．６％、７．８％以

及 ７．４％，均具有较高的检测精度。 受到实验条件的

限制，本文并未获得实验路段的真实交通流量数据，
但是通过交通信息检测结果对比与分析可知，本文

所提方法的检测结果能较好地反映城市道路交通运

行状况。

５　 结束语

本文提出了一种基于车载相机和 ＧＰＳ 信息融

合的城市道路交通检测方法，通过对目标车辆的检

测跟踪，计算城市道路车辆的纵向间距和纵向速度，
再结合 ＧＰＳ 信息获得目标车辆的绝对速度，最终获

取待测路段的通行速度、交通流密度和交通流量参

数。 实验结果与分析表明，本文所提的移动式交通

信息检测方法能为智能车辆或智能交通系统提供可

靠的数据支撑。 由于城市道路交通运行环境比较复

杂，实验中发现车辆遮挡问题会对检测结果造成一

定的影响，未来研究将重点关注车辆遮挡问题对城

市道路交通信息检测结果的影响。 此外，本文假设

试验车在采集数据过程中，路段的交通流特性没有

变化，试验车以一条扫描线的形式对实验道路进行

检测。 因此，本文所述方法比较适用于交通流特性

比较稳定的路段，如果路段的交通流特性出现较大

波动，检测误差可能会相应增大。
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ｓｅｇｍｅｎｔａｔｉｏｎ ｖｉａ ｒｅｃｕｒｒｅｎｔ ｒｅｆｉｎｅｍｅｎｔ ｎｅｔｗｏｒｋｓ ［ Ｃ ］ ／ ／ ２０１８
ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ． Ｓａｌｔ Ｌａｋｅ Ｃｉｔｙ， ＵＴ， ＵＳＡ： ＩＥＥＥ， ２０１８： ４４６１ －
４４６８

［１１］ＰＥＮＮＩＮＧＴＯＮ Ｊ， ＳＯＣＨＥＲ Ｒ， ＭＡＮＩＮＧ Ｃ Ｄ． ＧｌｏＶｅ： Ｇｌｏｂａｌ
ｖｅｃｔｏｒｓ ｆｏｒ ｗｏｒｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ［Ｃ］ ／ ／ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ
Ｍｅｔｈｏｄｓ ｉｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ． Ｄｏｈａ， Ｑａｔａｒ： ｄｂｌｐ，
２０１４： ３３０４－３３１１．

［１２］ ＣＯＲＤＴＳ Ｍ， ＯＭＲＡＮ Ｍ， ＲＡＭＯＳ Ｓ， ｅｔ ａｌ． Ｔｈｅ ｃｉｔｙｓｃａｐｅｓ
ｄａｔａｓｅｔ ｆｏｒ ｓｅｍａｎｔｉｃ ｕｒｂａｎ ｓｃｅｎｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ［Ｃ］ ／ ／ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｌａｓ Ｖｅｇａｓ： ＩＥＥＥ，
２０１６： ３２１３－３２２３．

［１３］ＲＩＣＨＴＥＲ Ｓ Ｒ， ＶＩＮＥＥＴ Ｖ， ＲＯＴＨ Ｓ，ｅｔ ａｌ． Ｐｌａｙｉｎｇ ｆｏｒ ｄａｔａ：
Ｇｒｏｕｎｄ ｔｒｕｔｈ ｆｒｏｍ ｃｏｍｐｕｔｅｒ ｇａｍｅｓ［Ｃ］ ／ ／ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ａｍｓｔｅｒｄａｍ：ｄｂｌｐ， ２０１６： １０２－１１８．

［１４］ ＺＯＵ Ｙ， ＹＵ Ｚ Ｄ， ＫＵＭＡＲ Ｂ Ｖ， ａｎｄ ＷＡＮＧ Ｊ Ｇｌｏｖｅ．
Ｕｎｓｕｐｅｒｖｉｓｅｄ ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ ｖｉａ
ｃｌａｓｓ － ｂａｌａｎｃｅｄ ｓｅｌｆ － ｔｒａｉｎｉｎｇ ［ Ｃ］ ／ ／ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｍｕｎｉｃｈ， Ｇｅｒｍａｎｙ：ｄｂｌｐ， ２０１８： ２８９－３０５．

［１５］ＱＢＡＬ Ｊ， ＡＬＩ Ｍ． Ｍｌｓｌ： Ｍｕｌｔｉ－ ｌｅｖｅｌ ｓｅｌｆｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｆｏｒ
ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｗｉｔｈ ｓｐａｔｉａｌｌｙ ｉｎｄｅｐｅｎｄｅｎｔ ａｎｄ ｓｅｍａｎｔｉｃａｌｌｙ
ｃｏｎｓｉｓｔｅｎｔ ｌａｂｅｌｉｎｇ［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ： １９０９．１３７７６，２０２０．

［１６］ ＰＡＮ Ｆｅｉ， ＳＨＩＮ Ｉ， ＲＡＭＥＡＵ Ｆ， ｅｔ ａｌ． Ｕｎｓｕｐｅｒｖｉｓｅｄ ｉｎｔｒａ －
ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ ｔｈｒｏｕｇｈ ｓｅｌｆ －
ｓｕｐｅｒｖｉｓｉｏｎ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｓｅａｔｔｌｅ， ＷＡ， ＵＳＡ：
ＩＥＥＥ， ２０２０： ３７６４－３７７３．

４２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　


