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基于神经网络的端到端的砂石粒径检测
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摘　 要： 砂石粒度检测的方法之一是通过图像分割来实现的。 但是对于堆叠严重、砂石密度大的图像，传统方法的效果并不

理想，分水岭算法容易导致欠分割，Ｃａｎｎｙ 算子则对噪声过于敏感。 因此，本文使用基于神经网络的方法直接完成对砂石图像

的粒度估计。 为了得到不同粒径的分布信息，网络头部将图像特征向量回归为一组输出向量来表示每个粒径范围的矿石分

布。 通过实验分析，提出的方法的正确率达到 ９７．８％，误差率小于 ３．５％，性能远好于传统方法。
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０　 引　 言

粒度控制是选矿破碎作业中的核心工作。 粒度

参数主要有破碎颗粒的面积、周长、粒径和体积等；
粒度分布是指不同粒度的颗粒占总颗粒的百分比含

量。 破碎矿石的粒度分布是破碎过程主要的工艺考

核指标，若能精确检测破碎矿石产品的粒度分布，并
据此及时调节破碎工序控制参数，调整破碎产品的

粒度分布，那么就可以实现破碎过程粒度控制的优

化，进一步提高破碎效率，降低能源消耗［１－２］。
为此，研究使用基于神经网络的方法直接完成

对砂石图像的粒度估计。 具体包括数据集的获取、
数据集的标注、以及模型骨架网络设计、损失函数的

设计等方面。

１　 研究现状

传统视觉分割主要包括分水岭［３］、 Ｃａｎｎｙ 算

子［４］和 Ｇｒａｐｈ ｃｕｔ 算法［５］ 等。 Ｂｅｕｃｈｅｒ 等学者［３］ 提

出了分水岭算法，根据分水岭的构成来考虑图像的

分割。 分水岭计算分为 ２ 个步骤，一个是排序过程，
一个是淹没过程。 首先对每个像素的灰度级进行从

低到高排序，然后在从低到高实现淹没过程中，对每

一个局部极小值采用先进先出（ＦＩＦＯ）结构进行判

断及标注。 分水岭算法在诸多分割任务中重验证了

操作的可行性。 Ｃａｎｎｙ 开发出多级边缘检测算法

Ｃａｎｎｙ 算子，首次提出了边缘检测计算理论并且应

用于图像分割领域。 Ｃａｎｎｙ 算子通过降噪、寻找图

像中的亮度梯度、在图像中跟踪边缘等步骤完成图



像的边缘检测，并且这种方法可以适用于不同的场

合［４］。 Ｂｏｙｋｏｖ 等学者将 Ｇｒａｐｈ ｃｕｔ 用于分割任务当

中［５］。 此类方法把图像分割看作像素标记问题，目
标区域和背景区域标记为不同的值。 进而通过最小

化能量函数来得到目标区域和背景区域的边界，即
可得到分割结果。

由于砂石开采的实际情况充满了粉尘颗粒，大
量的粉尘颗粒对于算法的鲁棒性提出了更高的要

求。 对于分水岭算法而言，需要调节众多的超参数，
无法满足实际的工作要求。 同时现场工作空间的不

稳定性导致一套超参数无法满足长时间的工作需

要，即参数需要随时进行调整，从而降低了算法的适

用性。 基于上述的分析可知，传统算法难以适用于

砂石粒度检测问题研究中。 因此，基于神经网络，本
文提出了鲁棒性更强、效果更好、超参数更少的粒度

检测算法。

２　 算法描述

为实现粒度检测的实时化、自动化、智能化，需
要搭建自动化的粒度检测系统，能对破碎所产生的

砂石粒度分布进行实时监测。 通过粒度分布的情

况，就能对生产作业进行指导，实现智能生产。 采用

神经网络直接估计工业相机拍摄图像的砂石粒度分

布。 具体训练流程如图 １ 所示。

参数更新

输入图像 粒度分布曲线

图 １　 训练过程图

Ｆｉｇ． １　 Ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｄｉａｇｒａｍ

２．１　 数据采集

构建砂石粒度检测数据集的关键在于使用工业

相机获取图像以及对图像进行正确的标注。 在图像

获取阶段，本文使用真实的砂石人为进行混淆，进而

用相机进行拍摄获取图像。 这种操作相比于直接在

生产环境中获取具有简便灵活等特点，同时图像并

不会有较大差距。 在采集图像中，关键就在于控制

图像数据的分布。 在构建数据集之初将砂石按照大

小进行初步的分类，共分为大粒度、中粒度、小粒度

三种。 因此在获取图像阶段，不断从 ３ 种粒度砂石

堆中拿出砂石进行混淆，在混淆阶段不断地调整大

粒度、中粒度、小粒度三种砂石的比例，以此来保证

分布的均匀性。 采样得到的砂石图像如图 ２ 所示。
２．２　 训练数据集构建

完成砂石粒度获取的另一个关键的步骤在于图

像数据的标注。 砂石的分布信息无法从图像中直接

获取，必须借助于统计图像中砂石的个数，并且依靠

每个砂石的粒径大小计算整体的粒度分布。 本文对

于一个砂石标注信息定义为 （ｘ１，ｙ１，ｘ２，ｙ２）， 其中坐

标系原点为图像左上方。 标注如图 ３ 所示。 图 ３

中，红色线条表示标注的粒径。

图 ２　 采样得到的砂石图像

Ｆｉｇ． ２　 Ｔｈｅ ｓａｍｐｌｅｄ ｇｒａｖｅｌ ｉｍａｇｅｓ

　 　 按 照 上 述 标 注 原 则， 粒 径 长 度 为

（ｘ１ － ｘ２） ２ ＋ （ｙ１ － ｙ２） ２ ， 单位为像素。 砂石粒度

具有指定的统一单位标准，因此需要对像素进行转

换。 本文通过像素和实际距离之间的校准，进行像

素到指定单位的换算。 通过上述操作流程，完成了

每一张图像中含有的所有砂石的粒径信息标注。 为
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方便存储和使用，所有的粒径信息存储在一个 ＣＳＶ
文件中，在读取时候使用一个字典进行表达， 其中

索引（Ｋｅｙ） 为砂石在图像中的位置，数值（Ｖａｌｕｅ） 为

这个砂石的粒径长度。

图 ３　 砂石图像的粒径标注

Ｆｉｇ． ３　 Ｐａｒｔｉｃｌｅ ｓｉｚｅ ａｎｎｏｔａｔｉｏｎ ｏｆ ｇｒａｖｅｌ ｉｍａｇｅｓ

　 　 在粒度检测中，图像的标签是一个图像中矿石

的粒度分布情况，概率密度函数能够对分布做很好

的表达，然而对标注提出了更高的要求，因此本文采

用离散型概率分布来对图像粒度分布进行表达。
本文设计离散型随机变量Ｘ，Ｋ个特定大小的

粒径 ｛ ｔ０，ｔ１，…，ｔｋ｝ 且满足 ｔ０ ≤ ｔ１ ≤ … ≤ ｔｋ。 标注

的图像为一张图像所有砂石的粒径信息，因此需要

完成粒径信息到粒度信息的转换。 对于粒度分布

Ｐ， 有：

Ｐ（ ｔｍ ≤ Ｘ ＜ ｔｎ） ＝
ｔ ∈ Ａ ｜ ｔｍ ≤ ｔ ＜ ｔｎ

ｎ
（１）

　 　 其中， Ｐ（ ｔｍ £Ｘ ＜ ｔｎ） 表示一张图像中粒径范围

在 ［ ｔｍ，ｔｎ） 中砂石数目占总体砂石数目的比例； ｎ表

示图像中砂石的总数目； Ａ 表示图像中粒径的集合。
另外，随着数值 Ｋ 的增大，粒度分布 Ｐ 可以更好地

对真实的粒度分布进行表达。 本文设定 Ｋ ＝ ６，即粒

度分布曲线由 ６ 种指定的粒径进行划分。
２．３　 模型训练

提出的模型包括输入输出、骨架网络设计、损失

函数设计三个方面。 模型的输入即工业相机拍摄的

砂石图像，输出即砂石的粒度分布情况

在处理视觉图像中，最为有效的骨架网络为卷

积神经网络。 然而随着神经网络的研究不断深入，
卷积神经网络也涌现出不同的结构，其中不同的网

络适用的任务类型也多种多样。 因此，选取符合砂

石粒度检测的网络是非常关键的。 本文选取

ＤｅｎｓｅＮｅｔ［６］ 作为骨架网络，选用具有 １２１ 层、４ 个

ＤｅｎｓｅＢｌｏｃｋ 结构的 ＤｅｎｓｅＮｅｔ－１２１ 作为砂石粒度检

测算法的骨架网络。 ＤｅｎｓｅＮｅｔ 的架构如图 ４ 所示。
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图 ４　 ＤｅｎｓｅＮｅｔ 基本架构

Ｆｉｇ． ４　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＤｅｎｓｅＮｅｔ

　 　 在粒度检测任务中，使用 ＫＬ 散度作为损失函

数［７］：

ＬＫＬ（Ｐ（ｘ）‖Ｑ（ｘ）） ＝ ∑
ｘ ～ Ｐ

Ｐ（ｘ）ｌｏｇ Ｐ（ｘ）
Ｑ（ｘ）

（２）

　 　 其中， Ｐ 分布表示图像真实的粒度分布情况， Ｑ
分布表示神经网络预测的砂石分布情况。

３　 结果分析

为了能更好地进行比较，本文采用了 ２ 种评价

指标，分别是均方误差和正确率。 均方误差计算方

法如式（３）所示：

Ｅｋ ＝
１
Ｎ∑

Ｎ

ｉ ＝ １
（ ｚｋｉ － ｚ

～
ｋ
ｉ ） ２ （３）

　 　 其中， Ｅｋ 表示 ６ 种指定粒度中第 ｋ 个粒度的误

差； Ｎ 表示测试集的大小； ｚｉ 表示预测粒度分布； ｚ～ ｉ

表示真实的粒度分布。 上述指标是针对 ６ 个粒度范

围设计的各自评价指标，对于整体粒度分布的均方

误差公式如下所示：

Ｅ ＝ １
６
（Ｅ１ ＋ Ｅ２ ＋ Ｅ３ ＋ Ｅ４ ＋ Ｅ５ ＋ Ｅ６） （４）

　 　 均方误差指标能够较好地反映模型对整体数据

集预测结果和真实值之间的误差，但是无法有效衡

量单个样本的粒度检测结果。 因此，本文提出正确

率指标来衡量分割结果，推得的计算公式为：

Ａｃｃ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ωｉ （５）

　 　 如 果
１
６ ∑

Ｋ

ｋ ＝ １
（ ｚｋｉ － ｚ～ ｋ

ｉ ） ２ ＜ τ ，则 ωｉ ＝ １ 。 否 则
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