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轴承故障诊断特征提取方法研究

李志伟， 曹　 乐

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 针对轴承故障特征难以提取和分类的问题，提出了基于经验模态分解（ＥＭＤ）和支持向量机（ＳＶＭ）的故障诊断分类

方法。 首先利用 ＥＭＤ 将原始信号进行分解，得到若干个固有模态函数（ ＩＭＦ）分量，选取前 ６ 个固有模态函数的能量值作为

输入特征向量，利用 ＳＶＭ 多故障分类器对滚动轴承正常、滚珠故障、内圈故障、外圈故障四种状态进行诊断识别。 实验表明，
基于 ＥＭＤ 和 ＳＶＭ 的故障诊断方法可对轴承故障进行特征提取并有效识别轴承典型故障类型，实现轴承故障诊断分类。
关键词： 经验模态分解； 特征提取； 支持向量机； 故障诊断

Ｒｅｓｅａｒｃｈ ｏｎ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ
ＬＩ Ｚｈｉｗｅｉ， ＣＡＯ Ｌｅ

（Ｓｃｈｏｏｌ ｏｆ Ｅｌｅｃｔｒｏｎｉｃ ａｎｄ Ｅｌｅｃｔｒｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｓｈａｎｇｈａｉ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｃｉｅｎｃｅ， Ｓｈａｎｇｈａｉ ２０１６２０， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ａｉｍｉｎｇ ａｔ ｔｈｅ ｐｒｏｂｌｅｍ ｔｈａｔ ｉｔ ｉｓ ｄｉｆｆｉｃｕｌｔ ｔｏ ｅｘｔｒａｃｔ ａｎｄ ｃｌａｓｓｉｆｙ ｂｅａｒｉｎｇ ｆａｕｌｔ ｆｅａｔｕｒｅｓ， ａ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ａｎｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ （ＥＭＤ） ａｎｄ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ （ＳＶＭ） ｉｓ ｐｒｏｐｏｓｅｄ． Ｆｉｒｓｔｌｙ， ＥＭＤ ｉｓ ｕｓｅｄ ｔｏ
ｄｅｃｏｍｐｏｓｅ ｔｈｅ ｏｒｉｇｉｎａｌ ｓｉｇｎａｌ ｔｏ ｏｂｔａｉｎ ｓｅｖｅｒａｌ ｉｎｔｒｉｎｓｉｃ ｍｏｄａｌ ｆｕｎｃｔｉｏｎ （ ＩＭＦ） ｃｏｍｐｏｎｅｎｔｓ， ａｎｄ ｔｈｅ ｅｎｅｒｇｙ ｖａｌｕｅｓ ｏｆ ｔｈｅ ｆｉｒｓｔ ｓｉｘ
ｉｎｔｒｉｎｓｉｃ ｍｏｄａｌ ｆｕｎｃｔｉｏｎｓ ａｒｅ ｓｅｌｅｃｔｅｄ ａｓ ｉｎｐｕｔ ｅｉｇｅｎｖｅｃｔｏｒｓ． ＳＶＭ ｍｕｌｔｉ ｆａｕｌｔ ｃｌａｓｓｉｆｉｅｒ ｉｓ ｕｓｅｄ ｔｏ ｄｉａｇｎｏｓｅ ａｎｄ ｉｄｅｎｔｉｆｙ ｆｏｕｒ ｓｔａｔｅｓ ｏｆ
ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ： ｎｏｒｍａｌ， ｂａｌｌ ｆａｕｌｔ， ｉｎｎｅｒ ｒｉｎｇ ｆａｕｌｔ ａｎｄ ｏｕｔｅｒ ｒｉｎｇ ｆａｕｌｔ， Ｔｈｅ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ＥＭＤ ａｎｄ ＳＶＭ ｃａｎ
ｅｘｔｒａｃｔ ｔｈｅ ｆｅａｔｕｒｅｓ ｏｆ ｂｅａｒｉｎｇ ｆａｕｌｔｓ ａｎｄ ｅｆｆｅｃｔｉｖｅｌｙ ｉｄｅｎｔｉｆｙ ｔｈｅ ｔｙｐｉｃａｌ ｆａｕｌｔ ｔｙｐｅｓ ｏｆ ｂｅａｒｉｎｇｓ， ｔｈｕｓ ｒｅａｌｉｚｉｎｇ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ
ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ； ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ； ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ； ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ

�哈尔滨工业大学主办 科技创见与应用

基金项目： 国家自然科学基金（６１７０３２７０）。

作者简介： 李志伟（１９９５－），男，硕士研究生，主要研究方向：控制工程；曹 乐（１９８６－），男，博士，副教授，硕士生导师，主要研究方向：惯性传感

与导航定位、精密生物医疗仪器、智能控制与工业互联网。

通讯作者： 曹　 乐　 　 Ｅｍａｉｌ：ｃａｏｌｅ０００１２＠ １６３．ｃｏｍ

收稿日期： ２０２２－０９－０１

０　 引　 言

随着机械设备日趋精密化、复杂化、智能化，高
精度设备零部件之间的关联性更加密切。 滚动轴承

作为机械设备中常用的零部件，由于轴承长期处于

工作状态，运行条件较为恶劣，所以轴承成为最容易

出现故障的零部件之一。 一旦轴承出现故障，将导

致整个设备无法使用，甚至会引发事故，造成人员伤

亡与财产的巨大损失。 因此基于轴承建立设备健康

检测体系，对其故障进行诊断具有重要意义。
轴承发生故障后，其运行引起的振动信号是非

线性、非稳定的，常用的故障特征提取方法包括时域

分析、小波变换、神经网络等。 利用傅里叶变换等平

稳信号处理方法的效果往往不理想；小波变换因小

波基选取困难，无法找到相对理想的故障特征；神经

网络方法需要大数据样本进行训练，很难在小样本

下实现故障诊断。 经验模态分解作为一种时频域信

号处理方法［１］，可将非线性信号分解成一系列表征

信号特征时间尺度的固有模态函数，准确估计每个

ＩＭＦ 分量的瞬时特征。 刘剑生等学者［２］ 利用 ＥＭＤ
和 ＢＰ 神经网络结合进行齿轮故障诊断，可有效降

低训练误差并减少迭代次数。 钟岳等学者［３］ 利用

ＥＭＤ 将液压系统故障信号分解成多个 ＩＭＦ 分量，然
后利用奇异值分解（ＳＶＤ）得到特征向量，并通过小

波分析与 Ｈｉｂｅｒｔ－Ｈｕａｎｇ 变换获得不同的特征信号

进行对比，实验表明基于 ＥＭＤ－ＳＶＤ 变换的故障特

征提取方法取得最佳的识别效果。 陈之恒等学

者［４］采用粒子群优化 ＢＰ 神经网络，将 ＥＭＤ 分解的

ＩＭＦ 分量与时域特征参数结合，共同组成特征参数

矩阵，运用主成分分析验证特征提取的有效性，实验



表明基于 ＥＭＤ 和 ＰＳＯ 优化 ＢＰ 神经网络的方法有

效提高了点击轴承故障的识别精度。
在机械故障诊断中，神经网络方法对故障的分

类效果较好，但其所需的训练和测试样本数量较大，
在实际条件下大量数据很难获取。 支持向量机理论

是一种基于数理统计的机器学习方法，具有较好的

泛化能力和小样本的处理能力，被广泛应用于故障

诊断等领域。

１　 ＥＭＤ 算法基本原理

为保证 ＩＭＦ 分量具备物理意义，固有模态函数

中必须保证 ２ 个相邻的零点之间有且只有一个极值

点，这使得信号求出的瞬时频率始终保持大于 ０，该
种定义方法使得固有模态函数更符合实际信号特

点，突破了窄带信号的壁垒［５－６］。 具备物理意义的

ＩＭＦ 必须满足 ２ 个必要条件：
（１）函数在整个时间范围内，局部极值点和过

零点的数目必须相等或最多相差一个。
（２）在任意时刻点，局部最大值点所形成的包

络线（上包络线）与局部最小值点所形成的包络线

（下包络线）关于时间轴局部对称。
ＥＭＤ 分解过程如下：
步骤 １　 假设原始信号为 ｘ（ ｔ）， 求出 ｘ（ ｔ） 的全

部极值点，通过对极大值、极小值进行三次样条插值

得到上下包络线。
步骤 ２　 上包络线减去下包络线求取均值，可

得到原始信号 ｘ（ ｔ） 的均值信号 ｍ（ ｔ）， 将 ｍ（ ｔ） 从

原始信号 ｘ（ ｔ） 中减掉，即可得到新的信号 ｈ１（ ｔ）。
由此推得的公式如下：

ｈ１（ ｔ） ＝ ｘ（ ｔ） － ｍ（ ｔ） （１）
　 　 步骤 ３　 通常情况下 ｈ１（ ｔ） 不是 ＩＭＦ 分量，因此

不断重复步骤 １ 到步骤 ２，直至 ｈｉ（ ｔ） 满足 ＩＭＦ 分量

定义。 即新信号不再能构成包络线或者均值信号

ｍ（ ｔ） 趋于 ０。 由此推得的公式如下：
ｈｉ（ ｔ） ＝ ｈｉ －１（ ｔ） － ｍ（ ｔ） （２）

　 　 可将 ｈｉ（ ｔ） 视为第一个 ＩＭＦ 分量 ｉｍｆ１。
步骤 ４　 ｘ（ ｔ） 减去 ｈｉ（ ｔ） 即可得到余项 ｒｉ（ ｔ）。

由此推得的公式如下：
ｒｉ（ ｔ） ＝ ｘ（ ｔ） － ｈｉ（ ｔ） （３）

　 　 步骤 ５　 余项 ｒｉ（ ｔ） 重复上述步骤 １～４，直至余

项 ｒｉ（ ｔ） 单调。
综上，原始信号分解过程全部结束，原始信号可

用分解出的所有 ＩＭＦ 分量与余项之和表示［７］，即：

ｘ（ ｔ） ＝ ∑
ｋ

ｉ ＝ １
ｉｍｆｋ（ ｔ） ＋ ｒｋ（ ｔ） （４）

２　 ＳＶＭ 算法原理

支持向量机（ＳＶＭ）是一种风险最小化的最佳

值折中算法［８－９］。 通过寻找最优分类超平面，使得

这个超平面到 ２ 类样本集的距离之和最大化，即分

类效果最大化。 支持向量机包含线性、非线性两种

类型，对线性的样本集主要通过线性分割线对数据

样本进行分割，保证误差最小和置信范围最小，对非

线性样本主要选择合适的映射函数，将线性不可分

问题转化成线性可分问题。 其原理如图 １ 所示。

最优超平面

被分割的负样本区域

被分割的正样本区域

图 １　 支持向量机原理图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ

　 　 假设训练样本为 （ｘ１， ｙ１，），…，（ｘｌ， ｙｌ，），其中

ｘ ∈ Ｒｎ，ｙ ∈ （ ＋ １， － １），通过计算分类间隔问题将

最优分类面问题转化成最优化问题：即满足以下最

小化函数：

ϕ（ω） ＝ １
２

‖ω‖２ ＝ １
２
（ωＴ ．ω） （５）

　 　 通过引入广义拉格朗日乘子解决此约束最优化

问题：

Ｌ ＝ １
２

‖ω‖２ － ∑
ｌ

ｉ ＝ １
αｉｙｉ（ｘｉ ．ω ＋ ｂ） ＋ ∑

ｌ

ｉ ＝ １
αｉ （６）

　 　 通过 αｉ 求解函数的极大值：

Ｗ（α） ＝ ∑
ｌ

ｉ ＝ １
αｉ －

１
２ ∑

ｌ

ｉ，ｊ ＝ １
αｉα ｊｙｉｙ ｊ（ｘｉ ．ｘ ｊ） （７）

　 　 最终得到线性最优分类函数：

ｆ（ｘ） ＝ ｓｇｎ ∑
ｌ

ｉ ＝ １
ｙｉα∗

ｉ （ｘｉ ．ｘ） ＋ ｂ∗{ } （８）

　 　 其中， ω 为最优分隔面的权重系数； ｂ∗ 为偏

置； αｉ 为拉格朗日乘子。
若样本集线性不可分，则需引用核函数代替原

空间的内积，将线性不可分问题转化成线性可分问

题［１０］，引入松弛变量 ξｉ ≥ ０， 则：
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ｙｉ （ω．ｘｉ） ＋ ｂ[ ] ≥ １ － ξｉ 　 ｉ ＝ １，２，…，ｌ （９）
　 　 最终得到线性最优分类函数：

ｆ（ｘ） ＝ ｓｇｎ ∑
ｌ

ｉ ＝ １
ｙｉα∗

ｉ Ｋ（ｘｉ ．ｘ） ＋ ｂ∗{ } （１０）

　 　 常用的支持向量机核函数有线性核函数、多项

式核函数、ＲＢＦ 核函数、ｓｉｇｍｏｉｄ 核函数，ＲＢＦ 核函数

具有较高的泛化性和分类准确率，故采用 ＲＢＦ 核函

数。 在使用 ＲＢＦ 核函数的情况下，一般需要优化的

参数有： ｃ 和 ｇ。 其中，ｃ 是惩罚系数，ｇ 是 ＲＢＦ 的系

数， ｇ 的取值直接影响到能否找到一个可将多类数

据分开的最优超平面，因此， 在交叉验证过程中使

用简单的网格算法找到最佳的 ｃ 和 ｇ。
基于 ＥＭＤ 能量值分析，结合 ＳＶＭ 方法对齿轮

箱故障进行特征提取和分类，具体流程如图 ２ 所示。

轴承故障信号

EMD分解

IMF分量能量值

训练样本 测试样本

多分类SVM分类器
故障分类

得到故障分类结果

多分类SVM分类器

图 ２　 滚动轴承故障诊断流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ

３　 基于 ＥＭＤ能量值和 ＳＶＭ的故障诊断方法

３．１　 振动信号采集

本文采用的是人工预先设置故障的试验方案。
对智能小车平台驱动轴轴承进行加工处理，模拟正

常、滚珠故障、内圈故障、外圈故障，将预先设置故障

的轴承安装到智能小车的驱动轴进行测试，采集驱

动轴轴承的振动信号数据。 智能小车驱动轴轴承型

号为 Ｚ１０２９，尺寸为 １２ ｍｍ×３２ ｍｍ×１０ ｍｍ，单列滚

动体，使用人工预先设置故障模拟故障类型，采样频

率为 １．６ ｋＨｚ，电机负载（ＨＰ）为 ０。 对故障信号进行

采集，运行 ５ ｍｉｎ 后得到 ４８ 万个有效数据，将 ４８ 万个

数据分成 １００ 份，前 ８０ 组数据用于训练，后 ２０ 组数

据用于测试。 总共模拟 ４ 种典型故障类型，包括正

常、滚珠故障、内圈故障和外圈故障，如图 ３ 所示。

(a)正常轴承 (b)模拟滚珠故障

(c)模拟外圈故障 (d)模拟内圈故障

图 ３　 ４ 种典型故障

Ｆｉｇ． ３　 Ｆｏｕｒ ｔｙｐｉｃａｌ ｆａｕｌｔｓ

３．２　 ＥＭＤ 特征提取

利用经验模态分解将正常信号、滚珠故障、内圈

故障、外圈故障信号进行分解，得到各个 ＩＭＦ 分量。
研究后得到的正常信号 ＩＭＦ 分量如图 ４ 所示，

滚珠故障信号 ＩＭＦ 分量如图 ５ 所示，内圈故障信号

ＩＭＦ 分量如图 ６ 所示，外圈故障信号 ＩＭＦ 分量如图

７ 所示。
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图 ４　 正常信号 ＩＭＦ 分量图

Ｆｉｇ． ４　 ＩＭＦ ｃｏｍｐｏｎｅｎｔ ｄｉａｇｒａｍ ｏｆ ｎｏｒｍａｌ ｓｉｇｎａｌ
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滚珠故障信号
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图 ５　 滚珠故障信号 ＩＭＦ 分量图

Ｆｉｇ． ５　 ＩＭＦ ｃｏｍｐｏｎｅｎｔ ｄｉａｇｒａｍ ｏｆ ｂａｌｌ ｆａｕｌｔ ｓｉｇｎａｌ

内圈故障信号
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图 ６　 内圈故障信号 ＩＭＦ 分量图

Ｆｉｇ． ６　 ＩＭＦ ｃｏｍｐｏｎｅｎｔ ｄｉａｇｒａｍ ｏｆ ｉｎｎｅｒ ｒｉｎｇ ｆａｕｌｔ ｓｉｇｎａｌ

　 　 由图 ４ ～ 图 ７ 可知，ＥＭＤ 将信号分解成多个

ＩＭＦ 分量和余项，不同的 ＩＭＦ 分量表征不同的时间

特征尺度，从第一个 ＩＭＦ 分量开始频率逐渐降低，
直至余项单调。 通常情况下，信号的重要信息与特

征集中于高频段，另外也可以看出不同故障类型的

ＩＭＦ 分量显然是不同的。 综上，可将前 ６ 个 ＩＭＦ 分

量的能量值信息作为特征值。
３．３　 ＳＶＭ 分类

基于经验模态分解后的 ＩＭＦ 分量的能量值作

为特征向量训练，选取 ４ 种状态的 ８０ 组数据进行训

练， 分类结果如图 ８ 所示。 各诊断方法得到的故障

识别率见表 １。

外圈故障信号
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图 ７　 外圈故障信号 ＩＭＦ 分量图

Ｆｉｇ． ７　 ＩＭＦ ｃｏｍｐｏｎｅｎｔ ｄｉａｇｒａｍ ｏｆ ｏｕｔｅｒ ｒｉｎｇ ｆａｕｌｔ ｓｉｇｎａｌ
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图 ８　 基于 ＥＭＤ－ＳＶＭ 故障分类结果

Ｆｉｇ． ８　 Ｆａｕｌｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ ＥＭＤ－ＳＶＭ
表 １　 各诊断方法的故障识别率

Ｔａｂ． １　 Ｆａｕｌｔ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒａｔｅ ｏｆ ｅａｃｈ ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ ％

故障类型 正常 滚珠 内圈 外圈

分类准确率 ／ ％ １００ ９０ ９０ ９５

　 　 由图 ８ 和表 １ 可知，ＳＶＭ 分类器模型对正常类

型实现 １００％的分类准确率，滚珠故障和内圈故障

类型实现 ９０％分类准确率，外圈类型均实现 ９５％的

分类准确率，本文提出的 ＥＭＤ－ＳＶＭ 的故障诊断方

法分类准确率较高，证明该方法的有效性。

４　 结束语

故障诊断技术是一门交叉性学科，近年来在航

天、化工、石油和工程机械等领域发挥着越来越重要

的作用。 滚动轴承故障检测一直是机械设备领域亟

需解决的热点课题。 本文通过人工模拟滚动轴承故
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障类型，模拟正常、滚珠故障、内圈故障、外圈故障，
将预先设置故障的轴承安装到智能小车的驱动轴进

行测试，采集驱动轴轴承的振动信号数据，该方法先

将不同故障类型的时域振动信号进行 ＥＭＤ 分解，再
提取训练样本数据中不同维数的能量作为特征向

量、选用径向基核函数方法建立 ＳＶＭ 模型，最后对

测试样本数据中的特征向量进行故障识别。 试验结

果表明，在本文中人工模拟滚动轴承故障类型经过

ＥＭＤ－ＳＶＭ分类后平均分类准确率达到 ９３．７５％，能
够准确识别轴承的不同故障类型，为轴承的早期故

障提供参考。
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５　 结束语

本文针对赛道识别问题，提出了一种基于 ＵＮｅｔ
模型的赛道识别方法，使用 ＵＮｅｔ 模型分割后的掩码

图像提取赛道的边缘信息，再用细化算法求取中点

集。 本文对 ＵＮｅｔ 模型的框架和原理进行了简单阐

述，并通过时效性分析，发现了模型存在的初始运行

慢问题，通过准确度分析实验，发现相比于传统赛道

识别方法，本文方法在不同环境下的赛道识别有了

很大的提升。 后续需要继续研究结构和算法的改

进，进一步提升新方法的时效性和准确率。
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