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一种基于交叉注意力机制多模态遥感图像匹配网络
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（国防科技大学 电子科学学院， 长沙 ４１００７３）

摘　 要： 多模态遥感图像之间复杂的非线性辐射失真和几何形变，给图像匹配带来了巨大的挑战。 由于传统方法普遍采用人

工设计的特征描述子，难以表达更深层次和更抽象的特征，在差异较大的图像间匹配结果较差。 而现有的深度学习描述符不

适合直接用于多模态遥感图像配准且普遍存在正确特征点提取较少，配准不稳定的问题。 针对上述问题，本文提出一种基于

交叉注意力机制的多模态遥感图像匹配网络。 该网络利用相位一致抑制遥感图像之间的巨大差异，同时通过交叉注意力机

制学习多模态图像匹配的描述符在小容量数据集上实现了神经网络的泛化训练。 实验结果表明，所提算法在公开多模态遥

感数据集上性能优异，且在其他领域的多模态数据上仍然有效。
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０　 引　 言

近年来，多模态遥感图像匹配引起了广泛关注。
该研究目的是在 ２ 张或多张由不同的传感器、不同

的视角或不同的时间获得的图像中识别同名点。 由

于不同传感器成像机制、成像条件不同，多模态图像

之间存在明显的非线性辐射失真（ＮＲＤ）和几何畸

变。 因此多模态图像之间精确匹配仍然是一个具有

挑战性的问题。 最近研究表明，图像的结构和形状

特性在不同的模态之间得以保留。 Ｙｅ 等学者［１］ 通

过捕获了图像之间的形状相似性，提出了一种新的

图像匹配相似度度量（ＤＬＳＣ），且与图像间强度无

关。 虽然该研究方法在处理图像间非线性强度差异

效果较好，但如果图像包含很少的形状或轮廓信息，
则 ＤＬＳＣ 的性能可能会下降。 基于此，Ｙｅ 等学者［２］

又提出一种快速鲁棒的传统匹配框架，在所提框架

中，图像的结构和形状属性由像素级特征表示，并将

定向相位一致性直方图作为特征描述子，且获得了

良好的结果。 但该框架无法处理具有较大旋转和比

例差异的图像。 Ｌｉ 等学者［３］ 发现相位一致性图



（ＰＣ）具有很好的辐射鲁棒性，并构建最大索引图来

削弱多模态图像的 ＮＲＤ 差异，提出了一种具有旋转

不变性且对辐射变化不敏感的特征变换方法

（ＲＩＦＴ）。 但是 ＲＩＦＴ 方法不支持图像的尺度差异。
Ｘｉｅ 等学者［４］提出了基于 ｌｏｇ Ｇａｂｏｒ 滤波的扩展相位

相关算法（ＬＧＥＰＣ），更好地解决了 ＮＲＤ 以及大尺

度差异和旋转变换问题，但该方法配准精度不太令

人满意。 这些传统方法均是人工制作的描述子，而
这些描述子通常来自图像的外观信息，如颜色、纹理

和梯度，难以表达更深层次和更抽象的特征。 此外，
人工特征描述符的系数和最佳的参数需要大量的手

动调整。 因此深度学习的方法渐渐受到人们的关

注。
在图像匹配的领域，基于深度学习的算法吸引

了许多关注 ［５－７］。 但是在多模态遥感图像匹配中，
深度学习的方法并没有表现出极大的优势。 一方

面，因为将图像匹配的任务重新设计为可区分的端

到端过程是具有挑战的。 另一方面，正如文献［８］
中所述，当前用于训练的本地多模态数据集还不够

多样化，无法学习高质量且广泛适用的描述符。 目

前该领域只有少量深度学习方法是针对多模态设计

的，大多仅适用于某一种类型的跨模态，例如可见光

与 ＳＡＲ 图像匹配、红外与可见光图像匹配等。 且现

有的多模态匹配深度方法 ＳＦｃＮｅｔ［９］、ＣＮｅｔ［１０］普遍存

在提取正确特征点个数较少的问题。
针对上述问题，本文提出一种基于交叉注意力

机制的多模态遥感图像匹配网络（ＰＣＭ）。 具体来

说，利用相位一致性具有良好辐射鲁棒性，首先构建

多模态图像的相位一致图（ＰＣ 图），然后利用 Ｆａｓｔ
算法在 ＰＣ 图上来获得更多、更稳定的特征点，接着

通过交叉注意力机制学习多模态图像的共有特征，
得到特征点的描述子。 最后，计算描述子之间的余

弦距离，选取距离最短的点作为匹配点。 实验表明

该算法在公开多模态遥感数据集上性能优异，且在

其他领域的多模态数据上仍然有效。

１　 背景知识

１．１　 注意力机制

在 ２０１７ 年，Ｇｏｏｇｌｅ 团队在论文《Ａｔｔｅｎｔｉｏｎ ｉｓ ａｌｌ
ｙｏｕ ｎｅｅｄ》 ［１１］中提出了一个自我注意的结构。 这引

起了巨大的反响，使注意机制成为最近研究的重要

主题，该研究在各种 ＮＬＰ 任务中取得了成功，同时

在视觉领域也开始尝试把自我注意的结构应用于各

类任务中，如语义分割、图像分类、人类姿势估计等。

注意机制旨在自动探索有意义的功能，以增强其表

示能力并提高最终性能。 自注意力机制的计算方式

如下：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ
ＱＫＴ

ｄｋ

æ

è
ç

ö

ø
÷ Ｖ （１）

Ｑ ＝ ＷＱＸ （２）
Ｋ ＝ ＷＫＸ （３）
Ｖ ＝ ＷＶＸ （４）

　 　 其中， Ｘ表示输入的数据，Ｑ，Ｋ，Ｖ的值都是通过

Ｘ 和超参 Ｗ 相乘得到的。 这里，Ｑ 可理解为查询的

变量，Ｋ 为索引的变量，Ｖ 为内容的变量。
１．２　 相位一致性

相位一致性（ｐｈａｓｅ ｃｏｎｇｒｕｅｎｃｙ，ＰＣ）是将图像傅

立叶分量中相位一致的点的集合。 这是一个无量纲

的量，其取值范围被标准化为 ０～１，因此受图像亮度

或对比度变化的影响较小。 最早关注到图像相位信

息是 Ｏｐｐｅｎｈｅｉｍ 等学者［１２］，研究中发现在信号的傅

立叶表示中，在某些情况下如果仅保留相位，信号的

许多重要特征就会得到保留。 随后， Ｍｏｒｒｏｎｅ 和

Ｏｗｅｎｓ［１３］发现能量函数的极大值出现在相位一致的

点上，因此提出了一种利用构造局部能量函数来检

测和定位特征点算法。 Ｋｏｖｅｓｉ［１４］对该方法做出了改

进，克服了噪声等问题，使该方法的应用得以保证。
目前，相位一致图已经广泛应用于图像边缘检测中。
１．３　 构建相位一致图

本文利用相位一致性构建多模态图像的相位一

致图（ＰＣ 图），如图 １ 所示。 具体来说，本文使用

Ｌｏｇ－Ｇａｂｏｒ 小波在多个尺度和方向上计算，计算公

式见式（５）：

ＰＣ（ｘ，ｙ） ＝
∑

ｏ
∑

ｓ
Ｗｏ（ｘ，ｙ）Ａｓｏ（ｘ，ｙ） ΔΦｓｏ（ｘ，ｙ） － Ｔ

∑
ｏ
∑

ｓ
Ａｓｏ（ｘ，ｙ） ＋ ε

（５）
其中， ＰＣ（ｘ，ｙ） 表示相位一致性的大小； Ｗｏ 是

频率分布的权重因子； Ａｓｏ（ｘ，ｙ） 为在小波尺度 ｓ 和
方向 ｏ 上的 （ｘ，ｙ） 处的振幅； ε 是一个很小值，为了

防止分母为零； ⌊ ．」 运算符防止结果为负值，即封闭

的值为正值时结果等于其本身，否则为零。 ΔΦｓｏ（ｘ，
ｙ） 是一个敏感的相位偏差函数，定义为：

Ａｓｏ（ｘ，ｙ）ΔΦｓｏ（ｘ，ｙ） ＝ （ｅｓｏ（ｘ，ｙ）ϕ
－
ｅ（ｘ，ｙ） ＋

　 　 　 ｒｓｏ（ｘ，ｙ）ϕ
－
ｄ（ｘ，ｙ）） －｜ （ｅｓｏ（ｘ，ｙ）ϕ

－
ｄ（ｘ，ｙ） －

　 　 　 ｒｓｏ（ｘ，ｙ）ϕ
－
ｅ（ｘ，ｙ）） （６）

　 ϕ－ ｅ（ｘ，ｙ） ＝ ∑
ｓ
∑

ｏ
ｅｓｏ（ｘ，ｙ） ／ Ｅ（ｘ，ｙ） （７）

８０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



　 ϕ－ ｄ（ｘ，ｙ） ＝ ∑
ｓ
∑

ｏ
ｒｓｏ（ｘ，ｙ） ／ Ｅ（ｘ，ｙ） （８）

其中， ｅｓｏ（ｘ，ｙ），ｒｓｏ（ｘ，ｙ） 是将图像与偶对称小

波和奇对称 Ｌｏｇ－Ｇａｂｏｒ 小波分别进行卷积，得到在

尺度 ｓ 和方向 ｏ 上的响应。 Ｅ（ｘ，ｙ） 是一个局部能量

函数，函数中的 ２ 部分通过信号和一对正交滤波器

进行卷积来得到，即：

Ｅ（ｘ，ｙ）＝ ∑
ｓ
∑

ｏ
ｅｓｏ（ｘ， ｙ）( )

２ ＋ ∑
ｓ
∑

ｏ
ｒｓｏ（ｘ， ｙ）( )

２

（９）
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图 １　 利用相位一致性构建多模态图像 ＰＣ 图

Ｆｉｇ． １ 　 Ｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｍｕｌｔｉｍｏｄａｌ ｉｍａｇｅ ＰＣ ｍａｐｓ ｕｓｉｎｇ ｐｈａｓｅ
ｃｏｈｅｒｅｎｃｅ

２　 模型构建

在本节中，阐述了所提出的多模态遥感图像匹

配方法。 算法流程如图 ２ 所示。 由图 ２ 可看到，本
文算法主要由 ３ 个阶段组成，包括：特征点检测、特
征描述符获取和特征点匹配。
２．１　 特征点检测

在图像匹配的过程中，如何提取重复率高、分布

均匀、且稳定的特征点也是近来的研究热点。 在多

模态图像匹配中由于存在较大的非线性辐射畸变，
在自然图像上表现较好的特征点检测方法并不能完

全适用。 因此，本文利用相位一致性具有辐射鲁棒

性，考虑构建多模态图像的 ＰＣ 图。 通过构建的 ＰＣ
图，多模态图像之间共有的结构特性被保留下来。
接着在 ＰＣ 图上进行特征点检测，具体来说，通过１．３
节中式（５）获得图像的相位一致图，接着利用 Ｆａｓｔ
特征提取算法在 ＰＣ 图上提取一定数量的特征点。
在 ＰＣ 图上利用 Ｆａｓｔ 算法提取特征点如图 ３ 所示。

需要说明的是，在训练阶段本文选取了利用上述方

法提取的特征点中，均匀分布的 ３０ 个特征点进行训

练。

输出匹配结果

计算描述符之间的余弦距离，
相似度最大的为对应点

利用注意力机制网络获得特征
点的描述符

感知
图像

参考
图像

相位一致性相位一致性

Fast提取
特征点

Fast提取
特征点

PC图 PC图

图 ２　 本文算法流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ ｉｎ ｔｈｉｓ ｐａｐｅｒ

图 ３　 在 ＰＣ 图上利用 Ｆａｓｔ 算法提取特征点

Ｆｉｇ． ３ 　 Ｅｘｔｒａｃｔｉｏｎ ｏｆ ｆｅａｔｕｒｅ ｐｏｉｎｔｓ ｏｎ ＰＣ ｇｒａｐｈ ｕｓｉｎｇ Ｆａｓｔ
ａｌｇｏｒｉｔｈｍ

２．２　 特征描述符获取

通过第一步得到特征点位置后，还要知道特征

点的描述符，考虑采用人工设计的特征描述子，难以

表达更深层次和更抽象的特征。 并且人工特征描述

符的系数和最佳参数需要大量的手动调整。 因此本

文利用深度学习的方法获得具有更好特征表达能力

的描述子。 本文算法提出一种基于交叉注意力机制

的卷积神经网络。 由于注意力机制是一种搜索全局

特征的结构，需要的计算量和内存都较大，为了减少

计算量和内存，考虑首先学习半稠密的描述符。 具

体网络结构如图 ４ 所示。 首先，参考图像与感知图

像经过一个卷积核大小为 １１×１１ 的大尺度卷积，提
取浅层特征，此时特征维数为 ６４，接着经过 ３ 层

ＶＧＧ－Ｂａｓｉｃｂｌｏｃｋ 提取深度特征，每层网络包含 ２ 个

卷积层、２ 个 ＢＮ 层、１ 个 ｄｒｏｐｏｕｔ 层，特征维数扩展

为 １２８。 然后，再经过 １ 个卷积核大小为 １５×１５ 的
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大尺度卷积，获得全局特征，最后通过 １ 个 ｄｒｏｐｏｕｔ
层，丢弃一些无用特征，这样就得到了大小为原图大

小八分之一的特征图，特征通道为 １２８ 维。 但是由

于图像之间差异较大，因此采用了互注意力机制，更
好地学习彼此的共有的特征。 通过上述步骤得到了

半稠密描述符，此时的特征图尺寸为原图大小的八

分之一。 除此之外，还需要得到每个特征点对应的

描述符，由于得到的特征图尺寸为原图大小的八分

之一，无法利用特征点的位置直接在特征图上提取

特征。 因此，本文首先对原图上特征点的坐标进行

归一化，接着根据输入特征图的尺度按比例恢复特

征点坐标，见式（１０）：

Ｘ，Ｙ( ) ＝ （ｘｈ
Ｈ
２

，ｙｗ
Ｗ
２

） （１０）

　 　 其中， （Ｘ，Ｙ） 为归一化后的特征点坐标； （ｘ，
ｙ） 为特征在原图的坐标位置； Ｈ， Ｗ 分别为原图和

特征图的长宽； ｈ 和 ｗ 分别为特征图的长宽。 但是

这个新的坐标位置可能并非为整像素，此时要对其

进行双线性插值补齐，然后其余特征通道按照同样

的方式进行双线性插值。 通过上述方法即得到了每

个特征点对应的描述符。
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图 ４　 ＰＣＭ 网络结构图

Ｆｉｇ． ４　 ＰＣＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２．３　 特征点匹配

在训练阶段，本文采用有监督训练，每对图像的

标签已知。 首先，利用 ２．１ 节中介绍的特征点检测

的方法获得参考图像上的特征点位置 （ ｘｒ，ｙｒ）， 然

后利用图像标签计算得到感知图像上的对应点位置

（ｘｓ，ｙｓ）， 具体见式（３）：
ｘ( ｓ，ｙｓ，１） ＝ Ｈ × （ｘｒ，ｙｒ，１） （１１）

　 　 其中， Ｈ 为一个 ３×３ 大小的矩阵，即为图像的

标签。 因此在特征匹配阶段，只需要计算考虑描述

子间的损失函数，降低了训练的难度。 本文损失函

数参考 ＳｕｐｅｒＰｏｉｎｔ［５］ 研究中给出的损失函数，将损

失函数定义为合页损失（Ｈｉｎｇｅ－Ｌｏｓｓ）， 具体计算公

式为：

Ｌｄ Ｄ，Ｄ′，Ｓ( ) ＝ １
Ｈｃ Ｗｃ( ) ２∑

Ｈｃ，Ｗｃ

ｈ ＝ １
ｗ ＝ １

∑
Ｈｃ，Ｗｃ

ｈ′ ＝ １
ｗ′ ＝ １

ｌｄ ｄｈｗ，ｄ′
ｈ′ｗ′；ｓｈｗｈ′ｗ′( )

（１２）
其中，

　 ｌｄ ｄ， ｄ′； ｓ( ) ＝ λ ｄ∗ｓ∗ｍａｘ ０，ｍｐ － ｄＴ ｄ′( ) ＋
１ － ｓ( ) ∗ｍａｘ ０，ｄＴ ｄ′ － ｍｎ( )

（１３）

　 　 ｓｈｗｈ′ｗ′ ＝
１　 ｉｆ ‖Ｈ^Ｐｈｗ

－Ｐｈ′ｗ′‖≤５

０　 ｏｔｈｅｒｗｉｓｅ{ （１４）

其中， λ ｄ 为定义的权重； ｓｈｗｈ′ｗ′ 判断对应点是否

匹配； Ｐｈ′ｗ′ 为双三次插值后特征点坐标； Ｈ^Ｐｈｗ
是对

Ｐｈ′ｗ′ 做单应性变换 Ｈ。 ｄｈｗ 为预测点的描述子； ｄ′
ｈ′ｗ′

为真值点的描述子。 当 ｄｈｗ 和 ｄ′
ｈ′ｗ′ 越相似时，损失
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函数越小。 在本文中，设置 λ ｄ ＝ ２５０，ｍｐ ＝ １，ｍｎ ＝
０．２，λ ＝ ０．０００ １。

３　 实验与分析

本节中，将本文所提方法与其它主流方法在匹

配的性能、计算复杂度和推理时间等方面与进行比

较。 最后，在计算机视觉领域以及医学图像领域验

证本算法的泛化性能。
３．１　 实验数据

本文的训练集是从 Ｌａｎｄｓａｔ８ 卫星影像上获取的

不同波段的图像，对地分辨率为 ３０ ｍ。 训练集包含

１ １５３对大小为 ２５６×２５６ 的图像。 测试数据集选用了

Ｊｉａｎｇ 等学者［１５］提出的多模态图像匹配数据集。 该数

据集包括 ３ 个不同领域的多模态数据：计算机视觉领

域、医学领域、遥感领域。 本文的对比实验主要在其

中的遥感数据上测试。 同时，为了验证该算法的鲁棒

性，在医学数据集中进行了泛化性能测试。 实验设置

在 ２４ ＧＢ ＮＶＩＤＩＡ ３０９０ 上，并进行网络训练测试。
３．２　 实验设置

实验的性能指标主要为匹配精度 （ＡＣＣ）、正确

匹配点个数（ＮＣＭ）、匹配运行时间（ＲＴ）， 其中匹配

正确点是指预测匹配点与真实匹配点之间距离不超

过 ５ 个像素的点，而匹配精度是指正确匹配点个数

与算法总匹配点个数的百分比。
对比 实 验 选 取 了 ４ 种 对 比 算 法， 分 别 为

ＲＩＦＴ［３］，ＨＡＰＣＧ［１６］，３ＭＲＳ［１７］，ＤＦＭ［７］，其中 ＤＦＭ 为

深度学习的方法，但是其在论文中介绍该方法无需

进行训练。 上述方法均在 Ｊｉａｎｇ 等学者［１５］ 提出的多

模态图像匹配数据集测试。 为了更好地比较不同算

法的性能，所有传统对比算法与本文算法均未使用

误差点剔除模块，同时保证初始检测特征点数量相

同，均设置为 ５ ０００ 个。
３．３　 算法性能比较

表 １ 展示了本算法与现有传统算法与深度算法

在匹配精度上的对比结果。 可以看出，本算法在光学

图像与 ＳＡＲ 图像类型匹配中取得了最高的匹配精

度，而同为深度学习方法的 ＤＦＭ 算法在地图图像与

光学图像上匹配精度最大，其余 ３ 种传统方法则是在

红外与光学图像上有最好的匹配精度。 本文算法在

所有类型上均优于传统算法，但是在某些多模态类型

下的精度并没有 ＤＦＭ 算法高。 不过通过具体的实验

数据，５ 种方法在多模态图像匹配数据集的匹配精度

对比如图 ５ 所示，可以发现 ＤＦＭ 算法在某些图像上

匹配结果很好，但是在一些难度较大的图像上匹配精

度为 ０。 因此通过表 １ 和图 ５ 可以看出，本文算法不

仅具有较好精度，同时也具有很好的稳定性。

表 １　 ５ 种方法在多模态数据集上的匹配精度（ＡＣＣ）
Ｔａｂ． １　 Ｍａｔｃｈｉｎｇ ａｃｃｕｒａｃｙ （ＡＣＣ） ｏｆ ｔｈｅ ｆｉｖｅ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ｍｕｌｔｉｍｏｄａｌ ｄａｔａｓｅｔ ％

方法类型 ＲＩＦＴ ＨＡＰＣＧ ３ＭＲＳ ＤＦＭ ＯＵＲ

ＣｒｏｓｓＳｅａｓｏｎ １２．６０ ６．９３ １３．０９ ２４．６６ ２５．６７

ｄａｙｎｉｇｈｔ ２０．１６ ５．２４ ２０．１１ ４０．００ ４１．６６

ＤｅｐｔｈＯｐｔｉｃａｌ ３０．４８ ６．１８ ３１．６８ ６１．７７ ５４．４５

ＩｎｆｒａｒｅｄＯｐｔｉｃａｌ ３５．０５ １３．４３ ３６．１１ ２０．８３ ４４．０３

ＭａｐＯｐｔｉｃａｌ ２８．８５ ９．４７ ３１．４７ ４４．２９ ３４．６８

ＯｐｔｉｃａｌＯｐｔｉｃａｌ ３４．０４ ７．９５ ３３．５８ ８０．２７ ５８．９２

ＳＡＲＯｐｔｉｃａｌ ３４．４１ ５．１５ ３３．７０ ７１．１６ ７２．２２

　 　 表 ２ 展示了本算法与现有传统算法及深度算法

在匹配正确点个数上对比结果。 从表 ２ 可以看出，
不管哪种类型数据，在匹配正确点个数上本文算法

均取得了最好的效果，同时在所有类型数据中，可见

光与可见光匹配效果最好。
　 　 ５ 种算法在多模态数据集上的匹配时间对比结

果见表 ３。 从表 ３ 可以看出，不管哪种类型数据，本
文算法运行速度较传统算法均提高了 ４ ～ １０ 倍，与
深度方法对比也在大部分数据类型上都有更快的运

行速度。

表 ２　 ５ 种方法在多模态数据集上的匹配正确点个数（ＮＣＭ）
Ｔａｂ． ２　 Ｎｕｍｂｅｒ ｏｆ ｃｏｒｒｅｃｔｌｙ ｍａｔｃｈｅｄ ｐｏｉｎｔｓ （ＮＣＭ） ｏｆ ｔｈｅ ｆｉｖｅ

ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ｍｕｌｔｉｍｏｄａｌ ｄａｔａｓｅｔ

方法类型 ＲＩＦＴ ＨＡＰＣＧ ３ＭＲＳ ＤＦＭ ＯＵＲ

ＣｒｏｓｓＳｅａｓｏｎ １２８ ２０１ １２５ １８ ３３８
ｄａｙｎｉｇｈｔ ２６７ １７４ ２５９ １ ４９７

ＤｅｐｔｈＯｐｔｉｃａｌ ３９３ ２７１ ４８８ １０ ８３１
ＩｎｆｒａｒｅｄＯｐｔｉｃａｌ ３５２ ４７１ ３４７ ３ ４１２
ＭａｐＯｐｔｉｃａｌ ３９２ ４０３ ４８８ ２ ３２８

ＯｐｔｉｃａｌＯｐｔｉｃａｌ ４６９ ２５６ ４４６ １４６ ９１９
ＳＡＲＯｐｔｉｃａｌ ３９０ ２１１ ３５２ １２ ４８０
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表 ３　 ５ 种方法在多模态数据集上的匹配时间（ＲＴ）
Ｔａｂ． ３ 　 Ｍａｔｃｈｉｎｇ ｔｉｍｅｓ （ ＲＴ ） ｏｆ ｔｈｅ ｆｉｖｅ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ

ｍｕｌｔｉｍｏｄａｌ ｄａｔａｓｅｔ

方法类型 ＲＩＦＴ ＨＡＰＣＧ ３ＭＲＳ ＤＦＭ ＯＵＲ

ＣｒｏｓｓＳｅａｓｏｎ ９．５２ ７．３４ ９．９４ １．３８ ２．４３

ｄａｙｎｉｇｈｔ １０．４８ ５．００ １０．１７ １．３０ １．２２

ＤｅｐｔｈＯｐｔｉｃａｌ １１．１０ ６．１２ １２．７９ １．５８ １．４９

ＩｎｆｒａｒｅｄＯｐｔｉｃａｌ ７．２３ ４．６３ ６．７９ １．５２ １．２７

ＭａｐＯｐｔｉｃａｌ １１．６５ ６．２６ １３．０５ １．８４ １．３９

ＯｐｔｉｃａｌＯｐｔｉｃａｌ １０．０２ ４．４６ ９．９２ １．７３ １．２７

ＳＡＲＯｐｔｉｃａｌ ８．５７ ５．６０ ７．９６ １．９６ １．５６

３．４　 算法鲁棒性实验

表 ４ 为该算法在医学多模态数据上的实验结

果。 由表 ４ 可以看出，本文算法即使在医学多模态

图像上测试，在 ３ 种指标下都有不错的结果，证明本

算法具有较高的鲁棒性。
表 ４　 本文算法在医学多模态数据上的实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｉｓ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ｏｎ ｍｅｄｉｃａｌ
ｍｕｌｔｉｍｏｄａｌ ｄａｔａ

类型
指标

ＡＣＣ ／ ％ ＮＣＭ ＲＴ ／ ｓ

ＭＲ＿ＰＥＴ １３．００ ２６ ０．５２

ＰＤ＿Ｔ１ ９７．３１ ４００ ０．３０

ＰＤ＿Ｔ２ ９８．４９ ５０４ ０．２７

Ｒｅｔｉｎａ ６１．３６ １ ６８８ ３．７０

ＳＰＥＣＴ＿ＣＴ ２３．５３ ５１ ０．４９

Ｔ１＿Ｔ２ ９９．１０ ５２２ ０．２９

平均值 ６５．４７ ５３２ ０．９３
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图 ５　 ５ 种方法在多模态图像匹配数据集的匹配精度图

Ｆｉｇ． ５　 Ｐｌｏｔ ｏｆ ｍａｔｃｈｉｎｇ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｆｉｖｅ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ｍｕｌｔｉｍｏｄａｌ ｉｍａｇｅ ｍａｔｃｈｉｎｇ ｄａｔａｓｅｔ

４　 结束语

针对多模态遥感数据匹配的难点问题，图像间

存在非线性辐射差异，本文提出一种基于交叉注意

力机制的多模态遥感图像匹配网络。 该网络利用相

位一致性获得更稳定的特征点，同时利用交叉注意

力机制学习多模态图像共有特征，在更容易获得的

多波段遥感小容量数据集上进行训练。 实验结果表

明，本文方法在公开数据集上匹配性能优异，并在其

他领域的多模态数据上仍然有效。 但是当图像间有

较大的旋转或者尺度差异性能会下降，后续将考虑

对训练数据进行增强，同时优化网络结构进一步提

高匹配速度。
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