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一种基于目标检测的无人零售商品识别算法

王军祥

（福建船政交通职业学院 信息与智慧交通学院， 福州 ３５０００７）

摘　 要： 随着近几年深度学习技术飞速发展，深度卷积神经网络在图像分类等任务的水准已经高于人类的水平，这为无人零

售带来了新的可能。 本文通过目标检测数据集制作、基于翻转的目标检测数据扩充，基于开源目标检测框架 ＭＭＤｅｔｅｃｔｉｏｎ 构

建了一种基于深度神经网络的无人零售商品定位、识别模型，并最终实现了一个基于深度学习目标检测算法的无人零售商品

识别系统。 文末，依据目标检测常用性能衡量指标，采用目标检测常用度量方法，对本系统训练好的模型进行验证，结果表

明，系统对商品识别速度快，整体性能良好。
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０　 引　 言

各类新零售模式及智能服务平台的不断发展，
要求系统能精准识别出商品类型以完成销售服务，
而商品信息识别技术是这项功能得以实现的重要基

础［１］。 传统自动贩售货柜成本较高，使用称重仪的

自动贩售柜则不支持同时贩售重量相同、但价格不

同的商品。 无人零售作为人工智能技术在零售业的

典型应用场景，因其具备无人化、低成本、智能化的

应用优势，在日常生活中深受欢迎。 利用人工智能

技术优势，结合国内全球领先的移动支付态势，无人

零售作为新零售的实践样本得到了极大关注［２］。
本文实现了一个基于深度学习目标检测算法的

零售商品定位、识别模型。 首先采集商品图片数据，

使用开源的目标检测标注工具进行数据标注，介绍

了一种快速清洗数据的方法，讨论了目标检测数据

集扩充方法，提出了 ＣＯＣＯ 数据集格式以及从

Ｌａｂｅｌｍｅ 格式转换成 ＣＯＣＯ 格式的方法。 分析了训

练过程中的日志，并在介绍目标检测常用性能指标

后对训练结果进行了分析。

１　 相关工具综述

１．１　 深度学习框架 Ｐｙｔｏｒｃｈ
Ｐｙｔｏｒｃｈ 是一个由 Ｆａｃｅｂｏｏｋ 人工智能研究院研发

的开源机器学习框架，提供了既可以存在于 ＣＰＵ 上、
也可以存在于 ＧＰＵ 上的张量，可以极大地加快计算

速度。 Ｐｙｔｏｒｃｈ 基于反向模式自动微分技术，使得用

户可以构建动态的神经网络模型。 用户可以像使用



Ｎｕｍｐｙ 一样自然地使用 Ｐｙｔｏｒｃｈ。 与 Ｔｏｒｃｈ 或其他一

些替代方案相比，ＰｙＴｏｒｃｈ 中的内存使用非常高效。
１．２　 目标检测框架 ＭＭＤｅｔｅｃｔｉｏｎ

ＭＭＤｅｔｅｃｔｉｏｎ［３］ 是一个基于 ＰｙＴｏｒｃｈ 的开源目

标检测工具箱，具有以下特点：
（１）模块化设计。 开发团队将目标检测框架解

构成几个不同的部分，用户可以通过组合不同的模

块来搭建自定义的目标检测模型。
（２）热门模型开箱即用。 工具箱支持直接使用

各种热门的、当下流行的目标检测模型，比如 Ｆａｓｔｅｒ
ＲＣＮＮ、 Ｍａｓｋ ＲＣＮＮ、 ＲｅｔｉｎａＮｅｔ 等。

（３）高性能。 所有基本的外接框和掩膜操作都

能在 ＧＰＵ 上执行，训练速度比其它代码库快，或者

至少是可比较的、业内最先进的技术水平。

２　 总体设计

监督学习是指通过让机器学习大量带有标签的

样本数据，训练出一个模型，使该模型可以根据输入

得到相应输出结果的过程。 本文任务是训练一个能

够定位、识别零售商品的神经网络。 首要任务是采

集足够多的图片，并对这些图片进行标注。 因为这

是一个目标检测任务，所以给图片中的每一个商品

标注位置、大小和类别。 本文使用开源目标检测框

架 ＭＭＤｅｔｅｃｔｉｏｎ 搭建 Ｆａｓｔｅｒ ＲＣＮＮ 网络。 最后，为了

判断哪一阶段的模型精度最高，本文衡量每一阶段

的模型在验证集上的表现情况。

３　 详细设计

３．１　 采集环境

为了模拟零售场景，本文准备 １２ 个小件物品作

为测试用商品，具体类别有：阿尔卑斯奶糖、可口可

乐、芬达、雪碧、德芙巧克力、南孚电池、读卡器、西梅

等。 用一张灰色的桌子作为结算台，在桌子边缘放

置一个相机支架，将摄像头固定在上面，调整相机位

置到距离桌面 ４０ ｃｍ 的高度。 在桌子边缘放置一个

台灯，将台灯色温值调整至６ ０００ Ｋ的正白光，以保

证拍摄环境不会偏黄或偏蓝。
３．２　 采集方法

自己编写 Ｐｙｔｈｏｎ 脚本，自动采集摄像头所拍摄

的视频帧。 用 ＵＳＢ 连接摄像头与电脑，将 ｃｖ２．
ＶｉｄｅｏＣａｐｔｕｒｅ 的参数设置为 １，表示使用操作系统能

辨别的第二个摄像头。 每隔 ２ ０００ ｍｓ 读取一次图

片，若读取成功，则在电脑屏幕上显示一个窗口，用
于预览将要保存的图片，并将图片以 ＪＰＥＧ 的格式

保存在“ｉｍａｇｅｓ”文件夹中，图片文件名为 ４ 位数字

表示的图片 ｉｄ，从“００００”开始编号，“０００１”为第二

张图片，以此递增。
脚本运行过程中，随机从 １２ 个商品中抽取 １～３

个摆放到桌面上，预览窗口中的图片。 每刷新一次

就用手挪动一次商品的位置，经过 ９０ ｍｉｎ 的采集，
共采集到３ ０００张图片。
３．３　 数据集清洗

在采集过程中难免出现一些特殊情况，比如：
（１）调整商品位置时拍摄到了手。
（２）商品的一部分超出了图片边界。
（３）未及时移动商品导致拍摄了 ２ 张商品布局

完全相同的图片。
在情况（１）中，手可能会遮挡商品，这会对识别

产生干扰。
在情况（２）中，２ 张布局相同的图片的标注是相

同的，可以在数据扩充阶段自动生成，不必由标注员

浪费时间手动标注 ２ 次。
在情况（３）中，虽然在大部分情况下，人眼依然

可以从图片中辨认出该商品的所属类别，但商品超

出图片边界多少才算不可辨认，很难有明确的标准，
且人眼无法直接看出一个商品超出图片边界的具体

的比值。
综上所述，在采集完成后需要删除包含有特殊

情况的图片，以达到减少标注员工作量、加快标注进

度的目标。 清洗完成后剩余１ ９００张有效图片。
３．４　 数据集标注

３．４．１　 标注的意义

为了进行监督学习，需要许多训练示例，每个示

例都由一个输入和一个期望的输出组成，在目标检

测任务中，输入的是图片，输出的是每个目标的位

置，现在需要人工标注图片中每个物体的位置。 标

注要求用矩形框将图片内的各个商品标注出来，标
注框要求尽量与标注目标最小外接矩形贴合，每个

标注框还应携带商品类别信息（商品名）。
３．４．２　 标注信息的结构

标注完成后，标注信息会以 ｊｓｏｎ 格式保存在

“ａｎｎｏ”文件夹中，每一张图片对应一个同名的 ｊｓｏｎ
文件，其文件结构如下：

｛　 ″ｖｅｒｓｉｏｎ″ ： ″４．５．６″，
　 　 ″ｆｌａｇｓ″ ： ｛ ｝，
　 　 ″ｉｍａｇｅＰａｔｈ″ ： ″．． ／ ００００．ｊｐｇ″，
　 　 ″ｉｍａｇｅＤａｔａ″ ： ｎｕｌｌ，
　 　 ″ｉｍａｇｅＨｅｉｇｈｔ″ ： ４８０，
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　 　 ″ｉｍａｇｅＷｉｄｔｈ″ ： ６４０，
　 　 ″ｓｈａｐｅｓ″ ： ［ ］　 ｝

ｖｅｒｓｉｏｎ 是 ｌａｂｅｌｍｅ 的版本号，将来更新标注结

构时可以根据版本号的不同选择不同的解析算法，
以达到向后兼容的目的。 ｆｌａｇｓ 是图片层面的属性，
一般用于图片分类任务。 ｉｍａｇｅＰａｔｈ 表示图片对于

标注文件的相对路径。 ｉｍａｇｅＤａｔａ 保存着用 ｂａｓｅ６４
编码的图片，但由于在启动 ｌａｂｅｌｍｅ 时加上了“—
ｎｏｄａｔａ”参数，所以没有在标签中额外保存图片数

据。 ｉｍａｇｅＨｅｉｇｈｔ 和 ｉｍａｇｅＷｉｄｔｈ 保存着图片的高宽

信息。 ｓｈａｐｅｓ 是标注框列表，一张图里可能有多个

标注框，所以用列表来存储，列表中的每一个元素结

构如下：
｛　 ″ｌａｂｅｌ″ ： ″可口可乐″，
　 　 ″ｐｏｉｎｔｓ″ ： ［［１８４， ２０］， ［３２８， １９８］］，
　 　 ″ｓｈａｐｅ＿ｔｙｐｅ″ ： ″ｒｅｃｔａｎｇｌｅ″，
　 　 ″ｇｒｏｕｐ＿ｉｄ″ ： ｎｕｌｌ，
　 　 ″ｆｌａｇｓ″ ： ｛ ｝　 　 ｝
　 　 ｌａｂｅｌ 是标注框对应的类别名。 ｐｏｉｎｔｓ 是一个列

表，其数据表示标注的具体位置，要查看 ｓｈａｐｅ＿ｔｙｐｅ
的值才能确定用哪种算法解析 ｐｏｉｎｔｓ 里的数据。 在

目标检测任务中，ｓｈａｐｅ＿ｔｙｐｅ 一般选择“ ｒｅｃｔａｎｇｌｅ”，
表示 ｐｏｉｎｔｓ 里的数据是一个矩形框 ２ 个对角顶点的

坐标。 要注意的是，２ 个对角的顶点顺序不是固定

的，有可能是（左上，右下）、（右上，左下），（右下，左
上），（左下，右上）这 ４ 种可能的组合中的其中一

种。 ｇｒｏｕｐ＿ ｉｄ 一般用于实例分割，若 ２ 个标注的

ｇｒｏｕｐ＿ｉｄ 的值为整数且相等，则意味着这 ２ 个标注

实际上是同一个实例的不同部分。 ｆｌａｇｓ 是标注层

面的属性，一般用于多属性分类任务。
３．５　 标注清洗

３．５．１　 清洗方法

一种快速筛查错误标注的方法是将所有标注从

原图中裁剪下来，下面简称“裁剪下来的图”为“裁
剪图”，给所有类别建立一个文件夹，将相同类别的

裁剪图放到同一个文件夹中，并用“原图 ｉｄ．标注 ｉｄ．
ｊｐｇ”的格式命名图片，再进入每一个文件夹观察。
同一文件夹中都是同类的裁剪图，若出现不同类的

裁剪图则大概率是一个错误的标注，查看这个裁剪

图的文件名里原图 ｉｄ 的部分，就可以快速定位标注

错误的图片是哪一张，定位到错误的标注后手动更

改为正确的类别即可。 一轮清洗结束后，需要根据

修改后的标注重新进行一次上述流程，直到没有发

现新的错误为止。

３．５．２　 实现细节

人工智能数据集中的标注有成百上千个，人工

手动裁剪图片的效率慢、耗时长。 本文编写一段程

序，根据标签文件的内容自动完成裁剪操作。 下面

分析“自动裁剪程序”的实现细节。
本文为 ｃｖ２．ｉｍｗｒｉｔｅ 写一个包装函数 ｉｍｗｒｉｔｅ，使

用“．ｊｐｇ”编码以节省磁盘空间：
ｄｅｆ ｉｍｗｒｉｔｅ（ｉｍｇ： ｎｐ．ｎｄａｒｒａｙ， ｐａｔｈ）：

　 　 ｆｌａｇ， ａｒｒ ＝ ｃｖ２．ｉｍｅｎｃｏｄｅ（＇．ｊｐｇ＇， ｉｍｇ）
　 　 ａｒｒ．ｔｏｆｉｌｅ（ｐａｔｈ）

设置路径信息，ａｎｎｏ＿ｄｉｒ 是保存标注文件的文

件夹，ｒｏｉ＿ｄｉｒ 是保存裁剪图的文件夹。
ｆｒｏｍ ｐａｔｈｌｉｂ ｉｍｐｏｒｔ Ｐａｔｈ
ａｎｎｏ＿ｄｉｒ ＝ Ｐａｔｈ（＇ｉｍａｇｅｓ ／ ａｎｎｏ＇）
ｒｏｉ＿ｄｉｒ ＝ Ｐａｔｈ（＇ａｎｎｏｔａｔｉｏｎ＿ｃｈｅｃｋ＇）
遍历标注文件，用 ｊｓｏｎ 解析文件的内容，读取

标注文件对应的图片。 遍历每一个标注文件的标注

信息，取出标注信息的 ｐｏｉｎｔｓ，将这些数字转为整

型，并按照坐标系大小排序， 以确定左上角 ｘｙ 和右

下角 ｘｙ 的值。 使用 ｎｕｍｐｙ 数组的切片功能将标注

区域裁剪下来，保存到对应的文件夹中。
３．６　 数据扩充

深度学习模型需要经过大量数据训练才能做到

较好的泛化，训练数据量不足很可能导致过拟合。
通常的解决方法是增加训练数据，但采集、标注数据

需要消耗大量人力、财力。 本文利用图片翻转特性

快速生成很多新的图片，并同步更新标注信息，使之

与生成的图片对应。
图片翻转可分为水平翻转、垂直翻转和转置翻

转，如图 １ 所示。 翻转后图片中的目标位置改变了，
但其类别不变。 通过翻转图片来扩充训练数据，让
模型达到较好的泛化，提升训练精度。

（a）原始状态 （b）水平翻转

（c）垂直翻转 （d）转置翻转

图 １　 ３ 种翻转示例

Ｆｉｇ． １　 Ｔｈｒｅｅ ｆｌｉｐｐｉｎｇ ｅｘａｍｐｌｅｓ

　 　 首先构建一个图片类，可表示不同的翻转状态，
为了能用上 Ｐｙｔｈｏｎ 的集合类来快速查找已经到达

过的状态，将其设计成可哈希的。 使用 ｎｕｍｐｙ 数组

作为图片容器，使用一个二维列表作为初始化参数，
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表示图片的状态。
Ｉｍａｇｅ． ＿ ＿ ｈａｓｈ ＿ ＿假设内部数组是 ［［ １， ２］，

［３， ４］］，先将数组展平，使数组从二维状态变成一

维状态的［１， ２， ３， ４］，再使用 ｎｕｍｐｙ．ｌｏｇｓｐａｃｅ 函数

生成一个形如［１， １０， １００， １０００］，首项为 １，公比

为 １０ 的等比数列，再计算 ２ 个数组的点积，即可得

到哈希值 ４３２１。 当内部数组的值域为 ０～９ 时，通过

上述算法所计算出的哈希值是唯一的。
接下来定义 ３ 个翻转函数，都接收一个 Ｉｍａｇｅ

对象作为参数，返回一个经过翻转的新的 Ｉｍａｇｅ 对

象，使用负步长切片来颠倒某个轴上的数据。 函数

内容具体如下：
ｄｅｆ ｈｏｒｉｚｏｎｔａｌ＿ｆｌｉｐ（ｉｍｇ： Ｉｍａｇｅ）：
　 　 ｒｅｔｕｒｎ Ｉｍａｇｅ（ｉｍｇ．ａｒｒ［：， ：：－１］）
ｄｅｆ ｖｅｒｔｉｃａｌ＿ｆｉｌｐ（ｉｍｇ： Ｉｍａｇｅ）：
　 　 ｒｅｔｕｒｎ Ｉｍａｇｅ（ｉｍｇ．ａｒｒ［：：－１］）
ｄｅｆ ｄｉａｇｏｎａｌ＿ｆｌｉｐ（ｉｍｇ： Ｉｍａｇｅ）：
　 　 ｒｅｔｕｒｎ

Ｉｍａｇｅ（ｉｍｇ．ａｒｒ．ｔｒａｎｓｐｏｓｅ（（１，０）））
使用深度优先搜索算法来搜索不同的翻转组合

顺序，并记录每一种状态对应的翻转顺序、翻转次

数。 用集合来记录已访问的图片哈希，以图片哈希

为键，以翻转组合顺序、翻转次数为值，使用字典来

代替集合。 如果遇到从未到达过的状态或是能花费

更少的翻转次数到达相同的状态，则更新簿记表；如
果遇到已经到达过的状态，并且花费的翻转次数和

当前最少翻转次数一样多，则将新的路径添加到当

前状态对应的路径列表中。 如遇到已到达过的状

态，并且花费的翻转次数比当前最少翻转次数还要

多，则不更新，并终止递归。
最后，创建初始化状态，启动搜索，搜索完成后，输

出每种状态表示的图片、以及所对应的翻转组合。
观察输出结果可以得出结论：应用水平翻转、垂

直翻转和转置翻转以及相应的叠加组合可以创造出

８ 种不同的图片（如图 ２ 所示），即通过图片翻转可

以扩充出的数据量相当于原先的 ８ 倍。 表 １ 是图 １
中所有状态对应的最短路径（注：最短路径可能不

止一条）。

（1） （2） （3） （4）

（5） （6） （7） （8）
图 ２　 由 ３ 种翻转组合出的 ８ 种情况

Ｆｉｇ． ２　 ８ ｓｃｅｎａｒｉｏｓ ｃｏｍｐｏｓｅｄ ｏｆ ３ ｆｌｉｐｐｉｎｇ ｃｏｍｂｉｎａｔｉｏｎｓ

表 １　 训练日志术语解释

Ｔａｂ． １　 Ｅｘｐｌａｎａｔｉｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｌｏｇ ｔｅｒｍｓ

键名 描述

ｌｒ 学习率

ｅｔａ 预估完成时间

ｔｉｍｅ ５ 次迭代中，每次迭代的平均耗时

ｄａｔａ＿ｔｉｍｅ ５ 次迭代中，每次迭代加载数据的平均耗时

ｍｅｍｏｒｙ 最大占用显存率，单位 ＭＢ

ｌｏｓｓ＿ｒｐｎ＿ｃｌｓ Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ 关于物体置信度的损失值

ｌｏｓｓ＿ｒｐｃ＿ｂｂｏｘ Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ 关于定位框的损失值

ｌｏｓｓ＿ｃｌｓ ＲＯＩ Ｈｅａｄ 关于分类的损失值

ｌｏｓｓ＿ｂｂｏｘ ＲＯＩ Ｈｅａｄ 关于定位框的损失值

ａｃｃ ＲＯＩ Ｈｅａｄ 的定位准确率（参考价值较低）

ｌｏｓｓ 上述所有损失值的总和

　 　 关于标注框更新，以图 １ 中水平翻转为例，观察

红色色块坐标在水平翻转前后的变化，可看出，原始

状态中红色色块距离图片左侧边界有 １ 个格子的距

离，水平翻转后，红色色块距离图片右侧边界也有 １
个格子的距离；原始状态中红色色块距离图片右侧

边界有 ３ 个格子的距离，水平翻转后红色色块距离

图片左侧边界有也有 ３ 个格子的距离。 红色色块在

图片纵向上的位置没有改变。 根据以上信息，得到

关于水平翻转的坐标更新计算公式：
ｘ′ ＝ ｗｉｄｔｈ － ｘ （１）

　 　 同理，关于垂直翻转的坐标更新公式如下：
ｙ′ ＝ ｈｅｉｇｈｔ － ｙ （２）

　 　 其中， ｘ′ 和 ｙ′ 是更新后的横坐标与纵坐标，
ｗｉｄｔｈ 和 ｈｅｉｇｈｔ 是图片的宽度与高度。

转置翻转相当于将图片纵方向上的数据以横方

向排列， 将图片横方向上的数据以纵方向排列，就
是将（ｘ，ｙ） 的值赋给（ｙ，ｘ）。 明确了图片转置的算

法，便得到坐标更新公式：
ｘ′ ＝ ｙ （３）
ｙ′ ＝ ｘ （４）

　 　 本文编写 ３ 个翻转函数，３ 个翻转函数带上了

ｐｏｉｎｔｓ 参数，新的函数除了能翻转图片，还能更新标

注框的坐标。
ｒａｎｄｏｍ＿ｆｌｉｐ 函数从＿＿ａｕｇ＿ｍｅｔｈｏｄｓ 随机选取一

个翻转组合，并按照顺序调用翻转组合中的函数，最
后得到经过随机翻转的图片和标注框。
３．７　 转换标注格式

ＭＭＤｅｔｅｃｔｉｏｎ 目标检测框架提供训练接口，但需

要预先将数据集的标注格式转换为 ＣＯＣＯ 数据集的

格式才能使用。 本节先介绍 ＣＯＣＯ 数据集的格式，

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



然后描述数据集格式转换的实现。
３．７．１　 ＣＯＣＯ 数据集格式

ＣＯＣＯ 数据集是一个大规模的计算机视觉数据

集，包含目标检测、实例分割、场景描述等多种类型

的标注信息，共有 ３２．８ 万张图片（其中有 ２０ 万张是

被标注过的），１５０ 万个标注物体，８０ 个类别［４］。 与

本次任务相关的是目标检测数据集，故本节只介绍

目标检测数据集的标注格式。
ＣＯＣＯ 数据集的标注信息可以从关系数据库的

视角来描述。 目标检测数据集中最重要的 ３ 张表

是：图片表、标注表、类别表。 下面以关系模式描述

这些表。
图片表（图片 ＩＤ，宽，高，文件名）
标注表（标注 ＩＤ，图片 ＩＤ，类别 ＩＤ，面积， ｘ，ｙ，

宽，高，群聚标识）
类别表（类别 ＩＤ，类别名，超类名）
一张图片中可以有多个标注，图片与标注是一

对多的关系。 在 ＣＯＣＯ 数据集中，一个标注只能属

于一个类别，所以标注与类别是一对一的关系。 实

际上，图片表还包含了许可证 ＩＤ、来源链接、ＣＯＣＯ
链接、拍摄日期，但这些信息在训练过程中不重要，
所以在关系模式中省略。 标注表中的 ｘ 和 ｙ 指标

注框 左上角的 ｘ、ｙ 值， 从 ０ 开始编号。 当标注的对

象是一大群个体时，群聚标识记为 １，如果标注的对

象是单个个体时，群聚标识记为 ０。 类别表中的

超类名指类别所属的大类。 本次任务不用到超

类名。
ＣＯＣＯ 数据集在发布时使用 ＪＳＯＮ 格式存储标

注信息，下方的 ＪＳＯＮ 伪代码大致描述标注文件的

格式。 除了标注表中的 “ｘ，ｙ， 宽，高”被整合到了

ｂｂｏｘ 字段中，其它 ＪＳＯＮ 字段都与关系模式中的字

段一一对应。 第四个 ＪＳＯＮ 对象组合了图片表、标
注表和类别表，可将其视为一个数据库。

ｉｍａｇｅ｛ ″ ｉｄ″： ｉｎｔ， ″ ｗｉｄｔｈ″： ｉｎｔ， ″ ｈｅｉｇｈｔ″： ｉｎｔ，
″ｆｉｌｅ＿ｎａｍｅ″： ｓｔｒ ｝

ｃａｔｅｇｏｒｙ｛ ″ｉｄ″： ｉｎｔ， ″ｎａｍｅ″： ｓｔｒ， ″ｓｕｐｅｒｃａｔｅｇｏｒｙ″：
ｓｔｒ ｝

ａｎｎｏｔａｔｉｏｎ｛
　 ″ｉｄ″： ｉｎｔ， ″ ｉｍａｇｅ＿ ｉｄ″： ｉｎｔ， ″ｃａｔｅｇｏｒｙ ＿ ｉｄ″： ｉｎｔ， 　
″ａｒｅａ″： ｆｌｏａｔ， ″ｉｓｃｒｏｗｄ″： ０ ｏｒ １
　 ″ｂｂｏｘ″： ［ｘ， ｙ， ｗｉｄｔｈ， ｈｅｉｇｈｔ］， ｝

｛　 ″ｉｍａｇｅｓ″： ［ｉｍａｇｅ］，
　 ″ａｎｎｏｔａｔｉｏｎｓ″： ［ａｎｎｏｔａｔｉｏｎ］，
　 ″ｃａｔｅｇｏｒｉｅｓ″： ［ｃａｔｅｇｏｒｙ］｝

３．７．２　 转换代码

明确了 Ｌａｂｅｌｍｅ 标注文件格式和 ＣＯＣＯ 数据集

格式， 然后可以开始编写转换代码。 “ ＠ ｕｔｉｌｓ．
ｄａｔａｓｅｔ．ｉｔｅｒ＿ｏｖｅｒ＿ｌａｂｅｌｓ”的作用是遍历由参数指定的

文件夹里的标注文件，用 ｊｓｏｎ 模块解码文件内容得

到标注信息后，用标注信息和标注文件路径作为参

数调用由装饰器包裹的函数（也就是 ｈａｎｄｌｅ）。
为了根据图片 ＩＤ 分割训练集 ／验证集、建立

ＣＯＣＯ 格式的类别表和从类别名到类别 ＩＤ 的映射，
第一次遍历收集图片 ＩＤ 和类别信息。 遍历完成后，
打乱图片 ＩＤ 列表，取前 ７０％的图片用于训练，取后

３０％的图片用于验证。
由于 ｌａｂｅｌｍｅ 保存的标注文件没有为标注框编

号，所以设置一个变量 ｌａｂｅｌ＿ｎｕｍ 用于存放将要分

配给当前标注框的 ＩＤ。 再次遍历标注文件，之前由

于没有从类别名到类别 ＩＤ 的映射，无法生成标注，
现在准备好了映射，因此，可以生成 ＣＯＣＯ 格式的标

注信息。 由于 ｌａｂｅｌｍｅ 存放的 ｐｏｉｎｔｓ 是 （左上角 ｘ，
左上角 ｙ，右下角 ｘ，右下角 ｙ）， 与 ＣＯＣＯ 格式里的

ｂｂｏｘ 不一致， 所以转换右下角 ｘ 和右下角 ｙ 为标注

的宽和高。 最后，将字典保存成 ｊｓｏｎ 格式文件，标
注格式的转换就完成。
３．８　 超参数配置

在训 练 开 始 前， 需 配 置 一 系 列 超 参 数。
ＭＭＤｅｔｅｃｔｉｏｎ 构建了独特的配置系统，并于 Ｖ２ 版本

加入了模块化和继承性设计，便于进行各种实

验［４］。 在 ｍｍｄｅｔｅｃｔｉｏｎ 文件夹下有一个 ｃｏｎｆｉｇｓ 文件

夹，里面包含了许多预定义的训练配置与模型配置。
ｃｏｎｆｉｇ ／ ＿ｂａｓｅ＿中包含了 ４ 种最基本的组件类型：数
据集（ｄａｔａｓｅｔ），模型（ｍｏｄｅｌ），训练计划（ｓｃｈｅｄｕｌｅ），
默认运行时（ｄｅｆａｕｌｔ＿ｒｕｎｔｉｍｅ），许多模型与方法都可

以由这些基本组件构造。
本文使用 Ｆａｓｔｅｒ ＲＣＮＮ 作为商品目标检测模

型。 将 ｃｏｎｆｉｇｓ ／ ｆａｓｔｅｒ＿ｒｃｎｎ ／ ｃａｆｆｅ＿ｆｐｎ＿１ｘ＿ｃｏｃｏ． ｐｙ 复

制 到 ｍｍｄｅｔｅｃｔｉｏｎ 的 工 作 目 录， 更 名 为

ＲｅｔａｉｌＤｅｔｅｃｔｉｏｎＣｏｎｆｉｇ．ｐｙ，以这个文件为基础，自定义

一系列训练配置，使之能训练本文的数据集。
３．８．１　 配置 Ｆａｓｔｅｒ ＲＣＮＮ 模型

由于配置文件已继承了＿ｂａｓｅ＿ ／ ｍｏｄｅｌｓ ／ ｆａｓｔｅｒ＿
ｒｃｎｎ＿ｒ５０＿ｆｐｎ．ｐｙ，所以不必写出模型的所有配置信

息，只需要列出要修改的键值对，旧的键值对即可被

覆盖掉。 为了能用 ＯｐｅｎＭＭＬａｂ 提供的预训练权

重，需将主干网络 Ｒｅｓｎｅｔ－５０ 的风格改为 ｃａｆｆｅ。 并

设置 ｆｒｏｚｅｎ＿ｓｔａｇｅｓ ＝ １， 来冻结 Ｒｅｓｎｅｔ－５０ 和第一个
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ＲｅｓＬａｙｅｒ 部分的权重。 继承而来的模型可以预测

８０ 个类别，本次研究的数据集只有 ８ 个类别，所以

将 ｒｏｉ＿ｈｅａｄ．ｂｂｏｘ＿ｈｅａｄ．ｎｕｍ＿ｃｌａｓｓｅｓ 设置为 ８。 最后，
因商品检测场景不会出现物体遮挡的情况，将 ｔｅｓｔ＿
ｃｆｇ．ｒｃｎｎ．ｎｍｓ．ｃｌａｓｓ＿ａｇｎｏｓｔｉｃ 设置为 Ｔｒｕｅ，在所有交并

比大于 ０．５ 的检测框之间，仅留下置信度最高的检

测框。
３．８．２　 配置数据输入管道

摄像头拍摄到的图片分辨率只有 ６４０×４８０，可
以将训练数据输入管道的 ｉｍｇ＿ｓｃａｌｅ 值改为（６４０，
４８０），同理，测试数据输入管道的 ｉｍｇ＿ｓｃａｌｅ 也改为

（６４０，４８０），这样可减少运算量，加快训练速度和预

测速度。
为进行数据扩充，在训练数据输入管道中插入

３ 个 ＲａｎｄｏｍＦｌｉｐ，将对应的 ｄｉｒｅｃｔｉｏｎ 分别设置为

ｄｉａｇｏｎａｌ、ｈｏｒｉｚｏｎｔａｌ、 ｖｅｒｔｉｃａｌ， 并将 ｆｌｉｐ＿ｒａｔｉｏ 设置为

０．５， 表示有 ５０％的概率执行翻转。 由于输入管道

的元素比较多，这里省略一些操作。 虽然没有展示

出来，但由于 ｍｍｄｅｔｅｃｔｉｏｎ 配置系统里的列表不像字

典有继承性，新定义的 ｐｉｐｅｌｉｎｅ 会覆盖 ｂａｓｅ 文件里

的数据，所以在实际使用时不能省略。
３．８．３　 配置数据集信息

ｐｉｐｅｌｉｎｅ 定义了如何操作输入数据，ｄａｔａ 定义了

数据来源。 将 ｄａｔａｓｅｔ＿ｔｙｐｅ 定义为 ＲｅｔａｉｌＤａｔａｓｅｔ，目
前 ＭＭＤｅｔｅｃｔｉｏｎ 的注册表中没有这个数据集类型，
这里自定义，所以另外实现这个数据集类型，并将其

加入注册表。 ｄａｔａ． ｓａｍｐｌｅｓ＿ｐｅｒ＿ｇｐｕ 定义每个 ＧＰＵ
上的 ｂａｔｃｈ ｓｉｚｅ。 ｄａｔａ．ｔｒａｉｎ、ｄａｔａ．ｖａｌ、ｄａｔａ． ｔｅｓｔ 的结构

是相同的，仅值不同，可分别用于训练、验证、测试，
这里只介绍 ｄａｔａ．ｔｒａｉｎ，ｖａｌ 和 ｔｅｓｔ 同理。

将 ｄａｔａ． ｔｒａｉｎ． ｔｙｐｅ 设 置 为 ｄａｔａｓｅｔ ＿ ｔｙｐｅ，
ＭＭＤｅｔｅｃｔｉｏｎ 在解析配置文件时，会从注册表中搜索

名叫“ＲｅｔａｉｌＤａｔａｓｅｔ”的类，并将 ａｎｎ＿ｆｉｌｅ、ｉｍｇ＿ｐｒｅｆｉｘ、
ｐｉｐｅｌｉｎｅ 作为参数传给 ＲｅｔａｉｌＤａｔａｓｅｔ 的构造函数。
ａｎｎ＿ｆｉｌｅ 是输出的 ＣＯＣＯ 格式的标注文件，ｄａｔａ．ｔｒａｉｎ
使用 ｔｒａｉｎ． ｊｓｏｎ，ｄａｔａ． ｔｅｓｔ、ｄａｔａ．ｖａｌ 可以共用 ｖａｌ． ｊｓｏｎ。
ｉｍｇ＿ｐｒｅｆｉｘ 是保存图片的文件夹，ｐｉｐｅｌｉｎｅ 是数据输

入管道。
３．８．４　 配置训练计划

根据多次调参观察得到的结果，设置优化器的

类型为随机梯度下降优化器（ＳＧＤ），学习率［５］ 初始

值为 ０．０２，动量为 ０．９，权重衰减率为 ０．０００ １。
ｒｕｎｎｅｒ 是 ＭＭＤｅｔｅｃｔｉｏｎ 的 训 练 核 心， 设 置

ｍａｘ＿ｅｐｏｃｈｓ ＝ １２ 意味着最多训练 １２ 个周期。

ｏｐｔｉｍｉｚｅｒ ＝ ｄｉｃｔ （ ｔｙｐｅ ＝ ′ ＳＧＤ′， ｌｒ ＝ ０． ０２，
ｍｏｍｅｎｔｕｍ ＝ ０．９， ｗｅｉｇｈｔ＿ｄｅｃａｙ ＝ ０．０００ １）
　 　 ｒｕｎｎｅｒ ＝ ｄｉｃｔ （ ｔｙｐｅ ＝ ＇ ＥｐｏｃｈＢａｓｅｄＲｕｎｎｅｒ ＇，
ｍａｘ＿ｅｐｏｃｈｓ ＝ １２）

ｌｒ＿ｃｏｎｆｉｇ 是关于学习率的配置，包含学习率预热

和学习率衰减两个部分。 关于学习率预热，采用基于

迭代次数的线性式预热，预热比值为 ０．００１，这样的设

定使得在训练初期的学习率被设置为 ０．００１×０．０２，每
迭代一次，学习率就会增加一个固定的数值，在第

１００ 次迭代时，学习率会恢复到初始值 ０．０２。 关于

学习率衰减，采用基于周期的阶梯式衰减，在第 ８ 和

第 １１ 周期结束时，学习率会设置为原来的 ０．１ 倍，
这意味着在第 ９ 到第 １１ 周期的学习率为０．００２，第
１２ 周期的学习率为０．０００ ２，图 ３ 绘制了每一次迭代

的学习率大小。 具体设置内容为：
ｌｒ＿ｃｏｎｆｉｇ ＝ ｄｉｃｔ（

　 　 ｗａｒｍｕｐ＝ ＇ｌｉｎｅａｒ＇， ｗａｒｍｕｐ＿ｉｔｅｒｓ ＝ １００，
　 　 ｗａｒｍｕｐ＿ｒａｔｉｏ ＝ ０．００１，ｐｏｌｉｃｙ ＝ ＇ｓｔｅｐ＇，
　 　 ｇａｍｍａ ＝ ０．１　 　 ｓｔｅｐ ＝ ［８，１１］）

learningrate20-2

20-3

20-4

0 500 1000 1500 2000 2500
Iter

图 ３　 学习率日志

Ｆｉｇ． ３　 Ｌｅａｒｎｉｎｇ ｒａｔｅ ｌｏｇ

３．８．５　 配置训练运行时

配置日志每隔 ５ 次迭代打印一次，设置 ｌｏａｄ＿
ｆｒｏｍ 为预训练权重文件路径。

ｌｏｇ＿ｃｏｎｆｉｇ ＝ ｄｉｃｔ（ ｉｎｔｅｒｖａｌ ＝ ５）
ｌｏａｄ＿ｆｒｏｍ＝ ＇ｆａｓｔｅｒ＿ｒｃｎｎ＿ｒ５０＿ｃａｆｆｅ＿ｆｐｎ＿ｍｓｔｒａｉｎ＿

３ｘ＿ ｃｏｃｏ ＿ ｂｂｏｘ ＿ ｍＡＰ － ０． ３９８ ＿ ２０２００５０４ ＿ １６３３２３ －
３００４２６３７．ｐｔｈ＇
３．９　 训练

保存 上 述 配 置 文 件， 打 开 终 端， 切 换 到

ＭＭＤｅｔｅｃｔｉｏｎ 根目录，运行预定义的训练脚本 ｔｏｏｌｓ ／
ｔｒａｉｎ．ｐｙ，将配置文件路径作为参数传入，即可开始

训练。
程序会输出环境信息和展开后的配置信息，然

后打印训练日志。 每隔 ５ 次迭代会打印一条这样的

０５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



信息：
２０２２－０５－０５ １５：２８：２１，６９４ － ｍｍｄｅｔ － ＩＮＦＯ －

Ｅｐｏｃｈ ［１］［５ ／ ２１０］　 ｌｒ： ８．１９２ｅ－０４， ｅｔａ： １：０６：４２，
ｔｉｍｅ： １．５９１， ｄａｔａ＿ｔｉｍｅ： ０．４６０， ｍｅｍｏｒｙ： １３９０， ｌｏｓｓ＿
ｒｐｎ＿ｃｌｓ： ０．０１８ ７， ｌｏｓｓ＿ｒｐｎ＿ｂｂｏｘ： ０．００７ ２， ｌｏｓｓ＿ｃｌｓ：
２．０５４ １， ａｃｃ： ３１．５８２ ０， ｌｏｓｓ＿ｂｂｏｘ： ０．３３５ ８， ｌｏｓｓ：
２．４１５ ８

“ＩＮＦＯ”表示日志级别，Ｅｐｏｃｈ ［１］［５ ／ ２１０］表示

这条日志属于第 １ 个周期的第 ５ 次迭代，总共有

２１０ 次迭代。 后面紧接着许多键值对，表 １ 是对每

一个键的解释。
　 　 每一个周期结束时会保存一次模型权重，并在

验证集上进行一次测试，输出模型在验证集上的精

度和召回率，格式如下：
Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ　 （ＡＰ） ＠ ［ ＩｏＵ ＝ ０．５０：０．９５ ｜

ａｒｅａ＝ 　 ａｌｌ ｜ ｍａｘＤｅｔｓ ＝ １００ ］ ＝ ０．９３６
Ａｖｅｒａｇｅ Ｒｅｃａｌｌ　 　 （ＡＲ） ＠ ［ ＩｏＵ ＝ ０．５０：０．９５ ｜

ａｒｅａ＝ 　 ａｌｌ ｜ ｍａｘＤｅｔｓ ＝ １００ ］ ＝ ０．９５３
所有模型权重、标准输出日志、ｊｓｏｎ 格式日志、

训 练 配 置 文 件 都 会 保 存 在 ｗｏｒｋ ＿ ｄｉｒｓ ／
ＲｅｔａｉｌＤｅｔｅｃｔｉｏｎＣｏｎｆｉｇ 文件夹中。

４　 实验结果分析

４．１　 评价指标

由于目标检测任务不仅输出了目标的类别，还
输出了目标的位置，故无法使用普通的分类指标来

衡量目标检测模型。
虽然评价指标很多，但都是基于以下 ４ 种基础

数据， 其中，Ｔｒｕｅ、Ｆａｌｓｅ 分别表示检测结果的正确与

否，Ｐｏｓｉｔｉｖｅ 和 Ｎｅｇａｔｉｖｅ 分别表示检测结果判定存在

物体、还是不存在物体。
Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ：模型检测到物体，事实上的确存

在物体。
Ｔｒｕｅ Ｎｅｇａｔｉｖｅ：模型没有检测到物体，事实上的

确没有物体。
Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ：模型检测到物体，但事实上没有

物体。
Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ：模型没有检测到物体，但事实上

存在物体。
检测结果究竟属于 Ｔｒｕｅ 还是 Ｆａｌｓｅ 与 ＩｏＵ

（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ）阈值有关。 其中的“交”指
的是预测框和标注框的相交的面积，“并”指的是预

测框和标注框合并的面积。 当检测框与标注框的

ＩｏＵ 超过设定的阈值，比如说 ０．７５，就可以认为这个

预测框属于 Ｔｒｕｅ；当 ＩｏＵ 低于这个阈值，则认为预测

结果是Ｆａｌｓｅ。 ＩｏＵ阈值的高低取决于对检测框精确

程度的严格与否，如希望模型输出的检测框要能严

密贴合标注框，则应把 ＩｏＵ 阈值设大。 如检测框的

精确程度要求不那么严格，或是标注框本身并不精

确，则可将 ＩｏＵ 阈值设定得小一些。
检测结果究竟属于 Ｐｏｓｉｔｉｖｅ、还是 Ｎｅｇａｔｉｖｅ 和置

信度阈值有关系。 当检测框的置信度大于某个阈

值，比如 ０．５，则认为检测结果是 Ｐｏｓｉｔｉｖｅ，当置信度

低于这个阈值，则认为检测结果是 Ｎｅｇａｔｉｖｅ。
接下来介绍目标检测评价指标。

Ｐｒｅｃｉｓｉｏｎ ＝ ＴｒｕｅＰｏｓｉｔｉｖｅ
ＴｒｕｅＰｏｓｉｔｉｖｅ ＋ ＦａｌｓｅＰｏｓｉｔｉｖｅ

（５）

Ｒｅｃａｌｌ ＝ ＴｒｕｅＰｏｓｉｔｉｖｅ
ＴｒｕｅＰｏｓｉｔｉｖｅ ＋ ＦａｌｓｅＮｅｇａｔｉｖｅ

（６）

　 　 值得一提的是， Ｐｒｅｃｉｓｉｏｎ 和 Ｒｅｃａｌｌ 必须联立起

来看。 因为置信度阈值和 ＩｏＵ 阈值会同时影响 ＴＰ、
ＦＰ、ＦＮ 的数量。 当把置信度阈值调得太高时，模型

只会输出置信度非常高的检测框，此时的检测框数

量是非常少，但精准的，Ｐｒｅｃｉｓｉｏｎ 可以达到一个很高

的程度，而 Ｒｅｃａｌｌ 则不理想。 当把置信度阈值调得

太低时， 模型会输出非常多检测框， 此时 Ｆａｌｓｅ
Ｎｅｇａｔｉｖｅ 的 数 量 会 变 少，Ｒｅｃａｌｌ 的 值 很 好， 但

Ｐｒｅｃｉｓｉｏｎ 的值不理想。 在部署模型时设置一个置信

度阈值，这个阈值会同时影响 Ｐｒｅｃｉｓｉｏｎ 和 Ｒｅｃａｌｌ 的
值，根据需求的不同仔细考量，在 Ｐｒｅｃｉｓｉｏｎ 和 Ｒｅｃａｌｌ
之间作取舍。 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌ ｃｕｒｖｅ 是一个帮助决策

的工具，图 ４ 是一个实际的例子。
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图 ４　 查准率－召回率曲线

Ｆｉｇ． ４　 Ｐｒｅｃｉｓｉｏｎ－Ｒｅｃａｌｌ ｃｕｒｖｅ

　 　 Ｐｒｅｃｉｓｉｏｎ － Ｒｅｃａｌｌ 曲线能够帮助决策，但却是

一条线，不是一个值，要衡量模型预测多个类别的性

能，就要同时观察多张图，不够方便。 这里，给出的

公式具体如下：
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ＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ ＝ ∫
１

０

Ｐｒｅｃｉｓｉｏｎ（Ｒｅｃａｌｌ）ｄ（Ｒｅｃａｌｌ）

（７）
Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ 能够有助于同时比较多个类

别的性能，但有多少个类别，就会有多少个数字，如
果要同时比较多个模型的性能，就要同时比较许多

个数字， 这也不方便， 所以人们又发明了 ｍｅａｎ
Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， 简称 ｍＡＰ， 其中的“ｍｅａｎ”是指在

类别上的平均。
４．２　 绘制 ｍＡＰ 折线图

打开终端，切换到 ＭＭＤｅｔｅｃｔｉｏｎ 根目录，执行以

下命令，绘制 ｍＡＰ 折线图和训练 ｌｏｓｓ 折线图：
ｐｙｔｈｏｎ ｔｏｏｌｓ ／ ａｎａｌｙｓｉｓ＿ ｔｏｏｌｓ ／ ａｎａｌｙｚｅ＿ ｌｏｇｓ． ｐｙｐｌｏｔ ＿

ｃｕｒｖｅ ｗｏｒｋ ＿ ｄｉｒｓ ／ ＲｅｔａｉｌＤｅｔｅｃｔｉｏｎＣｏｎｆｉｇ ／ ２０２２０４０２５ ＿
１５２７４９．ｌｏｇ．ｊｓｏｎ －－ｋｅｙｓ ｂｂｏｘ＿ｍＡＰ －－ｌｅｇｅｎｄ ｍＡＰ

ｐｙｔｈｏｎ ｔｏｏｌｓ ／ ａｎａｌｙｓｉｓ＿ ｔｏｏｌｓ ／ ａｎａｌｙｚｅ＿ ｌｏｇｓ． ｐｙｐｌｏｔ ＿
ｃｕｒｖｅ ｗｏｒｋ ＿ ｄｉｒｓ ／ ＲｅｔａｉｌＤｅｔｅｃｔｉｏｎＣｏｎｆｉｇ ／ ２０２２０４０２５ ＿
１５２７４９．ｌｏｇ．ｊｓｏｎ －－ｋｅｙｓ ｌｏｓｓ
　 　 ｍＡＰ 折线图如图 ５ 所示。 观察图 ５ 可得出，本
文模型在第 １ 周期结束时就达到很高的准确率，在
第 ２ 周期结束便达到性能瓶颈。 第 ２ 到第 ８ 周期的

ｍＡＰ 都维持在 ０．８３ 左右。 在第 ９ 周期结束时， ｍＡＰ
跃上 ０．９２２，这是由于学习率在第 ９ 周期衰减所导致

的。 第 ９ 到第 １１ 周期的 ｍＡＰ 都维持在 ０．９２５ 左右，
第 １２ 周期学习率最后一次衰减， ｍＡＰ 迎来最后一

次提升，到达 ０．９３６，训练结束。
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图 ５　 ｍＡＰ 折线图

Ｆｉｇ． ５　 ｍＡＰ ｌｉｎｅ ｃｈａｒｔ

　 　 训练过程 ｌｏｓｓ 折线图如图 ６ 所示。 从图 ６ 可得

出本文模型学习率对稳定性、精度的影响。 根据日

志中的信息可得知每一个周期有 ２１０ 次迭代，学习

率的第一次衰减在第 ８ 周期结束时，正处在第 ８×
２１０＝ １ ６８０ 次迭代，观察横坐标１ ６８０处的曲线， 可

以看到 ｌｏｓｓ出现了骤降，并且在以后的迭代中，震荡

幅度没有之前那么大了。
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图 ６　 训练过程 ｌｏｓｓ折线图

Ｆｉｇ． ６　 Ｌｉｎｅ ｃｈａｒｔ ｏｆ ｌｏｓｓ ｉｎ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

５　 结束语

训练 ｌｏｓｓ 折线图如图 ６ 所示。 本文将基于深度

学习的目标检测算法引入到无人零售领域中，针对

零售商品构建了对应数据集，提出了一种快速清洗

目标检测数据集的方法，并讨论了基于图片翻转的

数据扩充方法，训练了目标检测网络 Ｆａｓｔｅｒ ＲＣＮＮ，
使其能定位、识别零售商品，分析了目标检测常用度

量方法，并通过在训练好的模型上进行验证，结果表

明，商品识别速度快、整体性能良好。
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