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基于 ＦｕｓｅＮｅｔ 的多模态融合图像分割网络
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摘　 要： 现有的图像分割工作主要是利用 ＣＮＮ 学习高层语义特征中的上下文信息，直接生成最终的分割模板，没有对图像中

类别信息进行显式建模。 因此，本文提出了基于 ＦｕｓｅＮｅｔ 的多模态融合图像分割网络，其目的是在输入图像中通过语言表达

生成对象的分割图像。 模型由 ３ 个核心部件组成，分别是：多模态融合模块、定位模块和 Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块。 视觉特征

与语言特征的融合可以关注输入语言中多个指定类别的目标图像区域，然后根据对象的上下文生成一个关于对象的精细分

割图像。 实验结果表明，本文方法在真实环境中获得了最佳的 ｍＩｏＵ 值（５２．１％），比仅在源数据上训练的模型增加了 １５．５％。
通过模型在数据集上的性能评估，利用对视觉和语言特征的显式建模，由此得到了比先前模型更精确的分割结果和更快的分

割性能。
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０　 引　 言

近年来，基于深度学习的图像分割方法［１－３］ 因

其具备的精心设计框架，以及各种细分数据集的可

用性已取得了很大进展。 其中，来自各种深层网络

学习到的更好的特征表示对该方法的迅猛发展发挥

了至关重要的核心作用。 然而，对于许多现实世界

的应用、例如医疗和制造业，收集和标记数据非常耗

时，需要用到专业的注释员。 这个问题的直观解决

方法是在现有模型的源数据集上训练未标记目标

域。 然而，由于源域和目标域中的各种数据分布而

导致的域转移问题往往会阻碍该解决方法的实现。
此外，方法在实现过程中没有在语言表达的指导下

明确定位参考对象，只利用耗时的后处理 ＤＣＲＦ 生

成最终的细化分割。 对于开放集［４－５］ 图像分割任

务，现已获得了广泛的应用，例如交互式图像编辑和

语言引导的人机交互。 除了传统的图像分割，由于

图像和语言之间的语义差异，语言相关的图像分割

更具挑战性。 此外，文本表达不仅限于实体（例如，
“人”、“马”），还可能包含描述性词语，如对象属性



（例如“红色”、“年轻”）、动作（例如“站立”、“保

持”）。
以前的研究主要集中在如何融合图像特征和语

言特征。 一个简单的解决方案［６］ 是利用串联和卷

积的方法融合视觉和语言表达，以产生最终的分割

结果。 但是，由于视觉和文本信息是单独建模的，这
种方法不能有效地建模图像和语言之间的对齐。 为

了进一步模拟多模态特征之间的上下文，一些先前

的方法［７］提出了跨模态注意，自适应地关注图像中

的重要区域和语言表达中的信息关键词。 最近，Ｈｕ
等学者［８］ 利用卷积神经网络 （ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ ，ＣＮＮｓ）和长－短期记忆网络（ ｌｏｎｇ ｓｈｏｒｔ －
ｔｅｒｍ ｍｅｍｏｒｙ， ＬＳＴＭ） ［９］的视觉和语言特征串联来生

成分割模板。 为了获得更精确的结果，文献［１０］融
合了多层次的视觉特征，以细化分割掩模的局部细

节。
综上所述，尽管这些方法都已获得了长足的发

展，但网络体系结构和实验实践却已逐步变得更加

复杂。 这也导致算法的分类与比较显得更加困难。
因此，针对这一现状，研究中从另一个角度考虑解决

这个问题。 这里将图像分割任务分解为 ２ 个子序列

任务，分别是：词向量特征提取和精细分割掩模生

成。 在本文提出的模型中，主要由以下核心部件组

成：
（１）多模态融合模块。 视觉特征和语言特征分

别由卷积神经网络（ＳｅｇＮｅｔ）和 ＬＳＴＭ 网络提取，然
后融合生成多模态特征。

（２）定位模块。 使用基于注意力机制构建的

ｔｒａｎｓｆｏｒｍｅｒ 将会自适应地获取图像中的重要区域和

语言表达中的信息关键词之间的相关性。
（３）Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块。 使用多采样率和

有效卷积特征层，从而在多尺度上捕获对象和图像

上下文，并将反卷积特征图的采样率提高，由此获得

更精确的分割结果。 最后，使用交叉熵损失函数训

练网络。

１　 ＦｕｓｅＮｅｔ 算法基础

１．１　 语言特征提取

给定一个背景词向量 Ｘ ＝ ｘ１，ｘ２，…，ｘｍ[ ] ， 其中

ｘｉ 是第 ｉ 个标记。 首先应用表查找来获得单词嵌

入，之后将其初始化为一个 ３００ 维的通道嵌入向量，
每个通道表示一个词向量的维度，再通过 ＧＬＯＶＥ
进行输入［１１］。 为了模拟相邻单词之间的相互依赖

关系，使用标准的 ＬＳＴＭ 来处理初始嵌入文本向量：

ｈｔ１ ＝ ＬＳＴＭ（ｘｔ，ｈｔ －１）， ｈ０ ＝ ０ （１）
ｈｔ２ ＝ ＬＳＴＭ（ｘｔ，ｈｔ ＋１）， ｈｍ＋１ ＝ ０ （２）

　 　 其中， ｈｔ１ 和 ｈｔ２ 分别表示 ＬＳＴＭ 向前和向后获

得的文本向量。 全局文本通过所有单词之间的平均

池化获得，其定义如下：
ｐｔｅｘｔ ＝ ａｖｇ（ｈ１，ｈ２，…，ｈｍ） （３）

ｈｔ ＝ ｃｏｎｃａｔ（ｈｔ１，ｈｔ２）　 ｔ ∈ ［１，２，…，ｍ］ （４）
１．２　 视觉特征提取

给定输入图像 Ｉ ∈ RＨ×Ｗ×３， 利用视觉主干提取

多级视觉特征，即 Ｆｅ１ ∈ R
Ｈ
６４×

Ｗ
６４×ｄ１，Ｆｅ２ ∈ R

Ｈ
３２×

Ｗ
３２×ｄ２ 和

Ｆｅ３ ∈ R
Ｈ
１６×

Ｗ
１６×ｄ３。 这里，Ｈ 是原始图像的高度， Ｗ 是原

始图像的宽度， ｄ 是特征通道的尺寸。 对于图像中

的每个像素， １，…，Ｐｐｏｉｎｔ{ }
Ｈ
６４×

Ｗ
６４×ｄ１。 研究假设这些像

素对应于场景中的静态部分，即图像中的背景变化

仅由相机运动引起。 将最终卷积层所获得的视觉特

征通过 ＭＬＰ 反向投影成高维 ３Ｄ 像素点，有利于像

素分类并用于后续的定位环节。 ３Ｄ 像素点投影如

图 １ 所示。

图 １　 ３Ｄ 像素点投影

Ｆｉｇ． １　 ３Ｄ ｐｉｘｅｌ ｐｒｏｊｅｃｔｉｏｎ

２　 ＦｕｓｅＮｅｔ 总体架构

整体模型架构如图 ２ 所示，本文中模型的输入

由图像 Ｉ 和背景词向量 Ｘ 组成。 为了模型的轻量

化，解码器模块具有相对于编码器模块的对称结构，
其中输入和输出通道的数量相反。 研究中，使用

ＳｅｇＮｅｔ 和 ＬＳＴＭ 分别提取 Ｉ 和 Ｘ 的特征，随后送入

多模态融合模块，融合生成多模态特征。 其次，使用

基于注意力机制构建的 ｔｒａｎｓｆｏｒｍｅｒ 将会自适应地获

取图像中的重要区域和语言表达中的信息关键词之

间的相关性。 最后，使用多采样率和有效卷积特征

层，有利于在多尺度上捕获对象和图像上下文，并使

反卷积特征图的采样率得以提升，从而获得更精确

的分割结果。

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　
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图 ２　 整体模型架构

Ｆｉｇ． ２　 Ｏｖｅｒａｌｌ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

２．１　 多模态融合模块

由图 ２ 可知，研究中通过融合 Ｆｅ１ 和 Ｐ ｔｅｘｔ 获得多

模态张量，公式如下：
ｆ ｌ

ｍ １ ＝ ｇ（ ｆ ｌ
ｅ １Ｗｅ １）·ｇ（ｐｔｅｘｔＷｔ） （５）

　 　 其中， ｇ 表示 ＲｅＬＵ 激活函数；ｆｌｍ１
和 ｆｌｅ１ 分别是

Ｆｍ１
和 Ｆｅ１ 的特征向量；Ｗｅ１ 和Ｗｔ 是将视觉和词文本

表示转换为相同特征维度的 ２ 个转换矩阵。 然后，
多模态张量 Ｆｍ２

和 Ｆｍ３
通过以下方式获得：

Ｆ′
ｍ μ－１

＝ ＵｐＳａｍｐｌｅ（Ｆｍμ－１
） （６）

Ｆｍμ
＝ ｃｏｎｃａｔ ｇ（Ｆ′

ｍ μ－１
Ｗｍμ－１

）， ｇ（ＦｅμＷｅμ）( ) （７）
　 　 其中， μ ∈ ［２，３］，上采样的步长为 ２×２。 在下

面的过程中，使用 Ｆｍ３
作为输入来生成分割掩码。

以往的研究通常采用多次注意力机制来获得分割结

果。 在本文中，先是根据词向量进行定位、再做分

割，可以取得良好的性能，对此将展开研究论述如

下。
２．２　 定位模块

在多模态任务中，一个主要的挑战是建立图像

和文本之间的关系模型。 近年来，注意力机制已成

为功能强大的一种优秀技术，可以在图像分割中提

取与语言表达相对应的视觉内容。 特征 Ｆｍ３
包含丰

富的多模态信息，必须进一步建模以获得图像中的

相关区域。 定位的目的是为了将每个像素与语言表

达所涉及的全局分布的视觉区域关联起来，这些区

域的反应分数高于不相关区域，用于增强全方位推

理，同时防止模型过度拟合图像。 研究中将全局文

本 Ｐ ｔｅｘｔ 视为编码器输出，解码器遵循变压器的标准

架构，使用多头注意力机制将多模态特征 Ｆｍ３
转换

为一个粗略的分段掩码热图 Ｍｍａｓｋ， 因此可得：
Ｍｍａｓｋ ＝ ｄｅｃｏｄｅｒ（Ｆｍ３，Ｐ ｔｅｘｔ） （８）

　 　 其中，响应分数越高的区域就越有可能对应于

语言表达（见图 １）。
解码器需要一个序列作为输入，因此可将 Ｆｍ３

的空间维度压缩为一维，从而生成 ｄ × ＨＷ
１２８

特征映

射。 由于 ｔｒａｎｓｆｏｒｍｅｒ 架构是置换不变的，就可使用

固定位置编码对其进行补充，这些编码被添加到每

个注意层的输入中。
２．３　 Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块

给定由式（８）中生成的视觉对象，Ｓｅｇｍｅｎｔａｔｉｏｎ
Ｍａｓｋ 模块的目标是生成最终的精细分割掩模。 研

究中，先将原始多模态特征 Ｆｍ３
和视觉对象 Ｍｍａｓｋ 连

接起来，并利用分割模块来细化粗分割结果：
　 　 其公式定义如下：

Ｈｍａｓｋ ＝ Ｓｅｇ ｃｏｎｃａｔ（Ｆｍ３，Ｍｍａｓｋ）( ) （９）
　 　 其中，Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块的主要结构以及

分割过程如图 ３ 所示。 Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块的卷

积特征层使用了多采样率和全局池化的方式，以便

于从多尺度上捕获对象特征和图像上下文。 请注

意，为了获得更精确的分割结果，通过反卷积的方式

将特征图的采样率增加了 ４ 个因子。 这样，预测的

掩码 Ｈｍａｓｋ ∈ R
Ｈ
４ ×Ｗ

４ 。
２．４　 模型训练

在模型训练期间采用交叉熵损失函数，其定义

如下：

Ｓｓｅｇ ＝ ∑
Ｈ
４ ×Ｗ４

ｅ ＝ １
［（１ － ｇｅ）ｌｏｇ（１ － ｐｅ） ＋ ｇｅ ｌｏｇ（ｐｅ）］

（１０）
其中， ｇｅ 和 ｐｅ 分别表示下采样中的地面真相掩

码和预测掩码 Ｈｍａｓｋ 的元素。

３１第 ８ 期 张涛， 等： 基于 ＦｕｓｅＮｅｔ 的多模态融合图像分割网络



Upsample
（Deconv）1?1Conv

Concat

1?1Conv

3?3Conv,
stride3

3?3Conv,
stride6

3?3Conv,
stride9

Global
pooling

图 ３　 Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块

Ｆｉｇ． ３　 Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ ｍｏｄｕｌｅ

３　 实验和结果分析

３．１　 数据集

在本小节中，简要介绍用于验证本模型的数据

集，即广泛使用的 Ｃｉｔｙｓｃａｐｅｓ 数据集［１２］。 Ｃｉｔｙｓｃａｐｅｓ
由 ５ ０００ 幅真实的城市交通场景图像组成，分辨率

为２ ０４８×１ ０２４，并带有密集像素注释。 该数据集中

２ ９７５个图像用于培训，５００ 个图像用于验证，１ ５２５
个图像用于测试。 城市景观标注了 ３３ 个类别，其中

１９ 个用于培训和评估。 不含地面真相的训练集用

于训练模型，验证集用于评估模型。 ＧＴＡ５［１３］ 是一

种合成数据集，其图像从游戏视频中收集，并通过计

算机图形技术自动生成相应的语义标签。 其中，包
括由９ ６３３个像素级标签合成的图像。 在 ２ 种不同

的环境下评估了本文提出的 ＦｕｓｅＮｅｔ 图像分割框

架，并按照以前的方法［１４］，将 Ｃｉｔｙｓｃａｐｅｓ 视为目标

域，ＧＴＡ５ 视为源域（ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ）。
３．２　 实施细节

本文使用 Ｐｙｔｏｒｋ 库实现了提出的方法，并在

ＮＶＩＤＩＡ ２０８０ＴＩ ＧＰＵ 上进行了训练。 所有网络都使

用了 随 机 梯 度 下 降 （ ｓｔｏｃｈａｓｔｉｃ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ，
ＳＧＤ）优化器进行训练。 初始学习速率和动量分别

设置为２．５ｅ－４和 ０．９，并采用幂为 ０．９ 的多项式衰减

策略来调整学习速率，接下来将最大迭代次数设置

为１５０ ０００次。 输入图像的大小调整为 ４１６×４１６，输
入句子的最大长度设置为 １５。 使用 １ ０２４ 维的

ＬＳＴＭ 来提取文本特征。 过滤维度设置为 １ ０２４。
该解码器具有 １ 层网络、４ 个头和 １ ０２４ 个隐藏单

元。 用平均交集 （ｍＩｏＵ） 来评估本文提出方法的

性能。

３．３　 定量结果

首先，在 ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ 中验证本文方法的

有效性，相应的比较结果见表 １。 表 １ 中，每类的最

佳结果以粗体突出显示。 从表 １ 中可以看出，本文

得到的 ｍＩｏＵ （５２．１％）获得了最佳值，这大大优于其

余方法，同时比仅在源数据上训练的模型增加了

１５．５％，表现出了优越性能。 本文提出的方法在建

筑物、墙壁、道路等类别上取得了更显著的改进。 这

些物体具有刚体，并且在不同的源域中形状相似。
ｍＩｏＵ 的 值 越 高， 也 就 证 明 了 本 文 所 提 出 的

Ｓｅｇｍｅｎｔａｔｉｏｎ Ｍａｓｋ 模块在学习视觉和语言模态之间

语义对齐方面的有效性更强。 总地来说，本文提出

的分割框架优于其他大部分模型。

表 １　 ＦｕｓｅＮｅｔ 在 ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ上与其他先进模型的对比结果

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ＦｕｓｅＮｅｔ ｗｉｔｈ ｏｔｈｅｒ ａｄｖａｎｃｅｄ ｍｏｄｅｌｓ ｏｎ ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ

Ｍｅｔｈｏｄ ｒｏａｄ ｓｉｄｅｗａｌｋ ｂｕｉｌｄｉｎｇ ｗａｌｌ Ｓｉｇｎ ｓｋｙ ｐｅｒｓｏｎ ｒｉｄｅｒ ｖｅｇｅ ｃａｒ ｆｅｎｃｅ ｍＩｏＵ

Ｓｏｕｒｃｅ ｏｎｌｙ ７５．８ １６．８ ７７．２ １２．５ ３０．１ ７０．３ ５３．８ ２６．４ ２７．９ ４９．９ ４１．１ ３６．６

ＣＲＳＴ ［１４］ ９１．０ ５５．４ ８０．０ ３３．７ ３２．９ ８０．８ ５７．７ ２４．６ ３０．１ ８４．１ ４２．３ ４７．１

ＭＬＳＬ ［１５］ ８９．０ ４５．２ ７８．２ ２２．９ ４６．１ ６１．２ ６０．４ ２６．７ ４４．９ ８５．４ ４９．３ ４９．０

ＵＩＡ ［１６］ ９０．６ ３６．１ ８２．６ ２９．５ ３１４．０ ８０．２ ５９．３ ２９．４ ５３．９ ８６．４ ３７．６ ４６．３

Ｏｕｒｓ ９１．８ ５６．１ ８４．６ ３９．４ ４２．９ ８４．６ ６５．３ ３７．８ ４８．１ ８７．５ ４８．８ ５２．１

４１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



　 　 本文收集含有不同类别的图像进行运行时间分

析，对比结果如图 ４ 所示。 每次分析重复 ４００ 次，然
后取平均值。 研究比较了 ４ 种最先进的方法，包括

Ｓｏｕｒｃｅ ｏｎｌｙ、ＣＲＳＴ、ＭＬＳＬ、ＵＩＡ 模型。 模型运行时间

分析结果如图 ４ 所示。 由图 ４ 可知，Ｓｏｕｒｃｅ ｏｎｌｙ 和

ＣＲＳＴ 的推理时间大致与图像中的类数成正比，本
文的方法和 ＭＬＳＬ 模型的推理时间与图像中的类数

是不变的，并且本文提出的模型比现有的方法快得

多。 值得注意的是，本文的方法没有使用任何对抗

性学习或任何其他复杂的技巧，这可归因于源域组

合训练可以在一定程度上提高目标域的性能，源域

之间的协作学习比目标域上的协作学习带来了更多

的改进。
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图 ４　 模型运行时间分析

Ｆｉｇ． ４　 Ａｎａｌｙｓｉｓ ｏｆ ｍｏｄｅｌ ｒｕｎｎｉｎｇ ｔｉｍｅ

　 　 图 ５ 显示了训练过程中分割精度和损失值的变

化。 ２ 幅图中的结果可以反映模型随着迭代次数的

增加而收敛。 如果损失值在几个时期后略有增加，则
该模型将被视为收敛条件。 在训练过程中经过１ ５００
次迭代后，该框架达到了收敛条件，并在对比实验中

获得了最佳结果，这也验证了表 １ 的结论。 在第 ５ 阶

段，５ 种方法 （包括 ＦｕｓｅＮｅｔ、ＭＬＳＬ、 ＣＲＳＴ、 ＵＩＡ 和

Ｓｏｕｒｃｅ ｏｎｌｙ）的准确度分别为 ８３．３％、７８．２％、６５．５％、
６２．９％和 ６１．４％。 经过１ ５００个阶段后，本文方法取得

了最好的性能并稳定增长，其损失值为－４．６１，达到了

收敛条件。 损失值的变化和最终结果表明，本方法在

收敛速度和准确度上优于其他基线方法。
３．４　 定性结果

为了直观地评估定性结果，本文提出的基于现

有的 ＭＬＳＬ 模型，对含有多类别的图像进行了图像

分割，分割结果如图 ６ 所示。 图 ６（ａ） ～ （ｃ）中，从左

至右分别是：Ｌａｎｇｕａｇｅ：马路，车辆，天空，树，标志，
墙壁；Ｌａｎｇｕａｇｅ：马路，车辆，行人，树，栅栏，墙壁；
Ｌａｎｇｕａｇｅ：马路，车辆，树，天空，墙壁。 所有这些图

像均来自 ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ。 从这些定性结果中，可
以看到本文的模型根据输入语言所指定的类别对各

类型图像都能够以精确分割，所分割出来的事物类

型往往是最贴近真值的。 本文的模型可以利用依赖

于语言和 ｔｒａｎｓｆｏｒｍｅｒ 中复杂的特征注意力模型，自
适应地提取语言表现中的信息关键词，与图片中的

重要区域之间的信息关联，从而得到了最匹配的特

征分布，加快了推理定位对象的多模态信息融合过

程，再通过更精细化的特征分割模块，最后使模型达

到了更高的准确度和更好的结构化分割输出。
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图 ５　 训练过程中分割精度和损失值的变化

Ｆｉｇ． ５　 Ｃｈａｎｇｅ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｖａｌｕｅ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ
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（c）本文的分割结果

（a）输入图像

（b）对应热图Mmask

图 ６　 ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ上不同数量的标记目标图像上的定性结果

Ｆｉｇ． ６　 Ｑｕａｌｉｔａｔｉｖｅ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｍａｒｋｅｒ ｔａｒｇｅｔ ｉｍａｇｅｓ ｏｎ ＧＴＡ５－Ｃｉｔｙｓｃａｐｅｓ

４　 结束语

在本文中，提出了一种新颖的用于图像分割的

自适应框架（ＦｕｓｅＮｅｔ）。 其目的是在输入图像中将

语言表达的类别对应的图像进行分割。 在研究工作

中，为这项任务开发了一种简单而有效的方法。 将

该任务分解为 ２ 个子序列任务：词向量特征提取和

精细分割掩模生成。 首先将提取到的语言和视觉特

征送入多模态融合模块，融合生成多模态特征。 其

次，使用基于注意力机制构建的 ｔｒａｎｓｆｏｒｍｅｒ 将会自

适应地获取图像中的重要区域和语言表达中的信息

关键词之间的相关性，用于捕获和传输像素级的语

义信息。 最后，使用多采样率和有效卷积特征层，从
而在多尺度上捕获对象和图像上下文，并将反卷积

特征图的采样率提高以获得更精确的分割结果。 通

过对类别先验的显式建模，减少冗余类别的重复匹

配，研究得到了比之前最好的结果更高的分割性能。
从上述实验中也证实了本文方法的每个组成部分的

有效性。 此外，只使用了简单的视觉和语言特征提

取主干。 更复杂的网络结构有可能进一步提高性

能，这将在未来的工作中加以解决。
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