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基于 ＵＮｅｔ 模型的赛道识别算法研究
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摘　 要： 随着赛道识别问题不断升级，赛道识别的精确度需求大大提升，传统的赛道识别方法受环境变化的影响大。 近几年

来，深度学习方法在赛道识别方面也取得了很好的效果。 本文就赛道识别问题提出了一种基于 Ｋｅｒａｓ 的 ＵＮｅｔ 模型的赛道识

别方法，该方法是对赛道图像根据 ＵＮｅｔ 模型训练结果进行分割，并用细化算法来识别中线，由此判断小车接下来的行径。 最

后，经实际对比实验测试，新方法识别时效性一般，识别准确率高。
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０　 引　 言

近些年，智能汽车获得了迅猛发展，陆续涵盖了

工程控制、信息与通信、模式识别、传感技术、电气工

程、计算机等多个学科及领域。 研究可知，智能汽车

技术在交通运输、智能驾驶等方面有着广阔的应用

前景与发展空间［１］。 智能汽车的核心部分是赛道

元素识别、方向和速度控制，精准的赛道元素识别算

法是方向和速度控制的基础和前提，尤其是面对复

杂路况时赛道的识别是系统设计的难点［２］。 智能

小车相比于真实汽车有着专属的特点和用途，智能

小车具有机械结构简单轻便、驾驶模式低速安全、整
车易于改造实现等特点，可以用于智能汽车核心控

制系统的研发设计［３］。 最近几年，深度学习方法在

赛道识别方面也取得了很好的效果。 这些方法可以

自动学习特征，从而更加精确地识别出赛道。 本文

就智能小车的赛道识别问题提出了一种基于 Ｋｅｒａｓ
的 ＵＮｅｔ 模型的识别方法，可对逐帧图像进行识别处

理，划出中线集，来判断道路状况，以此来实现对赛

道元素的精准识别。

１　 传统赛道识别现状

赛道识别是从图像或视频数据中准确识别出赛

道，这是自动驾驶、机器视觉和计算机视觉等领域的

基础。 目前，赛道识别研究已经较为成熟，其中一些

传统的赛道识别方法包括颜色分割、特征提取、边缘

检测算法。 最近几年，深度学习的赛道识别方法也

取得了很好的效果。 这些方法可以实现自动学习特

征，以此更加准确地识别出赛道。 为了更准确、更快

速地对赛道进行识别，需要结合深度学习和计算机

视觉等技术进行改进。



２　 赛道识别实现思路

２．１　 基于 ＵＮｅｔ 模型的赛道识别算法

基于 ＵＮｅｔ 模型的赛道识别算法主要可以分成

２ 个部分。 第一部分是对输入进的图像根据网络训

练出的结果进行预测，将图像分割成背景和赛道两

部分；第二部分是对赛道部分进行细化算法求取中

点集。 最后，根据中点集就可以预测智能车未来的

行径。
２．２　 ＵＮｅｔ 模型实现

ＵＮｅｔ 是一种用于图像分割任务的卷积神经网

络模型。 由 Ｒｏｎｎｅｂｅｒｇｅｒ 等学者在 ２０１５ 年提出，并
广泛应用在医学图像分割领域。 该模型的特点是具

有对称的 Ｕ 形结构［４］，其中包含一个下采样路径和

一个上采样路径，使得在保持空间分辨率的同时，能
够对图像进行有效的语义分割。 ＵＮｅｔ 的训练过程

通常使用交叉熵损失函数，并且可以使用数据增强

技术来增加数据的多样性。 该模型在医学图像分割

方面的应用，不仅能够对肿瘤和器官进行有效的分

割，而且在其他领域、如自然图像分割和道路分割等

方面也取得了可观成果。
２．２．１　 主干特征提取

采用的主干特征提取网络为 ＶＧＧ１６。 ＶＧＧ１６
总共有 １６ 层，包括 １３ 个卷积层和 ３ 个全连接层。
第 １ 次经过 ６４ 个卷积核的 ２ 次卷积后，采用 １ 次

ｐｏｏｌｉｎｇ，第 ２ 次再经过 ２ 次 １２８ 个卷积核卷积后，再
采用 ｐｏｏｌｉｎｇ，再重复 ２ 次 ３ 个 ５１２ 个卷积核卷积后，
再采用 ｐｏｏｌｉｎｇ，最后经过 ３ 次全连接［５］。
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图 １　 ＶＧＧ１６ 结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＶＧＧ１６

　 　 利用 ＶＧＧ１６ 提取后的卷积层和最大池化层，经
过图 ２ 的卷积及池化操作后，获得 ５ 个初步的有效

特征层。
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图 ２　 有效特征层示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｅｆｆｅｃｔｉｖｅ ｆｅａｔｕｒｅ ｌａｙｅｒ

２．２．２　 主干特征提取

经过主干特征提取网络，可以获得 ５ 个初步的

有效特征层，在加强特征提取网络过程中，会利用这

５ 个初步的有效特征层进行特征融合［６］，特征融合

的方式就是对特征层进行上采样后、再进行堆叠。
为了方便网络的构建与呈现出更好的通用性，在上

采样时直接进行 ２ 倍上采样再进行特征融合，最终

获得的特征层和输入图片的高宽相同。
２．２．３　 Ｌｏｓｓ 解析

Ｌｏｓｓ 解析是指对一个神经网络模型的训练过程

中，计算出的误差损失值进行分析和解释。 可以帮

助了解模型的训练效果和优化方向，从而更好地调

整模型参数，提升模型性能。
本文使用的 Ｌｏｓｓ 由 Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｌｏｓｓ 和 Ｄｉｃｅ

Ｌｏｓｓ 两部分组成。 Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｌｏｓｓ 就是交叉熵损

失，在对像素点进行分类时使用［７］。 Ｄｉｃｅ Ｌｏｓｓ 将语

义分割的评价指标作为 Ｌｏｓｓ，Ｄｉｃｅ 系数是一种用于

度量 ２ 个样本相似度的指标，常用于自然语言处理

中的文本匹配任务。 是用来测量 ２ 个样本中共同出

现的元素或特征的比例，取值范围在［０，１］。 其值

可用如下公式进行计算：
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ｘ ＋ ｙ

（１）

２．２．４　 预测结果

获得特征层后，就可以利用输入进来的图片特

征预测结果，使用 １×１ 的卷积进行通道调整。
２．３　 细化算法实现

细化算法是一种图像处理算法，现已广泛应用

于数字图像处理领域。 算法可以将图像中的线条或

轮廓进行细化，以达到消除噪声、减少数据冗余等目

的。 细化算法在很多应用领域都有着重要的作用，
例如医学图像处理、指纹识别、人脸识别等。

细化算法是一个迭代算法，整个迭代过程分为

２ 部分，对图像的像素进行处理。 数学方法公式分

别见如下：
２ ≤ Ｎ Ｐ１( ) ≤ ６
Ｓ Ｐ１( ) ＝ １
Ｐ２∗Ｐ４∗Ｐ６ ＝ ０
Ｐ４∗Ｐ６∗Ｐ８ ＝ ０

ì

î

í

ï
ïï

ï
ï

（２）

２ ≤ Ｎ Ｐ１( ) ≤ ６
Ｓ Ｐ１( ) ＝ １
Ｐ２∗Ｐ４∗Ｐ８ ＝ ０
Ｐ２∗Ｐ６∗Ｐ８ ＝ ０

ì

î

í

ï
ïï

ï
ï

（３）

　 　 其中， Ｎ（Ｐ１） 表示与 Ｐ１ 相邻的 ８ 个像素点中，
为实景像素点的个数；Ｓ（Ｐ１） 表示像素中出现 ０ ～ １
的累计次数［７］，０ 为背景，１ 为实景。

符合上述全部算法时该格子的算法为 １，并且

根据这 ２ 个部分进行迭代，直到结果不再变化为止。
最后的结果就是细化算法后的骨架。

３　 数据集处理

３．１　 数据集构建

ＵＮｅｔ 的工作实际上就是对图片的每个像素点

进行分类，以此来对各像素点位的每个类别概率进

行预测。 ＵＮｅｔ 模型训练用的数据集，采用 ＶＯＣ 的

格式，分为 ２ 部分，第一部分是原图，为 ＲＧＢ 图像

［高，宽，３］； 第二部分是标签，为灰度图图像［高，
宽］。 原图和标签的数据集图片如图 ３ 所示，是 ２３９
个原图与标签图。
３．２　 数据增强

为了扩大样本的数据量，需提高模型在复杂环

境下的准确性和泛化能力。 本文对数据集下的图像

进行了改变亮度、锐化处理，模糊处理等操作。 改变

亮度、锐化处理、模糊处理后的图像数据，可以模拟

出赛道在不同光照强度下的场景。 对原图的亮度处

理是在（－４０，４０）的范围内随机加减，通过对每个像

素点加减值，来达到改变图像亮度的效果； 对原图

的锐化处理是增强图像的边缘对比度，需要先对图

像进行高通滤波处理［８］，来突出其特征边缘，再对

特征边缘在（１．１，１．３）范围内做随机倍数加强；对原

图的模糊处理上是随机添加均值为 ０、方差为 １ 的

高斯噪声［９］。 原图和标签的数据集图片如图 ４
所示。
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图 ３　 原图和标签的数据集图片
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（ａ） 原图 　 　 　 　 　 　 　 （ｂ） 改变亮度 　 　 　 　 　 　 　 （ｃ） 锐化处理 　 　 　 　 　 　 （ｄ） 模糊处理

图 ４　 数据集增强

Ｆｉｇ． ４　 Ｄａｔａｓｅｔ ｅｎｈａｎｃｅｍｅｎｔ
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４　 实验与结果分析

４．１　 试验平台

在 Ｗｉｎｄｏｗｓ１０ 系统下， ＣＵＤＡ ｖ１０． ０， ｃｕＤＮＮ
７．５．０，运 用 Ｐｙｔｈｏｎ ３． ６． ４ 语 言 进 行 编 译， 基 于

Ｔｅｎｓｏｒｆｌｏｗ ２．６．２ 下的 Ｋｅｒａｓ ２．６．０ 框架下搭建的，在

ＶＳ Ｃｏｄｅ ２０２１ 下运行。
４．２　 识别效果

使用基于 ＵＮｅｔ 模型的赛道识别算法，对输入视

频的每一帧进行识别，选取其中一帧，识别效果如图

５ 所示。

　 　 （ａ） 原图 　 　 　 　 　 　 　 （ｂ） 语义分割　 　 　 　 　 　 （ｃ） 细化处理 　 　 　 　 　 　 （ｃ） 可视化　 　
图 ５　 识别效果图

Ｆｉｇ． ５　 Ｒｅｃｏｇｎｉｔｉｏｎ ｒｅｎｄｅｒｉｎｇ

４．３　 时效性分析

本文对算法进行了测试，选取了 ３０ 帧的视频作

为检测对象，记录每一帧下的频率，画出时效性分析

图来体现基于 ＵＮｅｔ 模型的赛道识别算法的时效性。
时效分析结果如图 ６ 所示。
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图 ６　 时效分析图

Ｆｉｇ． ６　 Ａｇｉｎｇ ａｎａｌｙｓｉｓ

４．４　 准确度分析

本文为了验证基于ＵＮｅｔ模型的赛道识别的准

确性，与传统赛道识别算法进行结果比对。 对于传

统赛道识别算法，研究中采用的是颜色分割和边缘

检测的方法。
实验时对相同的赛道视频进行识别，并对其输

出的中点集与正确中点集进行比较。 为了加强准确

度分析的严密性，研究采取分别对其在不同环境情

况下（低光照、正常光照、高光照）的 ８ 张赛道图片

进行识别，对输出的中点集使用编辑距离算法，计算

与实际中点集的误差，公式具体如下：
ｆ（ ｉ， ｊ） ＝

　

ｍａｘ（ ｉ， ｊ）　 　 　 　 　 　 　 　 ｉｆ ｍｉｎ（ ｉ， ｊ） ＝ ０

ｍｉｎ
ｆ（ ｉ － １， ｊ） ＋ １
ｆ（ ｉ， ｊ － １） ＋ １
ｆ（ ｉ － １， ｊ － １） ＋ １（ａｉ≠ｂｊ）

ì

î

í

ïï

ïï

ｉｆ ｍｉｎ（ ｉ， ｊ） ≠ ０

ì

î

í

ï
ïï

ï
ï

（４）
　 　 其中， ａ，ｂ 是 ２ 个数组， ｆ（ ｉ， ｊ） 是 ａ 中的前 ｉ 个
字符和 ｂ 中前 ｊ 个字符的编辑距离。

研究得到的识别偏差结果对比见表 １。
表 １　 识别偏差结果对比表

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｂｉａｓ ｒｅｓｕｌｔｓ

序号

低光照

传统法误差 ／
像素

新法误差 ／
像素

正常光照

传统法误差 ／
像素

新法误差 ／
像素

高光照

传统法误差 ／
像素

新法误差 ／
像素

１ ４７ ２５ ５ ５ ４１ ２１
２ ４７ ２４ ３ ５ ４５ ２１
３ １６ １５ ３ ３ １５ １４
４ ４７ ２２ １１ ８ ４５ １９
５ ４５ ２３ ９ ９ ３５ １９
６ ２９ １９ ６ ６ １４ １０
７ １６ ７ １２ ６ ２１ ７
８ ４１ ２４ ３ ７ ３１ ２０

平均偏差 ３６ １７．７ ５．８ ５．４ ３０．９ １４．６
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