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摘　 要： 数控机床（ＣＮＣ）自动刀库中刀具的管理工作以及机床运行参数制定，都与刀具的使用寿命息息相关，而刀具寿命预

测值与其影响因素呈现出一种高维度的复杂非线性关系。 针对这一问题，提出将刀具寿命影响因子作为变量输入到支持向

量机（ＳＶＭ）模型，再利用麻雀搜索算法（ＳＳＡ）对 ＳＶＭ 的核函数 ｇ 和惩罚参数 Ｃ 进行优化，以均方根误差 （ＲＭＳＥ） 作为适应

度函数，通过迭代选择最优的回归参数训练模型。 结果表明：ＳＳＡ－ＳＶＭ 模型预测精度较 ＢＰ 神经网络、ＳＶＭ、ＬＳＴＭ 分别提升

了 ９．１％、５．６％、０．１２％，且耗时仅为 ４．７２４ ７ ｓ，方法具有可行性。
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０　 引　 言

中国在 ２０１５ 年提出“中国制造 ２０２５”规划，预
示中国将朝着“工业 ４．０ 迈出重要一步［１］。 面对机

遇与挑战，传统制造企业积极发展，智能制造成为产

业革命改革的一个重要良策。
随着数控车间的“智能化”升级，很多制造企业

的数控机床（ＣＮＣ）都配备了自动刀库，取消了由原

来人工配送刀具和更换刀具，实现了机床一体化作

业，大大降低了企业生产成本。 自动刀库中刀具的

管理工作，数控编程员对于走刀工艺路径以及参数

的规划，都与刀具的使用寿命息息相关，所以准确预

测数控刀具的使用寿命成为当前工业问题的研讨热

点。
刀具的使用寿命是指将一把新刀从开始使用到

报废标准总的切削时长［２］。 目前，刀具使用寿命大

概有 ２ 种方法，分别是：基于物理模型和数据驱

动［３］。 其中，基于物理模型的方法是通过建立刀具

寿命与切削速度、刀具齿数以及背吃刀数等加工参

数之间的显式数学模型。 基于数据驱动的方法，通



过将刀具直径、切削宽度、进给量等刀具寿命影响因

子输入到已建立的机器学习模型，以总切削时长 Ｔ
为标签，利用机器学习的方法如人工神经网络［４］、
支持向量机［５］和贝叶斯网络［６］ 等进行模型构建，避
免建立复杂的物理模型。 基于数据驱动的方法更多

地依赖数据，降低了对刀具加工过程中的磨损机理

的探究，可以更容易地构建出刀具使用寿命模

型［７］。
丁怡等学者［８］ 分析了影响刀具寿命的主要因

素，结合人工神经网络模型，建立了刀具寿命预测的

ＢＰ 神经网络模型。 并进行了验证运算，得到了可靠

有效的结果。 Ｈｏｓｓｅｉｎｋｈａｎｉ 等学者 ［９］提出了一种使

用混合有限元方法结合经验磨损率方程估算刀具寿

命的方法。 Ｋｏｖａｃ 等学者［１０］利用工具工作温度的测

量值确定了扩展的泰勒函数关系，该方法可以将获

取的刀具表面的温度作为输入信号，进行刀具寿命

的预测。 薛嫣等学者［１１］ 提出了对滚动轴承数据进

行时域、频域、时频域的故障特征提取，将提取特征

作为 ＬＳＴＭ 预测模型输入，得到了很好的预测结果。
但是上述方法都不同程度地存在一些不足，例如 ＢＰ
神经网络是一种局部寻优方法，易陷于局部极小化，
且收敛速度较慢，预测结果好坏很大程度依赖初始

参数的设置，通用性差。 而基于泰勒公式的物理模

型，在实际生产加工中，刀具寿命受多种因素影响，
更无法表征出这种高维度的非线性关系。 时间序列

模型（ ＬＳＴＭ）需要大量数据才能对其进行正确训

练，对参数设置有严格要求，模型鲁棒性较差。
针对以上所述问 题， 本 文 提 出 一 种 ＳＳＡ －

ＳＶＭ［１２－１４］刀具寿命预测模型，利用具有强非线性拟

合能力的支持向量机回归（ＳＶＭ）算法［１５］，只对样本

数据学习，不需要调节网络连接权值［１６］、神经元个

数等参数，再将 ＳＳＡ 优化算法对 ＳＶＭ 参数进行调

优。 最终得到的模型泛化能力强，耗时短、适用性

高、预测准确率较 ＢＰ 神经网络、ＳＶＭ、ＬＳＴＭ 三个模

型均有提高，满足在线预测要求。

１　 机床携带式刀具库自动换刀系统框架设计

目前，大多数的数控机床的换刀工作依旧由人

工完成［１７］。 操作流程一般如下：机床开始加工前，
由操机人员根据工艺部门下发的数控工艺卡进行车

床刀具安装，待某一工序结束时，停机，从数控机床

携带式刀具库取出下一个工序需要的刀具（或由刀

具计划人员配送）安装到机床的刀具夹头上，开始

运行下一个工序［１８］。 当前工作流程有 ２ 个亟待解

决的问题。 一是换刀流程极为繁琐，人工参与度高，
极易出现加工失误。 二是由于数控工艺人员不了解

刀具寿命等相关知识，只考虑加工路线和切削量，造
成精密刀具这种昂贵资源白白浪费，无形增加企业

生产成本。 本文设计出一种刀具库自动换刀系统，
设计思路如下：

（１）机床数控系统读取工艺卡上刀具信息。
（２）机床携带式传感器读取加工参数，例如背

吃刀量，切削速度等作为数据补充。
（３）将数据组合在一起输入到自创立的 ＳＳＡ－

ＳＶＭ 刀具寿命预测系统，计算出预测值 Ｔ。
（４）如加工时间 ｔ ＜ １ ／ ２Ｔ， 则机床继续工作，若

ｔ ＞ １ ／ ２Ｔ，则触发数控系统报警指令 Ｓ。
（５）将报警指令 Ｓ 传输到 ＰＬＣ，由 ＰＬＣ 控制转

盘式刀具库转动。
（６）刀具库中的 ＲＦＩＤ 读写器读取刀柄上的编

码，若符合要求，则由机械手将刀具取出并安装到机

床夹头上，若不符合，则 ＰＬＣ 继续控制转盘转动，直
到挑选出符合要求的刀具。 具体系统流程如图 １ 所

示。
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图 １　 刀具库自动换刀系统框架

Ｆｉｇ． １　 Ｔｏｏｌ ｌｉｂｒａｒｙ ａｕｔｏｍａｔｉｃ ｔｏｏｌ ｃｈａｎｇｅ ｓｙｓｔｅｍ ｆｒａｍｅｗｏｒｋ

　 　 要保证该系统的流畅性和稳定性，刀具寿命预

测子系统需保证预测的准确性，且要满足在线预测

要求，即设计的寿命预测模型相对误差要在合理范

围，且耗时要短。

５１１第 ８ 期 毛佳伟， 等： 基于 ＳＳＡ－ＳＶＭ 的刀具寿命预测



２　 刀具寿命预测模型建立

２．１　 刀具寿命影响因素

要准确的预测刀具寿命，需要研究刀具寿命影

响因素，通过查阅文献［１９］，可知刀具的寿命公式

具体如下：

Ｔ ＝
Ｃｒ·Ｄｑ

０

ｖｃ·ａｘ
ｐ·ｆ ｙ·ａｕ

ｗ·Ｚｐ （１）

　 　 其中， Ｃｒ 为刀具寿命系数；Ｄｏ 为刀具直径；ｖｃ 为
切削速度；ａｐ 为背吃刀量；ａｗ 为切削宽度； ｆ 为进给

量；ｚ 为刀具齿数。 ｘ、ｙ、ｕ、ｐ、ｑ 为各相应参数的指数

值，其大小表明各相应参数对刀具寿命的影响程度。
一般情况下，刀具寿命还与刀具的刃磨质量、冷却条

件、润滑程度相关，可见刀具的寿命受多种因素影

响，基于传统物理模型很难阐释刀具寿命与其影响

因子之间的非线性关系。
２．２　 支持向量机回归算法

ＳＶＭ 回归以统计学为基础，是一种监督学习方

法，广泛应用于寿命预测、故障诊断等领域。 本文采

用 ＳＶＭ 回归进行刀具剩余寿命预测。
研究中，对于给定的训练样本 Ｄ ＝ ｛（ｘ１，ｙ１），

（ｘ２，ｙ２），…， （ｘｍ，ｙｍ））， ｙｉ ∈ ℝ ， 希望得到一个

形如式（２）的模型，使得 ｆ（ｘ） 和 ｙ 尽可能接近， ｗ和

ｂ 为模型待定参数，超平面所对应的模型方法见如

下：
ｆ（ｘ） ＝ ｗＴｘ ＋ ｂ （２）

　 　 对于样本 Ｄ， 传统回归模型一般通过 ｆ（ｘ） 和 ｙ
之间的差别来计算损失，两者完全相同时，损失即为

零。 与此不同，支持向量机能容忍 ｆ（ｘ） 和 ｙ 产生最

多 ε 的偏差，即 ｆ（ｘ） 和 ｙ 偏差的绝对值大于 ε 时就

会计算损失。 于是回归问题可转化为：

ｍａｘ
ｗ，ｂ

１
２
‖ｗ‖２ ＋ Ｃ∑

ｍ

ｉ ＝ １
ℓε（ ｆ（ｘｉ） － ｙｉ） （３）

　 　 其中， Ｃ 表示正则化常数，ℓε 为 ε － 不敏感损

失（ε－ｉｎｓｅｎｓｉｔｉｖｅ ｌｏｓｓ） 函数，可由如下公式进行计

算：

ℓε（ ｚ） ＝
０，　 　 　 ｉｆ ｜ ｚ ｜ ≤ ε
｜ ｚ ｜ － ε　 ｏｔｈｅｒｗｉｓｅ{ （４）

　 　 引入松弛变量 ξ ｉ 和 ξ^ ｉ，可将式（３） 重写为：

ｍｉｎ
ｗ，ｂ，ξｉξ ｉ^

１
２
‖ｗ‖２ ＋ Ｃ∑

ｍ

ｉ ＝ １
（ξｉ ＋ ξ^ｉ）

ｓ．ｔ． 　 ｆ（ｘｉ） － ｙｉ ≤ ε ＋ ξｉ
ｙｉ － ｆ（ｘｉ） ≤ ε ＋ ξ^ｉ

ξｉ ≥ ０， ξ^ｉ ≥ ０， ｉ ＝ １，２，…，ｍ （５）

　 　 引入拉格朗日乘子 μ ｉ ≥ ０， μ
＾
ｉ ≥ ０， α ｉ ≥ ０，

α^ ｉ ≥０，由拉格朗日乘子法可得到式（５） 的拉格朗日

函数：

Ｌ（ｗ，ｂ，α，α^，ξ，ξ^， μ，μ^） ＝ １
２
‖ｗ‖２ ＋

　 　 　 Ｃ∑
ｍ

ｉ ＝ １
（ξ ｉ ＋ ξ^ ｉ） － ∑

ｍ

ｉ ＝ １
μ ｉξ ｉ － ∑

ｍ

ｉ ＝ １
μ^ ｉ ξ^ ｉ ＋

　 　 　 ∑
ｍ

ｉ ＝ １
α ｉ（ ｆ（ｘｉ） － ｙｉ － ε － ξ ｉ） ＋

　 　 　 ∑
ｍ

ｉ ＝ １
α^ ｉ（ｙｉ － ｆ（ｘｉ） － ε － ξ^ ｉ） ． （６）

　 　 将式（２）代入，再令 Ｌ（ｗ，ｂ，α，α^， ξ， ξ^， μ， μ^）

对 ｗ，ｂ， ξ 和 ξ^ 的偏导为 ０ 可得：

ｗ ＝ ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ）ｘｉ （７）

０ ＝ ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ） （８）

Ｃ ＝ αｉ ＋ μｉ （９）

Ｃ ＝ α^ｉ ＋ μ^ｉ （１０）
　 　 将式（７） ～ 式（１０）代入式（６），即可得到 ＳＶＭ
回归的对偶问题：

　 ｍａｘ
α，α

＾
∑
ｍ

ｉ ＝ １
ｙｉ（ α^ ｉ － α ｉ） － ε（ α^ ｉ ＋ α ｉ） －

　 １
２ ∑

ｍ

ｉ ＝ １
∑
ｍ

ｊ ＝ １
（ α^ ｉ － α ｉ）（ α^ ｊ － α ｊ）ｘＴ

ｉ ｘ ｊ

　 ｓ．ｔ． ∑
ｍ

ｉ ＝ １
（ α^ ｉ － α ｉ） ＝ ０

　 ０ ≤ α ｉ， α^ ｉ ≤ Ｃ （１１）
上述 过 程 需 要 满 足 ＫＫＴ （ Ｋａｒｕｓｈ － Ｋｕｈｎ －

Ｔｕｃｋｅｒ）条件，即要求：
αｉ（ ｆ（ｘｉ） － ｙｉ － ε － ξｉ） ＝ ０

α^ｉ（ｙｉ － ｆ（ｘｉ） － ε － ξ^ｉ） ＝ ０

αｉ α^ｉ ＝ ０， ξｉ ξ^ｉ ＝ ０

（Ｃ － αｉ） ξｉ ＝ ０， （Ｃ － α^ｉ） ξ^ｉ ＝ ０

ì

î

í

ï
ï
ï

ï
ï
ï

（１２）

　 　 由式（１２）可知，当且仅当 ｆ（ｘｉ） － ｙｉ － ε － ξ ｉ ＝ ０
时， α ｉ 可以取非零值，同样当且仅当 ｙｉ － ｆ（ｘｉ） － ε －

ξ^ ｉ ＝ ０ 时， α^ ｉ 可以取非零值。 换句话说，当样本 Ｄ没

有落入 ε⁃间隔带中，α ｉ 和 α^ ｉ 才能取非零值，ｆ（ｘｉ） －

ｙｉ － ε － ξ ｉ ＝ ０ 和 ｙｉ － ｆ（ｘｉ） － ε － ξ^ ｉ ＝ ０ 不能同时成

立，因此 α ｉ 和 α^ ｉ 至少有一个为零。
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将式（７）代入式（２），则 ＳＶＭ 回归的解形如式

（１３）所示：

ｆ（ｘ） ＝ ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ）ｘＴ

ｉ ｘ ＋ ｂ （１３）

　 　 其中，使得 α^ ｉ － α ｉ ≠０ 的样本即为支持向量，都
落在隔离带外，其解仍具有稀疏性。

由式（１２） 可看出，对于每个样本都有 （Ｃ －
α ｉ）ξ ｉ ＝ ０且 α ｉ（ ｆ（ｘｉ） － ｙｉ － ε － ξ ｉ）。 因此在得到 α ｉ

后，若 ０ ＜ α ｉ ＜ Ｃ，则必有 ξ ｉ ＝ ０， 进而有：

ｂ ＝ ｙｉ ＋ ε － ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ）ｘＴ

ｉ ｘ （１４）

　 　 因此求解式（１１）得到 α ｉ，理论上来说，可任意

选取满足 ０ ＜ α ｉ ＜ Ｃ的样本通过式（１４） 求得 ｂ。 采

用更鲁棒的方法，求得多个满足条件的 ｂ 后取平均

值。
考虑映射特征，在特征空间中划分超平面所对

应的模型可表示为：
ｆ（ｘ） ＝ ｗＴϕ（ｘ） ＋ ｂ （１５）

　 　 则相应的式（７）将形如：

ｗ ＝ ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ）ϕ（ｘｉ） （１６）

　 　 将式（１６）代入式（１５），则 ＳＶＭ 回归可表示为：

ｆ（ｘ） ＝ ∑
ｍ

ｉ ＝ １
（ α^ｉ － αｉ）κ（ｘｉ，ｘ ｊ） ＋ ｂ （１７）

　 　 其中， κ（ｘｉ，ｘ ｊ） ＝ ϕ（ｘｉ） Ｔϕ（ｘ ｊ） 为核函数。
２．３　 基于 ＳＶＭ 的刀具寿命预测模型

通过上述对刀具寿命影响因素和支持向量机

（ＳＶＭ）理论综合分析，本文构建了基于 ＳＶＭ 的刀具

寿命预测模型，具体步骤如下：
Ｓｔｅｐ １　 根据本文所做的刀具寿命分析，选择

刀具直径 （Ｄｏ）、切削速度（ｖｃ）、背吃刀量（αｐ）、切削

宽度（ａｗ）、进给量（ ｆ）、刀具齿数（Ｚ） 用作预测模型

输入参数，模型的输出参数为刀具寿命 Ｔ；
Ｓｔｅｐ ２　 从样本数据分析，输入模型的参数， 例

如切削宽度（ａｗ）、进给量（ ｆ） 等参数的量纲不一致

会对模型精度造成影响，所以对数据样本进行归一

化处理，原理如下：

ｘｓｃａｌｅ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１８）

　 　 其中， ｘｓｃａｌｅ 为归一化后的值；ｘ 为样本数据真实

值；ｘｍａｘ 为该列样本数据最大值；ｘｍｉｎ 为该列样本数

据最小值；
Ｓｔｅｐ ３　 选择合适的 ＳＶＭ 核函数。 通过对比分

析，选择在多领域预测效果不错的径向基核函数；

Ｋ（ｘ，ｙ） ＝ ｅｘｐ － ‖ｘ － ｙ‖２

２σ２
æ

è
ç

ö

ø
÷ （１９）

　 　 Ｓｔｅｐ ４　 ＳＶＭ 的有效性取决于惩罚系数 Ｃ、 径

向基核函数的宽度参数 ｇ。 使用刀具寿命训练集样

本并交叉验证 ｗ 参数选择的每一个组合，在此基础

上选择具有最佳交叉验证精度的参数；
Ｓｔｅｐ ５　 通过校验样本检验预测模型的泛化能

力。 使用所选择的参数在整个测试集上验证 ＳＶＭ
模型［１３－１４］预测精度。
２．４　 基于 ＳＳＡ优化 ＳＶＭ的刀具寿命预测模型建立

麻雀搜索算法（ ｓｐａｒｒｏｗ ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍ，ＳＳＡ）
由 Ｘｕｅ 等学者于 ２０２０ 年提出，该算法是根据麻雀觅

食并逃避捕食者的行为而提出的群智能优化算法。
ＳＳＡ 主要是受麻雀的觅食行为和反捕食行为的启发

而提出的。 该算法比较新颖，具有寻优能力强、收敛

速度快的优点。 麻雀群觅食过程也是发现者－跟随

者模型的一种，同时还叠加了侦查预警机制。 麻雀

中找到食物较好的个体作为发现者，其他个体作为

跟随者，同时种群中选取一定比例的个体进行侦查

预警，如果发现危险则放弃食物，安全第一。 麻雀搜

索算法基于上述原理对 ＳＶＭ 模型进行优化。 其主

要思路为用 ＳＶＭ 的惩罚系数 Ｃ 和径向基核函数的

宽度参数 ｇ 作为麻雀的位置，通过对全局的适应度

值排序，求最优值和最优位置，得到最优参数。 ＳＳＡ
优化 ＳＶＭ 参数流程如图 ２ 所示。 基于 ＳＳＡ－ＳＶＭ 的

刀具寿命模型建立可详述如下：
Ｓｔｅｐ １　 参数初始化。 初始化 ＳＳＡ 种群参数，

最大迭代参数 ｉｔｅｒｍａ 以及捕食者和加入者的比例，
确定 ＳＶＭ 惩罚参数 Ｃ 和径向基核函数宽度 ｇ 的取

值范围；
Ｓｔｅｐ ２　 计算适应度值、并排序。 利用式（２０）

计算出全局的适应度大小、并排序，最优值即为麻雀

的最佳捕食位置。 适应度函数设置为 ＳＶＭ 训练后

的 ＭＳＥ 误差；
ｆｉｔｎｅｓｓ ＝ ａｒｇｍｉｎ（ＭＳＥｐｒｉｄｅｃｔ） （２０）

　 　 Ｓｔｅｐ ３　 捕食者位置更新公式为：

　 Ｘｔ＋１
ｉ， ｊ ＝

Ｘｔ
ｉ， ｊ·ｅｘｐ

－ ｉ
α·ｉｔｅｒｍａｘ

æ

è
ç

ö

ø
÷ 　 ｉｆ Ｒ２ ＜ ＳＴ

Ｘｔ
ｉ， ｊ ＋ Ｑ·Ｌ　 　 　 　 　 ｉｆ Ｒ２ ≥ ＳＴ

ì

î

í

ï
ï

ïï

（２１）

　 　 其中， ｔ 为当前迭代次数； ｉｔｅｒｍａｘ 是一个常数，表
示最大迭代次数； Ｘ ｔ

ｉ， ｊ 表示第 ｔ 次迭代时第 ｉ 个麻雀

在第 ｊ 维中的位置信息； α ∈ （０，１］ 是一个随机数；
Ｑ 表示一个服从正态分布的随机数； Ｒ２ （Ｒ２ ∈［０，
１］） 和 ＳＴ（ＳＴ∈［０．５，１］） 分别为预警值和安全值；
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Ｌ 表示 １ × ｄ 的全 １ 矩阵。 当 Ｒ２ ＜ ＳＴ 时，意味着觅

食者周围没有捕食者，发现者可以进入广泛的搜索

操作，否则，发现者带领种群转移到安全区。
Ｓｔｅｐ ４　 加入者位置更新公式为：

　 Ｘ ｔ ＋１
ｉ， ｊ ＝

Ｑ·ｅｘｐ
Ｘ ｔ

ｗｏｒｓｔ － Ｘ ｔ
ｉ， ｊ

ｉ２
æ

è
ç

ö

ø
÷ 　 　 ｉｆ ｉ ＞ ｎ ／ ２

Ｘ ｔ ＋１
Ｐ ＋｜ Ｘ ｔ

ｉ， ｊ － Ｘ ｔ ＋１
Ｐ ｜·Ａ ＋·Ｌ

ì

î

í

ï
ï

ïï

（２２）

其中， ＸＰ 是目前发现者所占据的最优位置；
Ｘｗｏｒｓｔ 表示当前全局最差位置；Ａ 表示一个 １ × ｄ 矩

阵，其中每个元素随机赋值为 １ 或 － １，并且 Ａ ＋ ＝
ＡＴ（ＡＡＴ） －１。 当 ｉ ＞ ｎ ／ ２ 时，这表明适应度值较低

的第ｉ 个加入者没有获得食物，处于十分饥饿的状

态，此时需要飞往其它地方觅食， 以获得更多的

能量。
Ｓｔｅｐ ５　 警戒者位置更新公式为：

Ｘ ｔ ＋１
ｉ， ｊ ＝

Ｘ ｔ
ｂｅｓｔ ＋ β·｜ Ｘ ｔ

ｉ， ｊ － Ｘ ｔ
ｂｅｓｔ ｜ 　 　 ｆｉ ＞ ｆｇ

Ｘ ｔ
ｉ， ｊ ＋ Ｋ·

｜ Ｘ ｔ
ｉ， ｊ － Ｘ ｔ

ｗｏｒｓｔ ｜
（ ｆｉ － ｆｗ） ＋ ε

æ

è
ç

ö

ø
÷ 　 ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ïï

（２３）

根据公式(18）更新麻

雀种群中加入者位置

根据公式(19）更新麻
雀种群中侦查者位置

对测试集拟合预测
并输出结果

刀具训练集训练
SVM模型

计算适应度值
根据公式(17）更新麻

雀种群中发现者位置

计算警戒阈值

SSA参数初始化、计算

每只麻雀的适应度值

开始

输出SVM最佳
参数C,g

是否满足最大
迭代次数

是

否

图 ２　 ＳＳＡ 优化 ＳＶＭ 参数流程图

Ｆｉｇ． ２　 ＳＶＭ ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ ｂａｓｅｄ ｏｎ ＳＳＡ

３　 仿真实验与分析

３．１　 实验数据

本文选取柔性系统中最具代表性的铣刀作为实

验样本［２０］。 在数控车间，粗铣是必不可少的加工工

序，将其作为研究工况，刀具材料为 ＹＴ１５ 硬质合

金，工件的材料为 ４５ 钢。 由文献［２１］可知，其材料

相对加工性系数取 １．０～１．６。 实验的训练集取 ２２ 组

样本数据，验证集取 １７ 组样本数据，表 １ 为刀具寿

命预测部分验证集数据。

表 １　 刀具寿命预测部分样本数据

Ｔａｂ． １　 Ｐａｒｔｉａｌ ｓａｍｐｌｅ ｄａｔａ ｏｆ ｔｏｏｌ ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ

序
号

Ｄ０ ／
ｍｍ

Ｚ
ａｐ ／
ｍｍ

ａｗ ／
ｍｍ

ｆ ／ （ｍｍ·
ｔｏｏｔｈ－１）

ｖｃ ／ （ｍ·
ｍｉｎ－１）

Ｋｖ
Ｔ ／
ｍｉｎ

１ ８０ ４ ２ ４０ ０．１２ １８３ １．１ ７２

２ ８０ ４ ３ ５０ ０．１０ １７５ １．２ ８５

３ １００ ５ ４ ６０ ０．１３ １５０ １．１ ９８

４ １００ ５ ５ ７５ ０．１５ １３０ １．２ １０７

５ １００ ５ ７ ６０ ０．０７ １７３ １．２ １２５

６ １２５ ６ ５ ７５ ０．１０ １４４ １．１ １８０

７ １２５ ６ ７ ８０ ０．１１ １４０ １．３ １３６

８ １２５ ６ ６ ９０ ０．１３ １３５ １．０ １１３

９ １６０ ８ ３ ９６ ０．１０ １５０ １．１ １９０

１０ １６０ ８ ５ １００ ０．１３ １３０ １．１ １７１

３．２　 实验结果评价准则

采用 ３ 种评价准则，分别为均方根误差（Ｒｏｏｔ
Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ， ＲＭＳＥ）、 决定系数 （Ｒ－ｓｑｕａｒｅｄ，
Ｒ２） 和平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＭＡＥ），
３ 个评价准则定义如下：

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（Ｔ（ ｉ） － 􀭵Ｔ（ ｉ）） ２ （２４）

Ｒ２ ＝ １ －
∑

ｎ

ｉ ＝ １
（Ｔ（ ｉ） － Ｔ

＾
（ ｉ）） ２

∑
ｎ

ｉ ＝ １
（Ｔ（ ｉ） － 􀭵Ｔ（ ｉ）） ２

（２５）

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ Ｔ（ ｉ） － 􀭵Ｔ（ ｉ） ｜ （２６）

　 　 其中， ｎ 表示循环预测刀具寿命的次数； Ｔ（ ｉ）
表示第 ｉ 个工况对应的刀具寿命的实际值； 􀭵Ｔ（ ｉ） 表

示其预测值。
３．３　 模型预测与算法仿真比较

对于 ＳＶＭ 模型来说，找到最优的惩罚系数Ｃ和

核函数 ｇ 至为重要， 也是本文采用 ＳＳＡ 优化算法的

目的所在，经多次仿真实验后，将 ＳＳＡ 算法的麻雀

个数设置为 ２０，最大迭代次数为 １５０ 次，最终得到

ＳＶＭ 模型的最优惩罚系数 Ｃ 为 ２５０，最优核函数 ｇ
为 ０．１０６ ９，而未经优化的 ＳＶＭ 模型的最优参数 Ｃ ＝
２５６， ｇ ＝ ０．０６２ ５。 为维持 ＳＶＭ 模型在过拟合和欠

拟合之间的平衡，往往最佳的参数范围是 Ｃ 比较

大， ｇａｍｍａ 比较小，或者 Ｃ 比较小， ｇａｍｍａ 比较

大。 ｇａｍｍａ 越大，理论上 ＳＶＭ 可以拟合任何非线

性数据，综上所述，经过 ＳＳＡ 算法优化后的 ＳＶＭ 模

型具有很好的泛化性，图 ３ 为优化后的 ＳＶＭ 参数选

择结果 ３Ｄ 视图。
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图 ３　 参数选择结果图

Ｆｉｇ． ３　 Ｐａｒａｍｅｔｅｒｓ ｓｅｌｅｃｔｉｏｎ ｒｅｓｕｌｔ ｄｉａｇｒａｍ

　 　 为了验证 ＳＳＡ－ＳＶＭ 模型的刀具寿命预测效

果，在实验数据相同的条件下，将测试样本以矩阵的

形式输入到训练好的 ＳＶＭ、ＳＳＡ－ＳＶＭ、ＢＰ 神经网络

和 ＬＳＴＭ 模型中，经 Ｍａｔｌａｂ 仿真，得到的实验结果见

表 ２，绘制后的曲线如图 ４ 所示。 可知 ＳＳＡ－ＳＶＭ 模

型的准确度 （以相关系数 Ｒ２ 作为评判标准） 较

ＳＶＭ、ＢＰ、ＬＳＴＭ 分别提高了 ３．６％，９．１％，０．１２％。 虽

然运用 ＬＳＴＭ 模型也取得了不错的预测效果，但其

耗时过长，不能满足刀具寿命在线预测的要求。
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图 ４　 各模型精度对比

Ｆｉｇ． ４　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｍｏｄｅｌ
表 ２　 预测结果统计

Ｔａｂ． ２　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

Ｒ２ ＲＭＳＥ ＭＡＥ Ｔｉｍｅ ／ ｓ

ＢＰ 网络 ０．９１５ １ １５．６１１ ９ １１．２８２ ２ ５．５１６ ７

ＬＳＴＭ ０．９９７ ２ ３．８１９ ６ ２．８３６ １ １ １７１．６２１ ３

ＳＶＭ ０．９４３ ５ ５．５２４ ５ ３．２２７ ３ ３．８６７ ２

ＳＳＡ－ＳＶＭ ０．９９８ ４ ２．７８３ ５ １．７３４ ８ ４．２７４ ２

　 　 利用 Ｍａｔｌａｂ 自带的绘图工具，用颜色不同的点

分别代表样本真实值与另外 ４ 个模型预测值，然后

用折线连起来。 刀具寿命预测结果对比如图 ５ 所

示。 适应度曲线如图 ６ 所示。 从图 ５ 可以更直观地

比较各个模型的预测效果，得知 ＳＳＡ－ＳＶＭ 模型的

预测精度最好，相对误差最小，与真实值最为接近。
同时由图 ６ 可看到，ＳＳＡ－ＳＶＭ 模型的适应度值在迭

代至 ４０ 后就趋于稳定，说明该模型的稳定性高，且
耗时短。
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图 ５　 刀具寿命预测结果对比
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图 ６　 适应度曲线

Ｆｉｇ． ６　 Ｆｉｔｎｅｓｓ ｃｕｒｖｅ

４　 结束语

本文构建的 ＳＳＡ－ＳＶＭ 刀具寿命预测模型，通
过麻雀搜索算法（ＳＳＡ）优化 ＳＶＭ 模型参数，在正则

化系数 Ｃ 基本不变的情况下，将核函数 ｇ 由 ０．０６２ ５
提高到了 ０．１０６ ９，提升了模型对于非线性问题的泛

化能力。 且通过仿真实验表明：ＳＳＡ－ＳＶＭ 在惩罚系

数 Ｃ ＝ ２５０，核函数 ｇ ＝ ０．１０６ ９ 时，将刀具寿命影响

因子作为变量输入，验证集的 ＲＭＳＥ ＝ ２．７８３ ５，比
ＢＰ 神经网络、ＳＶＭ、ＬＳＴＭ 的模型准确率分别提升了

９．１％，５．６％，０．１２％，且耗时仅为 ４．７２４ ７ ｓ，满足企业

智能制造系统在线预测刀具寿命的要求。
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