
第 １３ 卷　 第 ８ 期

Ｖｏｌ．１３ Ｎｏ．８ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２３ 年 ８ 月

　 Ａｕｇ． ２０２３

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２３）０８－０１８６－０７ 中图分类号： ＴＰ３９１ 文献标志码： Ａ

融合数据增强和注意力机制的中医实体及关系联合抽取

杨延云１， 杜建强２， 聂　 斌２， 罗计根２， 贺　 佳２

（１ 江西工程职业学院， 南昌 ３３００２５； ２ 江西中医药大学 计算机学院， 南昌 ３３０００４）

摘　 要： 中医药领域高质量标注数据缺乏，可用作实体及关系联合抽取任务的语料数量偏少。 ＢｉＬＳＴＭ－ＣＲＦ 方法在序列标

注上有优势，但对上下文信息与当前信息的关联关注不够，影响模型的性能。 针对上述问题，提出一种融合数据增强和注意

力机制的中医实体及关系联合抽取方法（ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ）。 该方法首先采用 ＥＤＡ 数据增强方法对未标注训练

集进行多倍增强，然后将增强后的伪标注数据加入训练集，采用自训练策略进行多次实验。 最后，测试集数据通过模型预测

得到标注序列并进行三元组提取。 在中医语料库上进行实验评估，实体及关系联合抽取 Ｆ１ 值为 ８２．４３％。
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０　 引　 言

命名实体识别［１］ （ Ｎａｍｅｄ Ｅｎｔｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ，
ＮＥＲ）和关系抽取［２］ （Ｒｅｌａｔｉｏｎ Ｅｘｔｒａｃｔｉｏｎ，ＲＥ）作为

信息抽取的基础任务［３］，旨在从半结构化、非结构

化的文本中提取实体，并识别实体间的语义关系。
中医药领域的实体及关系联合抽取就是提取中医文

本中包含的中药名、方剂名、证型名、症状名等，并识

别 ２ 个实体间的关系类别。 高质量、精准的实体及

关系抽取结果为后续知识图谱的构建、信息检索效

率、智能问答系统的搭建等提供良好的数据基

础［４－５］。
实现命名实体识别和关系抽取两个任务传统是

基于流水线方法，分 ２ 步执行。 第一步是实体识别，
第二步将上一步结果作为关系抽取的输入进行后续

关系抽取操作。 基于流水线方法易于建模且操作更

加灵活，但也有局限性，会导致错误累积，忽略 ２ 个

子任务间的相关性，并产生冗余信息。 为解决流水

线方法存在的问题，实体及关系联合抽取方法应运

而生，充分考虑二者的相关性，同时提取实体及关



系，组成形如＜实体 １，关系，实体 ２＞的三元组［６］。
本文的研究主要针对将联合抽取任务转化为端对端

的序 列 标 注 任 务， 并 频 繁 应 用 循 环 神 经 网 络

（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ） ［７］ 及其变体解决

该问题。 ２０１７ 年，Ｚｈｅｎｇ 等学者［８］ 首次将实体及关

系联合抽取转化为序列标注任务，提出了一种基于

新序列标注的联合抽取方法，还设计了带有偏置损

失函数的端到端模型，实现了真正意义上的实体及

关系联合抽取。 曹明宇等学者［９］ 借鉴 Ｚｈｅｎｇ 等学

者［８］的研究思路，通过改进标注策略在 ＤＤＩ（ｄｒｕｇ－
ｄｒｕｇ ｉｎｔｅｒａｃｔｉｏｎｓ）２０１３ 语料上有效缓解了同一实体

参与多个关系的重叠问题。 张军莲等学者［１０］ 利用

图卷积神经网络的编码局部特征和先验词间关系的

能力，提升抽取实体和关系三元组的性能。
循环神经网络及其变体在序列标注任务上显示

出巨大的优势，能够全面捕捉上下文序列语义特征，
但却没有突出与当前信息有关上下文信息的关联性

和依赖性。 Ａｔｔｅｎｔｉｏｎ 机制旨在对输入序列依据其对

目标任务结果的重要程度赋予相应不同的权重，强
化重点，进而强调上下文信息与当前信息的关联和

依赖，捕获更有效的上下文语义信息，Ａｔｔｅｎｔｉｏｎ 机制

既可以单独使用，也可以与其他神经网络模型融合

训练。 ２０１４ 年， Ｇｏｏｇｌｅ Ｄｅｅｐ － ｍｉｎｄ 团队［１１］ 使用

ＲＮＮ 与 Ａｔｔｅｎｔｉｏｎ 机制的混合模型做图像识别，验证

了 Ａｔｔｅｎｔｉｏｎ 机制在图像处理任务上的有效性。 随

后，Ｂａｈｄａｎａｕ 等学者［１２］ 实现了 Ａｔｔｅｎｔｉｏｎ 机制在自

然语言处理领域的首次应用，在英语到法语翻译任

务上效果可与当时最先进的方法相媲美。 文献

［１３］针对传统流水线方法的不足以及实体重叠问

题提出了一种新颖的标记策略，并融入注意力机制

为包含 ｎ 个单词的句子针对每个查询位置生成对应

的 ｎ 条标注序列。 该模型在 ＮＹＴ 数据集上较 Ｚｈｅｎｇ
等学者［８］提出的模型 Ｆ１ 值提高 ４．３％。 模型 ＬＳＴＭ－
ＬＳＴＭ－２ＡＴ－Ｂｉａｓ［１４］ 引入对抗训练增强模型的鲁棒

性，并加入自注意力机制增强对文本信息的编码能

力，在 ＮＹＴ 数据集上实验的 Ｆ 值为 ０．５２１±０．００６。
王勇超等学者［１５］ 利用指针标注机制实现实体及其

关系的联合抽取，引入注意力机制有助于捕捉文本

内部信息的相互关联。
针对中医文本的实体及关系联合抽取任务而

言，语料中存在着大量无标签数据，基于序列标注的

实体及关系联合抽取方法虽克服了传统流水线的不

足，但由于上述方法均是以标注语料作数据基础，数
据打标消耗大量的人力、物力、财力，以及 ＢｉＬＳＴＭ－

ＣＲＦ 无法强调上下文信息与当前信息关联的问题。
由此，本文提出了一种融合数据增强和注意力机制

的中医实体及关系联合抽取方法（ＤＡ－ＢｉＬＳＴＭ －
Ａｔｔｅｎｔｉｏｎ－ＣＲＦ），利用数据增强改善领域标注数据

缺乏问题，在 ＢｉＬＳＴＭ – ＣＲＦ 模型中加入注意力机

制强化上下文信息与当前信息的关联性。

１　 方法描述

融合数据增强和注意力机制的中医药领域的实

体及关系联合抽取方法采用自训练方法多次实验，
模型构建流程具体如下。

（１）第一阶段，模型训练。 训练步骤分述如下：
Ｓｔｅｐ １　 将已标注的中医语料按照 ７ ∶ ３ 划分

为训练集和测试集，并转化为 ２００ 维字词并联拼接

向量作为序列标注模型 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ 的

输入，学习文本深层次特征，将已训练完成的模型记

为 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ。
Ｓｔｅｐ ２　 采用数据增强方法 ＥＤＡ 对无标签的训

练集数据进行多倍增强。
Ｓｔｅｐ ３　 使用 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ 预

测增强后数据所对应标签，得到伪标注数据。
（２）第二阶段，模型训练。 训练步骤分述如下：
Ｓｔｅｐ ４　 研究将训练集和伪标注数据作为训练

数据重新训练模型，已训练完成的模型记为 ＤＡ－
ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ。

Ｓｔｅｐ ５　 无标签测试集数据通过模型预测打上

相应的标签，结合提取策略进行三元组提取。
Ｓｔｅｐ ６ 　 进行模型可靠性和有效性验证与评

价。
需要注意的是，该方法中训练集指带有人工标

注标签且用作模型训练的中医文本语料；测试集同

理；无标签的训练集指只包含训练集中的文本数据，
不包含对应的标签；无标签测试集同理。 该方法涉

及的主要深度学习模型 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ，其
网络模型结构如图 １ 所示。
　 　 该模型结构主要包含 ３ 个模块，分别为输入模

块、神经网络模块和输出模块。 其中，输入模块由文

本输入层和向量嵌入层组成；神经网络模块包括双

向 ＬＳＴＭ 层和注意力机制层；输出模块有 ＣＲＦ 层对

中医文本的序列标注操作和结合提取策略进行三元

组抽取处理。 下面对上述 ３ 个模块所包含层级结构

的作用和功能进行详细介绍。
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注意力机制层

双向
LSTM层

向量嵌入层

文本输入层

图 １　 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ 结构图

Ｆｉｇ． １　 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 （１）输入模块

① 文本输入层：文本输入为中医文本序列及每

个字符所对应的标签。
② 向量嵌入层：对输入的文本序列进行向量表

示。 向量所用语料来源于 《中医证候鉴别诊断

学》 ［１６］、 《 中 医 １５０ 证 候 辨 证 论 治 辑 要 （ 何 晓

晖）》 ［１７］和《中医药学概论》 ［１８］ 三本中医相关书籍。
中医语料利用 ｊｉｅｂａ 分词［１９］ 工具，并加载自定义的

中医领域自定义词典进行分词，自定义词典主要包

含大量的证型、方剂等信息，通过 Ｗｏｒｄ２Ｖｅｃ［２０］ 训练

得到 １００ 维词向量。 中医语料使用 Ｗｏｒｄ２Ｖｅｃ 训练

得到 １００ 维字向量，并以字为基本语义单元进行字

词向量并联拼接，丰富语义特征信息［２１］。
（２）神经网络模块

① 双向 ＬＳＴＭ 层：以字向量为基本语义单元与

该字所在词的词向量进行并联拼接，得到 ２００ 维字

向量作为 ＢｉＬＳＴＭ 的输入，ＢｉＬＳＴＭ 由前向的 ＬＳＴＭ
与后向的 ＬＳＴＭ 结合而成，得到一个前向 ｔ时刻的隐

藏层输出 ｈ
→

ｔ 和一个后向 ｔ 时刻的隐藏层输出 ｈ
←

ｔ 拼

接而成 ［ｈ
→

ｔ，ｈ
←

ｔ］， 更加充分地利用了上下文信息，进
一步获取文本深层次特征表达。

② 注意力机制层：注意力机制层的输入为上一

层 ＢｉＬＳＴＭ 的特征向量输出，通过计算概率权重，为
不同字向量分配不同注意力权重，区分不同信息的

重要程度，达到强化与当前信息有关联的上下文信

息的目的。
（３）输出模块

① ＣＲＦ 层：其作用是输出每个字符的最大概率

标签，使用 ＣＲＦ 代替 ｓｏｆｔｍａｘ 函数，是因为 ＣＲＦ 层

可以从训练数据中获得标签约束性规则，进而保证

预测标签的准确性。
② 三元组抽取层：ＣＲＦ 层的序列标注输出作为

该层的输入，根据预先定义的提取策略进行实体关

系三元组抽取，其结果呈现类似于＜杏苏散，方剂 ／
中药，杏仁＞。
１．１　 标注模式及提取策略

本文实验语料来源于 《中医证候鉴别诊断

学》 ［１６］、 《 中 医 １５０ 证 候 辨 证 论 治 辑 要 （ 何 晓

晖）》 ［１７］和《中医药学概论》 ［１８］ 三本中医相关文献，
累计 ２ ９６８ 个句子。 标注模式共涉及 ３４ 类标签，表
１ 展示了部分标签的内容及含义。 “ＢＩＥＳ”表示字在

词的位置；方剂 ／中药、证型 ／方剂、证型 ／症状、病因 ／
证型和 Ｍ 表示关系类别，Ｍ 表示该实体与多个实体

组成关系不同的三元组；１、２ 和 Ｍ 表示关系角色，１
和 ２ 分别表示该实体在所属三元组中处于实体 １ 或

实体 ２ 的位置，Ｍ 表示该实体与多个实体组成三元

组且处于不同位置。
通过标注模型标注文本得到标签后，将有相同

关系类别（包括“Ｍ”类型）的 ２ 个实体标签组合，再
根据关系角色标签确定其在三元组中的位置。

表 １　 部分标签及含义

Ｔａｂ． １　 Ｐａｒｔ ｏｆ ｔｈｅ ｌａｂｅｌｓ ａｎｄ ｍｅａｎｉｎｇｓ

标签 含义

Ｏ 无关词汇

Ｂ－方剂 ／ 中药－１ 方剂 ／ 中药类别三元组实体 １ 的首部

Ｉ－方剂 ／ 中药－１ 方剂 ／ 中药类别三元组实体 １ 的中部

Ｅ－方剂 ／ 中药－１ 方剂 ／ 中药类别三元组实体 １ 的尾部

Ｂ－Ｍ－２ 与多个实体构成不同关系类别三元组的实

体 ２ 的首部

Ｉ－Ｍ－２ 与多个实体构成不同关系类别三元组的实

体 ２ 的中部

Ｅ－Ｍ－２ 与多个实体构成不同关系类别三元组的实

体 ２ 的尾部

Ｂ－Ｍ－Ｍ 与多个实体构成不同关系类别三元组的实

体 １ 或实体 ２ 的首部

Ｉ－Ｍ－Ｍ 与多个实体构成不同关系类别三元组的实

体 １ 或实体 ２ 的中部

Ｅ－Ｍ－Ｍ 与多个实体构成不同关系类别三元组的实

体 １ 或实体 ２ 的尾部

　 　 需要强调的是，标签 Ｍ 既可以扮演实体 １，也可

以扮演实体 ２。 标注实例和三元组抽取结果展示如

图 ２ 所示。

８８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



Input:犀角地黄汤以水牛角、生地为主，以治热入营血证。

Tags:B-M-M I-M-M I-M-M I-M-M E-M-M OB-方剂/中药-2I-方剂/中药-2E-方剂/中药-2OB-方剂/中药-2E-方剂/中药-2

OOOOO B-证型/方剂-1I-证型/方剂-1I-证型/方剂-1E-证型/方剂-1O

Finalresults:（犀角地黄汤，方剂/中药，水牛角）（犀角地黄汤，方剂/中药，生地）（热入营血证，证型/方剂，犀角地黄汤）

图 ２　 标注实例

Ｆｉｇ． ２　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｌａｂｅｌｉｎｇ

１．２　 自训练策略

当使用神经网络模型时，用于训练模型的数据

是越多越好，而在有监督的任务中，所需训练数据必

须根据目标任务进行打标，而想要构建这样的标注

数据集依赖于大量的人力、物力和财力。 对于这个

问题，半监督学习可以利用少量已标注数据进行模

型训练，再使用已经训练好的模型对无标签数据进

行预测，得到准确率较高的伪标签数据，不断迭代上

述步骤将所有数据打标。 其中，自训练就是一个标

准的半监督过程［２２］。 自训练的算法流程主要步骤

见如下：
Ｓｔｅｐ １　 将已标注的数据按比例划分训练集和

测试集传送给模型，对模型进行训练。
Ｓｔｅｐ ２ 　 使用训练好的模型预测无标签的数

据，所得结果记作伪标签数据。
Ｓｔｅｐ ３　 将伪标记数据与原训练数据组合，组

合的“伪标记”和正确标记训练数据共同来重新训

练模型。
Ｓｔｅｐ ４　 使用经过训练的模型来预测已标注的

测试集，根据所采用的评价指标评估模型性能。
１．３　 数据增强

数据增强主要用于数据集较小的时候，用来防

止模型过拟合，提升模型泛化能力。 对于深度学习

模型来说，大的数据集是实验效果好的基本要求，而
对于特定的领域任务，已标注的数据却是非常缺乏

的。 数据增强是一种有效的扩充数据集的方法，在
计算机视觉领域取得较好的效果，主要涉及的技术

有随机旋转、随机裁剪、色彩抖动、高斯噪声、翻转

等，通过增加图像的多样性扩充数据量。 然而在自

然语言处理领域数据增强的方法相对较少，本文采

用文献［２３］提出的数据增强方法（下文简称 ＥＤＡ）
对训练集进行数据增强处理。 ＥＤＡ 采用 ４ 种技术

进行数据增强，分别是同义词替换、随机插入、随机

交换、随机删除。
接下来将详细介绍这 ４ 种技术，并以原文本“主

治肝郁气滞证的方剂是黄芩散。”进行举例说明：
（１）同义词替换：从句子中随机选择非停用词，

并用其同义词进行替换，则可以得到“主治肝郁气

滞证的方药是黄芩散”。
（２）随机插入：找句子中一个随机词（非停用

词）的同义词，插入到句子的随机位置，则可以得到

“主治肝郁气滞证的方剂是黄芩散疏肝”。
（３）随机交换：随机选择句子中的 ２ 个词，交换

二者的位置，则可以得到 “主治肝郁气滞证的方剂

黄芩是散”。
（４）随机删除：随机删除句子中的词语，则可以

得到“主治肝郁气滞的方剂是黄芩散”。
１．４　 Ａｔｔｅｎｔｉｏｎ 机制

Ａｔｔｅｎｔｉｏｎ 机制［１２］ 是一种模拟人脑注意力资源

分配的机制，通过有限的注意力选择性地分配给更

重要的信息，而弱化其他无用信息。 例如，给出中医

文本：大承气汤由大黄、枳实各 １２ ｇ，炙厚朴 ２４ ｇ，芒
硝 ６ ｇ。 根据文本回答问题“大承气汤由哪几味中

药？”，那么答题人便只会专注去数大承气汤的中药

组成个数；而当问题改为“大承气汤中枳实的用量

是多少？”，那么答题人便只聚焦枳实的克数。 注意

力机制就是随着任务的变化，变化注意力区域，找到

对于任务要求最有价值的信息。 注意力机制的基本

结构如图 ３ 所示。

x1 x2 x3 xT

a1 a2 a3 aT

yt-1 yt

st-1 st

图 ３　 注意力机制结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 具体计算公式如下：
ｕｔ ＝ ｔａｎｈ（ｈｔｗ ｔ ＋ ｂｔ） （１）

ａｔ ＝
ｅｘｐ（ｕｔｕｗ）

∑
Ｔ

ｔ ＝ １
ｅｘｐ（ｕｔｕｗ）

（２）
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ｓｔ ＝ ∑
Ｔ

ｔ ＝ １
ａｔｈｔ （３）

　 　 其中， ｈｔ 表示 ｔ 时刻上一层神经网络的输出向

量； ｗ ｔ 是第 ｔ 时刻权重系数； ｂｔ 是第 ｔ 时刻偏置系

数； ｕｔ 表示第 ｔ 时刻输入到全连接层获得其隐藏表

示； ｕｗ 表示随机初始化的注意力权重矩阵； ａｔ 表示

在 ｔ 时刻通过归一化操作计算权重向量； ｓｔ 表示在 ｔ
时刻最终编码后的句子向量。

２　 实验分析

２．１　 实验设置

本文实验环境是 Ｗｉｎｄｏｗｓ ６４ 位操作系统，处理

器是 Ｉｎｔｅｒ（Ｒ）Ｃｅｌｅｒｏｎ（Ｒ） ＣＰＵ Ｇ５３０ ＠ ２．４０ ＧＨｚ，
内存 ８ ＧＢ。 采用 ＪｅｔＢｒａｉｎｓ ＰｙＣｈａｒｍ，Ｐｙｔｈｏｎ 编程语

言，搭建 Ｔｅｎｓｏｒｆｌｏｗ 框架，并运用 Ｊｉｅｂａ 分词工具。 评

价指标选取精确率（Ｐｒｅｃｉｓｉｏｎ，Ｐ）、召回率（Ｒｅｃａｌｌ，
Ｒ）、Ｆ１ 值

［２４］。 模型涉及多个超参数，根据所得精确

率、召回率和 Ｆ１ 值进行参数调整，实验参数设置见

表 ２。
表 ２　 实验参数设置

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

超参数 值

ｌｅａｒｎｉｎｇ ｒａｔｅ ０．０１

ｄｒｏｐｏｕｔ ０．４

ｏｐｔｉｍｉｚｅｒ ＲＭＳＰｒｏｐ

ｂａｔｃｈ － ｓｉｚｅ ６４

ｈｉｄｄｅｎ － ｄｉｍ ３００

ｅｐｏｃｈ ４０

２．２　 模型对比实验

本节在使用相同字词向量并联拼接作为模型输

入特征向量，相同标注模式和提取策略的情况下，对
ＢｉＬＳＴＭ＿ＣＲＦ、ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ －ＣＲＦ＿ｏｒｉｇｉｎ、ＤＡ－
ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ 进行对比实验，结果见表 ３。

表 ３　 模型对比实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌｓ ％

模型
实体及关系联合抽取

Ｐ Ｒ Ｆ１

ＢｉＬＳＴＭ＿ＣＲＦ ８５．３２ ７６．９０ ８０．８９

ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ ８７．４５ ７７．０３ ８１．９１

ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ８７．７５ ７７．７１ ８２．４３

　 注：黑色加粗字体表明该方法效果优于其他方法

　 　 由表 ３ 可以得出结论如下：
（１）ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ 与 ＢｉＬＳＴＭ＿

ＣＲＦ 模型相比增加注意力机制结构，能够对 ＢｉＬＳＴＭ

输出的特征向量针对目标任务赋予不同的注意力权

重，最大限度地强调上下文信息对目标词的重要性。
研究中，２ 个模型在相同数据集上做实验， ＢｉＬＳＴＭ－
Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ 均有更好的效果。

（２）使用数据增强对训练集进行扩充，结合自

训练策略对 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ 模型进行多次

训练学习，不仅没有降低模型性能，反而在领域标注

语料不足的情况使模型性能得到一定的提升， Ｆ１ 分

别较原模型提升 ０．５２％。
２．３　 ＤＡ 部分参数对比实验

为了确保新方法中数据增强部分参数 a和 ｎａｖｇ
的选取对于中医语料的可靠性，选取文献［２３］推荐

数据量为 ２ ０００ 时采用的参数组合 ０．０５、８ 和本实验

选取的参数组合 ０．０５、４ 分别进行对比，以实体及关

系联合抽取实验的精确率、召回率和 Ｆ１ 值作为评价

指标，其结果见表 ４。
表 ４　 ＤＡ 部分参数对比实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｏｍｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ＤＡ
％

模型 参数组合
实体及关系联合抽取

Ｐ Ｒ Ｆ１

ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ＿ｏｒｉｇｉｎ ∕　 　 ∕ ８７．４５ ７７．０３ ８１．９１

ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ０．０５　 ８ ８５．０５ ７７．２４ ８０．９６

ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ０．０５　 ４ ８７．７５ ７７．７１ ８２．４３

　 　 注：黑色加粗字体表明该方法效果优于其他方法

　 　 由表 ４ 可以分析得出结论如下：
在 ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ 模型上实验，利

用 ＥＤＡ 方法进行数据扩充，当选取参数组合 ０．０５、８
时，实体识别和联合抽取综合评价指标 Ｆ１ 均有所

下降，这是因为由模型 ＢｉＬＳＴＭ － Ａｔｔｅｎｔｉｏｎ － ＣＲＦ ＿
ｏｒｉｇｉｎ 预测所得伪标注数据存在一定概率的错误标

签数；而参数组合 ０．０５、４ 的 Ｐ、Ｒ、Ｆ１ 值都高于未经

数据增强处理的情况，与前者对比，这说明相对多倍

数据增强后的伪标注语料存在的噪音数据对于原标

注语料稀释作用较大，实验效果变差，而适当倍数的

数据增强有助于提升模型性能。
２．４　 模型成分消减实验

本文实验在数据处理部分采用了数据增强操

作，模型输入采用字词向量并联拼接，核心算法结构

使用双向 ＬＳＴＭ、注意力机制和条件随机场。 为探

究这些结构对于目标任务的影响，本节在相同标注

模式和提取策略的前提下，分别对模型输入、数据增

强、Ａｔｔｅｎｔｉｏｎ、ＣＲＦ 结构进行成分消减实验。 模型成

分消减实验结果见表 ５。
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表 ５　 模型成分消减实验结果

Ｔａｂ． ５　 Ｍｏｄｅｌ ｃｏｍｐｏｎｅｎｔ ｒｅｄｕｃｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ％

模型
实体及关系联合抽取

Ｐ Ｒ Ｆ１

ＤＡ－ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ－ＣＲＦ ８７．７５ ７７．７１ ８２．４３

－ｗｏｒｄ ｅｍｂｅｄｄｉｎｇ ８８．３０ ７２．１６ ７９．４２

－ＤＡ ８７．４５ ７７．０３ ８１．９１

－Ａｔｔｅｎｔｉｏｎ ８５．８３ ７７．３３ ８１．３６

－ＣＲＦ ８８．２０ ７４．６２ ８１．６０

注：黑色加粗字体表明该方法效果优于其他方法。

　 　 由表 ５ 可以得到如下结论：
（１）使用字词向量并联拼接作为模型输入，与

采用单独字向量相比，在召回率和 Ｆ１ 值有显著的提

升，证明了字词向量并联拼接将字和词的信息有效

地结合起来，更有利于提取有效特征。
（２）删减数据增强部分，即只有本文方法的第

一阶段，实验的 ３ 个评价指标均有所降低，证明了采

用 ＥＤＡ 做数据扩充和自训练策略的有效性。
（３）注意力机制的作用是区分不同信息的重要

程度，强化与当前信息有关联的上下文信息，而弱化

其他无用信息。 增加 Ａｔｔｅｎｔｉｏｎ 层，显著提升了中医

文本实体及关系联合抽取的精确率 （提升接近

２％）， Ｆ１ 值增加 １．０７％。
（４）ＣＲＦ 对于所有预测标签序列进行全局归一

化操作，去掉 ＣＲＦ 层模型较原模型降低了联合抽取

的 Ｆ１ 值。

３　 结束语

本文提出了一种融合数据增强和注意力机制的

中医实体及关系联合抽取方法，选用 ＥＤＡ 对中医语

料进行数据增强，使用自训练策略将原数据集和预

测所得的伪标注数据共同学习，在中医语料上取得

较优的效果。 将本文提出的方法与目前主流的序列

标注模型进行对比，证明了本文方法的优越性；然后

进行数据增强部分的参数组合对比实验，结果表明

本实验选取参数取得更佳的实验效果；最后通过模

型成分消减实验，验证了模型各个部分的必要性。
未来工作将寻求不同数据增强方法用于解决领

域标注数据缺少的问题，对于本文采用的自训练方

式进一步优化，提升模型性能，也可尝试探索预训练

和自训练的融合策略对于实体及关系联合抽取任务

的影响也是此后的研究工作。
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