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摘　 要： 本文提出了一种新型的多模态脑肿瘤图像分割方法，该方法将 ３ 种注意力机制与传统 Ｕ－Ｎｅｔ 模型相结合，从三维多

模态 ＭＲＩ 医学图像中分割脑肿瘤。 所提出的模型分为编码器、解码器、特征融合和瓶颈层 ４ 部分，各采用不同的注意力机制，
增强了多模态信息提取能力。 在特征融合部分，提出了一种新的注意力模块—注意力门控传播模块（ＡＧＰＭ），该模块将通道

注意力和注意力门结合起来，沿通道维度和空间维度依次推断注意力映射；瓶颈层部分，在卷积层之间应用了一个多头自注

意力层（ＭＨＳＡ）来增强感受野。 此外，在模型的瓶颈层部分加入了一种新的注意力模块—多头特征增强模块（ＭＨＦＥＭ），来
补充多尺度信息。 通过在 ＢｒａＴＳ２０２０ 数据集上的实验结果，表明了所提模型的有效性。
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０　 引　 言

脑肿瘤根据其来源可分为原发性肿瘤和继发性

肿瘤，胶质瘤是最常见的原发性脑肿瘤，由大脑和脊

髓中的胶质细胞癌变引起［１］，可进一步分为低级别

胶质瘤（ＬＧＧ）和高级别胶质瘤（ＨＧＧ）。 ＨＧＧ 是一

种恶性脑肿瘤，侵袭性高，预后较差，治疗后复发性

较高。 胶质瘤的治疗主要以切除为主，因此准确的

脑肿瘤分割对于疾病的诊断和治疗计划至关重

要［２］。 然而，由于胶质瘤的位置、外观和形状的多

样性，胶质瘤的自动分割仍然具有挑战性，被认为是

医学领域最困难的分割问题之一。
多模态磁共振成像 （ Ｍｕｌｔｉ － ｍｏｄａｌ Ｍａｇｎｅｔｉｃ

Ｒｅｓｏｎａｎｃｅ Ｉｍａｇｉｎｇ， ＭＲＩ）能提供高对比度和空间分

辨率的脑图像，是一种常用的脑结构分析方法［３］，
已广泛应用于临床，如大脑、心脏、椎间盘分割



等［４］。 通过改变磁共振信号，可以获得 ４ 种模态的

磁共振图像，分别为 Ｔ１－加权（Ｔ１）、Ｔ１－带对比增强

（Ｔ１ｃｅ）、Ｔ２ －加权 （ Ｔ２） 和 Ｔ２ 流体衰减反演恢复

（Ｆｌａｉｒ）。 其中，Ｔ２ 和 Ｆｌａｉｒ 像能突出瘤周水肿，Ｔ１ 和

Ｔ１ｃｅ 像能显示坏死和非增强的肿瘤核心，Ｔ１ｃｅ 能进

一步显示增强的肿瘤区域［３］。 因此，多模态 ＭＲ 图

像在脑肿瘤分割中的应用越来越受到重视。
近年 来， 随 着 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ

Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）的提出，基于深度学习的方

法成为三维 ＭＲＩ 脑肿瘤分割的常用方法。 文献［５］
将分割问题转化为像素级的分类问题，首次将 ＣＮＮ
引入图像分割中，提出了一种全卷积网络 （ Ｆｕｌｌｙ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ， ＦＣＮ）的编码器－解码器神经

网络架构。 在编码阶段，使用 ＣＮＮ 提取特征，并将

ＣＮＮ 的最后一个全连接层替换为卷积层，从而减小

图像的尺寸，增加特征的数量；在解码阶段，通过插

值或反褶积对图像进行恢复，并对 ｇｒｏｕｎｄ ｔｒｕｔｈ 的每

个像素对应的预测结果进行分类，实现像素级分类。
尽管 ＦＣＮ 在自然图像分割方面具有很强的性能，但
仍存在许多缺点，容易丢失自然图像的局部信息。
文献［６］提出了一种称为 Ｕ－Ｎｅｔ 的神经网络架构来

弥补这一缺陷，其给编码器和解码器设置相同的层

数，形成 Ｕ 型架构，并以此得名。 Ｕ－Ｎｅｔ 在每个编

码器层的输出和相应解码器层的输入之间引入了跳

跃式连接。 跳越连接的优点使其保留了精确的局部

信息，可以被解码器用来实现清晰的分割轮廓。 文

献［７］使用基于 Ｕ－Ｎｅｔ 的深度卷积网络进行脑肿瘤

图像分割，有效地获得了出色的分割结果。
注意力机制本质上类似于人类对外部事物的观

察机制。 一般来说，人们在观察外部事物时，首先比

较注意并倾向于观察事物的一些重要的局部信息，
然后将不同区域的信息结合起来，形成对所观察事

物的整体印象。 注意力机制在各种 ＡＩ 任务中非常

流行，经常用于各种网络模型的组件中，使用注意力

机制的网络模块通常称为注意力模型。 注意力机制

的体系结构大致可分为空间域、通道域和混合域三

大类。 文献［８］提出了一种名为 Ｓｐａｔｉａｌ Ｔｒａｎｓｆｏｒｍｅｒ
的网络模块，通过生成并计算所有通道特征图的权

重，来聚焦图像的不同区域。 文献［９］提出了一种

称为 ＳＥ ｂｌｏｃｋ 的网络模块，用于为所有通道生成权

重参数，这些权重参数可以描述对不同通道的重视

程度。 文献 ［１０］ 提出了一种混合域注意力模块

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ，ＣＢＡＭ），集成

了通道注意力和空间注意力。 文献［１１］首次将自

注意力（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）机制引入计算机视觉，本质

上是一种特殊的空间注意力。 文献［１２］首次在计

算机视觉中引入了多头自我注意力（ＭＨＳＡ），将瓶

颈层的卷积层换成了 ＭＨＳＡ 块，模型的精度得到了

明显的提高。 文献［１３］提出了一种专门用于语义

分割的空间注意力机制模块。 与传统的空间注意力

机制相比，权值层结合了上采样和下采样的特征，在
给予注意力权值的同时进行特征融合。 一些研究尝

试使用注意力模型优化多模态融合。 文献［１４］尝

试在 Ｕ－Ｎｅｔ 的跳跃连接部分添加 ＣＢＡＭ 模块，优化

鼻咽癌（ＮＰＣ）ＭＲＩ 的多模态融合。 文献［１５］提出

了一种注意相互增强（ＡＭＥ）模块，在特征提取阶段

融合每种模态的特征，以挖掘不同图像模态之间的

关系，用于宫颈发育不良的诊断。
综上所述，本文认为三维 ＭＲＩ 脑肿瘤分割还存

在以下不足：
（１）仅将脑肿瘤 ＭＲＩ 的 ４ 个多模态序列转换为

四通道输入，未充分利用 ３Ｄ ＭＲＩ 的多模态信息。
（２）感受野缺失一直是 ＣＮＮ Ｂａｓｅｄ Ｎｅｔｗｏｒｋ 中

存在的问题，导致分割结果缺乏详细信息。
（３）在脑肿瘤分割中，整个图像只有极小部分

包含肿瘤。 在 ＢｒａＴＳ［３］ 数据集的训练集中，大约超

过 ９５％的体素属于 ｂａｃｋｇｒｏｕｎｄ，不足 ５％的体素属于

ＥＤ、ＮＣＲ、ＮＥＴ 和 ＥＴ。 数据集存在类不平衡问题。
为此，提出了一种全新的基于多重注意力机制

的多模态脑肿瘤图像分割方法。 为了克服这些挑

战，本文考虑以下设计：
（１）提出注意门控传播模块（ＡＧＰＭ），同时获

取信道注意和空间注意信息，优化多模态融合；
（２）在瓶颈层增加三维多头自注意力（ＭＨＳＡ）

块，补充分割细节，扩展网络接受域；
（３）将多头特征增强模块（Ｍｕｌｔｉ－Ｈｅａｄ Ｆｅａｔｕｒｅ

Ｅｎｈａｎｃｅｍｅｎｔ Ｍｏｄｕｌｅ， ＭＨＦＥＭ）置于瓶颈层后，有利

于远程信息建模，并将低层特征作为门控特征的多

尺度信息进行组合，实现对噪声的滤波；
（４）将广义骰子损失（ＧＤＬ） ［１６］ 与二元交叉熵

（ＢＣＥ）相结合，用以处理类不平衡问题。

１　 方　 法

１．１　 整体网络结构

如图 １ 所示，本文中所提模型采用了基于 Ｕ－
Ｎｅｔ 的三维全卷积编码器－解码器架构，其体系结构

可分为编码器、解码器、特征融合、瓶颈层等 ４ 个部

分。 模型输入是 １２８∗１２８∗１２８ 的立方体，其中所
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有体素将被预测属于某个类。 编码器部分使用 ５ 个

基于 ＣＮＮ 的模块提取脑肿瘤 ＭＲＩ 图像的特征。 这

些基于 ＣＮＮ 的模块由三维卷积层、ＢａｔｃｈＮｏｒｍ 层和

ＬｅａｋｙＲｅＬＵ 层组成，由两个小模型块组成一个整体。
在第一个小模型块的最后，设置三维卷积层的步长

为 ２，用来代替池化层进行降维。 解码器部分采用 ５
个基于三维卷积层和转置卷积层的模型块来实现特

征恢复和上采样。 这些模型块与编码器中的大致相

同，但其步长设置为 １。 在瓶颈部分，本文在两个三

维卷积层之间添加一个三维 ＭＨＳＡ 模型块，然后提供

多头特征增强模块（ＭＨＦＥＭ）来获取远程建模信息。
此外，利用跳跃连接实现上采样与下采样同层特征映

射之间的特征融合。 这是语义分割中常见的体系结

构，其可以补充特征，改善图像细节。 在特征融合过

程中增加了通道注意力模块和空间注意力模块。

编码器部分 特征融合部分 解码器部分输入 输出

瓶颈层部分

卷积层 卷积层(步长为2) 反卷积层 3DMHSAblock AGPM MHFEM

图 １　 整体网络结构

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｎｅｔｗｏｒｋ

１．２　 ３Ｄ ＭＨＳＡ 模块

多头自注意力（ＭＨＳＡ）模块作为 Ｔｒａｎｓｆｏｒｍｅｒ 模
块中一种重要的结构，在计算机视觉领域得到了广

泛的应用。 许多研究表明，ＭＨＳＡ 模块可以显著提

高 ＣＮＮ 的性能。 例如，在文献［１２］中，将 ＲｅｓＮｅｔ 瓶
颈层的第二个卷积层替换为 ＭＨＳＡ 模块，扩大感受

域。 实验表明，该替换方法可以大大提高模型在目

标检测、实例分割等任务中的性能。 鉴于其优异的

性能，本文将 ＭＨＳＡ 引入到脑肿瘤 ＭＲＩ 分割任务

中。 此外，为了匹配 ＭＲＩ 图像的三维度，本文在原

ＭＨＳＡ 块的基础上设计了一种新的 ３Ｄ ＭＨＳＡ 块，并
在 Ｕ－Ｎｅｔ 瓶颈层的两个卷积层之间添加了新设计

的 ＭＨＳＡ 块。
　 　 如图 ２ 所示，输入 ＭＨＳＡ 模块的特征图维度设

置为 Ｈ∗Ｗ∗Ｄ∗Ｃｄ。 其中，Ｈ、Ｗ、Ｄ 分别为特征图

的高、宽、深，Ｃｄ 为通道数除以 ＭＨＳＡ 模块的多头数

ｄ。 文中使用绝对位置编码［１７］ 来学习空间注意力。

ＲＷ、ＲＨ、ＲＤ 分 别 表 示 维 度 为 Ｈ∗１∗Ｄ∗ｄ、
１∗Ｗ∗Ｄ∗ｄ、Ｈ∗Ｗ∗１∗ｄ 的可学习权值矩阵。 在

单个头中，输出可用式（１） 表示：
Ｚ ＝ ｓｏｆｔｍａｘ（ｑｋ Ｔ ＋ ｑｒＴ）ｖ （１）

１．３　 注意门控传播模块

注意力门（Ａｔｔｅｎｔｉｏｎ－Ｇａｔｅ） ［１３］是一种专门用于医

学图像的空间注意力模型。 其通过计算一个门控向

量来确定每个像素的焦点区域，摒弃了以单一标量值

表示每个像素向量的注意力级别的传统方法。 该模

型通过抑制与任务无关的区域特征，采用补充上层特

征的方式，更有效地捕捉注意力依赖性。 这种策略在

处理数据集较小的医学图像任务时尤为有益。 然而，
需要注意的是，该注意力模型在通道特征方面并未经

过优化。 在三维 ＭＲＩ 图像中，通道信息用来表示

ＭＲＩ 图像的模态特征，因此，对通道特征的优化显得

尤为重要。 为此，本文提出了一种新的注意模型———
注意门控传播模块（ＡＧＰＭ）来解决这一问题。
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图 ２　 ３Ｄ ＭＨＳＡ 模块

Ｆｉｇ． ２　 ３Ｄ Ｍｕｌｔｉ－Ｈｅａｄ Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ （ＭＨＳＡ） ｂｌｏｃｋ

　 　 ＭＲＩ 数据集通常具有多模态序列，而 ＢｒａＴＳ 数

据集中有 Ｔ１、Ｔ２、ＦＬＡＩＲ 和 Ｔ１ＣＥ ４ 种模式。 在本文

所提出的工作中，将多模态图像叠加成一个四通道

输入。 因此，如果要直接优化 ＭＲＩ 的多模态融合，
优化网络中的通道是最好、最直接的方法。

卷积块注意力模块（ＣＢＡＭ） ［１０］ 是一个同时获

得通道注意和空间注意的注意块，ＣＢＡＭ 的通道注

意块不仅使用全局平均池层捕获平均值，还使用了

全局最大池层获得特征映射的最大值，平均值和最

大值都被输入到共享 ＭＬＰ 中，其空间注意模块也使

用了全局平均池层和全局最大池层，通过 ｓｏｆｔｍａｘ 获

取空间注意。 本文认为，在医学图像任务中，注意门

比 ＣＢＡＭ 中的空间注意模块能更好地获取空间注

意力信息，通道注意可以优化医学图像的多模态融

合。 因此，本文在网络特征融合部分结合了通道注

意力和注意力门。
如图 ３ 所示，在特征融合部分，先将编码器同层

的特征映射输入到信道注意块中，得到信道注意映

射；然后将特征图与通道注意图点积输入注意门，并
结合上层特征得到空间注意图；最后，将其与空间注

意图进行点积，得到结果。

注意力门通道注意力

G

X X

图 ３　 注意门控传播模块

Ｆｉｇ． ３　 Ａｔｔｅｎｔｉｏｎ Ｇａｔｅｄ Ｐｒｏｐａｇａｔｉｏｎ Ｍｏｄｕｌｅ

１．４　 多头特征增强模块

在瓶颈层部分，本文提出了多头特征增强模块

（ＭＨＦＥＭ），在输入解码器之前对特征进行增强。
基于多头注意力，利用特征图生成注意力权重，有利

于远程信息建模和集成多尺度信息。
　 　 如图 ４ 所示，将待上采样的特征设为 Ｘ，编码器

中上层的特征映射设为门控特征 Ｇ。 先使用三线性

插值上采样，使 Ｘ 的维度与门控特性 Ｇ 的维度

Ｈｇ∗Ｗｇ∗Ｄｇ∗ｄ 统一，然后将特性 Ｘ 与门控特征 Ｇ
点积；同时使用 ３Ｄ 绝对位置编码，生成空间位置特

征 Ｘ；将两组特征点积并相加求和；再通过 Ｓｏｆｔｍａｘ
层得到注意力权重，并与门控特征 Ｇ 点乘得到结

果。 其表达如式（２）所示：
Ｚ ＝ ｓｏｆｔｍａｘ（ｘｇＴ ＋ ｘｒＴ）ｇ （２）
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图 ４　 多头特征增强模块

Ｆｉｇ． ４　 Ｍｕｌｔｉ－Ｈｅａｄ Ｆｅａｔｕｒｅ Ｅｎｈａｎｃｅｍｅｎｔ Ｍｏｄｕｌｅ

１．５　 广义骰子损失

文献［１６］中提出的广义骰子损失（Ｇｅｎｅｒａｌｉｚｅｄ
Ｄｉｃｅ Ｌｏｓｓ）已被证明是一种强大的图像分析工具，现
在广泛用于分割 ２Ｄ 和 ３Ｄ 医学图像。 当处理一些

罕见图像数据集时，候选标签之间可能会发生严重

的类不平衡，从而导致性能欠佳。 由于只有很小一

部分的完整图像代表了有特征的病理区域，这种问

题在医学图像中尤其严重。 广义骰子损失可表示为

式（３）形式：

ＧＤＬ ＝ １ －
２∑

Ｌ

ｌ ＝ １
ｗ ｌ∑

Ｎ

ｉ ＝ １
ｒｌｉｐｌｉ

∑
Ｌ

ｌ ＝ １
ｗ ｌ∑

Ｎ

ｉ ＝ １
ｒｌｉｐｌｉ

（３）

式中： ｒｌｉ 表示属于 Ｌ 类的第 ｉ个体素的真值，ｐｌｉ 为相

应的预测值，Ｎ是体素的总数，Ｌ是类的总数，ｗ ｌ 用于

为不同的标签集属性提供不变性。

２　 实　 验

２．１　 数据集

本文中所提出的方法在包含 ＦＬＡＩＲ、Ｔ１、Ｔ１ｃ、
Ｔ２ 四种 ＭＲＩ 图像的 ＢｒａＴＳ２０２０ 数据集上得到了验

证。 ＢｒａＴＳ２０２０ 训练集包含 ３６９ 张不同患者的胶质

母细胞瘤（ＨＧＧ）和低级别胶质瘤（ＬＧＧ）的 ＭＲＩ 扫
描图。 训练集包含 ２９３ 个 ＨＧＧ 扫描和 ７６ 个 ＬＧＧ
扫描，并附有经委员会认证的神经放射专家的地面

真相标签；验证集包含 １２５ 个案例。 在分割任务中

需要分割 ３ 个区域：非增强性肿瘤、增强性肿瘤、瘤
周水肿。 在评价指标中，整个肿瘤区域由水肿区、非
增强区和增强区组成。 肿瘤核心区由增强区和非增

强区组成［１８］。 此外，ＢｒａＴＳ 挑战一直专注于评估

ＭＲＩ 扫描中脑肿瘤分割的最先进方法。 ＢｒａＴＳ ２０２０
利用多机构术前 ＭＲＩ 扫描，重点关注内在异质性脑

肿瘤（称为胶质瘤）的外观、形状和组织学分割。 最

后，该挑战旨在通过实验评估肿瘤分割的不确定性。
２．２　 实验设置

本文方法在 ＰｙＴｏｒｃｈ 中实现；模型采用 ＮＶＩＤＩＡ
ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ ＧＰＵ 和 Ｉｎｔｅｌ Ｘｅｏｎ （Ｒ） ＣＰＵ
ｅ５－２６５０ ｖ３ ＠ ２．３０ ＧＨｚ ｘ２０３２ ｇｂ ＲＡＭ ＣＰＵ 进行，
且仅使用 ＢｒａＴＳ２０２０ 数据集训练模型；４ 种模态数

据（Ｆｌａｉｒ、 Ｔ１ｃｅ、Ｔ２、Ｔ１）重叠作为初始通道；初始输

入为 ４∗１２８∗１２８∗１２８ ｐａｔｃｈ。 本文方法在在线评

估平台上进行评估，可以与许多最先进的方法直接

比较。
首先将每种网络结构的改进效果在 ＢｒａＴＳ２０２０

训练集上的五折交叉验证实验进行了比较，选择效

果最好的网络结构上传到在线评价平台，得到验证

集结果。 此外，还将提出的方法与近年来常用的深

度学习模型进行了比较，并且在相同的数据集中重

现这些训练模型。 在 ＢｒａＴＳ 数据集中，训练的标签

为水肿、非增强性肿瘤和增强性肿瘤。 通常，ＢｒａＴＳ
评估分割使用部分重叠的整个肿瘤、肿瘤核心、增强

肿瘤区域。 实验设置 ｓｉｇｍｏｉｄ 作为分类器，将二元交

叉熵（Ｂｉｎａｒｙ Ｃｒｏｓｓ－Ｅｎｔｒｏｐｙ， ＢＣＥ）与 ＧＤＬ 相结合作

为损失函数；设置 ｂａｔｃｈ ｓｉｚｅ 为 ５，初始学习率为

１ｅ－２。在训练阶段，学习率是线性下降的。
２．３　 实验结果

本文报告了近年来深度学习模型应用于脑肿瘤
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分割 的 结 果。 项 目 组 复 制 了 这 些 模 型， 并 在

ＢｒａＴＳ２０２０ 数据集上评估了这些方法，见表 １。 由于

表 １ 中提到的模型参数并不明确，故而在重新生成

这些模型时做了很多更改。 表中模型代码采用开源

项目，本项目组采用了相同的预处理和后处理方法，
本研究集中在模型层面。 为了评估现有的深度学习

方法，比较了 ５ 个具有最先进性能的方法，本文提出

的网络架构性能更佳。 除了提高肿瘤骰子得分外，

本文方法在整个肿瘤骰子得分及肿瘤核心骰子得分

上都有较好的表现。 实验表明，本文方法在最先进

的模型中仍然具有竞争力。
在图 ５ 中，展示了不同深度学习架构的分割结

果，并选择了 ５ 个有代表性的样本进行验证。 结果

表明，与其他网络相比本文方法在细节特征的生成

方面具有更好的性能。

表 １　 实验结果对比

Ｔａｂｌｅ １　 Ｔｈｅ ｄｅｔａｉｌｅｄ ＢｒａＴＳ２０２０ ｖａｌｉｄａｔｉｏｎ ｓｅｔ ｒｅｓｕｌｔ

Ｍｏｄｅｌ ＷＴ ＴＣ ＥＴ Ｍｅａｎ

３ＤＵＮｅｔ［１９］ ０．８８２ ２ ０．７９２ ７ ０．７１９ ８ ０．７９８ ２

ＭＭＴＳＮ［２０］ ０．８８２ ３ ０．８０１ ２ ０．７６３ ７ ０．８１５ ７

ｎｎＵＮｅｔ［２１］ ０．９０５ ０ ０．８３９ ０ ０．７４０ ０ ０．８２８ ０

ＴｒａｎｓＢＴＳ［２２］ ０．８９０ ０ ０．８１３ ６ ０．７８５ ０ ０．８２９ ５

Ｏｕｒｓ ０．９０８ ３ ０．８４６ ８ ０．７４９ ８ ０．８３４ ９

图 ５　 分割结果可视化

Ｆｉｇ． ５　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔ ｖｉｓｕａｌｉｚａｔｉｏｎ
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３　 结束语

本文将 Ｕ－Ｎｅｔ 结构与 ３ 种注意力模块相结合，
提出了一种新的多模态脑肿瘤分割模型。 其中，包
含了注意门控传播模块（ＡＧＰＭ）和多头特征增强模

块（ＭＨＦＥＭ）的设计与应用。 本文通过 ＡＧＰＭ 优化

ＭＲＩ 的多模态融合，在上采样期间使用 ＭＨＦＥＭ 补

充详细信息，并使用 ＭＨＳＡ 学习全局语义相关性。
同时，提出了一种基于广义 ＤｉｃｅＬｏｓｓ （ＧＤＬ）和二元

交叉熵（ＢＣＥ）的混合损失函数来处理类不平衡问

题，从而在评价平台上获得更好的评价指标。 在未

来的工作中，将重点简化注意力模块，开发高效、高
精度的三维 ＭＲＩ 脑肿瘤分割模型。
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