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基于 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 的门诊量预测

樊　 冲

（锦州市大数据管理中心， 辽宁 锦州 １２１０００）

摘　 要： 医院门诊量本质上是一种具有潜在规律的时间序列，通过对门诊量进行有效分析和预测，可以更加科学、合理地配置

医疗资源。 针对门诊量波动幅度较大的时间序列预测问题，提出 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 模型。 首先，通过标幺化反距离加权

（ＳＩＤＷ）插值修正原始数据，提高了门诊量数据集的可靠性；然后，采用在时序问题处理上具有良好性能的长短期记忆

（ＬＳＴＭ）神经网络，并通过寻优能力强、稳定性好的麻雀搜索算法（ＳＳＡ）对 ＬＳＴＭ 网络超参数进行优化，得到 ＳＩＤＷ－ＳＳＡ－
ＬＳＴＭ 模型。 对比实验证明，本文提出的方法可以更加精准地对门诊量进行预测和分析，为医院更好地运营管理提供了重要

依据和决策支持。
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０　 引　 言

门诊工作是现代医疗工作里非常重要的一环，
日常的门诊量也反映着医院实时的运行状态，准确

地对医院门诊量做到有效预测，既能为医院管理人

员进行资源合理配置提供重要保障，也能为医院的

运营管理起到积极的作用［１－５］。
门诊量预测本质上是一种时间序列预测，文献

［６］采用灰色理论和径向基函数构建组合预测模

型，开展对医院门诊量预测；文献［７］在进行门诊量

预测过程中，引入了移动平均季度指数法；文献［８］
依据最小二乘法和变动系数，对医院月门诊量开展

预测；文献［９］分析了门诊量的影响因素，并且依据

测算获取预测结果；文献［１０］采用深度信念网络构

建预测模型，深入挖掘和分析医院各科室门诊量的

数据特征，并经无监督学习实现门诊量的预测；文献

［１１］应用时间序列分解法构建门诊量预测模型，实
现月门诊量的预测；文献［１２－１５］采用灰色系统构

建门诊量预测模型，实现了门诊量的预测。
虽然上述研究构建了不同的预测模型，实现了

医院门诊量的预测，但现有的门诊量预测模型性能

与预测精度均有待提升。 针对这一问题，本文从时

序角度出发，采用人工智能方法对门诊量进行预测。
通过 标 幺 化 反 距 离 加 权 （ Ｓｔａｎｄａｒｄｉｚｅｄ Ｉｎｖｅｒｓｅ
Ｄｉｓｔａｎｃｅ Ｗｅｉｇｈｔｉｎｇ，ＳＩＤＷ）插值，对门诊量数据进行

修正处理，再采用长短期记忆 （ Ｌｏｎｇ － Ｓｈｏｒｔ Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）神经网络模型充分利用门诊量数据

间时序相关性进行预测，并通过麻雀搜索算法



（Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ，ＳＳＡ）对网络参数进行优

化，有效提升了门诊量预测模型性能，获取的门诊量

预测结果为医院的医疗资源合理配置提供了更有效

的参考依据。

１　 相关技术

１．１　 长短期记忆神经网络（ＬＳＴＭ ）
由于循环神经网络在反向传播时，不能学习到序

列中早期的数据信息，并且随着时间序列的长度逐渐

增加，神经网络会遇到梯度消失的问题。 针对于此，
长短时记忆（Ｌｏｎｇ－Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）神经

网络可有效解决上述局限［１６］。 关于门诊量预测的时

序问题，ＬＳＴＭ 能够有效挖掘历史累积门诊量数据时

序间耦合性［１７－１８］。 ＬＳＴＭ 结构如图 １ 所示。
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图 １　 ＬＳＴＭ 单元结构

Ｆｉｇ． １　 ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 ＬＳＴＭ 网络由输入门、遗忘门和输出门组成，用
于将信息更新和删除到存储单元。 其中，遗忘门可

以决定过去的信息是否从一个单元状态中删除；输
入门可以更新信息，输出门决定单元输出。 不同门

的表达式如下所示：
ｘｔ、ｈｔ 为 ｔ 时刻单元的输入和输出，ｔ ＝ １，２，…。

ｈｔ 由下列公式计算得出：
ｉｔ ＝ σ（Ｗｉｘｘｔ ＋ Ｗｉｈｈｔ －１ ＋ Ｗｉｃｃｔ －１ ＋ ｂｉ） （１）
ｆｔ ＝ σ（Ｗｆｘｘｔ ＋ Ｗｆｈｈｔ －１ ＋ Ｗｆｃｃｔ －１ ＋ ｂｆ） （２）
ｏｔ ＝ σ（Ｗｏｘｘｔ ＋ Ｗｏｈｈｔ －１ ＋ Ｗｏｃｃｔ －１ ＋ ｂｏ） （３）
ｃｔ ＝ ｆｔｃｔ －１ ＋ ｉｔφ（Ｗｃｘｘｔ ＋ Ｗｃｈｈｔ －１ ＋ ｂｃ） （４）

ｈｔ ＝ ｏｔφ（ｃｔ） （５）
式中： ｉｔ 表示输入门输出， ｆｔ 表示遗忘门输出， ｏｔ 为

记忆门的输出， ｃｔ 表示输出门输出， ｘｔ、ｈｔ 为 ＬＳＴＭ
网络的输入、输出， Ｗ 为权重矩阵， ｂ 为偏置向量，
σ 为激活函数。
１．２　 麻雀搜索算法（ＳＳＡ）

ＳＳＡ 模拟麻雀觅食和反捕食行为，具有寻优能力

强的优势［１９］。 在 ｔ ＋ １次迭代中，发现者位置更新为：

Ｘ ｔ ＋１
ｉ， ｊ ＝

Ｘ ｔ
ｉ， ｊ·ｅｘｐ（ － ｉ

ａ·Ｔ
）， 　 Ｒ２ ＜ Ｓ

Ｘ ｔ
ｉ， ｊ ＋ Ｑ·Ｌ，　 　 　 　 Ｒ２ ≥ Ｓ

ì

î

í

ïï

ïï

（６）

式中： ｔ、Ｔ 分别为迭代和最大迭代次数， Ｘ ｔ
ｉ，ｊ 为位置，

ａ、Ｑ 为随机数， Ｒ２ 为预警值，且 Ｒ２ ∈ ［０，１］，Ｓ 为安

全值，且 Ｓ２ ∈ ［０．５，１．０］，Ｌ 为矩阵。
如果 Ｒ２ ＜ Ｓ 时，在此场景下发现者开展搜索；

否则，将加入者位置更新为：

Ｘ ｔ ＋１
ｉ， ｊ ＝

Ｑ·ｅｘｐ（
Ｘｗｏｒｓｔ － Ｘ ｔ

ｉ， ｊ

ｔ２
），　 　 　 ｉ ＞ ｎ ／ ２

Ｘ ｔ ＋１
ｐ ＋｜ Ｘ ｔ

ｉ，ｊ － Ｘ ｔ ＋１
ｐ ｜·Ａ ＋·Ｌ，　 ｏｔｈｅｒｗｉｓｅ

ì

î

í

ï
ï

ïï

（７）

式中： ＸＰ、Ｘｗｏｒｓｔ 分别为最优、最劣位置，Ａ 为矩阵，且
Ａ ＋ ＝ ＡＴ （ＡＡＴ） －１。

若 ｉ ＞ ｎ ／ ２ 时，第 ｉ 个加入者无法觅食。 当危险

被警戒者感知时，反捕食行为产生。 表达式如下：

　 Ｘ ｔ ＋１
ｉ， ｊ ＝

Ｘ ｔ
ｂｅｓｔ ＋ β· Ｘ ｔ

ｉ，ｊ － Ｘ ｔ
ｂｅｓｔ ， 　 　 ｆｉ ＞ ｆｇ

Ｘ ｔ
ｉ，ｊ ＋ ｋ·（

Ｘ ｔ
ｉ， ｊ － Ｘ ｔ

ｂｅｓｔ

（ ｆｉ － ｆｗ） ＋ ε
）， 　 ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ïï

（８）

式中： Ｘｂｅｓｔ 为全局最优位置， ｋ、 β 是步长控制参数，
β、 ｋ 为随机数，ｆｇ、 ｆｗ 为最优、最劣适应度值，ε 为常

数， ｆｉ 为警戒者 ｉ 的适应度值。

２　 预测模型

２．１　 模型原理

门诊量历史累计数据由于人为等因素影响，会产

生大量异常数据。 这些异常值降低了门诊量数据的

时序相关性，严重影响预测模型的精度。 为了提高门

诊量数据集的可靠性，采用将计算出的标幺值与地理

科学领域的反距离加权法相结合的标幺化反距离加

权插值（ＳＩＤＷ）先对原始数据进行修正，提升数据的

有效性；之后选择具有强泛化性的 ＬＳＴＭ 作为门诊量

的预测模型。 预测模型内，学习率以及神经元个数等

超参数是影响门诊量预测精度的重要参数，如果模型

的超参数选取不当，将无法有效获取最优的门诊量预

测模型，且预测结果精度低。 为了确定 ＬＳＴＭ 门诊量

预测模型的最优参数，采用 ＳＳＡ 算法对其超参数开展

寻优，从而构建了基于 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 的门诊量预

测模型。 模型流程如图 ２ 所示。
２．２　 超参数优化过程

（１）依据 ＬＳＴＭ 门诊量预测模型的超参数取值

范围，初始化麻雀位置；
（２）采用ＭＳＥ 指标，获取每只麻雀适应度值，并

依据获取的适应度结果进行排序；
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图 ２　 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 流程

Ｆｉｇ． ２　 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ ｐｒｏｃｅｓｓ

　 　 （３）取前 ２０％为发现者，其余为加入者，随机选

取 ２０％的麻雀并使其具有感知危险的行为机制；
（４）根据 ＳＳＡ 算法公式在迭代中更新发现者、

加入者、警戒者位置并计算适应度值；
（５）当 ＳＳＡ 寻优过程结束，得到全局最优麻雀

位置，由此确定 ＬＳＴＭ 门诊量预测模型的最优参数。

３　 实验设计与结果分析

３．１　 数据采集

本文门诊量预测研究所需的数据来自某医院

２０２０ 年全年门诊量的实测数据，数据的分辨率为

１５ ｍｉｎ。进行门诊量预测时，将待预测日前五天的门

诊量作为预测模型的输入。 同时，将门诊量实测数

据集按照 ４ ∶ １ 的比例分为训练集和测试集。
３．２　 数据预处理

通过标幺化处理，门诊量数据归算到 ０ ～ １ 之

间，体现了不同时间门诊量的对比情况，便于进行插

值修正。 在标幺化处理后，再进行反距离加权插值。
假设 ｔ 时刻日期 ｊ 门诊量数据异常，则修正方法如

下：

λ ｉｊ ＝

１
ｄｉｊ

∑
ｎ

ｉ ＝ １， ｉ≠ｊ

１
ｄｉｊ

（９）

Ｐ ｊ ＝ ∑
ｎ

ｉ ＝ １， ｉ≠ｊ
λ ｉｊＰ ｉ （１０）

式中： ｄｉｊ 为日期 ｉ 到 ｊ 的距离，λ ｉｊ 为 Ｐ ｉ 的插值权重，
Ｐ ｉ 为 ｔ时刻日期 ｉ标幺门诊量，Ｐ ｊ 为 ｔ时刻日期 ｊ标幺

门诊量修正值。
通过 ＳＩＤＷ 插值修正门诊量数据集，既简化了

训练 ＬＳＴＭ 网络的归一化步骤，又提高了门诊量数

据的时序相关性，便于 ＬＳＴＭ 网络充分发挥其长时

记忆功能。
３．３　 模型参数设置与寻优

设置合理的模型参数，对于提升门诊量预测模

型的性能至关重要。 ＳＳＡ 算法参数设置见表 １，
ＬＳＴＭ 模型参数设置见表 ２。

表 １　 ＳＳＡ 算法参数

Ｔａｂｌｅ １　 ＳＳＡ ａｌｇｏｒｉｔｈｍ ｐａｒａｍｅｔｅｒｓ

参 数 参 数 值

麻雀种群数 ５

发现者占比 ２０％

警戒者占比 ２０％

最大迭代次数 ２０

适应度函数 ＭＳＥ

第一层神经元寻优维度 ［１，１００］

第二层神经元寻优维度 ［１，１００］

训练次数寻优维度 ［１，５０］

学习率寻优维度 ［０．００１，０．０１］

表 ２　 ＬＳＴＭ 模型参数

Ｔａｂｌｅ ２　 ＬＳＴＭ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

超 参 数 参 数 值

第一层神经元 ２００

第二层神经元 ２００

训练次数 ２０

学习率 ０．００５

　 　 将 ＳＩＤＷ 修正后的数据集前 ８０％用于训练，后
２０％用于测试，然后使用 ＭＡＴＬＡＢ 进行仿真。 首先

通过 ＳＳＡ 对 ＬＳＴＭ 网络参数进行寻优，隐含层第一

层神经元个数、隐含层第二层神经元个数、训练次

数、学习率迭代过程如图 ３ 所示。
　 　 在 ＳＳＡ 寻优过程中以 ＭＳＥ 为适应度函数，目的

是找到一组超参数使 ＬＳＴＭ 网络的 ＭＳＥ 最低，适应

度值变化如图 ４ 所示。
　 　 ＬＳＴＭ 网络参数与经过 ２０ 轮寻优后的 ＳＩＤＷ－
ＳＳＡ－ＬＳＴＭ 网络参数，见表 ３。

表 ３　 网络参数对比

Ｔａｂｌｅ ３　 Ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒ ｃｏｍｐａｒｉｓｏｎ

第一层

神经元数

第二层

神经元数
训练次数 学习率

ＬＳＴＭ ２００ ２００ ２０ ０．００５ ０
ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ ７４ ４６ ４３ ０．００９ ５
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图 ３　 ＬＳＴＭ 超参数迭代过程
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图 ４　 ＳＳＡ 适应度值迭代过程

Ｆｉｇ． ４　 ＳＳＡ ｆｉｔｎｅｓｓ ｖａｌｕｅ ｉｔｅｒａｔｉｏｎ ｐｒｏｃｅｓｓ

３．４　 对比分析

为了验证本文方法的有效性，将其与 ＬＳＴＭ 模

型、ＳＩＤＷ－ＬＳＴＭ 模型进行对比实验研究。 采用 ３ 个

预测模型分别进行门诊量预测后，从 ４ 个季节中各

选择一个典型日展示各模型的门诊量预测结果，其
结果如图 ５ 所示。 从图 ５ 中展示的结果可以看出，
在 ４ 个季节中，本文提出方法获取的门诊量预测结

果与实际值更贴合，并且预测效果优于其它预测模

型，表明了所提方法的有效性。
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图 ５　 各模型门诊量预测结果对比图
Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

　 　 为了进一步验证所提预测模型的性能优势，以
及量化对比 ＬＳＴＭ、ＳＩＤＷ－ＬＳＴＭ 模型和提出方法模

型的性能， 本研究采用绝对值平均误差 （ Ｍｅａｎ
Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ，ＭＡＰＥ） ［２０－２２］、相对平均绝

对误差（ ｒｅｌａｔｉｖｅ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ｒＭＡＥ） ［２３－２５］、

相对均方根误差（ ｒｅｌａｔｉｖｅ Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ｒＲＭＳＥ） ［２６－２８］３ 个预测精度指标值进行评估，各指标

计算公式如下所示：

ＭＡＰＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １

ｆｉ － ｆ′ｉ
ｆｉ

（１１）
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ｒＲＭＳＥ ＝

１
ｍ∑

ｍ

ｉ ＝ １
ｆｉ － ｆ′ｉ( ) ２

１
ｍ∑

ｍ

ｉ ＝ １
ｆｉ

× １００％ （１２）

ｒＭＡＥ ＝
∑
ｍ

ｉ ＝ １
ｆｉ － ｆ＇ｉ

∑
ｍ

ｉ ＝ １
ｆｉ

× １００％ （１３）

　 　 其中， ｆｉ、ｆ′ｉ 分别为门诊量的真实值与预测值。
各季节典型日门诊量预测结果的 ３ 个指标值见

表 ４。 从表 ４ 可以看出，对比模型中 ３ 个评价指标

的最优值分别为 ３．５４ ＭＷ、４．６５％、２．１２％；本文所提

方法的 ３ 个评价指标的最优值分别为２．８１ ＭＷ、
２．９８％、１．８９％。 预测结果显示本文方法相较对比模

型数值更低，精准度更高，有效说明了本文方法较强

的泛化性，有效的克服门诊量强随机性对预测精度

的影响，实验结果证明本文方法更加高效和准确。
表 ４　 各模型门诊量预测结果评价指标值

Ｔａｂｌｅ ４ 　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅ ｏｆ ｏｕｔｐａｔｉｅｎｔ ｖｏｌｕｍｅ ｐｒｅｄｉｃｔｉｏｎ

ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

季节 模型

评价指标

ｒＲＭＳＥ ／
ＭＷ

ＭＡＰＥ ／
％

ｒＭＡＥ ／
％

春季 ＬＳＴＭ ５．４３ ５．４６ ２．１２
ＳＩＤＷ－ＬＳＴＭ ６．４９ ６．８９ ２．５６
本文方法 ３．１６ ３．５７ １．８９

夏季 ＬＳＴＭ ５．４６ ６．０４ ５．６８
ＳＩＤＷ－ＬＳＴＭ ３．５４ ４．６５ ３．９５
本文方法 ３．２３ ３．２３ ２．１６

秋季 ＬＳＴＭ ７．２１ ７．５７ ５．２４
ＳＩＤＷ－ＬＳＴＭ ６．２５ ５．８４ ４．２６
本文方法 ５．１９ ４．１２ ３．１４

冬季 ＬＳＴＭ ５．９３ ４．９５ ３．８４
ＳＩＤＷ－ＬＳＴＭ ４．９９ ５．１２ ４．５８
本文方法 ２．８１ ２．９８ ２．１７

４　 结束语

针对医院门诊量预测的强非线性和复杂性问

题，提出了基于 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 的医院门诊量预

测模型。 经对比验证分析，验证了本文提出方法获

取的门诊量预测结果精度更高。 本研究构建的门诊

量预测模型，可以对医院运营管理提供科学的理论

支撑和依据，同时也能够为医院管理者提供有效的

决策支持。
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［２８］于凤鸣，李喜仓，宋进华，等． 基于中尺度模式与神经网络的风

电功率预测［Ｊ］ ． 气象科技，２０１３，４１（４）：７８４－７９０．

９６１第 １２ 期 樊冲： 基于 ＳＩＤＷ－ＳＳＡ－ＬＳＴＭ 的门诊量预测


