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摘　 要： 高血压视网膜病变是由高血压所引起的眼底疾病，传统分类方法主要是基于区域特征进行分析，识别依据较为单一，
准确度不高。 为提高分类准确度，本文提出了一种基于特征增强机制的高血压视网膜病变分类方法，设计了基于不同图像色

彩空间的眼底图像特征增强方法，增强眼底照片中的病灶特征，提高模型的输入特征值，将处理后的图片输入改进的

ＤｅｎｓｅＮｅｔ 模型中进行分类，从而提高高血压视网膜病变（ＨＲ）分类的准确度。 采用公开数据集 ＯＩＡ－ＯＤＩＲ 对本文提出的基于

特征增强的高血压视网膜病变分类方法进行测试，其敏感性、特异性、准确率分别达到 ９７．０９％、９８．７９％、９８．６７％，与现有的 ＨＲ
分类方法进行分析对比，本文提出的分类方法效果更佳。
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０　 引　 言

高血压视网膜病变（Ｈｙｐｅｒｔｅｎｓｉｖｅ Ｒｅｔｉｎｏｐａｔｈｙ，
ＨＲ）是高血压中最常见的并发症之一，其特征是视

网膜动静脉管径比率发生改变、动静脉交叉压迫、视
网膜内出血［１］。 急性高血压可表现为视盘水肿、视
网膜出血及水肿、棉绒斑，同时有高血压性脉络膜病

变［２］。 视网膜病变严重影响视力和生活质量，因此

早期的诊断和治疗非常重要。
高血压视网膜病变的传统诊断需要由专业的医

生通过手动检查眼底图像来完成［３］。 这种方法费时

费力且存在主观性，利用深度学习算法对高血压视网

膜病变进行诊断已经成为一个重要的研究领域［４］。
使用深度学习算法可以将视网膜图像中的血

管、病变区域和其他特征自动识别出来，实现对高血

压视网膜病变的自动诊断和分类［５］。 针对高血压

视网膜病变的分类问题，许多研究都采用深度学习

算法自动地学习视网膜图像的特征，对发生了病变

的图像和未发生病变的图像进行分类，提高了病变

识别的准确性和效率。



２０１４ 年 Ｋｈｉｔｒａｎ 等［６］ 提出使用新的特征向量和

混合分类器将视网膜血管分类为动脉和静脉的新方

法，计算宽度进而得出动静脉比率 （ Ａｒｔｅｒｙｖｅｉｎ
Ｒａｔｉｏ，ＡＶＲ），实现对 ＨＲ 的识别与检测； ２０１７ 年

Ｓｙａｈｐｕｔｒａ Ｍ．Ｆ 等［７］ 通过从彩色视网膜眼底图像中

提取特征，将提取的特征用于训练前馈人工神经网

络分类器；２０１９ 年 Ｋｉｒｕｔｈｉｋａ 等［８］通过使用 Ｒａｄｏｎ 血

管跟踪算法提取特征向量对动静脉进行分类，计算

ＡＶＲ 实现 ＨＲ 病变检测；２０２２ 年王伟等［９］ 在整体

ＨＲ 分类模型的基础上，融合局部特征动静脉交叉

压迫（Ａｒｔｅｒｉｏｖｅｎｏｕｓ Ｎｉｃｋｉｎｇ，ＡＶＮ）分类模型来增强

ＨＲ 分类效果。 以往的研究多是通过计算 ＡＶＲ 和

ＡＶＮ 对 ＨＲ 进行识别与检测，识别的依据主要是视

网膜动静脉管径比率和是否交叉压迫，没有结合视

网膜出血块和棉絮斑等症状，这些症状是高血压视

网膜病变分级的重要参考因素。
基于 ＲＧＢ 色彩空间的直方图均衡化（Ｈｉｓｔｏｇｒａｍ

Ｅｑｕａｌｉｚａｔｉｏｎ，ＨＥ）技术在图像增强领域取得了很好

的效果。 １９９４ 年 Ｋａｒｅｌ Ｚｕｉｄｅｒｖｅｌｄ 等［１０］ 提出了限制

对比 度 自 适 应 直 方 图 均 衡 化 （ Ｃｏｎｔｒａｓｔ Ｌｉｍｉｔｅｄ
Ａｄａｐｔｉｖｅ Ｈｉｓｔｏｇｒａｍ Ｅｑｕａｌｉｚａｔｉｏｎ，ＣＬＡＨＥ） 方法对图

像对比度进行增强，从而实现对图像特征的增强；
２０２２ 年任吉宏等［１１］引入基于极化统计 ＨＳＶ 颜色特

征的自适应超像素聚类算法，提出一种借助邻域相

关性的样本特征增强方法；２０２３ 年朱俊东等［１２］ 基

于 ＲＧＢ 色彩空间，采用高斯滤波和 ＣＬＡＨＥ 等方法

对眼底图像进行特征增强。 以上方法均在 ＲＧＢ 和

ＨＳＶ 色彩空间对图像进行对比度增强，并没有考虑

图像的亮度、色相等单一影响因素。 通过转换到最

优色彩空间 ＣＩＥＣＡＭ 对图像的亮度、色相、色度等

因素处理，从而实现眼底图像增强。
本文提出了一种新的眼底图像特征增强方法，

将眼底图像转换到 ＣＩＥＣＡＭ 色彩空间，对图像的亮

度、色相、色度等单一因素进行调整，使得眼底照片

上的病灶特征更加清晰，以便模型在提取特征阶段

有较好的针对性，从而提高分类的准确性；基于

ＤｅｎｓｅＮｅｔ 架构，对模型进行优化，通过在模型中增加

通道注意力模块和空间注意力模块，强化模型对特

征的学习，提高模型的预测性能。 通过现有数据集

对本文提出的分类方法进行评估，并且和现有方法

进行对比实验，以验证该分类方法的性能。

１　 眼底图像预处理

数据集中的视网膜眼底图像具有不同的光照和

不清楚的 ＨＲ 症状。 由于不同的数据采集角度和光

照强度导致眼底图像的 ＨＲ 成像不同。 因此，本文

采用图像预处理方法对眼底图像进行预处理，为后

续的分类任务提供高质量输入眼底照片。
１．１　 图像预处理

本文通过裁减去除掉眼底照片中多余的黑色边

框，即遍历整张照片的像素点，找到有效图像数据的

边界，从而判断需要裁减线的横纵坐标，进行正方形

切割，将图像转换成正方形图片，如图 １ 所示；重新

调整每一张照片的分辨率为 １ ０２４×１ ０２４，以便于操

作；对 ＨＲ 眼底照片进行数据扩增，主要方法包括：
水平翻转、垂直翻转、随机旋转等。

图 １　 去黑边后的图像

Ｆｉｇ． １　 Ｉｍａｇｅ ａｆｔｅｒ ｇｏｉｎｇ ｔｏ ｔｈｅ ｂｌａｃｋ ｅｄｇｅ

１．２　 眼底图像特征增强

本文提出了一种新的眼底图像特征增强方法，
如图 ２ 所示。
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图 ２　 图像特征增强方法

Ｆｉｇ． ２　 Ｉｍａｇｅ ｆｅａｔｕｒｅ ｅｎｈａｎｃｅｍｅｎｔ ｍｅｔｈｏｄ

　 　 ＣＩＥＣＡＭ０２ 是视觉感知上最先进的色彩感知空

间［１３］。 将读取到的视网膜眼底照片从 ＲＧＢ 色彩空

间转到 ＣＩＥＣＡＭ０２ 色彩空间；对 ＣＩＥＣＡＭ０２ 色彩空间

中的 Ｊ（亮度）、Ｈ（色相）通道进行自适应直方图均衡

化；当对 Ｃ（色度）通道进行处理时会导致图像特征消

失，所以本文只对 Ｊ（亮度）、Ｈ（色相）通道进行处理，
之后再转换回 ＢＧＲ 色彩空间，最后通过如式（１）将处

理过 的 图 像 和 原 图 像 进 行 有 权 重 的 融 合， 用

ｎｅｗｉｍａｇｅ ｘ，ｙ( ) 表示融合后图像的像素，式（１）：
　 ｎｅｗｉｍａｇｅ ｘ，ｙ( ) ＝ ＲＧＢｉｍａｇｅ ｘ，ｙ( ) ∗α ＋

ＣＩＥＣＡＭｉｍａｇｅ ｘ，ｙ( ) ∗β ＋ γ （１）
其中， α 表示原图权重系数；β 表示特征增强处

理后眼底图像的权重系数；γ 为调整图像亮度常数；
ＲＧＢ ｉｍａｇｅ（ｘ，ｙ） 表示原图的像素； ＣＩＥＣＡＭｉｍａｇｅ（ｘ，ｙ）
表示经过处理后的像素。
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公式（１）中 α ＝ ０．８，β ＝ ０．２，γ ＝ ８， 经过融合后

的眼底图像有明显的病症特征，如图 ３ 所示。

图 ３　 特征增强后的眼底图像

Ｆｉｇ． ３　 Ｆｕｎｄｕｓ ｉｍａｇｅ ａｆｔｅｒ ｆｅａｔｕｒｅ ｅｎｈａｎｃｅｍｅｎｔ

２　 改进 ＤｅｎｓｅＮｅｔ 架构的分类模型设计

２．１　 分类模型改进说明

对 ＤｅｎｓｅＮｅｔ２０１ 架构的改进主要通过添加具有

通道注意力机制和空间注意力机制的密集的特征变

换层对特征进行识别。 最后，基于 ＳｏｆｔＭａｘ 层进行

分类决策，对眼底照片分类进行预测。
本模型采用迁移学习方法，使用基于 ＩｍａｇｅＮｅｔ

数据集的预训练模型，为了不改变预训练模型结构，
分别在第一层卷积层之后和最后一层卷积层之后添

加了卷积注意力模块（ＣＢＡＭ），使得模型仍然可以

使用预训练参数。 卷积注意力模块（ＣＢＡＭ）是一种

用于前馈卷积神经网络的简单而有效的注意力模

块［１４］。 ＣＢＡＭ 是一种结合了空间（ ｓｐａｔｉａｌ）和通道

（ｃｈａｎｎｅｌ）的注意力模块。
通道注意力机制（Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）将

特征图在空间维度上进行压缩时，分别使用平均值

池 化 （ Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ ） 和 最 大 值 池 化 （ Ｍａｘ
Ｐｏｏｌｉｎｇ）。 平均池化和最大值池化用来聚合特征映

射的空间信息，分别送到一个共享网络，本文共享网

络采用了两个二维卷积操作，如图 ４ 中 Ｃｏｎｖ１ 和

Ｃｏｎｖ２，实现压缩输入特征图的空间维数，之后再逐

元素求和合并，以产生通道注意力图。 空间注意力

机制（Ｓｐａｔｉａｌ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）是对通道进行压缩，
在通道维度分别进行了使用平均值池化和最大值池

化 。ＭａｘＰｏｏｌ的操作是在通道上提取最大值，提取

的次数是高乘以宽；ＡｖｇＰｏｏｌ 的操作是在通道上提取

平均值，提取的次数也是高乘以宽。 将前面所提取

到的特征图（通道数都为 １）合并得到一个 ２ 通道的

特征图；经过一个卷积操作（Ｃｏｎｖ３）生成特征图，其
中卷积核大小为 ７×７。 经过池化操作的空间注意力

模块有效凸显了信息丰富的区域。
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图 ４　 模型注意力模块设计

Ｆｉｇ． ４　 Ｄｅｓｉｇｎ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｉｎ ｔｈｅ ｍｏｄｅｌ

２．２　 分类方法设计

本文将经过特征增强处理的图像作为输入图像，
图像的基础分辨率为 １ ０２４×１ ０２４，在模型训练过程

中将分辨率作为变量分析对模型的影响。 ＨＲ 分类方

法如图 ５ 所示，图 ５ 中每个 Ｄｅｎｓｅ Ｂｌｏｃｋ 包含 ２ 层卷

积，卷积 ｋｅｒｎｅｌ 大小依次为 １×１、３×３，在卷积前进行

ＢａｔｃｈＮｏｒｍ＋Ｓｃａｌｅ ＋ＲｅＬＵ 操作，第 １、２ 个卷积输出

ｆｅａｔｕｒｅ ｍａｐｓ 分别为 １２８、３２。 因为 ｋ ＝ ３２，所以每个

Ｄｅｎｓｅ Ｂｌｏｃｋ 输出 ｆｅａｔｕｒｅ ｍａｐｓ 数会比上一个 Ｄｅｎｓｅ
Ｂｌｏｃｋ 多 ３２。 每个 Ｄｅｎｓｅ Ｂｌｏｃｋ 后做 Ｃｏｎｃａｔ 操作［１５］。
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图 ５　 ＨＲ 分类方法
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３　 实验

ＤｅｎｓｅＮｅｔ 架构中使用的参数设置值包括：优化

器：ＳＧＤ，增长率：３２，学习率：０．００１，ｅｐｏｃｈ：２０，损失

函数：交叉熵损失函数 ＣｒｏｓｓＥｎｔｒｏｐｙ Ｌｏｓｓ。
３．１　 数据集的准备

本文数据集主要来源 ＯＩＡ－ＯＤＩＲ 该公开数据

集。 其中，训练集 ４ ０８６ 张，包括正常眼底照片２ ２２６
张、ＨＲ 眼底照片 １ ８６０ 张；测试集 ４５３ 张，包括正常

眼底照片 ２４７ 张、ＨＲ 眼底照片 ２０６ 张。 数据集代表

眼底图像如图 ６ 所示。

（ａ） 正常眼底　 （ｂ） ＨＲ 眼底

图 ６　 数据集代表眼底图像

Ｆｉｇ． ６　 Ｄａｔａｓｅｔ ｒｅｐｒｅｓｅｎｔｓ ｆｕｎｄｕｓ ｉｍａｇｅｓ

３．２　 模型性能分析

本 文 用 敏 感 性 （ Ｓｅｎｓｉｔｉｖｉｔｙ， ＳＥ）、 特 异 性

（Ｓｐｅｃｉｆｉｃｉｔｙ， ＳＰ）、 准确率（Ａｃｃｕｒａｃｙ， ＡＣＣ） ３ 个评价

指标对模型的性能进行评估。 ＡＣＣ 表示图像分类正

确的识别率；ＳＥ 表示正确识别出 ＨＲ 的概率，即实际

眼底图像为 ＨＲ 且被模型预测为 ＨＲ 的概率，高敏感

性代表漏诊率低； ＳＰ 表示正确识别出正常眼底图像

的概率，即实际眼底图像正常且被模型预测为正常的

概率，高特异性代表误诊率低。 敏感性 （ＳＥ）、特异性

（ＳＰ）、准确率（ＡＣＣ） 的计算见式（２） ～ 式（４）：

ＳＥ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（２）

ＳＰ ＝ ＴＮ
ＴＮ ＋ ＦＰ

（３）

ＡＣＣ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（４）

　 　 其中， ＴＰ 表示模型正确识别出 ＨＲ 眼底照片的

数量；ＴＮ 表示模型正确识别出正常眼底照片的数

量；ＦＰ 表示模型将正常眼底照片错误识别为 ＨＲ 眼

底照片的数量；ＦＮ 表示模型将 ＨＲ 眼底照片错误识

别为正常眼底照片。
训练过程中准确率曲线变化如图 ７ 所示， 训练

过程中 ｌｏｓｓ 曲线变化如图 ８ 所示。
　 　 为了探究不同的分辨率对模型性能的影响，使
用不同的分辨率进行实验见表 １。
　 　 由表 １ 可知，分辨率对模型的训练有一定的影

响，本文在实验过程中将输入图像的分辨率设置为

５１２×５１２，该分辨率下模型的准确率、敏感性、特异

性最好，综合考虑最优。
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图 ７　 训练过程中准确率曲线变化图
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1.6
1.4
1.2
1.0
0.8
0.6
0.4
0.2

k
0 20 40 60 80 100 120 140 160180 200220

图 ８　 训练过程中 ｌｏｓｓ曲线变化图

Ｆｉｇ． ８　 Ｌｏｓｓ ｃｕｒｖｅ ｃｈａｎｇｅ ｐｌｏｔ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ
表 １　 不同分辨率大小 ＨＲ 分类性能对比

Ｔａｂｌｅ １ 　 ＨＲ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｒｅｓｏｌｕｔｉｏｎ ｓｉｚｅｓ

分辨率 准确率 ／ ％ 敏感性 ／ ％ 特异性 ／ ％

１２８×１２８ ９６．１６ ９７．０８ ９５．９５

２５６×２５６ ９８．０１ ９５．５７ ９８．３８

５１２×５１２ ９８．６７ ９７．０９ ９８．７９

７６８×７６８ ９６．９０ ９４．６６ ９８．７８

１ ０２４×１ ０１４ ９６．４６ ９３．６８ ９８．７８

　 　 为了验证本文提出的特征增强方法对 ＨＲ 分类

的影响，将经过基本预处理后的图像和经过特征增

强方法处理后的图像作为网络模型 ＤｅｎｓｅＮｅｔ２０１ 的

输入图像进行对比实验，实验结果见表 ２。
表 ２　 本文图像处理方法与现有图像预处理方法的实验结果对比

Ｔａｂｌｅ ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｂｅｔｗｅｅｎ ｔｈｅ ｉｍａｇｅ
ｐｒｏｃｅｓｓｉｎｇ ｍｅｔｈｏｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ ａｎｄ ｔｈｅ ｅｘｉｓｔｉｎｇ ｉｍａｇｅ
ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｍｅｔｈｏｄｓ

输入图像 准确率 ／ ％ 敏感性 ／ ％ 特异性 ／ ％

预处理图像 ９７．５７ ９６．６０ ９８．３８

特征增强图像 ９８．６７ ９７．０９ ９８．７９

　 　 由表 ３ 可知，经过本文提出的特征增强方法处理
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后的图像能够提升模型的分类性能，准确率提高了

１．１％、敏感性提高了 ０．４９％，特异性提高了０．４１％。
为了说明改进 ＤｅｎｓｅＮｅｔ２０１ 模型对 ＨＲ 的分类

结果的影响，将原来的 ＤｅｎｓｅＮｅｔ２０１ 与改进后的

ＤｅｎｓｅＮｅｔ２０１ 进行对比实验，数据集采用本文中经过

特征增强处理后的数据集，实验结果见表 ３。
表 ３　 改进ＤｅｎｓｅＮｅｔ２０１模型与原始模型ＤｅｎｓｅＮｅｔ２０１实验结果对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｂｅｔｗｅｅｎ ｔｈｅ ｉｍｐｒｏｖｅｄ
ｍｏｄｅｌ ＤｅｎｓｅＮｅｔ２０１－ＣＢＡＭ ａｎｄ ｔｈｅ ｏｒｉｇｉｎａｌ ｍｏｄｅｌ
ＤｅｎｓｅＮｅｔ２０１

模型 准确率 ／ ％ 敏感性 ／ ％ 特异性 ／ ％

ＤｅｎｓｅＮｅｔ２０１ ９６．４７ ９３．２０ ９９．１９

改进的 ＤｅｎｓｅＮｅｔ２０１ ９８．６７ ９７．０９ ９８．７９

　 　 由表 ３ 可知，添加了通道注意力模块和空间注

意力模块的 ＤｅｎｓｅＮｅｔ２０１－ＣＢＡＭ 网络模型较原始

ＤｅｎｓｅＮｅｔ２０１ 模型在分类准确率方面有一定的提高。
为了验证本文提出的 ＨＲ 分类方法的性能，将

本文提出的 ＨＲ 分类方法与现有的 ＨＲ 分类方法：
反向传播神经网络［７］、计算视网膜动静脉管径比

率［８］、融合区域特征（ＡＶＮ） ［９］ 识别方法，进行对比

实验；实验结果见表 ４。
表 ４　 本文方法与其他 ＨＲ 分类方法实验结果对比

Ｔａｂｌｅ ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｍｅｔｈｏｄ ｗｉｔｈ ｏｔｈｅｒ ＨＲ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ

识别方法 准确率 ／ ％ 敏感性 ／ ％ 特异性 ／ ％

反向传播神经网络［７］ ９５．００

计算视网膜动静脉管径比率［８］ ９２．５５ ９３．８０

融合区域特征（ＡＶＮ） ［９］ ９３．５０ ６９．８３ ９８．３３

本文方法 ９８．６７ ９７．０９ ９８．７９

　 　 由表 ４ 可知，本文提出的分类方法准确率达到了

９８．６７％、敏感性达到了 ９７． ０９％、特异性达到了

９８．７９％。准确率上高于其他方法，并且具有高特异性

和高敏感性，这对于 ＨＲ 前期的诊断有积极的意义。

４　 结束语

本文提出了一种基于特征增强机制的高血压视

网膜病变分类方法。 首先，对输入眼底图像进行去

除黑色边框、调整图像分辨率、数据扩增等预处理；
其次，通过颜色空间的转换，将眼底图像由 ＢＧＲ 通

道转换为 Ｊ（亮度）Ｃ（色度）Ｈ（色相）通道，对 ＪＨ 通

道进行自适应直方图均衡化，将处理后的 ＪＣＨ 通道

图转换回 ＢＧＲ 通道图；最后，按照权重将处理后的

图像与预处理后的图像进行融合生成新的眼底图

像。 将新生成的图像归一化处理之后作为改进的

ＤｅｎｓｅＮｅｔ２０１ 模型的输入图像，经过模型后输出预测

结果。 本文提出的 ＨＲ 分类方法的敏感性、特异性、
准确率分别达到 ９７．０９％、９８．７９％、９８．６７％，与现有

的 ＨＲ 分类方法进行分析对比，本文提出的 ＨＲ 分

类方法效果更佳。 在下一步的工作中将采用更先进

的图像分类模型对 ＨＲ 进行分类，在数据集有保障

的情况下将尝试对 ＨＲ 进行 ５ 期分类，提高 ＨＲ 分

类实验的实际应用价值。
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