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大模型辅助的域适应算法在基因预测的应用

田雨竹， 关佶红

（同济大学 电子与信息工程学院， 上海 ２０１８０４）

摘　 要： 域适应问题旨在解决由于源数据集和目标数据集存在域偏差，导致在源数据集上训练的模型在目标数据集上的泛化

能力差的问题。 当前域适应领域的工作通过强制特征空间中目标数据和源数据同分布，来对齐两个域的数据，从而提高模型

在目标数据上的表现，这类方法在以下两种情况下表现不佳：一是两部分数据存在各自特有的类别；二是目标数据集原始特

征质量不佳。 针对这两个问题，本文提出使用预训练大模型增强目标数据集特征表示，且保留两个域数据的分布差异的域适

应算法，并将其应用在生物信息中的空间数据缺失基因预测问题上。 通过在多个数据集上的实验，本文提出的缺失基因预测

方法在预测准确性上有所提升。
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０　 引　 言

本文根据 ＲＮＡ（Ｒｉｂｏｎｕｃｌｅｉｃ Ａｃｉｄ）数据集解决

对空间转录组数据缺失基因进行预测的问题，其本

质是一个域适应领域的回归问题，其中空间转录组

数据是目标数据集，参考 ＲＮＡ 数据集是源数据集。
该问题形式化如下：令空间转录组测量的基因

集合为 Ｓ ，要从 Ｓ 预测未知基因集合 Ｔ， 参考 ＲＮＡ
数据集中的基因集合为 Ｇ，Ｔ ⊆ Ｇ， 即所有待预测基

因都包含在参考 ＲＮＡ 数据集中。 输入参考 ＲＮＡ 数

据集作为源数据集，空间转录组数据为目标数据集。
源数据集为矩阵 ＸＳＲＣ ∈ ＲＮＳＲＣ×｜ Ｇ｜ （通常还包括细胞

类型标注 ＹＳＲＣ ) ，ＮＳＲＣ 为源数据中的细胞个数， ＸＳＲＣ ｉｊ

是源数据集中第 ｉ 个细胞的第 ｊ 个基因的表达值，源
数据集中通常还包括细胞类型标注 ＹＳＲＣ。 目标数

据集为矩阵 ＸＴＡＲ ∈ ＲＮＴＡＲ×｜ Ｓ｜ ， 其中 ＮＴＡＲ 为目标数据

中的细胞个数， ＸＴＡＲ ｉｊ 是空间数据集第 ｉ 个细胞的第

ｊ 个基因的表达值。 本文解决的域适应回归问题为：
在源数据集 ＸＳＲＣ 上训练一个映射函数，函数的输入

为源数据集中细胞在 Ｓ 上的读数 ｘＳ
ＳＲＣ， 输出为细胞

在 Ｔ 上的读数预测 ，并将该映射迁移至目标数据

集 ＸＴＡＲ， 输入目标数据集中的细胞在 Ｓ 上的读数

ｘＳ
ＴＡＲ， 输出细胞在 Ｔ 上的读数预测 ， 问题的输出

应为 ∈ ＲＮＴＡＲ×｜ Ｔ｜ ， ｉｊ 为空间数据集第 ｉ 个细胞



的第 ｊ 个待预测基因的预测值。
当前通用的域适应方法应用在缺失基因预测的

回归问题上的步骤：
（１）在源数据集 ＸＳＲＣ 上训练一个多层感知机

（Ｍｕｌｔｉ－Ｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）模型表示源数据集

中的细胞在 Ｓ 上的读数 ｘＳ
ＳＲＣ 到细胞在 Ｔ 上的读数

ｘＴ
ＳＲＣ 的映射；

（２）将 ＭＬＰ 模型分为两部分，一部分为特征编

码器，输入为源数据集中的细胞在 Ｓ 上的读数 ｘＳ
ＳＲＣ，

输出为对应的隐变量 ｚＳＲＣ， 作为 ｘＳ
ＳＲＣ 的特征表示；另

一部分为解码器，输入为 ｚＳＲＣ， 输出为细胞在 Ｔ 上的

预测读数 ；
（３）训练目标数据的特征编码器，输入为目标

数据集中的细胞在 Ｓ 上的读数 ｘＳ
ＴＡＲ， 输出为隐变量

ｚＴＡＲ；
目标数据的特征编码器的优化目标是使来自目

标数据的 ｚＴＡＲ 和来自源数据的 ｚＳＲＣ 同分布。 最优特

征编码器参数 θ ＴＡＲ
ＥＮＣ 可以通过最小化 ＫＬ（Ｋｕｌｌｂａｃｋ－

Ｌｅｉｂｌｅｒ ｄｉｖｅｒｇｅｎｃｅ）散度求得，表达式为式（１）：
θ ＴＡＲ

ＥＮＣ ＝ ａｒｇ ｍｉｎ
θ

ＤＫＬ（ＰＴＡＲ（ ｚ）‖ ＰＳＲＣ（ ｚ）） （１）

（４）使用目标数据的特征编码器对目标数据进

行编码，即输入 ｘＳ
ＴＡＲ， 输出 ｚＴＡＲ， 并使用解码器对特

征进行解码得到其基因预测值 。
使用一般的域适应方法的缺失基因预测存在两

个问题：
（１）对分布不同的目标数据集和源数据集使用

同分布假设会引入错误；
（２）目标数据的原始特征无法体现数据的真实

分布。
产生问题（１）的原因是单细胞数据中经常出现

目标数据集和源数据集的分布不同的情况，如特定类

别只存在于目标数据集或源数据集中，并非两个数据

集公共的类别，一个类别虽然是两个数据集公共的，
但属于该类别的数据点个数存在较大差异。 对于这

样的数据，如果强行对源数据和目标数据进行同分布

假设，最小化两个分布的距离，反而会引入错误。
产生问题（２）的原因是目标数据原始特征信息

量小，表现为聚类质量差，即类和类之间没有很好地

分隔开，而类内数据点弥散。 这种情况增加了目标数

据与源数据对齐的难度。 在空间数据缺失基因预测

问题中，聚类质量差的情况很突出。 由于技术限制，
空间数据集中包含的基因只有几十、几百个，而一个

ＲＮＡ 数据集可包含数万个基因。 因此，空间数据包

含的信息很少，其细胞类别在原始特征（基因）空间的

聚类效果很差。 在空间数据聚类效果差的情况下，首
先应该尽可能恢复目标数据集内部的真实类别结构，
提高其特征表示质量，再与源数据集进行对齐。

本文提出一个能够处理数据集分布差异、增强

数据特征表示的域适应回归算法，并将其应用在空

间数据缺失基因预测问题上。
针对问题（１），本文提出舍弃特征空间同分布要

求，而是对源数据和目标数据使用共同的自编码器，
且在自编码器的隐空间接入两个分类器，分别对源数

据进行由标注提供监督的分类任务训练以及对目标

数据进行由伪标签提供监督的分类任务训练，伪标签

的获取由预训练大模型辅助得到。 通过在隐空间中

对两部分数据分别进行分类任务训练，提升各自的聚

类效果，同时通过使用同一个自编码器，约束了两部

分数据公共部分的对齐。 针对问题（２），本文提出使

用预训练大模型为目标数据集补充信息，提升数据特

征表示的质量，提升在补充信息后的特征空间中聚类

效果，从而帮助与源数据的对齐。 单细胞数据分析领

域的预训练大模型利用数百万个细胞在数万个基因

上的表达数据进行训练，有效习得基因－基因的相关

性，因此本文提出利用大模型的基因－基因相关性，为
目标数据集补充信息，增强其特征表示。

１　 相关工作

１．１　 域适应

具有代表性的域适应工作有基于反向传播的无

监督 域 适 应 （ Ｕｎｓｕｐｅｒｖｉｓｅｄ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｂｙ
Ｂａｃｋｐｒｏｐａｇａｔｉｏｎ） ［１］ 和对抗判别域适应（Ａｄｖｅｒｓａｒｉａｌ
Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ） ［２］。

基于反向传播的无监督域适应主要解决域适应

中的分类问题。 首先，使用同一个特征提取器提取

目标数据集和源数据集特征，再将来自源数据的特

征 ｚＳＲＣ 送入类别分类器 ＣＬＦｃｌｓ， 而两部分数据的特

征混合共同送入域分类器 ＣＬＦｄｏｍａｉｎ。 模型的损失为

类别分类器预测得到的交叉熵 ＣＥｃｌｓ 和域分类器预

测得到的交叉熵的负数 － ＣＥｄｏｍａｉｎ，公式（２），使得两

部分数据的特征分布完全重合，以致域分类器无法

分辨数据来自哪个域。
Ｌｏｓｓ ＝ ＣＥｃｌｓ － ＣＥｄｏｍａｉｎ （２）

　 　 对抗判别域适应解决分类问题。 首先，在源数

据上训练特征提取器和分类器，接着为目标数据训

练另一个特征提取器，目标数据、源数据经过其各自

的特征提取器得到的特征经过一个判别器，来判别
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其来自哪个域。 对抗判别域适应本质上也是使源数

据的特征和目标数据的特征分布完全一致。
反向传播的无监督域适应和对抗判别域适应都

存在着无法处理源数据和目标数据分布不同，以及

目标数据特征质量低的问题。
１．２　 空间数据缺失基因预测

为空间数据进行缺失基因预测任务专门设计的

算法有 ｓｔＰｌｕｓ［３］、ＳｐａＧＥ［４］。
ｓｔＰｌｕｓ 先将空间数据补零至与参考数据同维

度，即对每个长度为 ｜ Ｓ ｜ 的目标数据补零到长度为

｜ Ｓ ｜ ＋｜ Ｔ ｜ ；利用补长的目标数据和源数据共同训练

一个自编码器，并利用编码器的输出作为两部分数

据的特征表示。 在编码器输出构成的特征空间中，
为每一个目标数据 ｚＴＡＲ 找 Ｋ 个最近的源数据 ｚ１ＳＲＣ，
ｚ２ＳＲＣ，…，ｚＫＳＲＣ， 并将这些源数据点中基因表达的加权

和作为目标数据的预测基因值，距离目标数据点越

近的源数据点的权重越大。 ｓｔＰｌｕｓ 假设为源数据集

中的每个数据点都可以表示为其 Ｋ 近邻的加权和，
且这个局部近似关系可跨越域差异进行迁移。
ｓｔＰｌｕｓ 中的线性假设对于基因表达来说过于简单，
且在目标数据缺失大量信息时，自编码器的表示学

习效果不佳。 ＳｐａＧＥ 首先使用 ＰＲＥＣＩＳＥ［５］ 对数据

进行对齐，再基于目标数据集中的数据点可近似于

其在源数据集中的 Ｋ 近邻加权和的假设，对目标数

据的基因进行预测。 ＳｐａＧＥ 假设基因表达为线性关

系，这一假设过于简单。
１．３　 大型预训练模型的表示学习

近来，生物信息领域出现多个预训练大模型：
ｃｅｌｌＬＭ，ｓｃＢＥＲＴ，ｓｃＧＰＴ，ｇｅｎｅｆｏｒｍｅｒ 等，其利用数百

万细胞的基因表达学习基因－基因之间的相关性。
通过仅保留数据本身的语义信息，大模型的特征可

以帮助源数据和目标数据对齐。 通过从大数据中学

习得到的特征相关性补全数据中的缺失信息，大模

型的特征可以增强数据的内在分布模式。

２　 方法

２．１　 方法概述

本文方法描述：
（１）将目标数据 ＸＴＡＲ 输入 ｓｃＧＰＴ 预训练模型中，

输出细胞在 Ｋ 个高方差基因上的表达预测值 Ｘｐｒｅｄ；
（２）将目标数据 ＸＴＡＲ 和高方差基因预测值 Ｘｐｒｅｄ

拼接得到扩展数据（ ＸＴＡＲ ｜ Ｘｐｒｅｄ） ∈ ＲＮＴＡＲ×（ ｜Ｓ｜ ＋Ｋ）， 并

使用 Ｌｅｉｄｅｎ 算法对扩展数据进行聚类，得到目标数

据的伪标签 ＹＴＡＲ；

（３）目标数据 ＸＴＡＲ、 源数据 ＸＳＲＣ、 目标数据的

伪标签 ＹＴＡＲ 和源数据的类别标注 ＹＳＲＣ 作为输入，训
练主模型；

（４）将目标数据 ＸＴＡＲ 输入主模型，推断得到最

终需要预测基因的预测值 。
２．２　 使用 ｓｃＧＰＴ 对高方差基因进行预测

由于 ｓｃＧＰＴ 中预测的基因值为分箱值（ｂｉｎｎｉｎｇ），
不是基因的真实值，且 ｓｃＧＰＴ 是由大量不同细胞条件

的数据训练的，对于特定的预测任务需要进行微调才

能使用。 本文不直接使用 ｓｃＧＰＴ 来预测目标基因 Ｔ，
而只是使用 ｓｃＧＰＴ 对高方差基因进行预测，起到补充

信息的作用。 ｓｃＧＰＴ 预测表现：当预留出部分已知基

因，并使用 ｓｃＧＰＴ 基于剩余基因进行预测时，观察到

各基因的预测值和真实值计算得到的皮尔森相关性

（Ｐｅａｒｓｏｎ Ｃｏｒｒｅｌａｔｉｏｎ）不稳定，但 ｓｃＧＰＴ 预测带来的信

息增益在于把多个基因的预测结果整合在一起，扩展

目标数据时，扩展数据的聚类结果比只使用原始目标

数据有所提升，体现在类内距离收紧，类间距离增大。
本文提出利用 ｓｃＧＰＴ 补充前 Ｋ 个高方差的额

外基因的信息，用于扩展目标数据，并在扩展的目标

数据上进行聚类以获得目标数据的伪标签，辅助其

表示学习。 首先，对源数据集的所有基因 ｇ ∈ Ｇ 计

算方差，公式（３）；其次，从 Ｇ 中选择 σ ｇ 最高的 Ｋ 个

基因 ＧＫ， 作为需要 ｓｃＧＰＴ 补充的 Ｋ 的基因；最后，
将目标数据集中已有的基因 Ｓ 输入，得到 ｓｃＧＰＴ 对

ＧＫ 基因的箱值预测 Ｘｐｒｅｄ ∈ ＲＮＴＡＲ×Ｋ， 供后续步骤使

用。 ｓｃＧＰＴ 的模型架构如图 １ 所示。

Ecell Egene
′ ′

1 Egene
′

2 Egene
′

N-1 Egene
′

N

PretrainedscGPT

X1 X2 XN-1 XN

Ecell Egene1 Egene2 EgeneN-1 EgeneN

X1 X2

token1 token2

XN-1 XN

tokenN-1 tokenN

图 １　 ｓｃＧＰＴ 模型架构

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｓｃＧＰＴ

σ２
ｇ ＝

∑
ＮＳＲＣ

ｉ ＝ １
（ＸＳＲＣ ｉｇ － μｇ）

ＮＳＲＣ
（３）
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　 　 其中， ＸＳＲＣ ｉｇ 为源数据中第 ｉ 个细胞的基因 ｇ 的

表达值，μｇ 为源数据中基因 ｇ 的平均值。
２．３　 使用 Ｌｅｉｄｅｎ 算法对扩展数据聚类

在 ｓｃＧＰＴ 的输出中，得到补充基因 ＧＫ 的箱值预

测 Ｘｐｒｅｄ， 将目标数据集中数据的特征从原来的 ＸＴＡＲ

扩展为 （ＸＴＡＲ ｜ Ｘｐｒｅｄ） ，即每个数据点的特征扩展为

（ｘＴＡＲ１
， ｘＴＡＲ２

，… ｘＴＡＲ｜Ｓ｜
， ｘｐｒｅｄ １，…， ｘｐｒｅｄＫ）。 本文在扩

展数据 Ｘｅｘｔｅｎｄ 上使用 Ｌｅｉｄｅｎ 算法进行聚类，以获得

目标数据集的伪标签 ＹＴＡＲ 供后续使用。
２．４　 训练主模型

本文提出的主模型在隐空间中对齐源数据和目

标数据，并为目标数据预测缺失基因。 主模型的架

构如图 ２ 所示。

目标基因解码器

自编
码器

XS
XS

XT

目标数据
分类器

源数据
分类器YTAR YSRC

①一个自编码器；②两个分类器；③一个从隐空间接出的目标基因解

码器，以学习隐变量 ｚ 到目标基因 Ｔ 的映射函数

图 ２　 主模型架构

Ｆｉｇ． ２　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｍａｉｎ ｍｏｄｅｌ

　 　 有两部分数据作为输入：第一部分数据为目标

数据 （ＸＴＡＲ，ＹＴＡＲ），其中 ＸＴＡＲ ∈ＲＮＴＡＲ×｜Ｓ｜ ，ＹＴＡＲ 为扩展

数据聚类所得的伪标签；第二部分数据为源数据

（ＸＳＲＣ，ＹＳＲＣ），ＹＳＲＣ 为源数据中的标注类别。 本文将

ＸＳＲＣ 拆成两部分：
（１） ＸＳ

ＳＲＣ ∈ ＲＮＳＲＣ×｜Ｓ｜ ， 包含 Ｓ 中的基因，作为自

编码器的输入；
（２） ＸＴ

ＳＲＣ ∈ ＲＮＳＲＣ×｜Ｔ｜ 包含 Ｔ 中的基因，作为目标

基因解码器的真实值。
将这两部分数据输入自编码器。 源数据 ＸＳ

ＳＲＣ 和目

标数据 ＸＳ
ＴＡＲ 通过自编码器得到输出 和 ，两部分

数据都将预测值与真实值计算重构损失，公式（４）：

ＬＳ ＝ ＭＳＥ（ＸＳ， ） （４）

　 　 同时，在自编码器的瓶颈（ｂｏｔｔｌｅｎｅｃｋ）得到两部

分数据的低维嵌入 Ｚ， 该嵌入接着输入源数据分类

器、目标数据分类器和目标基因解码器。
若 ｚｉ 为来自源数据集数据点的嵌入，则将其输

入源数据分类器，并用该数据的标注作为真实标签，
计算交叉熵，公式（５）：

ＬＣＥＳＲＣ
＝ ＣＥ ＹＳＲＣ，( ) （５）

　 　 从源数据集中学习由隐变量 ｚ 预测目标基因 Ｔ
的映射函数。 因此，对于来自源数据集的 ｚｉ 还要将

其输入目标基因解码器，得到 ， 并使用其中 Ｔ 的

真实值，与预测值计算重构损失，公式（６）：
ＬＴ ＝ ＭＳＥ ＸＴ

ＳＲＣ，( ) （６）
　 　 若 ｚｉ 为来自目标数据集的数据点，则将其输入

目标数据分类器，并使用在扩展基因空间中得到的

聚类结果作为伪标签，计算交叉熵，公式（７）：
ＬＣＥＴＡＲ

＝ ＣＥ ＹＴＡＲ，( ) （７）
　 　 该模型的损失函数由 ４ 个部分组成：

（１）自编码器对已知基因的重构损失 ＬＳ；
（２）目标基因解码器在源数据集上对待预测 Ｔ

基因的重构损失 ＬＴ；
（３）目标数据的分类交叉熵 ＬＣＥＴＡＲ

；
（４）源数据的分类交叉熵 ＬＣＥ ＳＲＣ， 最终损失为 ４

部分的和，即公式（８）：
Ｌ ＝ ＬＳ ＋ ＬＴ ＋ ＬＣＥＴＡＲ

＋ ＬＣＥＳＲＣ
（８）

　 　 通过对最终损失 Ｌ 反向传播来更新模型参数。
２．５　 预测缺失基因

模型训练完成后，只需要将目标数据 ＸＳ
ＴＡＲ 输入

模型，得到目标基因解码器的输出 ， 即可得到对

缺失基因的预测值。

３　 实验

为了验证本文缺失基因预测方法的有效性，本文

使用了 ６ 个数据集，组成了 ４ 组目标数据和源数据的

组合，并与 ｓｔＰｌｕｓ，ＳｐａＧＥ，Ｓｅｕｒａｔ［６］，Ｌｉｇｅｒ［７］，ｇｉｍＶＩ［８］５
个补全方法进行比较。 数据集包含了不同空间测序

技术和不同参考 ＲＮＡ 数据的组合，以测试算法的鲁

棒性。 数据集的基本信息见表 １。
表 １　 数据集基本信息

Ｔａｂｌｅ １　 Ｂａｓｉｃ ｉｎｆｏｒｍａｔｉｏｎ ｏｎ ｔｈｅ ｄａｔａｓｅｔｓ

数据集名称 细胞个数 基因个数

源数据集 Ｍｏｆｆｉｔ ３１ ２９９ １８ ６４６

源数据集 ＡｌｌｅｎＶＩＳｐ １４ ２４９ ３４ ６１７

源数据集 ＡｌｌｅｎＳＳｐ ５ ５７７ ３０ ５２７

源数据集 Ｚｅｉｓｅｌ １ ６９１ １５ ０７５

目标数据集 ＭＥＲＦＩＳＨ １３ ８１９ １５５

目标数据集 ｏｓｍＦＩＳＨ ３ ４０５ ３３

　 　 首先，对数据进行基本的预处理，在每个细胞内
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