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基于骨架坐标的 ＬＣ 融合动作识别算法

冯　 杰， 郑建立

（上海理工大学 健康科学与工程学院， 上海 ２０００９３）

摘　 要： 动作识别是计算机理解人类行为的关键技术，为了提高动作识别算法的时空特征提取能力，本文提出了一种融合

ＬＳＴＭ 和 ＣＮＮ 的动作识别算法。 该算法利用 ＬＳＴＭ 子网捕捉时间信息，采用 ＣＮＮ 子网捕捉空间特征，然后融合特征进行动

作识别。 本文方法在 ＮＴＵ ＲＧＢ－Ｄ 数据集上，ＣＳ 验证的准确率达到 ８７．０％，ＣＶ 验证的准确率达到 ９１．５％。 此外，针对动作时

间长度不统一问题，同时对比了近邻插补和零向量插补方法，得到前者表现较优的结论。
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０　 引　 言

目前，人工智能领域迅速发展，许多研究人员都

在关注如何让计算机理解人类行为，其中动作识别

算法是关键性技术。 动作识别正在越来越多地用于

人们的日常生活，如：在人机交互［１］、ＶＲ 游戏领域，
以及对人体动作的捕捉［２］；在安防领域，对人体行

为的分析［３］，如：智能监控、肢体对抗等；在运动和

康复领域，用于指导人的训练［４］。 动作识别算法的

输入数据通常为 ＲＧＢ 视频、３Ｄ 骨架坐标数据等。
ＲＧＢ 视频作为输入，可直接实现端到端的动作识

别，但 ＲＧＢ 视频本身占用空间大，随着动作序列长

度的增加，所需的计算复杂度进一步增加。 同时在

算法计算过程中，需要考虑背景等无关信息的干扰，
进一步增加了识别难度。 而基于骨架坐标数据进行

动作识别，只需要考虑人体关节点的空间坐标关系，
极大地减少了计算的数据量和复杂度。 骨架数据只

包含坐标，排除了背景等无关信息的干扰，对提高动

作识别算法的准确率有所帮助。
本文提出一种基于骨架坐标的动作识别算法，

算法包含两个并行子网，分别为 ＬＳＴＭ 子网（Ｌ 流）
和一维 ＣＮＮ（Ｃ 流）。 其中 Ｌ 流捕捉动作时间特征，
Ｃ 流捕捉关节点空间特征，最后融合两个子网的信

息，输出强有力的动作识别结果。 算法在公开数据

集 ＲＧＢ ＮＴＵ－Ｄ 上达到领先水平。

１　 ＬＣ 融合动作识别网络

１．１　 算法框架

对于动作识别任务，不仅要考虑坐标之间的时

间关系（运动顺序），还需要考虑空间关系（运动轨

迹）。 对于坐标之间的时间关系，ＬＳＴＭ 具有强大的

捕捉时序特征的网络结构；对于坐标间的空间关系，
本文采用一维卷积进行捕捉特征。 网络的整体结构

如图 １ 所示。
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图 １　 ＬＣ 融合动作识别网络

Ｆｉｇ． １　 ＬＣ ｆｕｓｉｏｎ ｎｅｔｗｏｒｋ

　 　 ＬＳＴＭ 子网中，本文采用 ３ 层 ＬＳＴＭ 连接进行特

征提取，对于输入序列长度为 Ｔ 的样本，ＬＳＴＭ 结构

可控制在每个时间步都进行输出，即输出为 Ｙ ∈
ℝ Ｔ×ｄ，或只在最后一个时间步进行输出 Ｙ ∈ ℝ １×ｄ。
对于前两层 ＬＳＴＭ，选择每个时间步都输出一个向

量，作为下一层 ＬＳＴＭ 的输入；对于最后一层 ＬＳＴＭ，
只在最后一个时间步输出一个特征向量。 具体结构

如图 ２ 所示。
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图 ２　 ＬＳＴＭ 子网络

Ｆｉｇ． ２　 ＬＳＴＭ ｓｕｂｎｅｔ

　 　 ＣＮＮ 子网中，输入数据需要先经过维度重塑。
由于一维卷积结构是作用在第一维度，对于数据集

Ｘ ∈ ℝ Ｔ×ｄ 来说，数据的第一个维度是时间维度，第
二个维度是坐标维度即空间维度。 Ｃ 流的目的是提

取空间特征，因此需要将数据集的维度重塑为 Ｘ ∈
ℝ ｄ×Ｔ。 重塑之后，使用一维卷积重复作用在所有时

序上，提取整个时间序列的空间信息，得到输出 Ｏ∈
ℝ ｄ′×Ｔ 。 此时，输出仍然是二维矩阵，其中包含每个

时间步的信息； ｄ′ 为卷积处理后的每个时间步的特

征向量长度，如式（１）所示：

ｄ′ ＝ ｄ ＋ ２ｐａｄｄｉｎｇ － ｆ
ｓｔｒｉｄｅ

＋ １ （１）

　 　 其中， ｐａｄｄｉｎｇ 为样本边界填充大小（本文选择

不填充）； ｆ 为卷积核大小；ｓｔｒｉｄｅ 为卷积步长。
然后，网络将融合矩阵中所有时刻的信息，即接

入全连接层，最后得到 Ｃ 流的特征向量输出 Ｚ ∈
ℝ ｌ ×１，其中 ｌ 是经过卷积提取后的特征向量的长

度。 具体架构如图 ３ 所示。
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图 ３　 ＣＮＮ 子网络

Ｆｉｇ． ３　 ＣＮＮ ｓｕｂｎｅｔ

　 　 Ｌ 流和 Ｃ 流最终输出的特征向量可用于进行动

作分类。 将两个特征向量拼接在一起后，经过全连

接层并由 ｓｏｆｔｍａｘ 激活函数，可得到类别的置信度输

出。 本文使用交叉熵损失函数指导模型参数学习，
如式（２）所示。

Ｌｏｓｓ ＝ － ∑
ｎ

ｉ ＝ １
ｐ（ｘｉ）ｌｏｇ（ｑ（ｘｉ）） （２）

１．２　 骨架动作时序填补

在 ＬＳＴＭ 结构中，对于输入序列要求每个样本

都含有相同的时间步长度，因此对于原始数据样本

中不同长度的动作序列，需要填补到相同的长度。
近邻插值法填补过程如下：

假设原始动作序列为 Ｘ ＝ ［Ｘ１，Ｘ２，…，Ｘｍ］，Ｘｉ ∈
ℝ ｔｉ×３ｄ， ｉ∈［１，ｍ］，数据集总样本量为ｍ。 其中 ｔｉ 为样

本 ｉ序列长度，ｄ为每个时间步的向量长度（在骨架数据

中即关节点坐标数量），３ｄ 为每个关节点的 ｘ、ｙ、ｚ ３ 个

坐标点。 在原始数据中，每个样本的 ｔ 不一定相等。 设

总样本集中序列最大长度为 Ｔ，则填补后的样本为

Ｘ′ｉ ∈ℝ Ｔ×３ｄ， ｉ ∈ ［１，ｍ］，每个样本拥有统一序列长度

Ｔ。 近邻插值填补的过程如式（３）所示：

Ｘ′ｉ ［ｋ］ ＝ Ｘ ｉ
［ ｆｌｏｏｒ（ ｋ

Ｔ ｔｉ）］， ｋ ∈ ［１，Ｔ］ （３）
　 　 其中 Ｘ ｉ

［ｋ］ 为原始第 ｉ 个样本的第 ｋ 个时间步，
Ｘ′ｉ ［ｋ］ 为填补后样本 ｉ的第 ｋ个时间步，ｆｌｏｏｒ（ｘ） 为向

下取整函数，见式（４）：
ｆｌｏｏｒ（ｘ） ＝ ｍａｘ｛ｎ ∈ Ｚ ｜ ｎ ≤ ｘ｝ （４）

　 　 经过近邻插值填补后的样本，长度一致，可以送

入后续动作识别模型中进行统一识别处理。
除了近邻插值填补外，还有一种比较简单的零向

量填补。 对于序列长度不到标准长度的样本，在序列

前或序列后补零向量，使其达到标准长度。 这种填补

方式不需要计算插值，同时不会改变动作的快慢，适合

需要考虑动作速度的任务。 设原始样本为 ｘｉ ＝ ｛ｘｉ ［１］，
ｘｉ ［２］，…，ｘｉ ［ｔ］｝， ｘ ∈ℝ ｔ×ｄ， ｔ 为未填补前的样本序列长

度。 填补后的样本为 ｘｉ ＝ ｛０，０，…，ｘｉ ［１］，ｘｉ ［２］，…，
ｘｉ ［ｔ］｝， ｘｉ ∈ℝ Ｔ×ｄ，后填补之后的样本为 ｘｉ ＝ ｛ｘｉ ［１］，
ｘｉ ［２］，…，ｘｉ ［ｔ］，０，…，０｝， ｘｉ ∈ℝ Ｔ×ｄ，Ｔ 为统一序列长度。

使用零向量填补方式的样本，填补空间的值全
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为 ０ 向量，这部分不携带任何信息，在模型训练时需

要排除填补空间的干扰，即不计算填补空间部分的

梯度。 同时在模型正向推断时，填补部分应该被跳

过，不参与计算。 因此需要使用掩模（Ｍａｓｋ）处理填

补空间。 掩模示意如图 ４ 所示。
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图 ４　 样本及其掩模示意图

Ｆｉｇ． ４　 Ｓａｍｐｌｅ ａｎｄ ｍａｓｋ ｄｉａｇｒａｍ

　 　 零向量填补实现简单，不需要计算，但对于序列

较短的样本会产生大量的无效时间步；插值填补将

动作弥散到最大时间长度上，对个体执行动作的快

慢不敏感。

２　 实验分析

实验采用 ＮＴＵ ＲＧＢ－Ｄ［５－６］ 数据集对本文提出

的 ＬＣ 融合动作识别算法进行验证。 该公开数据集

使用微软 Ｋｉｎｅｃｔ２．０ 设备采集，每个样本包含 ＲＧＢ
视频、深度图序列、３Ｄ 骨架坐标数据和红外视频，本
文只使用 ３Ｄ 骨架坐标数据。 图 ５ 为 ３Ｄ 骨架坐标

的可视化图中，“站起”动作里的中间三帧。
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图 ５　 站起动作骨架可视化

Ｆｉｇ． ５　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｔａｎｄｉｎｇ ｕｐ ａｃｔｉｏｎ
　 　 ＮＴＵ ＲＧＢ－Ｄ 数据集的骨架点共有 ２５ 个，包含

４０ 个参与数据采集的个体，每个参与个体会进行 ６０
种不同的动作，动作会表演多次，同时有 ３ 个不同的

相机角度进行拍摄，其中 ３ 个摄像头的垂直高度是

一致的，水平角度分别是－４５°、０°和 ４５°。 最后，设
置不同的相机高度和距离以增加视角的多样性，组
成了共 ５６ ８８０ 个动作样本。 本次实验与 ＮＴＵ 动作

识别竞赛规则相同，在划分训练集和测试集上有两

种标准：ＣＳ（Ｃｒｏｓｓ－Ｓｕｂｊｅｃｔ）为交叉个体验证，指样本

的 ４０ 个个体中，编号为［１， ２， ４， ５， ８， ９， １３， １４，
１５， １６， １７， １８， １９， ２５， ２７， ２８， ３１， ３４， ３５， ３８］的
个体作为训练集，剩余的作为测试集，训练集共

４０ ３２０个样本，测试集共１６ ５６０个样本；ＣＶ（Ｃｒｏｓｓ－
Ｖｉｅｗ）为交叉视野验证，指按摄像头来划分训练集

和测试集，摄像头 １ 采集的样本作为测试集，摄像头

２ 和 ３ 作为训练集，样本数分别为 １８ ９６０ 和３７ ９２０。
数据集的示例如图 ６ 所示，文件名即为动作标签。
其中，Ｓ 表示设置号（１－１７）、Ｃ 表示相机 ＩＤ（１－３）、
Ｐ 表示参与者 ＩＤ（１－４０）、Ｒ 表示动作执行次数（１－
２）、Ａ 表示动作类别（１－６０）。

图 ６　 ＮＴＵ ＲＧＢ－Ｄ 骨架数据集示例

Ｆｉｇ． ６　 Ｅｘａｍｐｌｅ ｏｆ ＮＴＵ ＲＧＢ－Ｄ ｓｋｅｌｅｔｏｎ ｄａｔａｓｅｔ
　 　 本次实验样本插补序列长度 Ｔ 取数据集中最大

视频长度 ３００ 帧，采用 α ＝ ０．００１ 作为初始学习率，
在迭代训练 ２００ 个 ｅｐｏｃｈ 之后，得到结果见表 １。
　 　 表 １ 中 ＬＣ Ｆｕｓｉｏｎ 网络为本文所提出的算法，其
中 Ｚｅｒｏｓ Ｐａｄ 代表使用零向量填补，ＮＮ Ｐａｄ 代表使

用最近邻插值进行填补。 从表中可以看出，ＬＣ 融合

动作识别算法能够有效地同时捕捉关节的时间信息

和空间信息，与其它算法相比效果显著，在 ＣＳ 验证

的准确度超过了 ８５％，在 ＣＶ 验证的准确度超过了

９０％。 同时可以看出，最近邻插值填补法的效果优

于零向量填补。 直观来讲，动作识别任务中，个人的

动作快慢并非最核心的因素，个体的整体运动趋势

才是决定动作的关键要素。 最近邻插补将整个动作
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弥散到最大时间尺度上，能有效利用网络提取特征

的能力，而零向量插补在动作序列较短的样本上，使
网络跳过了许多时间步的计算，没有充分利用所有

的时间步，因此效果相比前者较差。 但与其它算法

对比，零向量插补的方法准确率也有所领先，证明了

本文 ＬＣ 融合识别算法的有效性。 图 ７ 给出了算法

预测的 ６０ 个类别在 ＣＳ 测试集上的 ＲＯＣ 曲线，最小

ＡＵＣ 为 ０．９６，最大 ＡＵＣ 为 １．０，平均 ＡＵＣ 为 ０．９９。
表 １　 ＮＴＵ ＲＧＢ－Ｄ 实验准确率对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｏｆ ＮＴＵ ＲＧＢ－Ｄ ｅｘｐｅｒｉｍｅｎｔ

方法 ＣＳ ／ ％ ＣＶ ／ ％

ＨＢＲＮＮ－Ｌ［７］ ５９．１ ６４．０
Ｄｙｎａｍｉｃ Ｓｋｅｌｅｔｏｎｓ［８］ ６０．２ ６５．２
Ｐａｒｔ－ａｗａｒｅ ＬＳＴＭ［９］ ６２．９ ７０．３

ＳＴ－ＬＳＴＭ ＋ Ｔｒｕｓｔ Ｇａｔｅ［１０］ ６９．２ ７７．７
ＳＴＡ－ＬＳＴＭ［１１］ ７３．４ ８１．２
ＧＣＡ－ＬＳＴＭ［１２］ ７４．４ ８２．８
ＵＲＮＮ－２Ｌ－Ｔ［１３］ ７４．６ ８３．２

Ｃｌｉｐｓ＋ＣＮＮ＋ＭＴＬＮ［１４］ ７９．６ ８４．８
ＥＳＶ （Ｓｙｎｔｈｅｓｉｚｅｄ ＋ Ｐｒｅ－ｔｒａｉｎｅｄ） ［１５］ ８０．０ ８７．２

ＩｎｄＲＮＮ （６ ｌａｙｅｒｓ） ［１６］ ８１．８ ８８．０
ＳＴ－ＧＣＮ （ｗｉｔｈ ＪＰＤ） ［１７］ ８３．４ ８８．８
ＬＣ Ｆｕｓｉｏｎ （Ｚｅｒｏｓ Ｐａｄ） ８５．８ ８８．７
ＬＣ Ｆｕｓｉｏｎ （ＮＮ Ｐａｄ） ８７．０ ９１．５

平均ROC曲线(auc=0.99)
最小ROC曲线(auc=0.96)
最大ROC曲线(auc=1.00)
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图 ７　 ＬＣ 融合算法 ＲＯＣ 结果

Ｆｉｇ． ７　 ＲＯＣ ｃｕｒｖｅ ｏｆ ＬＣ ｆｕｓｉｏｎ ａｌｇｏｒｉｔｈｍ

３　 结束语

本文提出的 ＬＣ 融合动作识别算法，通过两个

子网分别捕捉骨架动作数据的空间特征和时间特

征。 经过融合两个子网的特征后，使算法具有强大

的时空特征提取和分类能力。 对于骨架动作数据时

长不统一问题，通过实验验证了近邻插补的效果优

于零向量插补。 本文算法在公开数据集 ＮＴＵ ＲＧＢ－
Ｄ 上具有较优效果。
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