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基于 ＹＯＬＯｖ７ 的通用目标检测模型

钟　 玲， 陆国芳

（沈阳工业大学 软件学院，沈阳 １１０８７０）

摘　 要： 针对通用目标检测领域在自动提取特征的过程中会提取错误的目标检测区域信息，本文以 ＹＯＬＯｖ７ 模型作为基线模

型进行改进，有效地提高检测精度。 首先，在 ＹＯＬＯｖ７ 模型的主干网络中引入改进的注意力机制，在上采样模块中采用双三

次插值，以增强浅层和深层的特征融合效果，减少区域信息丢失；其次，通过设计动态 ＩＯＵ 阈值实现动态非极大值抑制，解决

固定阈值导致检测边界框冗余的问题，提升准确性；最后，采用剪枝算法对网络模型进行轻量化处理，并使用深度可分离卷积

替换原始卷积。 实验结果显示，本文模型在数据集上的准确率、Ｆ１ 值和召回率均高于其他模型，说明本文建立的基于

ＹＯＬＯｖ７ 模型改进的通用目标检测算法的有效性。
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０　 引　 言

机器视觉旨在模仿人类视觉系统，使计算机系

统具备理解和解释图像或视频数据的能力。 为了从

图像中提取目标物体的特征参数，判断其类别，首先

需要预先设置好边界分类条件；然后通过图像处理

技术，对输入的图像进行分析，提取目标物体的关键

特征参数，如像素分布、边缘、分辨率、纹理等关键信

息；最后将目标物体的关键信息与已知类别的关键

信息进行匹配，从而确定物体的类别［１］。 在传统的

图像处理中，经典的图像区域检测有基于 Ｃａｎｎｙ 的

检测、基于 Ｓｏｂｅｌｍａｓｋ 的检测和基于 ＬｏＧ 算子的检

测等检测方法［２］。 然而，这些方法很容易受到背景

噪音的影响，背景越复杂检测就越困难［３］。 近年

来，以神经网络为主体的机器视觉研究取得了巨大

突破，其中卷积神经网络在目标特征提取方面展现

出了强大优势［４］。

１　 相关内容

ＹＯＬＯｖ７ 是 ＹＯＬＯ 系列最新的模型，具有更快

的检测速度和更高的检测精度［５］。 ＹＯＬＯｖ７ 模型在

主干网络中引入了高效线性注意力模块 （ Ｅ －



ＥＬＡＮ）、ＣＢＳ （Ｃｏｎｖ －ＢａｔｃｈＮｏｒｍ －Ｓｗｉｓｈ） 模块、ＣＢＭ
（Ｃｏｎｖ－ＢａｔｃｈＮｏｒｍ－Ｍｉｓｈ）等模块，这些模块有助于

提高模型的性能和效率［６］。 ＹＯＬＯｖ７ 模型的网络结

构如图 １ 所示。
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图 １　 ＹＯＬＯｖ７ 网络结构

Ｆｉｇ． １　 ＹＯＬＯｖ７ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＹＯＬＯｖ７ 网络由输入模块（ Ｉｎｐｕｔ）、主干网络

（Ｂａｃｋｂｏｎｅ）、头部（Ｈｅａｄ）和预测（Ｐｒｅｄｉｃｔｉｏｎ）４ 个模

块构成。 Ｉｎｐｕｔ 模块将输入的图像缩放至统一像素

大小，以便满足主干网络的输入要求；主干网络由若

干 ＢＣｏｎｖ 层、Ｅ－ＥＬＡＮ 层以及 ＭＰＣｏｎｖ 层组成，其中

ＢＣｏｎｖ 由 卷 积 层、 批 量 归 一 化 层 （ Ｂａｔｃｈ
Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）、ＬｅａｋｙＲｅＬＵ 激活函数组成，用于

提取不同尺度的图像特征［７］；Ｅ－ＥＬＡＮ 层通过引导

不同特征组的计算块学习更多样化的特征，在不破

坏原有梯度路径的情况下提高网络的学习能力；
ＭＰＣｏｎｖ 卷 积 层 在 ＢＣｏｎｖ 层 的 基 础 上 增 加 了

Ｍａｘｐｏｏｌ 层，构成上下两个分支，上分支通过一个最

大池化层对图像进行下采样，使特征图的长宽减半，
下分支则先通过一个 １×１ 的卷积运算，再通过一个

步长为 ２，大小为 ３×３ 的卷积运算，使图像的通道数

减半，最后将上下分支提取到的特征进行融合，提高

了网络的特征提取能力。 Ｈｅａｄ 模块由路径聚合特

征金字塔网络 （ Ｐａｔｈ Ａｇｇｒｅｇａｔｉｏｎ Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ
Ｎｅｔｗｏｒｋ，ＰＡＦＰＮ）组成，通过引入自底向上的路径使

得底层信息更容易传递到高层，从而实现了不同层

次特征的高效融合［８］。 预测模块对 ｈｅａｄ 模块输出

的不同尺度特征图进行图像通道数调整，利用 １×１

卷积来进行置信度、类别和锚框的预测［９］。 虽然

ＹＯＬＯｖ７ 模型在常见任务场景（如行人、车辆检测）
中表现出色，但检测仍然存在许多问题：

（１）与常见的场景相比，通用目标大多任意摆

放、形状特征不定，采用水平框对图像中的目标进行

标注，丢失了目标的方向性特征，增加了目标检测的

难度；
（２）实际应用中，由于目标之间重叠或遮挡，造

成在复杂背景下的目标检测不准确；
（３）在特征提取和特征融合模块中的 Ｅ－ＥＬＡＮ

模块虽然能增强网络的学习能力，但没有充分利用

各节点的特征图输出，没有考虑到各模块对特征的

提取能力不同。
针对上述问题，本文对 ＹＯＬＯｖ７ 模型进行改进：
（１）在主干网络中引入了改进的注意力模块，

以增强模型对区域的关注能力；
（２）提出了优化的非极大值抑制方法，以解决

区域边界框的冗余问题；
（３）设计了一个辅助的残差网络模块，以从目

标中提取更多的特征信息，从而减少检测误差；
（４）设计并实现了一个结构化模型压缩算法，使

得模型能够更好的部署在移动设备或嵌入式设备上。
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２　 通用目标检测模型

２．１　 模型自适应

２．１．１　 自适应网络系统

在目标检测任务中，ＹＯＬＯｖ７ 模型会生成许多

边界框，为了提高准确性，需要在这些边界框中选择

最有可能包含目标的框。 非极大值抑制方法能消除

多个重叠的边界框，并保留最可能包含目标的一个

边界框。 非极大值抑制方法的操作过程：首先，对所

有的边界框按照预测的目标概率得分从高到低进行

排序；其次，选择得分最高的边界框，并将其添加到

最终的结果中；对于剩余的边界框，计算其与已选中

的边界框的交并比，如果某个边界框的交并比

（ＩＯＵ）超过了设定的阈值，则将这个边界框删除；最
后，重复上述过程，直到所有的框都被考虑过。 通

常，ＩＯＵ 阈值是一个固定的概率值，由于可以在同一

区域得到多个检测结果，因此固定的 ＩＯＵ 阈值不适

用于目标识别。
由于固定的 ＩＯＵ 阈值没有过滤掉多余的检测

结果，本文提出了自适应非极大值抑制方法提高检

测结果的可靠性。 自适应非极大值抑制方法提供了

一个动态的 ＩＯＵ 阈值，当多个检测结果相似时，提
供较大的 ＩＯＵ 阈值以消除重复的检测结果；当多个

检测结果不同时，提供较小的 ＩＯＵ 阈值以保留更多

的检测结果。 假设检测结果集为 Ｄ，Ｔ 为检测得分最

高的边界框，最高检测框与检测结果 Ｄ 中每个 ｄｉ 之

间的 ＩＯＵ 平均值 ｔｂｍ， 公式（１）：

ｔｂｍ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ＩＯＵ（Ｔ，ｄｉ） （１）

　 　 其中， ｎ 为检测结果个数。
对比 ｔｂｍ 与默认 ＩＯＵ 阈值（默认值通常为 ０．５），

取其中的最大者作为最终 ＩＯＵ 阈值。
在自适应非极大值抑制方法中，当检测结果的

大 ＩＯＵ 值占比较高时，阈值也较高，重复检测结果

会被剔除。 当较小的值所占比例较高时，阈值也较

小，保留较多的检测结果。 因此，本文提出的自适应

非极大值抑制方法更适合目标检测。
２．１．２　 双三次插值

目标检测图像通常有很多边缘信息，对图像进

行上采样时，会增加图像的像素，通常在图像需要上

采样时使用插值方法。 目标检测图像通常有很多边

缘信息，不同的插值方法会产生不同的上采样效果，
从而影响检测精度。 在空间上采用适当的插值方法

会使上采样的结果更加平滑和连续，也会减少不必

要的噪音。
在目标检测中，需要更精确的感知区域来更好

地表达物体特征［１０］。 在 ＹＯＬＯｖ７ 模型中，主干网络

中的浅层特征包含丰富的细节信息、位置信息、颜色

和纹理等低级语义信息，而深层特征包含丰富的高

级语义信息。 Ｈｅａｄ 模块将来自主干网络中不同层

的特征图融合在一起，从而获得更全面、丰富的特征

表示［１１］。
在目标检测中，对于具有相对较小或复杂纹理

的目标训练时希望模型能够提取更多的目标特征，
因此本文优化了 ＹＯＬＯｖ７ 模型的插值方法。 在

ＹＯＬＯｖ７ 模型中，双线性插值方法用于上采样处理，
核心是在两个方向上进行线性插值。 在上采样过程

中，双线性插值只考虑插值点周围 ４ 个直接相邻像

素点的影响，而不考虑邻近像素点的影响，从而忽略

了物体的细节信息，比如边缘、纹理等信息。 而在上

采样模块中使用双三次插值，不仅考虑了 ４ 个相邻

的像素点，还考虑了相邻像素点的影响，因此可以保

留更详细的信息。 双三次插值以其在原始图像中的

位置计算其周围的 １６ 个像素点的加权平均值，根据

这些加权平均值来估计目标像素的值，可以从浅层

特征图获取更多的低级语义信息和细粒度信息，这
对于目标检测非常重要。
２．２　 注意力机制

注意力机制的核心就是只关注重点的信息，就
像人类在观察周边事物时，往往是着眼于特征明显

的区域仔细观察，这些区域就是人们感兴趣的区域，
因此这些区域会被分配到更多的注意力。 这个特点

应用在目标检测中，网络模型可以把注意力集中在

图像的局部特征上，形成注意力热图。 通过权重属

性来衡量图像中不同区域的注意力，从而进一步提

取感兴趣区域的特征，同时舍弃掉不感兴趣的区

域［１２］。 双重注意力机制通过引入通道注意力和空

间注意力来提高模型对输入特征的关注度，从而改

善模型在目标检测中的性能。 本文根据双重注意力

机制设计注意力模块，并将其添加到主干网络中，使
检测模型更加集中于检测的区域。 通道注意力结构

和空间注意力结构如图 ２ 和图 ３ 所示。
　 　 通道注意力结构通过在通道维度上计算特征的

平均值和标准差来生成一组特定的权重，以指导网

络分配不同通道特征之间的相互作用，从而使网络

能够更好地表达数据特征，通道注意力的计算公式

如式（２）所示：
Ａｃ（ｘ） ＝ α（ＦＣ（ＡｖｇＰｏｏｌ（ｘ）） ＋ ＦＣ（ＭａｘＰｏｏｌ（ｘ）））

（２）
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图 ２　 通道注意力结构图

Ｆｉｇ． ２　 Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

新注意力特征图
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最大池化输出

平均池化输出

卷积层 空间注意力特征图

激
活
函
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图 ３　 空间注意力结构图

Ｆｉｇ． ３　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 其中， α 代表 ｓｉｇｍｏｉｄ 激活函数； ＡｖｇＰｏｏｌ（ｘ） 代

表平均池化层； ＭａｘＰｏｏｌ（ｘ） 代表最大池化层。
　 　 空间注意力结构通过学习注意力权重来确定哪

些区域的特征更加重要，并将这些区域的特征进行

增强。 注意力权重可以基于不同信息源，如图像的

空间分布、颜色分布、纹理等。 学习了注意力权重

后，空间注意力会将权重应用到特征表示上，对每个

特征的元素进行加权操作，从而增强特征表示中重

要的特征信息，过滤掉无关的噪声信息，空间注意力

的计算公式如式（３）所示：
Ａｓ Ｘ( ) ＝ α（ｆ３×３ Ａｖｇｐｏｏｌ Ｘ( ) ； Ｍａｘｐｏｏｌ Ｘ( )[ ]( ) ） （３）
　 　 其中， α 代表 ｓｉｇｍｏｉｄ 激活函数， ｆ３×３ 代表 ３×３
的卷积操作。

双重注意力融合模块如图 ４ 所示，将主干网络

提取到不同尺度的特征图作为中间值输入到双注意

力融合模块中，先用通道注意力模块进行处理，获得

通道维度的注意力图，再通过空间注意力模块获取

空间维度注意力图；把得到的注意力图与输入图像

进行特征融合运算，生成一张新的特征图，具体计算

方式如式（４）、式（５）所示：
Ｘ ＝ Ａｃ ｘ( ) 􀱋 ｘ （４）

　 　 其中， ｘ 为通道注意力网络的输入图像，Ａｃ（ｘ）

为输入图像在通道维度上的运算， 通过在通道维度

上的运算来实现输入图像在不同通道间的差异化。
Ｙ ＝ ＡＳ Ｘ( ) 􀱋 Ｘ （５）

　 　 其中， Ｘ 为经过差异化处理的权重值与输入图

像在通道上经过线性加权操作后得到的特征图，
Ａｓ（Ｘ） 为输入图像在空间维度上的运算，实现特征

图不同元素位置重要性的差异化处理。
最后，将Ｘ作为 Ａｓ（Ｘ） 的输入，实现对特征图的

连续处理，将 Ａｓ（Ｘ） 运算的输出值与原特征图进行

线性加权获得最终输出 Ｙ。

通道
注意力

空间
注意力

特征图 输出
特征图

图 ４　 双重注意力融合模块结构图

Ｆｉｇ． ４　 Ａｔｔｅｎｔｉｏｎ ｆｕｓｉｏｎ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 本文在 ＹＯＬＯｖ７ 模型的 Ｈｅａｄ 模块中使用双三

次插值方法对图像进行上采样，在预测模块中引入

注意力模块进行不同尺度的特征融合，优化非极大

值抑制方法以消除多个重叠的边界框，得到目标检

测模型 ＡＢ－ＹＯＬＯｖ７（Ａｔｔｅｎｔｉｏｎ－Ｂｉｌｂｉｃ－Ｙｏｌｏｖ７）如图

５ 所示。
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图 ５　 ＡＢ－ＹＯＬＯｖ７（Ａｔｔｅｎｔｉｏｎ－Ｂｉｌｂｉｃ－Ｙｏｌｏｖ７）模型

Ｆｉｇ． ５　 ＡＢ－ＹＯＬＯｖ７（Ａｔｔｅｎｔｉｏｎ－Ｂｉｌｂｉｃ－Ｙｏｌｏｖ７） ｍｏｄｕｌｅ

２．３　 模型轻量化

２．３．１　 基于 ＭｏｂｉｌｅｖｉＴ 的轻量化改进

ＭｏｂｉｌｅＶｉＴ 是一种可用于移动设备的轻量级视

觉模型，结合了卷积神经网络和 Ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ

的优点，能够加快网络的推理和收敛速度，使得网络

更加稳定高效［１３］。 本文使用 ＭｏｂｉｌｅＶｉｔ 作为 ＡＢ－
ＹＯＬＯｖ７ 模型的特征提取网络，ＭｏｂｉｌｅＶｉｔ 网络结构

见表 １。
表 １　 ＭｏｂｉｌｅＶｉｔ 的网络结构

Ｔａｂｌｅ １　 ＭｏｂｉｌｅＶｉｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

输入的图像尺寸 每个特征层所经历模块 输出的特征图通道数 Ｔｒａｎｓｆｏｒｍｅｒ 模块数 每一次操作的步长

２５６２×３ ｃｏｎｖ２ｄ １６ － ２

１２８２×１６ ＭＶ２ ３２ － １

１２８２×３２ ＭＶ２ ６４ － ２

６４２×６４ ＭＶ２ ６４ － １

６４２×６４ ＭＶ２ ６４ － １

６４２×６４ ＭＶ２ ９６ － ／ ２

３２２×９６ ＭＶＩＴ ９６ ２ １

３２２×９６ ＭＶ２ １２８ － ２

１６２×１２８ ＭＶＩＴ １２８ ４ １

１６２×１２８ ＭＶ２ １６０ － ２

８２×１６０ ＭＶＩＴ １６０ ３ １

８２×１６０ Ｃｏｎｖ２ｄ ６４０ － １

８２×６４０ Ａｖｇｐｏｏｌ ８×８ － － －

１２×６４０ ＦＣ － － －

１２×ｋ Ｃｏｎｖ２ｄ － － －
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　 　 在表 １ 中，ＭＶＩＴ 是 ＭｏｂｉｌｅＶｉｔ 的核心模块，由局

部信息编码模块、全局信息编码模块和特征融合模

块组成，能够将局部特征信息和全局特征信息融合，
从而充分的提取图像信息。 ＭＶ２ 表示 ＭｏｂｉｌｅＮｅｔＶ２
模块，ＭＶ２ 先使用 １×１ 卷积实现升维，再通过 ３×３
的逐通道卷积提取特征，最后使用 １×１ 卷积实现降

维，以提高网络的表征能力。 由于 ＭｏｂｉｌｅＶｉｔ 网络第

１０ 层的特征被下采样了 ３２ 倍，如果继续下采样会

导致位置信息大量丢失。 因此，放弃 ＭｏｂｉｌｅＶｉｔ 网络

的第十层之后，将剩余的网络作为模型的核心特征

提取网络。
２．３．２　 基于模型剪枝的轻量化改进

为了进一步对网络模型进行精简，本文设计并

实现了一个结构化模型压缩算法，使模型能更好的

部署在轻量级设备上。 首先，通过训练一个大规模

的过参数化模型来获得最佳的基础网络性能；其次，

对大型模型进行剪枝和训练，即重新调整网络结构

中的通道或层数，从而得到一个简化的网络结构；最
后，使用剪枝后大型网络中保留的参数来初始化剪

枝后的网络，继续在训练集上进行几轮微调以进一

步调整模型参数。 在微调过程中，对卷积层内核的

权重进行排序，由于权重较低的卷积核对网络模型

效果影响较低。 因此，移除权重值排序最低的卷积

核以及其对应的特征映射图，并清除相关的连接。
在原来剪枝掉的卷积层中，重新生成新的卷积核并

进行初始化权重赋值，用剩下的权重值对新的卷积

核进行赋值并训练，得到最终的模型权重。
将结构化模型压缩算法引入到 ＡＢ－ＹＯＬＯｖ７ 模

型中，在保持模型性能的前提下进一步减小模型的

复杂度，使其能应用在资源受限的设备上，得到本文

最终目标检测模型 ＡＢＬ－ＹＯＬＯｖ７ （Ａｔｔｅｎｔｉｏｎ－Ｂｉｌｂｉｃ
－Ｌｉｇｈｔ－Ｙｏｌｏｖ７），模型结构如图 ６ 所示。
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图 ６　 ＡＢＬ－ｙｏｌｏｖ７ 模型结构

Ｆｉｇ． ６　 ＡＢＬ－ｙｏｌｏｖ７ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

３　 实　 验

３．１　 实验设置

本文采用 ＶｉｓＤｒｏｎｅ２０１９－ＤＥＴ 数据集进行改进

的通用目标检测模型实验。 该数据集的数据在不同

的场景下拍摄，涵盖了城市、乡村和工业区等多种场

景，具有多样性；数据集包含多个目标类别，包括行

人、车辆、自行车等常见的目标；数据集中的图像背

景复杂程度不同，有些较为稀疏，有些则较为拥挤；
在各种天气和光照条件下的拍摄，包含白天和夜晚

两种光照条件，有些图像则在阴天和雾霾条件下拍

摄。 ＶｉｓＤｒｏｎｅ２０１９－ＤＥＴ 数据集每个图像都具有精

确的目标边界框标注，提供了目标在图像中的位置、
大小信息和目标类别的标签，方便进行目标分类的
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研究和评估。
本文实验的基础实验环境见表 ２。

表 ２　 实验环境配置

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ ｃｏｎｆｉｇｕｒａｔｉｏｎ

环境选项 配置信息

操作系统 Ｗｉｎｄｏｗｓ

开发语言 Ｐｙｔｈｏｎ

深度学习框架 ｔｅｎｓｏｒｆｌｏｗ

ＣＰＵ 型号与主频 Ｉｎｔｅｌ Ｘｅｏｎ Ｇｏｌｄ ６２４８Ｒ ３．００ ＧＨｚ

ＧＰＵ 型号和显存 Ｎｖｉｄｉａ ＲＴＸ ３０９０ ２４ ＧＢ

内存容量 ２５６ ＧＢ

硬盘 ４ Ｔ

　 　 本文的训练模型由 ＳＧＤ 优化器在 Ｎｖｉｄｉａ ＲＴＸ
３０９０ 上进行训练，训练图片分辨率为 ６４０×６４０×３，
批次大小为 １２，迭代运行次数为 ３００，学习率为

０．００２，学习率动量为 ０．９。
通过目标检测领域通用的性能指标， 包括正确

率（Ａｃｃ）、召回率（Ｒ） 以及 Ｆ１ 值（Ｆ１ － ｓｃｏｒｅ） 来评

价改进模型的有效性。
准确率是指在预测为正例的样本中实际为正例

所占的比例，数值越大表示预测的结果中实际为正

例的占比越高，公式（６）：

Ａｃｃ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（６）

　 　 其中， ＴＰ表示正确的分类样本数量，ＦＰ表示将

负样本预测为正例的数量。
召回率是指在所有实际为正例的样本中被正确

预测为正例的样本所占的比例，公式（７）：

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（７）

　 　 其中， ＦＮ 表示将正样本预测为负例的数量。
Ｆ１ 值通过计算准确率和召回率的调和平均值

来评估模型的性能，综合考虑了准确率和召回率两

个指标，公式（８）：

Ｆ１ ＝ ２∗Ｒ∗Ａｃｃ
Ｒ ＋ Ａｃｃ

（８）

３．２　 对比实验

为了验证改进模型 ＡＢＬ－ＹＯＬＯｖ７ 的有效性，与
主流的旋转目标检测模型 ＲｅＤｅｔ、ＳＣＲＤｅｔ、Ｒ３Ｄｅｔ 和
水平目标检测模型 ＲｅｔｉｎａＮｅｔ、ＦＣＯＳ、ＹＯＬＯｖ７ 进行

了对比实验，结果见表 ３。
表 ３　 不同模型情感分析对比结果

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
％

模型 准确率 Ｆ１ 值

ＲｅＤｅｔ ８２．０３ ７１．３７

ＳＣＲＤｅｔ ８２．５６ ７０．９２

Ｒ３Ｄｅｔ ８５．５１ ７４．５４

ＲｅｔｉｎａＮｅｔ ７３．１６ ６３．９９

ＦＣＯＳ ６９．１３ ６４．７１

ＹＯＬＯｖ７ ８３．８７ ７４．３２

ＡＢＬ－ＹＯＬＯｖ７ ９１．４２ ８８．０９

　 　 由表 ３ 可知，ＡＢＬ－ＹＯＬＯｖ７ 模型与主流的旋转

目标检测模型 ＲｅＤｅｔ、ＳＣＲＤｅｔ、Ｒ３Ｄｅｔ 相比准确率分

别提高了 ９．３９％、８．８６％、５．９１％， Ｆ１ 值分别提高了

１６．７２％、１７．１７％、１３．５５％、，２４．１％、２３．３８％、１３．７７％；
与水平目标检测模型 ＲｅｔｉｎａＮｅｔ、ＦＣＯＳ、ＹＯＬＯｖ７ 相

比，准确率分别提高了 １８．２６％、２２．２９％、７．４５％， Ｆ１
值分别提高了 ２４．１％、２３．３８％、１３．７７％。
　 　 各模型的召回率如图 ７ 所示，可见 ＡＢＬ －
ＹＯＬＯｖ７ 模型与旋转目标检测模型 ＲｅＤｅｔ、ＳＣＲＤｅｔ、
Ｒ３Ｄｅｔ 和 水 平 目 标 检 测 模 型 ＲｅｔｉｎａＮｅｔ、 ＦＣＯＳ、
ＹＯＬＯｖ７ 相比召回率有所提升，表明 ＡＢＬ－ＹＯＬＯｖ７
模型能够提高复杂场景下的通用目标检测率。
３．３　 消融实验

为了进一步验证 ＡＢＬ－ＹＯＬＯｖ７ 模型各个模块

的有效性，本文进行了消融实验，实验结果见表 ４。
由表 ４ 可知，当分别去掉自适应网络、双三次插值、
轻量化及剪枝时， 准确率分别下降了 ３． ３２％、
３．１１％、４． ５１％， Ｆ１ 值分别下降了 ２． ８８％、０． ９９％、
２．１８％；当只有自适应网络、双三次插值、轻量化及

剪枝、注意力机制其中的一种时，准确率和 Ｆ１ 值急

剧下降，表明自适应网络、双三次插值、轻量化及剪

枝、注意力机制能提升对通用目标的检测效果。
　 　 ＹＯＬＯｖ７ 模 型 与 ＡＢＬ － ＹＯＬＯｖ７ 模 型 在

ＶｉｓＤｒｏｎｅ２０１９ －ＤＥＴ 数据集上的部分检测效果如图

８ 所示。 可见对于遮挡目标，ＹＯＬＯｖ７ 模型存在漏

检，检测效果不理想；ＡＢＬ－ＹＯＬＯｖ７ 模型能够检测

出遮挡目标，并且检测精度有所提高。
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(a)ReDet召回率 (b)SCRDet召回率 (c)R3Det召回率 (d)RetinaNet召回率

(e)FCOS召回率 (f)YOLOv7召回率 (g)ABL-YOLOv7算法召回率

图 ７　 各种算法召回率对比图

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ｒｅｃａｌｌ ｒａｔｅｓ ｏｆ ｖａｒｉｏｕｓ ａｌｇｏｒｉｔｈｍｓ
表 ４　 ＡＢＬ－ＹＯＬＯｖ７ 各模块消融实验结果

Ｔａｂｌｅ ４　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ＡＢＬ－ＹＯＬＯｖ７ ｍｏｄｕｌｅ ％

序号 自适应网络 双三次插值 注意力机制 轻量化及剪枝 Ａｃｃ Ｆ１

１ √ √ √ √ ９１．４２ ８８．０９

２ √ √ √ ８８．１０ ８５．２１

３ √ √ √ ８８．３１ ８７．１０

４ √ √ √ ８６．９１ ８５．９１

５ √ √ ８１．３７ ８０．２５

６ √ √ ８４．６３ ８２．５９

７ √ √ ８０．８８ ８０．６９

８ √ ７６．６３ ７５．４０

９ √ ７４．５３ ７０．２９

１０ √ ７２．４８ ７０．１０

１１ √ ７６．２８ ７９．５９

（ａ） 原始 ＹＯＬＯｖ７ （ｂ） ＡＢＬ－ＹＯＬＯｖ７ 模型

图 ８　 实验效果对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｅｆｆｅｃｔ
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４　 结束语

对于不同场景下的通用目标检测，在自动提取

特征的过程中面临着目标检测区域信息提取错误的

问题。 本文以 ＹＯＬＯｖ７ 为基础网络模型，针对通用

目标检测模型进行改进，主要完成的工作如下：
（１）针对区域边界框的冗余问题，提出了优化

的非极大值抑制方法，在操作过程中通过引入动态

ＩＯＵ 阈值来替换固定的 ＩＯＵ 阈值，从而解决固定

ＩＯＵ 阈值导致检测边界框冗余的问题，提高检测模

型的准确性和鲁棒性；
（２）通过引入双三次插值方法，计算目标像素

周围的 １６ 个像素点的加权平均值进行插值，增强浅

层特征与深层特征的语义融合，减少区域信息丢失，
使上采样的结果更加平滑和连续；

（３）为了提取目标更多的特征，在预测模块中

引入双重注意力机制，即空间注意力分支通过在每

个空间位置上计算权重，以捕捉不同位置之间的依

赖关系；通道注意力分支通过在每个通道上计算权

重，得到与通道相关的注意力向量，从而捕捉全局通

道相关性。 将两个注意力分支的输出结合在一起，
使模型在学习过程中可以同时关注空间位置和通道

间的信息，从而更全面地理解输入数据的特征。
（４）为了加快网络的推理和收敛速度，使用

ＭｏｂｉｌｅＶｉｔ 作为特征提取网络，设计并实现了一个结

构化模型压缩算法，对模型进一步精简。
本文在 ＶｉｓＤｒｏｎｅ２０１９－ＤＥＴ 数据集上进行实验，

实验结果表明本文改进的模型在通用目标检测性能

上表现更佳。
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ｒｏｂｕｓｔ ｄｅｔｅｃｔｉｏｎ ｆｏｒ ｓｍａｌｌ， ｃｌｕｔｔｅｒｅｄ ａｎｄ ｒｏｔａｔｅｄ ｏｂｊｅｃｔｓ ［ Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１９ ＩＥＥＥ ／ ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｎｅｗ Ｙｏｒｋ： ＩＥＥＥ Ｐｒｅｓｓ， ２０２０： ８２３１－８２４０．

［１１］ＹＡＮＧ Ｘ， ＹＡＮ Ｊ， ＦＥＮＧ Ｚ， ｅｔ ａｌ． Ｒ３Ｄｅｔ： Ｒｅｆｉｎｅｄ ｓｉｎｇｌｅ－ｓｔａｇｅ
ｄｅｔｅｃｔｏｒ ｗｉｔｈ ｆｅａｔｕｒｅ ｒｅｆｉｎｅｍｅｎｔ ｆｏｒ ｒｏｔａｔｉｎｇ ｏｂｊｅｃｔ ［ Ｃ ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ ｔｈｅ
Ａｄｖａｎｃｅｍｅｎｔ ｏｆ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ（ＡＡＡＩ） ． Ｎｅｗ Ｙｏｒｋ： ＩＥＥＥ
Ｐｒｅｓｓ， ２０２１：３１６３－３１７１．

［１２］ＬＩＮ Ｔ Ｙ， ＧＯＹＡＬ Ｐ， ＧＩＲＳＨＩＣＫ Ｒ， ｅｔ ａｌ． Ｆｏｃａｌ ｌｏｓｓ ｆｏｒ ｄｅｎｓｅ
ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． ２０１７：２９８０－２９８８．

［１３］ＹＡＮＧ Ｑ， ＺＨＡＮＧ Ｓ， ＣＨＥＮ Ｗ， ｅｔ ａｌ． Ａ ｌｉｇｈｔｗｅｉｇｈｔ ｎｅｔｗｏｒｋ ｆｏｒ
ｈｉｇｈ ｄｙｎａｍｉｃ ｒａｎｇｅ ｉｍａｇｉｎｇ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｎｅｗ
Ｏｒｌｅａｎｓ， ＬＡ： ＩＥＥＥ， ２０２２： ８２４－８３２．

１３第 １２ 期 钟玲， 等： 基于 ＹＯＬＯｖ７ 的通用目标检测模型


