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基于注意力 ＲｅｓＮｅｔ 模型的小麦锈病检测方法研究

亢建华， 刘成忠， 杨红强

（甘肃农业大学 信息科学技术学院， 兰州 ７３００７０）

摘　 要： 针对小麦锈病识别率不高和病症难以判断问题，提出一种基于注意力机制（Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ， ＡＴ）的残差网络模

型（Ｒｅｓｉｄｕａｌ Ｎｅｔｗｏｒｋ， ＲｅｓＮｅｔ）。 该模型利用 ＲｅｓＮｅｔ 网络能够抑制梯度弥散的优势，并引入注意力机制对小麦锈病特征因子

赋予权重。 对输入的小麦锈病图像进行通道注意力权重赋值，并提取图像空间细粒度特征完成小麦锈病检测。 研究结果表

明：该网络模型在 Ｗｈｅａｔ－ｄａｔａ 数据集上平均识别精确率为 ９５．２０％， Ｆ１ ⁃ｓｃｏｒｅ为 ９６．３５％；与非注意力 ＲｅｓＮｅｔ 网络模型相比其平

均识别精确率和 Ｆ１ ⁃ｓｃｏｒｅ 平均提高 ０．６３％和 １．０３％。 通过对网络模型参数和识别准确率分析，表明 ＡＴ－ＲｅｓＮｅｔ１００ 网络模型

具有较好的性能。
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０　 引　 言

小麦是人类赖以生存的主要作物，在中国种植

面积广泛、产量丰富，是中国主要的食物之一。 因

此，小麦的健康生长对于中国经济发展和社会稳定

提供了良好的物质基础。 然而小麦的生长往往受到

小麦病害的制约。 其中小麦锈病［１］ 是影响小麦健

康生长最主要的真菌疾病，其会造成小麦的大量减

产，甚至影响人类健康。 因此，对于小麦锈病的研究

具有实际意义和社会价值。
在小麦锈病检测和病症判别方面利用深度学习

技术是一个新的研究方向，公开的相关文献较少，多

数文献都是基于机器学习算法进行小麦锈病的检测

和识别。 冷伟锋等人［２］ 对不同生长时期的小麦株

条进行监测，构建小麦锈病图像反射率与病变特征

之间严重程度的关系模型，从而研究小麦种植密度、
光照面积等对模型检测和识别的影响。 雷雨等［３］

采用实验的方法，对小麦锈病进行了分析。 虽然该

方法能够很好的检测和识别小麦条锈病的病变区

域，但对于图片的质量要求较高，在自然条件下难以

获取高质量的光谱图片。 Ｂｏｈｎｅｎｋａｍｐ Ｄ 等［４］ 利用

高光谱成像技术对小麦叶片条锈病进行检测和识

别，采用最小二乘法进行分解，得到小麦锈病孢子的

光谱信号，完成小麦条锈病病害区域检测。 但该方



法也要求具有高质量的图像，且采用最小二乘法分

解速度较慢。
神经网络模型［５］ 可以通过端到端的学习过程自

动构建识别模型，因此本文借助神经网络模型的优

点，提出一种基于注意力 ＲｅｓＮｅｔ 网络模型的小麦锈

病检测方法。 对输入的小麦锈病图像通过注意力模型

进行权重赋值，在 ＲｅｓＮｅｔ 网络模型中进行小麦锈病特

征提取并进行小麦锈病检测，经过在自定义数据集上

进行对比验证，说明了该模型的有效性和鲁棒性［６］。

１　 网络模型及小麦锈病检测

１．１　 ＲｅｓＮｅｔ 网络模型

２０１５ 年 Ｈｅ 等人［７］提出残差网络模型（Ｒｅｓｉｄｕａｌ
Ｎｅｔｗｏｒｋ， ＲｅｓＮｅｔ），该模型能够有效抑制训练过程中

由于网络层数过多而导致的网络退化问题，模型的

提出对于深层网络的训练具有里程碑意义。 通常情

况下，在神经网络的训练过程中，卷积层和全连接层

往往存在空间特征的丢失问题，而 ＲｅｓＮｅｔ 网络模型

由于残差块的存在，能够有效保留图像空间细粒度

特征，这对于训练过程中简化模型参数和保留细节

特征达到了很好的平衡，也是本文选用此网络作为

小麦 锈 病 检 测 和 识 别 的 依 据。 ＲｅｓＮｅｔ 网 络 有

ＢａｓｉｃＢｌｏｃｋ 和 Ｂｏｔｔｌｅｎｅｃｋ 两 种 基 本 结 构， 其 中

Ｂｏｔｔｌｅｎｅｃｋ 结构用于较深层次网络的训练，具体网络

模型结构如图 １ 所示。
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图 １　 ＲｅｓＮｅｔ Ｂｏｔｔｌｅｎｅｃｋ 网络模型

Ｆｉｇ． １　 ＲｅｓＮｅｔ Ｂｏｔｔｌｅｎｅｃｋ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

　 　 由图中可知，首先对输入数据 Ｘ 使用 １×１ 的卷

积核进行操作，重复卷积操作 ６４ 次；再通过 Ｒｅｌｕ 激

活函数进行非线性变换，并将非线性结果作为下一

卷积层的输入数据；其次将非线性结果使用 ３×３ 的

卷积核进行 ６４ 次卷积操作，通过 Ｒｅｌｕ 激活函数进

行变换操作；最后使用 １×１ 的卷积核进行 ２５６ 次卷

积操作，并将卷积输出结果与原始输入信息 Ｘ 经过

下采样的数据进行融合处理，将融合后的数据进行

非线性变换作为下一层神经网络的输入数据。
传统神经网络模型虽然具有良好的特征提取能

力和较高的识别效率，但在解决序列图像时忽略了图

像空间细粒度特征信息，并且神经网络层数越深网络

参数的增加呈指数级增长，对于普通 ＣＰＵ 来说很难

达到理想的效果。 因此，为挖掘小麦锈病图像属性之

间的相关性和空间特征，以及小麦锈病细粒度特征，
本文采用 ＲｅｓＮｅｔ 神经网络模型代替传统神经网络模

型。 ＲｅｓＮｅｔ 网络模型对小麦锈病图像的空间特征捕

获能力和细粒度特征提取能力都具有优越的性能，并
且能够有效抑制由于网络层数过多而导致的网络退

化问题，可以更好地提取小麦锈病图像病变相关特

征，进而进行小麦锈病检测和识别。
１．２　 注意力 ＲｅｓＮｅｔ 网络模型小麦锈病检测

深度学习中的注意力机制［８］ 是根据人类视觉原

理发展而来，近年来广泛应用于计算机视觉［９］、模式

识别［１０］、自然语言处理［１１］ 等领域。 据查阅现有文献

可知，本文首次将注意力 ＲｅｓＮｅｔ 网络模型应用于小

麦锈病检测和识别的研究，通过引入注意力机制模

型，根据小麦锈病的特征因子对注意力权重进行赋值

和归一化操作，进而提取小麦锈病图像特征和识别小

麦锈病的症状，再通过分析小麦锈病图像数据的局部

特征与预测结果之间的关联性，使注意力 ＲｅｓＮｅｔ 网
络模型可重点关注输入数据的关键特征，因此对一些

重要特征增大相应的权重值，使预测结果更加趋近于

真实值。 由于注意力机制模型对于数据中的重要特

征进行实时动态监测，当数据中的多种特征相互交

叠，且存在非重要特征的干扰时，注意力机制的优越

性会更加明显。 基于注意力机制 ＲｅｓＮｅｔ 网络模型的

优势，本文以小麦锈病图像的空间特征和细粒度特征

为目标，实现小麦锈病图像特征提取和病症识别。
为充分挖掘小麦锈病图像中病症相关的空间

特征和细粒度特征，本文在 ＲｅｓＮｅｔ 模型中引入通道

注意力机制，在对小麦锈病图像进行特征提取和病症

识别的同时，注意力机制使网络模型更加关注小麦锈

病病症相关的重要特征，选择性忽略一些次要特征。
注意力机制 ＲｅｓＮｅｔ 网络模型如图 ２ 所示。
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图 ２　 注意力 ＲｅｓＮｅｔ 网络模型

Ｆｉｇ． ２　 Ａｔｔｅｎｔｉｏｎ ＲｅｓＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

　 　 注意力模块如图 ２ 中 ＡＴ 所示，在 ３×３ 卷积后

面增加注意力机制，为尽可能保留更多的细节特征

将注意力输出通过 ３×３ 的卷积核，同时通过 １×１ 卷

积核连接 ３×３ 卷积核两端的 Ｒｅｌｕ 激活函数，以保证
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小麦锈病更多的细节特征并减少计算参数，其注意

力模块内部结构，如图 ３ 所示。
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图 ３　 ＣｏｎｖＬＳＴＭ 网络模型注意力机制结构图

Ｆｉｇ． ３　 ＣｏｎｖＬＳＴＭ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｓｔｒｕｃｔｕｒｅ

ｄｉａｇｒａｍ

　 　 在注意力模块中，通过对经过 ３×３ 卷积核的数据

Ｘ′ 分别进行最大池化和平均池化，将池化后的数据再

通过融合模型进行注意力权重赋值。 为减少数据维

数对注意力权重归一化计算，同时为减少计算量和保

证小麦锈病细节特征，采用 １×１ 卷积核对输入数据和

归一化权重进行融合操作，输出 Ｘ
～
作为下一层卷积网

络的输入。 最终的输入如式（１） ～式（３）所示。
Ｒｓ ＝ Ｗ∗ｒｅｌｕ（Ｗ∗Ｘ ＇ ＋ ｂｒ） （１）

Ａｉ
ｒ ＝ ｐ（ａｔｔｉ ｜ Ｘ ＇） ＝

ｅｘｐ（Ｒ ｉ
ｓ）

∑
ｉ
ｅｘｐ（Ｒ ｉ

ｓ）
（２）

Ｘ
～
＝ Ａｒ 􀳱 Ｘ′ （３）

　 　 其中， Ｗ 为相应的卷积核，Ｒｓ 为输入数据对每

个特征区域的注意力权重值，其由当前的输入数据

和偏置值通过 Ｒｅｌｕ 激活函数进行非线性变化得到。
经过式（２）权重归一化操作，得到当前网络层的权

重注意力值，表示注意力机制对当前小麦锈病图像

每个特征区域的关注程度。 式（３）中，符号 􀳱表示

Ｈａｄａｍａｒｄ 乘积计算［１２］。
２　 实验结果与分析

本文采用百度公司 ＰａｄｄｌｅＰａｄｄｌｅ（２．３．１ 稳定版

本）开源深度学习平台进行小麦锈病检测实验验

证，硬件环境为第 １０ 代 Ｉｎｔｅｌ （Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ７ －
１０７１０Ｕ ＣＰＵ ＠ １．１０ ＧＨｚ １．６１ ＧＨｚＩｎｔｅｒ，１６ Ｇ 内存，
５００ Ｇ 硬盘，搭载 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ １０７０ Ｔｉ 显卡加速

图像处理，初始学习率设置为 ０．０１，随着迭代次数的

增加依次降低学习率，训练迭代次数为 ５０Ｅｐｏｃｈｓ，
批大小为 ２８ 进行训练。
２．１　 数据集

为验证本文所提算法的有效性，本研究对不同生

长时期的小麦株条做了数据采集。 其中，小麦幼苗期

以甘肃省农科院温室内的小麦为数据源，以 ２５ 种人工

诱感条锈病幼苗为采集对象，使用华为荣耀手机（Ｐ４０）

共采集 ３４ ３１０ 张小麦锈病图像；小麦成株期以甘肃省

冬小麦新品种选育示范基地为采集地，以 ３１ 种人工诱

感小麦为采集对象，使用华为荣耀手机（Ｐ４０）拍摄得到

分辨率为 ３ ２６４×１ ８３６ 的小麦条锈病照片 ４２ ３２０ 张。
总共采集到不同时期小麦锈病照片 ７６ ６３０ 张。

在获取小麦照片时采用白色纸盒模型作为遮挡

工具，对单个小麦品种植株进行照片采集时，避免了

周围杂草及环境的影响和干扰。 对每个品种的小麦

植株采集 ７０ 株左右，为了能够最大限度保留小麦锈

病照片的特征信息，尽可能拍摄单个小麦品种的全

貌。 同时为了能够更好地提取出小麦锈病的细粒度

特征和准确识别小麦病变特征，提高神经网络提取

特征的能力，对采集到的小麦锈病照片进行相似性

筛选，同时为防止过拟合扩大数据集，在拍摄时采用

不同的拍摄方式，如顶拍、侧拍、倒拍等。
２．２　 评价指标

为了评价算法的有效性和鲁棒性， 本文选择常

用的识别准确率（ＲＡ） ［１３］ 和 Ｆ１⁃ｓｃｏｒｅ［１４］ 作为算法性

能的评价指标。
识别准确率 （ＲＡ） 为预测结果为正例样本中的

真实标签为正例的比例，常被用来作为评价目标识

别准确性的性能指标，如式（４）表示。

ＲＡ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（４）

　 　 其中， ＴＰ 为真实值和预测值均为真的样本数，
ＦＰ 表示真实值为负例样本而预测值为正例的样本

数。 识别准确率越大，表示小麦锈病识别算法的性

能越好。
Ｆ１⁃ｓｃｏｒｅ为精确率与召回率的调和平均值，反映

了模型的稳健性。 如式（５）表示。

Ｆ１⁃ｓｃｏｒｅ ＝ ２ ＲＡ × ＲＣ
ＲＡ ＋ ＲＣ

（５）

　 　 其中 ：

ＲＣ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

式（５）中： ＲＡ 表示识别准确率， ＲＣ 为召回率， ＦＮ表示

真实值为正例样本数而预测值为负例样本数， Ｆ１⁃ｓｃｏｒｅ
分数越大，表明模型越稳定，其算法有效性越好。
２．３　 结果分析

为了验证注意力 ＲｅｓＮｅｔ 网络模型的有效性和

优越性，在自定义数据集 Ｗｈｅａｔ－ｄａｔａ 上对识别准确

率和 Ｆ１⁃ｓｃｏｒｅ 性能指标进行对比分析。
在自定义数据集 Ｗｈｅａｔ－ｄａｔａ 上将本文算法与

其它网络模型进行对比实验，结果见表 １。
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表 １　 多种算法在 Ｗｈｅａｔ－ｄａｔａ 数据集 ＲＡ 和 Ｆ１ ⁃ｓｃｏｒｅ 值比较

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＡ ａｎｄ Ｆ１ ⁃ｓｃｏｒｅ ｖａｌｕｅｓ ｏｆ ｍａｎｙ ａｌｇｏｒｉｔｈｍｓ
ｉｎ Ｗｈｅａｔ－ｄａｔａ ｓｅｔｓ

算法名称 ＲＡ ／ ％ Ｆ１ ⁃ｓｃｏｒｅ ／ ％

ＡｌｅｘＮｅｔ［１５］ ９６．６２ ９６．７８

ＧｏｏｇＬｅＮｅｔ［１６］ ９７．２４ ９７．３５

ＲｅｓＮｅｔ［７］ ９６．３５ ９６．５３

本文算法 ９６．８２ ９７．４５

　 　 由表 １ 可知，本文所提网络模型在自定义数据集

Ｗｈｅａｔ－ｄａｔａ 上对识别准确率和 Ｆ１⁃ｓｃｏｒｅ 均取得最优

的效果。 文献［１５］中网络模型虽然在 ２０１２ 年计算机

视觉图像识别方面获得冠军，其网络模型对图像的表

现特征具有良好的提取能力，相比于传统神经网络该

模型在图像识别方面准确率提升了 １０％左右，但对于

深层次特征的提取需要很深的网络结构，因此在细粒

度特征方面该网络模型稍欠佳。 文献［１６］中网络模

型是 ２０１４ 年提出的一种全新的网络模型，该模型能

够更高效的利用计算资源，同时在算力相同的情况下

能够获得较高的训练效果，由于网络深度较深，所以

需要大量的参数，训练过程较为复杂。 文献［７］采用

非注意力 ＲｅｓＮｅｔ 模型在自定义数据集上对识别准确

率和 Ｆ１⁃ｓｃｏｒｅ 指标进行验证，也取得了较为良好的效

果，但是相比于本文注意力 ＲｅｓＮｅｔ 网络模型稍显逊

色。 由于注意力机制可以动态调节训练过程中关键

信息的权重，从而使网络模型更加关注关键特征的提

取，以此提高识别准确率。
为验证非注意力 ＲｅｓＮｅｔ 网络模型和注意力

ＲｅｓＮｅｔ 网络模型性能指标之间的区别，采用 ＲＡ 和

Ｆ１⁃ｓｃｏｒｅ 评价指标对数据进行了分析。 在保持数据

集中小麦各生长期阶段样本数量相近的情况下，采
用 ５ 折交叉验证法［１７］，每次随机抽取 １５ ０００ 张各阶

段小麦生长图片用于实验，其中 １２ ０００ 张图片用于

训练，３ ０００ 张图片用于测试，对 ５ 次结果求和再取

平均值得到最终结果。 使用 ＲＡ 和 Ｆ１⁃ｓｃｏｒｅ 对实验

结果进行统计分析，结果如图 ４ 所示。
　 　 由图 ４ 可知，注意力机制 ＲｅｓＮｅｔ 网络模型比单

一的 ＲｅｓＮｅｔ 网络模型在识别准确率和 Ｆ１⁃ｓｃｏｒｅ性能

指标上有明显的提高，且随着迭代次数的增大，识别

准确率和 Ｆ１⁃ｓｃｏｒｅ 的提升效果显著增加；当达到一

定训练次数后，其性能指标增加速度放缓，主要是因

为数据规模限制了性能的进一步提升。 其中，基于

注意力 ＲｅｓＮｅｔ 网络模型在 Ｗｈｅａｔ－ｄａｔａ 数据集上 ５
次平均识别准确率和 Ｆ１⁃ｓｃｏｒｅ 分别为 ９５．２０％和 ９６．
３５％，ＲｅｓＮｅｔ 网络模型在同样条件下平均识别准确

率和 Ｆ１ － ｓｃｏｒｅ 分别为 ９４．５７％和 ９５．３２％。 在上述

训练 ５０Ｅｐｏｃｈｓ 条件下，基于注意力 ＲｅｓＮｅｔ 网络模

型比非注意力 ＲｅｓＮｅｔ 网络模型识别准确率和

Ｆ１⁃ｓｃｏｒｅ 平均分别提高 ０．６３％和 １．０３％。 由此可见，
使用注意力机制的 ＲｅｓＮｅｔ 网络模型，能够更好地提

取小麦锈病图像的空间特征和细粒度特征，能够更

有效进行小麦锈病特征的选择和病症的判别，在小

麦锈病识别准确率和 Ｆ１⁃ｓｃｏｒｅ 性能指标方面有明显

的提升。
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图 ４　 在 Ｗｈｅａｔ－ｄａｔａ 数据集上平均识别准确率和 Ｆ１ ⁃ｓｃｏｒｅ 统计图

Ｆｉｇ． ４ 　 Ａｖｅｒａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ Ｆ１ ⁃ｓｃｏｒｅ ｓｔａｔｉｓｔｉｃｓ ｏｎ
Ｗｈｅａｔ－ｄａｔａ ｓｅｔｓ

　 　 为验证不同网络模型参数下小麦锈病检测和识

别准确率，分别对 ＲｅｓＮｅｔ５０ 网络模型、ＲｅｓＮｅｔ１００ 网

络模型、ＡＴ－ＲｅｓＮｅｔ５０ 网络模型和 ＡＴ－ＲｅｓＮｅｔ１００ 网

络模型的参数和识别准确率之间的相关性在融合数

据集上进行分析。 与上述实验方法相同，采用 ５ 折

交叉验证法进行训练实验，同样采用 ５ 次实验的平

均值作为验证结果，对模型参数和识别准确率

（ＲＡ） 之间的关系统计进行分析，结果如图 ５ 所示。
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图 ５　 在 Ｗｈｅａｔ－ｄａｔａ 数据集上模型参数和识别准确率统计图

Ｆｉｇ． ５ 　 Ｓｔａｔｉｓｔｉｃａｌ ｃｈａｒｔ ｏｆ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ
ａｃｃｕｒａｃｙ ｏｎ Ｗｈｅａｔ－ｄａｔａ ｓｅｔｓ

　 　 从图 ５ 可知，在 Ｗｈｅａｔ－ｄａｔａ 数据集上对不同层

数的神经网络模型在参数和识别准确率方面进行了

对比分析。 其中，ＲｅｓＮｅｔ５０ 网络模型由于层数较少，
所需参数相对较少，识别准确率也相对较低；
ＲｅｓＮｅｔ１００ 网络模型和 ＡＴ－ＲｅｓＮｅｔ５０ 网络模型在训练

次数相同的情况下，识别准确率相当，而 ＡＴ －
ＲｅｓＮｅｔ５０ 网络模型需要更少的参数即可达到同样的
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识别效果。 由此可见，加入注意力机制对于小麦锈病

的识别和病症判断是有效的。 在 ＡＴ－ＲｅｓＮｅｔ１００ 网络

模型中由于网络层数较高，所需要的模型参数也相应

增加，识别准确率也相对其他模型表现更好。
综合考虑网络性能和训练次数等因素，本文选

择 ＡＴ－ＲｅｓＮｅｔ１００ 网络模型作为小麦锈病识别和病

症判断的最终网络模型。

３　 结束语

针对小麦锈病检测问题，本文提出一种基于注

意力 ＲｅｓＮｅｔ 网络模型的小麦锈病检测方法。 为验

证本文网络模型的有效性和鲁棒性，以自定义数据

集 Ｗｈｅａｔ－ｄａｔａ 为实验对象，首先通过对不同算法的

识别准确率和 Ｆ１⁃ｓｃｏｒｅ 性能指标进行分析，可知本

文网络模型在自定义数据集上均达到良好的效果；
其次在自定义数据集上针对 ＲｅｓＮｅｔ 网络模型和基

于注意力 ＲｅｓＮｅｔ 网络模型在识别准确率和 Ｆ１⁃ｓｃｏｒｅ
方面进行对比，本文网络模型在自定义数据集上平

均识别准确率和 Ｆ１⁃ｓｃｏｒｅ均高于非注意力 ＲｅｓＮｅｔ 网
络模型，表明该网络模型在小麦锈病检测方面的有

效性和鲁棒性；最后对网络模型参数和识别准确率

进行对比分析，可知 ＡＴ－ＲｅｓＮｅｔ１００ 网络模型具有

优良的表现性能。
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