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摘　 要： 口腔移植骨区域自动分割在计算机辅助诊断中具有重要的临床意义。 针对口腔移植骨区域大小不一，形状相异以及

正负样本不平衡等特点，提出一种改进的 ＲｅｓＵＮｅｔ 深度学习网络，实现对口腔移植骨区域的自动分割。 该算法设计了一个新

颖的通道敏感注意力，用来捕获所有通道特征图之间的相互依赖关系，进而使用空间注意力关注这些通道特征上感兴趣的区

域，提升口腔移植骨区域分割的准确性。 实验结果表明，在口腔移植骨区域自动分割任务中，本文所提算法性能均优于目前

医学图像分割的主流方法。
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０　 引　 言

口腔疾病可导致疼痛、咀嚼和吞咽困难以及言

语障碍。 近年来，牙齿种植修复已经成为缺牙患者

的常规修复选择，然而由于骨量不足和骨质较差，在
上颌窦后牙区的种植修复常常面临挑战［１］。 上颌

窦提升术是解决上颌窦后牙区骨量不足的常用方

法，是后续牙齿种植的重要辅助手段［２－３］。 针对骨

量不足，需要将骨材料植入上颌窦底部，一段时间后

长成骨移植物［４］。 在口腔医学领域，通常使用锥形

术 计 算 机 断 层 扫 描 （ Ｃｏｎｅ Ｂｅａｍ Ｃｏｍｐｕｔｅｄ
Ｔｏｍｏｇｒａｐｈｙ， ＣＢＣＴ）图像评估上颌窦的形态，再基于

ＣＢＣＴ 图像对术后患者的移植骨区域进行测量和分

析。 因此，在 ＣＢＣＴ 图像中分割出骨移植区域，成为

术后检测上颌窦底抬高的关键临床步骤。 目前，这
一过程主要由经验丰富的口腔医生手动或半自动对

口腔移植骨区域分割和测量［５］，然而，手动分割不

可避免地遭遇效率低、一致性差和精度低等一系列

挑战性问题。 Ｍａｚｚｏｃｃｏ 等人［６］ 采用基于 ＭＩＭＩＣＳ 软

件的半自动分割方法获得骨移植区域 ３Ｄ 模型，其



中区域通过阈值和区域生长相结合的方式提取。 在

该方法中，仍然需要手动擦除和调整误判区域，以获

得准确的口腔骨移植区域，且骨移植区域通常与上

颌窦相连，导致其边缘也很模糊，大大增加了分割的

难度。 毫无疑问，口腔移植骨区域的自动分割，会使

口腔医生能更高效、更准确的对植骨区域做出诊断，
有着极为重要的临床意义。

医学图像分割作为图像分割领域一个特殊且重

要的分支，同样可以使用一些自然图像分割的算法。
传统图像分割方法主要有：基于像素阈值的分割算

法［７－８］、基于区域生长的分割算法［９］、基于小波变换

的分割算法［１０］ 等。 阈值分割运用像素点灰度值的

特征，并没有考虑空间特性，分割效果对噪声比较敏

感，并不适合口腔移植骨区域分割任务。 区域生长

法是根据像素的相似性质来聚集像素点所形成的区

域，该算法对分割具有相同特征的连通区域效果较

好，但是由于口腔移植骨 ＣＢＣＴ 图片的噪声和灰度

不均的问题，容易产生欠分割和过分割。
近年来，随着计算机视觉技术的飞快发展，基于

深度学习的语义分割被广泛应用到医学图像分割领

域［１１］。 现有的基于深度学习的医学图像分割算法，
主要依赖于 Ｕ 型结构的全卷积神经网络。 最为典

型的 Ｕ 型网络是 Ｒｏｎｎｅｂｅｒｇｅｒ 等人［１２］提出的用来实

现细胞图像分割的 Ｕ－Ｎｅｔ 网络。 在该网络的编码

器中，一系列卷积层和连续下采样层用于提取具有

大感受野的深层特征；而在解码器中，提取的深度特

征通过上采样进行像素级的语义预测，同时将来自

编码器的不同尺度的高分辨率特征与跳跃连接进行

融合，以减轻由于下采样造成的空间信息丢失。 遵

循这一技术路线，已经开发出了许多算法。 如

３Ｄ Ｕ－ｎｅｔ［１３］、Ｒｅｓ－ＵＮｅｔ［１４］、Ｕ－Ｎｅｔ＋＋［１５］、ＵＮｅｔ３＋［１６］

等，在各种医学图像分割任务中（如：心脏等器官分

割以及息肉等病灶分割）取得了巨大的成功。 Ｃｈｅｎ
等人［１７］提出了 ＤｅｅｐＬａｂ 网络，利用多个空洞卷积获

取图像多尺度特征，创造性地提出了空洞空间金字

塔池化（ＡＳＰＰ），在不损失太多图像分辨率的同时，
获取更大的感受野。 随后，改进的 ＤｅｅｐＬａｂＶ３ 问

世，其使用了与 ＵＮｅｔ 类似的跳跃连接，分割性能有

了显著的提升。 Ｍｉｌｌｅｔａｒｉ 等人［１８］ 提出用于 ３Ｄ 图像

分割的 Ｖ－Ｎｅｔ，基于 ３Ｄ 卷积提取医学图像特征。
在该成果中，为解决正负样本类间不平衡问题，采用

基于 Ｄｉｃｅ 系数的损失函数，显著提高了小目标区域

图像分割性能。
虽然基于全卷积神经网络的方法在医学图像分

割领域已经取得了优异的成绩，但仍不能完全满足

医学图像分割任务对分割精度的严格要求。 每个卷

积核只关注整个图像的局部特征，很难学习图像全

局和远程语义信息交互。 一些研究试图通过使用金

字塔空洞卷积层和自注意力机制来解决这个问题，
然而这些方法在建立远程依赖关系方面仍然存在局

限性。 受 Ｔｒａｎｓｆｏｒｍｅｒ 在自然语言处理领域取得巨

大成功的启发，Ｄｏｓｏｖｉｔｓｋｉｙ Ａ 等人［１９］ 将 Ｔｒａｎｓｆｏｒｍｅｒ
带入图像处理领域，提出了用以图像分类任务的

ＶｉＴ 模型。 该模型将图像分为若干小块并加入绝对

位置信息作为 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的输入。 与卷积

神经网络相比，ＶｉＴ 不具备卷积操作固有的归纳偏

置和平移等变形，且需要在大型数据集上进行预训

练，计算成本比较昂贵。 Ｒａｍａｃｈａｎｄｒａｎ 等［２０］将自注

意力机制从 Ｔｒａｎｓｆｏｒｍｅｒ 中独立出来，与卷积神经网

络组合使用，直接作用于深层网络提取的特征图上，
在图像分类和目标检测等密集预测任务中表现出了

优异的性能。 Ｗａｎｇ 等人［２１］在自注意力机制基础上

将 ２Ｄ 的自注意力分解为分别沿着高度轴和宽度轴

两个 １Ｄ 的自注意力，设计出了 Ａｘｉａｌ －ＤｅｅｐＬａｂ 网

络，在减少模型复杂度的同时也取得了很好的性能。
最近，Ｖａｌａｎａｒａｓｕ Ｊ 等人［２２］ 在轴向自注意力机制的

基础上提出 ＭｅｄＴ 模型，使用全局和局部分支实现

了对细胞核和婴幼儿脑部病理区域分割。 然而，如
果在全局分支依然采用 ＶｉＴ 中的图像分块方案，很
有可能把口腔移植骨区域划分到不同的图像快中，
在建立全局信息时难免会损失许多空间细节信息。
通过文献调研不难发现，在医学图像分割任务中，基
于 Ｔｒａｎｓｆｏｒｍｅｒ 的模型还有很大的应用空间，需要深

入探索。
令人遗憾的是，上述算法并不能有效地解决口

腔移植骨区域 ＣＢＣＴ 图像的分割任务，其主要的原

因存在如下关键性挑战：
（１） 由于成像设备、成像原理以及个体自身差

异的影响，口腔移植骨 ＣＢＣＴ 图像一般会含有很多

噪声；
（２） 植骨区域通常与上颌窦相连，植骨区域形

状各异，边缘较模糊，没有明显的边界线，大大增加

了骨移植区域分割的难度；
（３） 口腔移植骨 ＣＢＣＴ 图像中存在严重的类别

不平衡问题，相较于大片的背景，口腔移植骨区域小

得多。
针对上述问题，本文提出一种面向口腔移植骨

ＣＢＣＴ 图 像 自 动 分 割 的 ＲｅｓＡＴ － ＵＮｅｔ （ Ａｘｉａｌ －

９３第 １２ 期 李辉， 等： 面向 ＣＢＣＴ 图像口腔移植骨区域分割的改进 ＲｅｓＵＮｅｔ 网络



Ｔｒａｎｓｆｏｒｍｅｒ ｂａｓｅｄ ＲｅｓＵＮｅｔ ） 算 法。 该 算 法 在

ＲｅｓＵＮｅｔ 基础上融合了 Ａｘｉａｌ －Ｔｒａｎｓｆｏｒｍｅｒ［２１］、细节

识别模块（Ｄｅｔａｉｌ Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ Ｍｏｄｕｌｅ，ＤＩＭ）和多尺

度特征融合模块（Ｍｕｌｔｉ－Ｓｃａｌｅ Ｆｕｓｉｏｎ Ｍｏｄｕｌｅ， Ｍｕｌｔｉ－
ＳＦＭ）（编码部分）。 通过与近些年医学分割网络的

对比试验以及定量分析的消融实验，验证了本文提

出的面向口腔移植骨 ＣＢＣＴ 图像自动分割任务

ＲｅｓＡＴ－ＵＮｅｔ 网络的优越性。

１　 本文方法

本文所提出的改进 ＲｅｓＵＮｅｔ 网络结构如图 １ 所

示。 该网络改进主要由 ３ 部分组成：细节识别模块、
ＲｅｓＡＴＭ、多尺度特征融合模块（图 １ 中黑色虚线框部

分）。 细节识别模块用于捕获伪装在低级特征中的细

节信息（其中包括纹理、颜色和边缘等），使用注意力

机制更多的关注潜在的口腔移植骨区域，从而减少低

级语义信息中的有误信息或噪声。 ＲｅｓＡＴＭ 提取

ＣＢＣＴ 图像的多尺度信息，多尺度特征融合模块渐进

式融合 ４ 个阶段的高级语义特征信息。
编码阶段主要由浅层特征提取的卷积模块、细

节识别模块以及不同数量的 Ｂｏｔｔｌｅｎｅｃｋ 结构组成。
首先保留了原始 ＲｅｓＮｅｔ 的下采样部分，并使用 ３×３
卷积捕获 ＣＢＣＴ 图像的低级特征；进而在每个阶段

的 Ｂｏｔｔｌｅｎｅｃｋ 块中，３×３ 卷积被两个多头轴向注意力

层（高度轴方向和宽度轴方向） 替换，并保留原

ＲｅｓＮｅｔ 中的 １×１ 卷积，用来调整特征维度。
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图 １　 ＲｅｓＡＴ－ＵＮｅｔ 模型结构图

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＲｅｓＡＴ－ＵＮｅｔ

１．１　 细节识别模块（ＤＩＭ）
低级特征一般包括更多细节信息，如图像的边

缘、纹理等特征，对分割区域至关重要。 然而，牙齿

骨移植区域与周围的背景很相似，特征提取过程中

难免会造成反映细节信息的低级特征的损失。 为了

解决这一问题，本文在低级特征提取阶段添加了细

节识别模块 ＤＩＭ。 受混合注意力机制［２３］的启发，该
模块主要由通道敏感注意力 （ Ｃｈａｎｎｅｌ Ｓｅｎｓｉｔｉｖｅ
Ａｔｔｅｎｔｉｏｎ， ＣＳＡ）和空间注意力 ＳＡ 组成。 ＣＳＡ 通过

构建所有特征图之间相互依赖关系，有选择的强调

更感兴趣的通道特征，以提高特征表达能力；ＳＡ 是

ＣＳＡ 的补充，其在各个通道特征图上增强感兴趣的

区域，如分割区域的边缘轮廓等空间细节信息等等。
不同于传统通道注意力机制［２４］ 的 ｓｑｕｅｅｚｅ 操

作，本文受自注意力机制的启发，并不对每个特征图

做全局平均池化，而是使用两个不同的权重矩阵对

ｒｅｓｈａｐｅ 特征图进行线性变换，然后实施矩阵乘积及

其 ｓｏｆｔｍａｘ 运算，从而捕获所有通道图之间的相互依

赖关系；在此基础上，为每个通道分配一个可以训练

学习的敏感系数 α， 进一步提高通道的敏感度。 最

后通过残差连接，得到所有通道特征与原始特征的

加权和，其结构如图 ２ 所示。

０４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　
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图 ２　 通道敏感注意力

Ｆｉｇ． ２　 Ｃｈａｎｎｅｌ ｓｅｎｓｉｔｉｖｅ ａｔｔｅｎｔｉｏｎ

　 　 根据上述机理，ＣＳＡ 可以表示为

ＣＳＡ ｘ( ) ＝ α × ｓｏｆｔｍａｘ Ｗａｘ′( ) Ｗｂｘ′( ) Ｔ( ) ｘ′ ＋ ｘ （１）
　 　 其中， ｘ ∈ ℝ Ｃ×Ｈ×Ｗ 为输入特征； ｘ′ ∈ ℝ Ｃ× Ｈ×Ｗ( )

为 Ｃ个展平的特征；Ｗ１ 和Ｗ２ ∈ℝ Ｃ×（Ｈ×Ｗ） ／ ８ 是线性映

射矩阵； Ｓ∈ℝ Ｃ×Ｃ 为通道敏感注意力矩阵； α 是调整

通道敏感注意力的可学习参数，该参数初始化为 ０。
类似地，本文在空间注意力模块中加入可以训

练学习的敏感系数 β ，具体数学表达形式为：
Ｍ ｘ( ) ＝ δ Ｃｏｎｖ Ｃａｔ Ｍａｘｃｈａｎｎｅｌ ｘ( ) ，Ａｇｖｃｈａｎｎｅｌ ｘ( )( )( )( ) 􀱋ｘ
ＳＡ ｘ( ) ＝ β × Ｍ ｘ( ) ＋ ｘ{

（２）

　 　 其中， δ ·( ) 是 Ｓｉｇｍｏｉｄ 函数； Ｍａｘｃｈａｎｎｅｌ ·( ) 和

Ａｇｖｃｈａｎｎｅｌ ·( ) 分别为沿着通道方向的最大池化和平

均 池 化； Ｃａｔ ·( ) 是 沿 通 道 方 向 拼 接 操 作；
Ｃｏｎｖ ·( ) 是卷积核为 ７ × ７，步长为 ３ 的卷积操作； β
是调整空间注意力的可学习参数，初始化为 ０。

综上， ＤＩＭ 的最终输出 Ｆ０ 为

Ｆ０ ＝ ＳＡ（ＣＳＡ（ｘ）） （３）
１．２　 ＲｅｓＡＴＭ

ＲｅｓＮｅｔ 拥有强大的深度语义特征信息提取能

力，已经被广泛用于各类图像处理任务中，但其获取

图像的全局信息仍有一定的局限性。 受 Ｔｒａｎｓｆｏｒｍｅｒ
在视觉领域应用的启发，本文在特征图的高度轴和

宽 度 轴 上， 使 用 轴 向 Ｔｒａｎｓｆｏｒｍｅｒ （ Ａｘｉａｌ －
Ｔｒａｎｓｆｏｒｍｅｒ）操作，替换 ＲｅｓＮｅｔ 中特征提取各阶段

的卷积运算，从而构成新的 Ｂｏｔｔｌｅｎｅｃｋ 结构，如图 ３
所示。 本文将不同数量的 Ｂｏｔｔｌｅｎｅｃｋ 结构组成的特

征提取模块称为 ＲｅｓＡＴＭ 模块，用以捕获图像的全

局信息。
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图 ３　 Ｂｏｔｔｌｅｎｅｃｋ 结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｂｏｔｔｌｅｎｅｃｋ

　 　 在 Ｂｏｔｔｌｅｎｅｃｋ 结构中，采用两个二维卷积，调整

输入特征的维度；采用高度轴向注意力和宽度轴向

注意力（蓝色虚线框部分）代替了传统 ＲｅｓＮｅｔ 中的

卷积运算。 首先，在高度轴上，通过一维卷积运算分

别得到查询 ｑ ∈ ℝ Ｗ×ｄｈｅａｄ×Ｈ、 键 ｋ ∈ ℝ Ｗ×ｄｈｅａｄ×Ｈ 和值

ｖ ∈ℝ Ｗ×２ｄｈｅａｄ×Ｈ。 进而，为了学习到相对位置信息的

远程交互能力，将相对位置编码嵌入到查询 ｑ、键 ｋ、
值 ｖ 中，以获取更精准的相对位置信息。 在此基础

上， 为 了 获 取 更 多 的 空 间 特 征 属 性， Ａｘｉａｌ －
Ｔｒａｎｓｆｏｒｍｅｒ 中的两个 Ａｘｉａｌ－Ａｔｔｅｎｔｉｏｎ 层皆采用了多

头自 注 意 力机 制 （ Ｍｕｌｔｉ － Ｈｅａｄ Ｓｅｌｆ Ａｔｔｅｎｔｉｏｎ，
ＭＨＳＡ），可表示为

ＭＨＳＡ ｑ，ｋ，ｖ( ) ＝ Ｃａｔ ｈｅａｄ０，ｈｅａｄ１，…，ｈｅａｄＮｉ
( ) Ｗｃ

（４）

ｈｅａｄｉ ＝ ｓｏｆｔｍａｘ
ｑＴｋ ＋ ｑＴｐｑ ＋ ｋＴｐｋ( )

ｄｈｅａｄ

é

ë

ê
ê

ù

û

ú
ú

ｖ( ＋ ｐｖ）

（５）
式中： Ｗｃ ∈ ℝ ｄｈｅａｄＮｉ×Ｃｉｎ 为神经网络的权重， Ｎｉ 表示

第 ｉ 个阶段中 Ａｘｉａｌ－Ａｔｔｅｎｔｉｏｎ 层的注意力头数， ｄｈｅａｄ

为每个头的维度。 ｐｑ， ｐｋ ∈ℝ ｄｈｅａｄ×Ｈ、ｐｖ ∈ℝ ２ｄｈｅａｄ×Ｈ 是

随机初始化的张量，可以参与训练并不断地更新。
并行计算轴向自注意力，最终将得到的输出头拼接

在一起。
１．３　 多尺度特征融合模块

在网络编码阶段，深层网络特征的语义信息表

达能力强，但是特征图的分辨率低，空间几何特征细

节表征能力相对较弱。 反之，浅层卷积模块提取的

特征图分辨率高，且具有较强的空间几何特征表达
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能力，而使用注意力机制将使得更多的空间细节信息

得到关注。 因此，为了更加有效地利用深层语义信息

和浅层空间几何信息，本文在解码阶段通过级联（连
接方式如图 １）上采样的方式，实现了多尺度特征融

合。 该模块主要由 ３ 部分组成，具体说明如下：
（１）将特征图 Ｆ４ 进行双线性插值上采样操作，

得到与 Ｆ３ 相同大小的结果 Ｆｕｐ２
４ ； 然后，将 Ｆｕｐ２

４ 经过

卷积单元 Δ２ ·( ) 的输出与 Ｆ３ 相加，其结果再与 Ｆｕｐ２
４

经卷积单元 Δ３ ·( ) 的输出，沿通道方向进行拼接；
最后，使用卷积 Δ１ ·( ) 运算，得到特征图 Ｆ３，４ ∈
ℝ （Ｈ／ ８） ×（Ｈ／ ８） ×Ｃ３。 该过程可以表示为

Ｆ３，４ ＝ Δ１ Ｃａｔ Δ２ Ｆｕｐ２
４( ) ＋ Ｆ３，Δ３ Ｆｕｐ２

４( )( )( ) （６）
　 　 （２）将特征图 Ｆ３ 和 Ｆ４ 分别进行双线性插值上

采样操作，得到与 Ｆ２ 相同大小的结果，分别为 Ｆｕｐ４
４

和 Ｆｕｐ２
３ ；然后，将 Ｆｕｐ４

４ 和 Ｆｕｐ２
３ 分别经过卷积 Δ４ ·( ) 和

Δ５ ·( ) 运算的输出与 Ｆ２ 相加，得到的结果与 Ｆ３，４ 沿

着通道方向拼接；最后，使用卷积单元 Δ６ ·( ) 操作

得到特征图 Ｆ２，３，４ ∈ ℝ Ｈ／ ４×Ｗ ／ ４×Ｃ２ 。 该过程可以表示

为

Ｆ２，３，４ ＝ Δ６ Ｃａｔ Δ４ Ｆｕｐ４
４( ) ＋ Δ５ Ｆｕｐ２

３( ) ＋ Ｆ２，Ｆ３，４( )( )

（７）
　 　 （３）将特征图 Ｆ２、Ｆ３ 和 Ｆ４ 分别进行双线性插值

上采样操作，得到与 Ｆ１ 相同大小结果，分别为 Ｆｕｐ８
４ 、

Ｆｕｐ４
３ 、Ｆｕｐ２

２ ； 然后，将 Ｆｕｐ８
４ 、Ｆｕｐ４

３ 和 Ｆｕｐ２
２ 分别经过卷积单

元 Δ７ ·( ) 、Δ８ ·( ) 和 Δ９ ·( ) 运算的输出与 Ｆ１ 相加，
得到的结果与 Ｆ２，３，４ 沿着通道方向拼接；最后，使用

卷积 单 元 Δ１０ ·( ) 操 作 得 到 特 征 图 Ｆ１，２，３，４ ∈
ℝ Ｈ／ ２×Ｗ ／ ２×Ｃ１。 该过程可以表示为

　 Ｆ１，２，３，４ ＝ Δ１０ Ｃａｔ Δ７ Ｆｕｐ８
４( ) ＋ Δ８ Ｆｕｐ４

３( ) ＋((

Δ９ Ｆｕｐ２
２( ) ＋ Ｆ１，Ｆ２，３，４ ) ) （８）

在网络末端，将多尺度融合的特征 Ｆ１，２，３，４ 与 Ｆ０

沿通道方向拼接，再进行双线性插值上采样。 由于

口腔移植骨区域分割是像素级别的二分类任务，因
此在网络的最后一层使用卷积操作将通道数调整为

２，再对结果进行 ｓｏｆｔｍａｘ ·( ) 操作，得到分类概率，
式（９）：
　 ｙｏｕｔ ＝ ｓｏｆｔｍａｘ ｏｕｔ ｕｐ２ Ｃａｔ Ｆ０，Ｆ１，２，３，４( )( )( )( ) （９）

其中， ｏｕｔ ·( ) 定义为 １×１ 卷积操作。

２　 损失函数

口腔移植骨区域分割属于像素级的二分类任务，
因此本文使用二分类任务常用的二元交叉熵损失函数

（Ｂｉｎａｒｙ Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ， ＢＣＥ），表达式如式（１０）所示：

ＬＢＣＥ ＝ － １
Ｎ∑

Ｎ

ｉ ＝１
ｙｉ ｌｏｇｅ ｐ ｙｉ( )( ) ＋ １ － ｙｉ( ) ｌｏｇ １ － ｐ ｙｉ( )( )

（１０）
　 　 其中， Ｎ 表示训练时送进模型的最小批次数

Ｂａｔｃｈ ｓｉｚｅ； ｙｉ 表示第 ｉ 个样本的标签； ｐ ｙｉ( ) 表示第

ｉ 个样本送入模型预测输出的概率值。
另一方面，由于口腔移植骨分割区域远小于其

背景区域，会导致像素正负样本不平衡的问题。 为

了减少类不平衡的影响，常见的方法是使用 Ｄｉｃｅ 损

失函数和 Ｔｖｅｒｓｋｙ 损失函数［２５］。 其中，Ｄｉｃｅ 损失被

定义为预测结果与真实标签之间的重叠关系，其表

达如式（１１）所示：

ＬＤｉｃｅ ＝ １ －
２∑

Ｎ

ｉ ＝ １
ｙｉｐ ｙｉ( ) ＋ ε

∑
Ｎ

ｉ ＝ １
ｙｉ ＋ ∑

Ｎ

ｉ ＝ １
ｐ ｙｉ( ) ＋ ε

（１１）

式中：参数 ε 是一个特别小的数，用以防止计算损失

函数时分母为 ０ 的情况。
由于 Ｄｉｃｅ 损失在处理类不平衡数据时有一定

的局限性，其会平等的对待预测的假阴性 （ＦＮ） 和

假阳性（ＦＰ）， 而牙齿骨移植目标区域较小，且与背

景信息高度相似， 如果此时 ＦＮ和 ＦＰ被赋予相同的

权重， 会导致预测结果有较高的精确度但召回率较

低。 因此， 为了平衡 ＦＮ 和 ＦＰ 的误判， 本文使用

Ｔｖｅｒｓｋｙ 损失，其表达如式（１２）所示：
ＬＴｖｅｒｓｋｙ ＝ １ －

２∑
Ｎ

ｉ ＝１
ｙｉｐ（ｙｉ） ＋ ε

∑
Ｎ

ｉ ＝１
ｙｉｐ（ｙｉ） ＋ α∑

Ｎ

ｉ ＝１
ｙｉ（１ － ｐ（ｙｉ）） ＋ β∑

Ｎ

ｉ ＝１
（１ － ｙｉ）ｐ（ｙｉ） ＋ ε

（１２）
　 　 其中， α、β 分别是控制样本预测的假阴性

（ＦＮ） 和假阳性（ＦＰ） 的超参数，且 α 应该大于 β，
用以提高召回率。 当 α ＝ β ＝ ０．５ 时，Ｔｖｅｒｓｋｙ 损失就

变成了 Ｄｉｃｅ 损失，因此 Ｔｖｅｒｓｋｙ 损失更具一般性的

概括，可以更加灵活的平衡 ＦＮ 和 ＦＰ。
为了进一步说明 Ｔｖｅｒｓｋｙ 损失比 Ｄｉｃｅ 损失更适

合于口腔移植骨分割任务，本文做了一组对比实验，
其中超参数分别设为 α ＝ ０．７，β ＝ ０．３， 实验结果见

表 １。 由此可见，当仅仅使用 ＢＣＥ 损失时，无法很好

处理口腔移植骨区域类间不平衡问题；在 ＢＣＥ 损失

和 Ｄｉｃｅ 损失组合使用时，类间不平衡问题得到明显

改善，但召回率比精确度小；当使用 ＢＣＥ 损失和

Ｔｖｅｒｓｋｙ 损失组合时，召回率和精确度之间的差异明
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显缩小， 更好的平衡了 ＦＮ 和 ＦＰ 的误判。
表 １　 不同损失函数混合组合结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ ｏｆ ｍｉｘｅｄ ｃｏｍｂｉｎａｔｉｏｎ

损失函数 ｒｅｃａｌｌ ｐｒｅｃｉｓｉｏｎ

ＢＣＥ ０．５２２ １ ０．６５３ １

ＢＣＥ＋Ｄｉｃｅ Ｌｏｓｓ ０．８８３ ３ ０．９３６ ７

ＢＣＥ＋Ｔｖｅｒｓｋｙ Ｌｏｓｓ ０．９３５ ９ ０．９１３ ６

　 　 因此，本文实验使用的损失函数是基于上述交

叉熵损失和 Ｔｖｅｒｓｋｙ 损失的混合组合，可表示为

Ｌｏｓｓ ＝ ０．５ＬＢＣＥ ＋ ０．５ＬＴｖｅｒｓｋｙ （１３）

３　 实验结果与分析

３．１　 数据集

本文实验所用的口腔移植骨 ＣＢＣＴ 图像数据，来
源于上海交通大学医学院附属第九人民医院（伦理批

号：ＳＨ９Ｈ－２０２２－ＴＫ５３－１），由 ９ 例种植牙患者在术后

经同一台 ＣＢＣＴ 扫描仪扫描得到，图像矩阵为 ６５１×
６５１×６５１ 体素。 对于每位种植牙患者术后 ＣＴ 图像的

口腔移植骨区域，均由经验丰富的口腔临床医生手工

标注，再将标注好的标签和原始 ＣＢＣＴ 图像转换为更

适用于计算机处理的 ＮＩＦＴＩ 格式存储。 随后，将三维

ＮＩＦＴＩ 格式的 ＣＢＣＴ 图像及标注图像分别沿着横断面

转换成 ６５１ 张 ２Ｄ 图片后，手动去除无植骨区域的扫

描切片，得到 ４３０ 张 ２Ｄ 图片及相应的移植骨区域图

片，再经过重采样得到 ２５６ 像素×２５６ 像素的 ２Ｄ 图

片。 最后，采用随机旋转、翻转、添加高斯噪声等在线

数据增强的方法来扩充训练数据的数量，最终得到

２ ０００张图片。 实验按照 ８ ∶ ２ 划分数据集，其中训练

数据集为 １ ６００ 张图片，测试数据集为 ４００ 张图片。
３．２　 实验配置与环境搭建

实验采用基于 Ｐｙｔｈｏｎ３．７ 的 ＰｙＴｏｒｃｈ 深度学习

框架；网络训练与测试平台为：Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ）
Ｐｌａｔｉｎｕｍ ８３５０Ｃ 处理器、ＮＶＩＤＩＡ ＲＴＸ Ａ５０００ 显卡

（２４ ＧＢ显存），在 Ｗｉｎｄｏｗｓ １０ 操作系统上运行。
在网络训练中，把预处理好的 ＣＢＣＴ 切片和相对

应的口腔移植骨区域图片送入本文提出的网络中，使
用随机梯度下降算法（ＳＧＤ）进行网络参数的迭代优

化。 每一次送入网络的批量大小设置为 ４，权重衰减

ｗｅｉｇｈｔ ｄｅｃａｙ 为 １０－５，动量参数 ｍｏｍｅｎｔｕｍ 设置为 ０．９，
共训练 ４００ 轮。 为防止训练过程中权重参数陷入局

部最优点，将学习率设置为随训练的轮次动态衰减。
初始学习率设置为 ０．０１，学习率的衰减公式为： ｌｒ ＝
ｂａｓｅ＿ｌｒ × （１．０ － ｎ ／ Ｎ） β，其中 ｎ为当前迭代次数，Ｎ为

训练迭代的总次数，衰减指数 β ＝ ０．９。

３．３　 模型对比实验

为了评价 ＲｅｓＡＴＵＮｅｔ 模型的性能，本文使用平

均交并比（Ｍｅａｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ，ＭＩｏＵ）、Ｄｉｃｅ
系数（Ｄｉｃｅ Ｓｉｍｉｌａｒｉｔｙ Ｃｏｅｆｆｉｃｉｅｎｔ ， ＤＳＣ）和平均表面

距离（Ａｖｅｒａｇｅ Ｓｕｒｆａｃｅ Ｄｉｓｔａｎｃｅ ，ＡＳＤ） ３ 种评估指

标。 在相同的实验条件下，对 ＵＮｅｔ 及其最新的变体

模型在上述口腔移植骨分割数据集进行了对比实

验，实验结果见表 ２。
表 ２　 不同模型在口腔移植骨数据集分割精度

Ｔａｂｌｅ ２ 　 Ｓｅｇｍｅｎｔａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｉｎ ｔｈｅ ｄｅｎｔａｌ

ｉｍｐｌａｎｔ ｂｏｎｅ ｄａｔａｓｅｔ

模型 ＭＩｏＵ↑ ＤＳＣ↑ ＡＳＤ↓

ＵＮｅｔ（２０１５） ０．８０９ ２ ０．８７６ ４ ０．６４４ ６

ＵＮｅｔ＋＋（２０１８） ０．８３１ ７ ０．８９０ ７ ０．７４５ ５

ＲｅｓＵＮｅｔ（２０１７） ０．８１４ ８ ０．８８７ １ ０．５７４ ４

Ａｘｉａｌ－ＤｅｅｐＬａｂ（２０２０） ０．８３７ ２ ０．９０５ ８ ０．５６３ ７

ＭｅｄＴ（２０２１） ０．８２６ ８ ０．９０３ １ ０．６２９ ５

ＵＮｅｘｔ（２０２２） ［２６］ ０．８４９ ２ ０．９１２ ８ ０．４８９ ０

ＲｅｓＡＴＵＮｅｔ ０．８７１ ３ ０．９３５ １ ０．４７３ １

　 注：加粗字体为最优结果

　 　 由表 ２ 结果可以看出，本文提出的改进模型

ＲｅｓＡＴＵＮｅｔ 在 ＭＩｏＵ、ＤＣＳ 和 ＡＳＤ 三种评估指标方

面都有较突出的性能表现。 ＲｅｓＡＴＵＮｅｔ 在测试集上

的 ＭＩｏＵ、平均 Ｄｉｃｅ 系数、平均表面距离分别为：
８７．１３％、９３．５１％和０．４７３ １，相对于 ＵＮｅｘｔ 网络，性能

提升了 ２．２１％、２．２３％和 １．５９％。 究其原因，ＵＮｅｘｔ
在编码部分为了获得更大感受野，经过多轮卷积和

下采样，以至于损失很多有用的特征信息；ＭｅｄＴ 在

轴向自注意力模块做出了调整，网络也设计了两个

分支，但其在全局分支依然采用 ＶｉＴ 中图像分块，很
有可能把口腔移植骨区域分到不同的图像块中，在
建立全局信息时难免会损失不少空间细节信息。
３．４　 消融实验

通 过 一 组 消 融 实 验， 验 证 了 加 入 轴 向

Ｔｒａｎｓｆｏｒｍｅｒ、细节处理模块 ＤＩＭ 和多尺度特征融合

模块（Ｍｕｔｔｉ－ＳＦＭ）的影响。 验证结果见表 ３。
表 ３　 控制变量验证模型性能

Ｔａｂｌｅ ３　 Ｃｏｎｔｒｏｌ ｖａｒｉａｂｌｅｓ ｔｏ ｖｅｒｉｆｙ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

模型 ＭＩｏＵ↑ ＤＳＣ↑ ＡＳＤ↓

ＲｅｓＵＮｅｔ ０．８１４ ８ ０．８８７ １ ０．５７４ ４
ＲｅｓＵＮｅｔ＋ Ｍｕｔｔｉ－ＳＦＭ ０．８２１ ４ ０．８９３ ８ ０．５８６ ２

ＲｅｓＵＮｅｔ＋Ａｘｉａｌ－Ｔｒａｎｓｆｏｒｍｅｒ ０．８５３ ２ ０．９１６ ９ ０．５９８ １
ＲｅｓＵＮｅｔ＋Ａｘｉａｌ－Ｔｒａｎｓｆｏｒｍｅｒ＋ＤＩＭ ０．８６５ １ ０．９２７ ４ ０．４８０ １

ＲｅｓＡＴ－ＵＮｅｔ ０．８７１ ３ ０．９３５ １ ０．４７３ １

　 注：加粗字体为最优结果。
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　 　 本文提出的模型是在 ＲｅｓＵＮｅｔ 基础上进行修改

的，加入多尺度特征融合模块，不仅在相邻特征间进

行跳跃连接，而且将所有下采样的特征经过多倍上

采样进行多尺度的融合。 由表 ３ 可知，相较于

ＲｅｓＵＮｅｔ，当使用 Ａｘｉａｌ －Ｔｒａｎｓｆｏｒｍｅｒ 替换 ＲｅｓＮｅｔ 中
的 ３ × ３ 卷积来捕获图像的全局信息，模型性能得到

明显的改善。 其中，ＭＩｏＵ 为 ８５．３２％，提高了３．８４％；
ＤＳＣ 为 ９１．６９％，提高了 ２．９８％。 加入细节识别模块

ＤＩＭ 后，平均表面距离 ＡＳＤ 降为 ０． ４８０ １，下降了

１１．８％，表明本文提出的细节识别模块，对口腔移植

骨 ＣＢＣＴ 图像的空间几何细节处理得到显著增强。
总之，本文所提模型在关注全局信息的同时，也

更加注重图像边缘等空间几何特征，从而提高了分

割精度。

３．５　 模型可视化结果

图 ４ 给出了不同模型在测试集上的分割效果可

视化图，其中在原图中用红色方框凸显口腔移植骨分

割区域，在预测图中用红色圆圈标出分割结果与真实

标签有差别的地方。 由图中可见，ＵＮｅｔ 和 ＵＮｅｔ＋＋都
存在欠分割和过分割问题，尤其是在不连贯的移植骨

区域，分割缺陷更加明显。 加入 Ｔａｎｓｆｏｒｍｅｒ 之后的

Ａｘｉａｌ－ＤｅｅｐＬａｂ，虽然欠分割和过分割问题得到明显

改善，但仍有边缘细节处理欠佳，把部分背景区域预

测为移植骨区域。 相较之下，本文提出的 ＲｅｓＡＴＵＮｅｔ
无论在过分割还是欠分割问题上处理得都很好，而且

在边缘等低级空间特征的细节处理方面更出色，性能

得到显著提升，更接近于专业医生所标注的真实分割

区域标签，具备了口腔医学的临床意义。

(a)原始图像 (b)真实标签 (c)UNet (d)UNet++ (e)Axial-DeepLab(f)本文算法

图 ４　 不同模型分割结果可视化

Ｆｉｇ． ４　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

４　 结束语

本文提出了一种基于改进的 ＲｅｓＵＮｅｔ 网络的口

腔移植骨 ＣＢＣＴ 图像的自动分割算法。 对于稀缺的

数据集数量，实验采用了随机旋转、翻转、加入高斯

噪声等在线数据增强方法进行数据的扩充。 在网络

的编码阶段，使用 Ａｘｉａｌ－Ｔｒａｎｓｆｏｒｍｅｒ 替换 ＲｅｓＮｅｔ 各
阶段中的卷积运算，获取图像特征的全局信息。 在

浅层网络中设计了一个新颖的细节识别模块，其中

包括了带有敏感系数的通道敏感注意力和空间注意

力，前者用来获取所有通道特征之间的依赖关系，后
者用来关注这些通道特征图中感兴趣的区域。 在网

络的解码阶段，设计了一个多尺度特征融合模块，消
融实验结果证明，Ｍｕｔｔｉ－ＳＦＭ 比单独使用跳跃连接

性能更好。 在模型训练中，采用二元交叉熵损失和

Ｔｖｅｒｓｋｙ 损失混合的损失函数，相较于交叉熵损失和

Ｄｉｃｅ 损失的组合，更灵活地平衡假阳性和假阴性之

间的关系，减少误判区域，提高了分割精度。 最终实

验表明，本文提出的口腔移植骨区域自动分割算法

的性能优于 Ａｘｉａｌ－ＤｅｅｐＬａｂ、Ｕｎｅｘｔ 等先进算法，有能

力成为口腔临床医生在植骨区域分割任务上的辅助

诊断工具，对于进一步研究和探索具有重要的指导

意义。
尽管本文提出的 ＲｅｓＡＴ－ＵＮｅｔ 网络已经表现出

非常优异的口腔移植骨区域的分割性能，但由于数

据集数量有限，针对小目标区域的泛化能力未能进

一步验证，计划通过扩充数据集的规模来改善精细

分割的能力，后续研究将会在 ３Ｄ 数据上进行口腔
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移植骨区域分割做相应的尝试和探索。
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