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基于隐式数据的改进 ＬＦＭ－ＳＧＤ 协同过滤推荐算法

李志豪， 李仁港， 蒋小菲

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 采用传统协同过滤推荐算法对目标用户进行个性推荐时，由于用户评价数据和物品属性等显性数据稀疏，导致推荐

物品的准确率和质量相对较差。 本文基于隐语义模型（ＬＦＭ），结合随机梯度下降算法（ＳＧＤ），对协同过滤推荐算法做出改

进。 首先，在用户对物品行为的隐式数据中，采用 ＬＦＭ 算法结合矩阵分解的思想，对数据进行处理；其次，利用 ＳＧＤ 算法迭代

求解损失函数的最小值。 根据预测的评分矩阵，对目标用户推荐其感兴趣且未接触过的物品。 实验结果表明，改进的 ＬＦＭ －
ＳＧＤ 算法指标覆盖率、召回率、准确率分别比 ＵｓｅｒＣＦ 提高了 ０．７６１％、１．１３１％和３．１７５％，比 ＩｔｅｍＣＦ 提高了 ０．１５４％、１．３８８％、
３．８９８％。改进算法在缓解数据稀疏性、提高推荐精度方面取得了一定的成效。
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０　 引　 言

随着科技时代爆炸式的发展速度，“人工智能＋
大数据”引爆了时代热点，处于大数据时代中心的

人们，将面临眼花缭乱的筛选。 一方面既要花费大

量时间进行数据的筛选，又很难从大量的数据中找

出自己感兴趣的部分；另一方面也会使大量冗余信

息成为网络中的“隐信息” ［１－２］，无法被普通用户索

取。 个性化推荐模型能够根据用户的历史行为以及

对物品的行为信息，向目标用户提供符合其兴趣的

物品和信息。 个性化推荐中使用的主流技术包括关

联规则、深度学习、神经网络、知识图谱、聚类算法、
协同过滤算法［３］等等。 其中，协同过滤算法是目前

推荐算法领域内应用最多的一类。
推荐算法的研究始于上世纪 ９０ 年代初期，经过

３０ 多年的积累和沉淀，虽然已形成了较为成熟稳定

的体系，但并没有形成统一的分类标准。 ２０１９ 年，
Ｓｅｒｈｉｉ Ｃｈａｌｙｉ 等人［４］提出了一种利用时间约束，在推



荐系统冷启动情况下建立推荐的方法。 该方法在时

间约束的帮助下，虽然对兴趣周期性变化的“冷”用
户，可以提高相应推荐的准确性，但相对来讲不够灵

活，不能采用更多的信息进行预测计算。 ２０２１ 年，
Ｎａｍ Ｌｅ Ｎｇｕｙｅｎ Ｈｏａｉ 等人［５］提出了一种基于用户记

忆的协同过滤推荐算法。 该算法通过对目标函数的

优化，虽然在一定程度上解决了冷启动的问题，但无

法对数据稀疏性有更好的帮助。 ２０２２ 年，吴锦昆等

人［６］提出了一种基于改进相似度的协同过滤算法。
该算法由改进皮尔逊相似度公式计算用户相似度，
针对不同用户具有不同评价体系存在一定偏差问

题，从引入用户差异因子来提高推荐的精度，取得了

一定的效果，但该算法在用户评价数据规模较大的

情况下，效果并不明显。
针对用户的评价数据规模大、数据稀疏、传统的

矩阵分解算法响应缓慢、推荐精度和准确度低，以及

冷启动等问题，本文在传统协同过滤和模型训练等

推荐算法的基础上，结合矩阵分解［７］ 的思想，对隐

式数据［８－９］进行调整，提出改进后的 ＬＦＭ－ＳＧＤ 协同

过滤推荐算法。 采用改进后的矩阵分解思想，用随

机梯度下降的思想来获得最优路径，通过隐式数据

维度降低原始评分数据索引，对目标用户推荐其感

兴趣且未接触过的物品，可以有效提高推荐算法的

准确度。

１　 协同过滤推荐算法

１．１　 基于用户的协同过滤推荐算法（ＵｓｅｒＣＦ）
基于用户的协同过滤算法［１０］ 是通过对隐式信

息反馈，来预测用户对该物品的兴趣大小；通过对所

有用户兴趣的浏览行为，来计算用户之间的相似性；
对用户相似度进行排序，取相似度最高的前 Ｋ 个用

户作为目标用户的邻域，根据邻域内的前 Ｋ 个用户

的相似性特征，来预测目标用户对未访问过的物品

的喜好程度；最后按照物品集合中的预测评分排列

顺序，完成对目标用户的推荐。 模型实现过程如下：
（１）用户－物品矩阵

假设有Ｍ个用户，Ｎ个项目，用户对项目评过分

的历史行为设为 １，未评过分的项目设为 ０，用户－物
品矩阵如下：

ＲＭ×Ｎ ＝

Ｐ１１ … Ｐ１ｊ … Ｐ１Ｎ

︙ ⋱ ︙ ︙ ︙
Ｐ ｉ１ … Ｐ ｉｊ … Ｐ ｉＮ

︙ ︙ ︙ ⋱ ︙
ＰＭ１ … ＰＭｊ … ＰＭＮ

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

（１）

　 　 其中， Ｒ ｊｋ 表示用户 ｊ 对物品 ｋ 是否有评分行

为。
（２）为减少计算量，将用户－物品矩阵转化为统

计有共同评分的倒排表，物品－用户倒排表如下：

ＷＮ×Ｎ ＝

０ … Ｐ１ｊ … Ｐ１Ｎ

︙ ⋱ ︙ ︙ ︙
Ｐ ｉ１ … ０ … Ｐ ｉＮ

︙ ︙ ︙ ⋱ ︙
ＰＮ１ … ＰＮｊ … ０

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

（２）

　 　 其中，Ｗｕｖ表示用户 ｕ与用户 ｖ共同评过分的物

品数量。
（３）采用 Ｊａｃｃａｒｄ 公式计算用户的相似度，如式

（３）所示：

ｓｉｍｕｖ ＝
Ｗｕｖ

　 Ｎ ｕ( ) Ｎ ｖ( )
（３）

　 　 其中， Ｗｕｖ 含义同上所述；Ｎ（ｕ） 表示用户 ｕ 评

过分的物品集合； Ｎ（ｖ） 表示用户 ｖ评过分的物品集

合；最终得到用户的相似度矩阵 Ｗ。
（４）用户 ｕ对物品 ｉ的感兴趣程度用式（４） 进行

预测：

Ｐ ｕ，ｉ( ) ＝ ∑
ｖ∈Ｓ ｕ，Ｋ( ) ∩Ｎ ｉ( )

Ｗｕｖ Ｒｖｉ （４）

　 　 其中， Ｓ（ｕ，Ｋ） 表示与用户 ｕ相似度最接近的 Ｋ
个用户的集合；Ｎ（ ｉ） 是对物品 ｉ 有过评分行为的用

户集合（即在对物品 ｉ 有过评分行为的用户集合中

找出与用户 ｕ 相似度最接近的 Ｋ 个用户集合）；Ｗｕｖ
是用户 ｕ与用户 ｖ的相似度；Ｒｖｉ表示用户 ｖ对物品 ｉ
的评分行为。 由于采用的是单一行为的隐式反馈数

据，故令 Ｒｖｉ 的值等于 １。
（５） 当所有预测完成后，对 Ｐ（ｕ，ｉ） 的结果进行

降序排序，取前 Ｎ 个物品推荐给用户。
１．２　 基于物品的协同过滤推荐算法（ＩｔｅｍＣＦ）

基于物品的协同过滤算法是通过对隐式信息反

馈来预测用户对该物品的兴趣大小，通过对所有物

品的被浏览行为来计算物品之间的相似性，对物品

相似度进行排序，取相似度最高的前 Ｋ 个物品并结

合用户的行为，预测目标用户对未访问过的物品的

喜好程度，最后按照物品集合中的预测评分完成对

目标用户的推荐。 模型实现过程如下：
（１）用户－物品矩阵

假设有Ｍ个用户，Ｎ个项目，用户对项目评过分

的历史行为设为 １，未评过分的项目设为 ０，用户－物
品矩阵如式（１）。

（２）为减少计算量，将用户－物品矩阵转化为统
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计有共同爱好的倒排表，物品－用户倒排表如下：

ＣＮ×Ｎ ＝

０ … Ｐ１ｊ … Ｐ１Ｎ

︙ ⋱ ︙ ︙ ︙
Ｐ ｉ１ … ０ … Ｐ ｉＮ

︙ ︙ ︙ ⋱ ︙
ＰＮ１ … ＰＮｊ … ０

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

（５）

　 　 其中， Ｃ ｉｊ 表示物品 ｉ和物品 ｊ共同被喜欢的用户

数量。
（３）采用 Ｊａｃｃａｒｄ 公式（式（６））计算物品 ｉ 与物

品 ｊ 的相似度，并用Ｗｉｊ 表示用户的相似度矩阵。

ｓｉｍｉｊ ＝
Ｃ ｉｊ

　 Ｎ ｉ( ) Ｎ ｊ( )
（６）

　 　 其中， Ｃ ｉｊ 表示物品－用户倒排表中记录的物品 ｉ
与物品 ｊ 被共同评过分的用户集合； Ｎ（ ｉ） 表示物品

ｉ 被评分过的用户集合； Ｎ（ ｊ） 表示物品 ｊ 被评分过

的用户集合；最终得到用户的相似度矩阵 Ｗ。
（４）用户 ｕ对物品 ｊ的感兴趣程度用式（７） 进行

预测 。

Ｐ ｕ， ｊ( ) ＝ ∑
ｖ∈Ｓ ｊ，Ｋ( ) ∩Ｎ ｕ( )

Ｗｉｊ Ｒｕｉ （７）

　 　 其中， Ｓ（ ｊ，Ｋ） 表示与物品 ｊ 相似度最接近的 Ｋ
个物品的集合； Ｎ（ｕ） 是对用户 ｕ 有过评分行为的

物品集合； Ｗｉｊ 是物品 ｉ 与物品 ｊ 的相似度； Ｒｕｉ 表示

用户 ｕ 对物品 ｉ 的兴趣。 由于采用单一行为的隐式

反馈数据，故当用户 ｕ 对物品 ｉ 有过评分行为时

Ｒｕｉ ＝１。
（５）当所有预测完成后，对 Ｐ（ｕ，ｊ） 的结果进行

降序排序，取前 Ｎ 个物品推荐给用户。

２　 ＬＦＭ 与 ＳＧＤ 算法

２．１　 ＬＦＭ 推荐算法

隐语义模型［１１－１２］（Ｌａｔｅｎｔ Ｆａｃｔｏｒ Ｍｏｄｅｌ，ＬＦＭ）推
荐算法采用用户的历史行为数据来对用户进行相关

内容推荐，是协同过滤（Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ，ＣＦ）
推荐算法的一种。 在协同过滤算法中，当用户或项

目内容数量过多时，会导致用户－项目矩阵维度过

大，且相关矩阵是稀疏的。 ＬＦＭ 算法的核心思想是

矩阵分解（Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ），其引入了一个隐式

特征，将稀疏的用户－项目矩阵分解成相对稠密的

用户－特征矩阵与特征－项目矩阵，极大的减少了空

间复杂度。 ＬＦＭ 算法矩阵分解［１３］原理如图 １ 所示。
　 　 如图 １ 所示，假设 Ｒ是一个Ｍ × Ｎ的用户－项目

评分矩阵，ＬＦＭ 算法的思想是要找到两个低维矩阵

Ｐ、Ｑ，同时引入一个隐式特征参 Ｆ，如公式（８） 所示，

将用户 － 物品评分矩阵 ＲＭ×Ｎ 分解成用户 － 特征矩

阵 ＰＭ×Ｆ 与特征 － 物品矩阵 ＱＦ×Ｎ。

R P Q

图 １　 ＬＦＭ 矩阵分解原理

Ｆｉｇ． １　 ＬＦＭ ｍａｔｒｉｘ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｓｃｈｅｍａｔｉｃ

　 　 将被推荐用户记为 ｕ，推荐物品为 ｉ， 则 ＬＦＭ 算

法可通过公式（８）来预测用户 ｕ 对物品 ｉ 的感兴趣

程度：

Ｐｒｅｄｉｃｔ ｕ，ｉ( ) ＝ Ｐ × Ｑ ＝ ∑
Ｆ

ｆ
Ｐｕｆ Ｑｆｉ （８）

式中： Ｆ 为隐式特征参数，Ｐｕｆ 表示用户 ｕ 与隐特征 ｆ
的贡献度， Ｑｆｉ 表示隐特征 ｆ 对物品 ｉ 的贡献度，根据

Ｐｒｅｄｉｃｔ（ｕ，ｉ） 值的大小， 从用户 ｕ 对物品 ｉ 的感兴趣

程度排序高低，向用户推荐其感兴趣且未浏览过的

物品。
２．２　 ＳＧＤ 算法

梯度下降［１３－１５］是迭代算法的一种，常用于求解

最小二乘问题。 在求解机器学习的模型参数，即无

约束优化问题时，梯度下降是最常采用的方法之一。
梯度下降的原理是通过对其求解损失函数的最小

值，使用迭代的思想来求解，通过迭代得到最小化的

损失函数和模型参数值。
假设有 ｍ 个样本，其回归方程如式（９）、样本的

损失函数如式（１０）：
ｈθ ｘ( ) ＝ θ１ｘ ＋ θ０ （９）

Ｊ θ０，θ１( ) ＝ １
２ｍ∑

ｍ

ｉ ＝ １
ｈθ（ｘｉ） － ｙｉ( ) ２ （１０）

　 　 其中， ｈθ（ｘｉ） 代表样本的实际值， ｙｉ 表示对样

本的预测值。 分别对 θ ０ 和 θ １ 求偏导：
∂Ｊ θ０，θ１( )

∂ θ０

＝ １
ｍ∑

ｍ

ｉ ＝ １
ｈθ ｘｉ( ) － ｙｉ( ) （１１）

∂Ｊ θ０，θ１( )

∂ θ１

＝ １
ｍ∑

ｍ

ｉ ＝ １
ｈθ（ｘｉ） － ｙｉ( ) ∗ ｘｉ （１２）

　 　 得到两个变量的偏导数（即梯度后），根据负梯

度的方向更新参数。 重复更新的公式为：

θ１ ＝ θ１ － α∗
∂Ｊ θ０，θ１( )

∂ θ１
（１３）

θ０ ＝ θ０ － α∗
∂Ｊ θ０，θ１( )

∂ θ０
（１４）

　 　 其中， α 为学习率。
假设一个用户－物品评分矩阵 Ｒ 是一个 ｍ × ｎ
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矩阵，根据矩阵分解的思想，将一个大的稀疏矩阵分

解成两个相对稠密的矩阵乘积， 即矩阵 Ｒ 可以近似

表示为 Ｐ 与 Ｑ 的乘积：Ｒｍ×ｎ ＝ Ｐｍ×Ｆ × ＱＦ×ｎ。
将梯度下降的思想应用于矩阵当中，使用原始

的用户－物品矩阵 Ｒ（ｍ，ｎ） 与预测评分矩阵 Ｒ′（ｍ，
ｎ） 之间的误差平方作为损失函数，即

ｅ２ｉ， ｊ ＝ （ ｒｉ， ｊ － ｒ^ｉ， ｊ） ２ ＝ （ ｒｉ， ｊ － ∑
Ｆ

ｆ ＝ １
ｐｉ，ｆ ｑｆ， ｊ）

２
（１５）

　 　 其中， ｅ２ｉ， ｊ 表示损失值的平方，通过对损失值的

和求最小值，即对 ｍｉｎｌｏｓｓ ＝ ∑
ｒｉ， ｊ≠－

ｅ２ｉ， ｊ 求最小值；损失

函数通过梯度下降法求解，结合式（１１） ～ 式（１４），

以此更新 ｐ
→
、ｑ
→

向量：
ｐ′
ｉ，ｆ ＝ ｐｉ，ｆ ＋ ２α ｅｉ， ｊｑｆ， ｊ （１６）

ｑ′
ｆ， ｊ ＝ ｑｆ， ｊ ＋ ２α ｅｉ， ｊｐｉ，ｆ （１７）

　 　 其中， α 是梯度下降的学习率。
２．３　 改进的 ＬＦＭ－ＳＧＤ 算法

２．３．１　 算法设计

本文将隐式数据结合协同过滤推荐算法，利用

隐语义模型（ＬＦＭ）将原始的用户－物品矩阵分解成

两个低维且数据稀疏性小的矩阵相乘，且将原始的

用户－物品评分矩阵简化为没有用户评分的矩阵，
即用户物品矩阵 Ｒｕ×ｉ 中，用户 ｕ对物品 ｉ有过评分行

为设为 １，否则设为 ０。 通过随机梯度下降（ＳＧＤ）算
法，预测用户对未接触过的物品喜好程度，取前 Ｎ
个物品进行推荐。 该算法能有效缓解评分矩阵数据

稀疏性的问题，在一定程度上提高了推荐的准确度。
算法原理如图 ２ 所示。

根据Rpre对目标用户推荐其
未接触过的前Top-N个物品

结合LFM随机生成P、Q矩阵

SGD迭代求解P、Q矩阵

得到预测评分矩阵Rpre

结束

开始

训练集中的正负样本标记

结合LFM产生用户-物品矩阵

获取用户-物品评分矩阵

图 ２　 整体算法原理图

Ｆｉｇ． ２　 Ｏｖｅｒａｌｌ ａｌｇｏｒｉｔｈｍ ｓｃｈｅｍａｔｉｃ

２．３．２　 ＳＧＤ 优化算法

为优化算法拟合的结果，在求解最优解的同时

防止过拟合，在损失函数式（１５）中引入一个惩罚因

子 λ， 将式（１５）优化为

　 ｅ２ｉ， ｊ ＝ （ ｒｉ， ｊ － ∑
Ｆ

ｆ ＝ １
ｐｉ，ｆ ｑｆ， ｊ）

２ ＋ λ （ ｐｉ ｑ ｊ ） ２ （１８）

　 　 结合梯度式（１３）、式（１４），并按梯度方向更新

向量式（１６）、式（１７），得到最终公式如下：
ｐ′
ｉ，ｆ ＝ ｐｉ，ｆ ＋ α（ｅｉ， ｊ ｑｆ， ｊ － λ ｐｉ，ｆ） （１９）

ｑ′
ｆ， ｊ ＝ ｑｆ， ｊ ＋ α（ｅｉ， ｊ ｐｉ，ｆ － λ ｑｆ， ｊ） （２０）

　 　 其中， α 为学习率； λ 为正则化惩罚因子；真实

值与预测值的误差为 ｅｉ， ｊ ＝ ｒｉ， ｊ － ∑
Ｆ

ｆ ＝ １
ｐｉ，ｆ ｑｆ， ｊ； ｒｉ， ｊ 表

示用户对物品的历史行为，有过历史行为则 ｒｉ， ｊ ＝ １，
否则 ｒｉ， ｊ ＝ ０。

假设有 Ｍ 个用户，Ｎ 个物品，定义物品集合 Ｉ ＝
（ ｉ１，ｉ２，…， ｉｆ，…， ｉＮ）。 用户 ｕ 有过历史行为的物品

集合Ｉｕ ＝ ｉ１，ｉ２，… ｉｆ，…，ｉＭ( ) ∈ Ｉ，Ｍ ≤ Ｎ， 定义补集

Ｉｃ ＝ Ｉ － Ｉｕ ＝ ｉ ｉ ∈ Ｉ，且 ｉ ∉ Ｉｕ{ } ， 则预测评分矩阵

Ｒｐｒｅ ＝ＰＱ，对于目标用户 ｕ产生的 Ｔｏｐ － Ｎ个推荐列

表为 Ｗ ＝ Ｒｐｒｅｕｉ，ｉ ∈ Ｉｃ，取 Ｗ 集合中得分最高的前 Ｎ
个物品推荐给目标用户。

３　 验证与分析

本文验证数据来源于美国 Ｍｉｎｎｅｓｏｔａ 大学

ＧｒｏｕｐＬｅｎｓ 网站提供的 ＭｏｖｉｅＬｅｎｓ－ｌａｔｅｓｔ－ｓｍａｌｌ 数据

集，数据集没有相关的电影内容简介。 该数据集囊

括 １００ ８３６ 条评分数据，６１０ 个用户，９ ７２４ 部电影，
３ ６８３个标签。 每个用户至少对 ２０ 部电影进行过评

分，评分采用 ５ 分制，以 ０．５ 分为增量。 测试集与训

练集数量比例为 １：６，且不采用显示评分数据。 将

用户有过行为的电影设置为 １，没有则为 ０。
３．１ 算法评估指标

本文采用准确率 （Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）、
覆盖率（Ｃｏｖｅｒａｇｅ） 作为算法的评估指标。 其中，准
确率表示推荐项目列表中含有测试集中的数量与所

有推荐项目数的比率；召回率表示用户推荐数量与

测试集中用户有过行为的项目数的比率；覆盖率表

示所有推荐项目数与总项目数的比率。 假设 Ａ是正

确预测的样本数量，Ｂ 是测试集得到的所有用户的

推荐样本数，Ｃ 是测试集中所有用户有过历史行为

的样本数，Ｄ 是整个数据集中的样本数，则指标计算

公式如下：

Ｐｒｅｃｉｓｉｏｎ ＝ Ａ
Ｂ

（２１）

Ｒｅｃａｌｌ ＝ Ａ
Ｃ

（２２）
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Ｃｏｖｅｒａｇｅ ＝ Ｂ
Ｄ

（２３）

３．２　 实验与结果分析

实验 １　 分析模型超参数学习率 α、 正则化惩

罚因子 λ、 隐式特征参数 Ｆ、 迭代数 η 对算法评估

指标的影响。
由图 ３ 可以看出，评估指标呈现先增大后减小

的趋 势。 当 学 习 率 α 为 ０． ０１ 时 Ｐｒｅｃｉｓｉｏｎ 为

２０．９１５％， Ｒｅｃａｌｌ 为 ９．８８８％， Ｃｏｖｅｒａｇｅ为 ６．５８２％；由
图 ４ 可以看出，指标呈现先增大后平缓减小的趋势。
当惩罚因子 λ 为 ０． ０１ 时， Ｐｒｅｃｉｓｉｏｎ 为 ２０． ０１５％，
Ｒｅｃａｌｌ 为９．６５５％， Ｃｏｖｅｒａｇｅ 为 ６．４３８％；当 α、λ 大于

０．０１ 时，整体评估效果开始下降。
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图 ３　 学习率 α对评估指标的影响

Ｆｉｇ． ３　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｌｅａｒｎｉｎｇ ｒａｔｅ α ｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ
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0.0050.0150.0250.0350.0450.0550.0650.0750.0850.095

图 ４　 惩罚因子 λ对评估指标的影响

Ｆｉｇ． ４　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｐｅｎａｌｔｙ ｆａｃｔｏｒ λ ｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

　 　 从图 ５ 可以看出，隐式特征参数 Ｆ 的取值对整

体评估的影响并不明显。 当 Ｆ ＝ ９５ 时，３ 个指标取

得局部最大值， Ｐｒｅｃｉｓｉｏｎ 为 ２０． ４０１％， Ｒｅｃａｌｌ 为

９．８８７％， Ｃｏｖｅｒａｇｅ 为 ６．５９２％；而从图 ６ 得知，随着

迭代数 η 的增加，３ 条曲线呈现缓慢上升随后平缓

下降的过程。 当迭代数 η ＝ ３０ 时， Ｐｒｅｃｉｓｉｏｎ 为

２０．０６６％， Ｒｅｃａｌｌ 为 ９．４５６％， Ｃｏｖｅｒａｇｅ 为 ６．６７４％。
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图 ５　 隐式特征参数 Ｆ 对评估指标的影响

Ｆｉｇ． ５　 Ｉｎｆｌｕｅｎｃｅ ｏｆ Ｆ ｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ
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图 ６　 迭代数 η对评估指标的影响

Ｆｉｇ． ６　 Ｉｎｆｌｕｅｎｃｅ ｏｆ η ｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

　 　 综上所述，模型最终超参数设定为： α ＝ ０．０１，
λ ＝ ０．０１， Ｆ ＝ １００， η ＝ ３０。

实验 ２　 固定模型超参数，比较 ３ 种算法的性

能指标差异。
由图 ７ 可知，融合 ＬＦＭ 的 ＳＧＤ 算法 ３ 个指标均

比基于用户（ＵｓｅｒＣＦ）和基于物品（ ＩｔｅｍＣＦ）的协同

过滤推荐算法效果好。 其覆盖率、召回率、准确率分

别比 ＵｓｅｒＣＦ 提高了 ０．７６１％、１．１３１％和 ３．１７５％，比
ＩｔｅｍＣＦ 提高了 ０．１５４％、１．３８８％、和 ３．８９８％。
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图 ７　 三种算法差异对比

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｄｉｆｆｅｒｅｎｃｅｓ ｂｅｔｗｅｅｎ ｔｈｅ ｔｈｒｅｅ ａｌｇｏｒｉｔｈｍｓ

　 　 实验 ３ 　 将融合后的算法分别在 ｍｌ － ｌａｔｅｓｔ －
ｓｍａｌｌ 和 ｍｌ－１ｍ 数据集上验证。

从图 ８ 可以看出，在更大规模的 ｍｌ－１ｍ 数据集

上验证算法指标效果比小规模数据集更好。 在一定

程度上，改进的 ＬＦＭ－ＳＧＤ 算法对大规模数据集效

果更为显著。
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图 ８　 不同大小的数据集对比效果

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄａｔａ ｓｅｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｉｚｅｓ

４　 结束语

本文研究了基于隐语义模型的协同过滤推荐算

法，使用了随机梯度下降预测对目标用户的推荐。
通过隐式数据信息，并结合矩阵分解的思想，既优化

了传统协同过滤推荐算法中冷启动的问题，也克服

了数据规模大且稀疏的问题。 实验结果验证了本文

提出 的 算 法 较 之 其 他 算 法 的 优 势， 改 进 的

ＬＦＭ＆ＳＧＤ 算法的准确率、召回率、覆盖率均有显著

提升，在缓解数据稀疏性、提高推荐精度方面取得了

一定的成效。
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