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停车场车位自动化排布设计及优化

许哲阳， 张易诚， 沈　 炜

（浙江理工大学 计算机科学与技术学院， 杭州 ３１００１８）

摘　 要： 用智能的方式来设计停车场的车位排布一直都是工程上的难题。 传统的启发式算法和基于深度强化学习的方法

（ＤＱＮ）均存在数据利用率低下的问题。 本文提出了一种基于改进 ＤＱＮ 算法的停车场自动车位排布方法，该方法结合前人的

经验，设计了合理的奖励函数，并使用了一种多步提取算法（ＥｎＤＱＮ）训练强化学习智能体。 通过实验确定了一组较优的超参

数，并验证了该方法在提高数据利用率上的有效性，为后续研究提供了参考。
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０　 引　 言

目前大多数关于车位排布问题的研究都是将其

看成一个带有约束条件的单一尺寸矩形排样问题，
大都采用启发式算法，如：模拟退火算法、动态规划、
遗传算法、进化策略等进行优化［１］。 Ｈｕａｎｇ 等［２］ 设

计了一套基于模拟退火算法的针对矩形区域内车位

排布问题的通用算法；利润等［３］ 提出使用两段动态

规划进行车道布局的算法；徐涵喆等人［４］ 提出了使

用遗传算法来解决地下车库外圈车位排布的问题；
但这些研究都仅考虑到了车位数最优的情况。 为了

加强便捷度的设计，余光鑫等人［５］ 采用进化策略，
同时提出增加一个便捷度的评价体系来设计停车

场。 虽然得到了较好的实验效果，但是进化策略属

于启发式算法，通常依靠猜测和搜索来解决问题，数
据利用率不高。 如进化策略仅仅将当前生成的数据

用作一次策略更新，待策略更新结束后就将当前生

成的数据丢弃，数据利用率十分低下［６］。 采用深度

强化学习方法，如 ＤＱＮ（Ｄｅｅｐ Ｑ－Ｎｅｔｗｏｒｋ），使用经

验回放，将每次从环境中采样得到的四元组数据

（状态、动作、奖励、下一状态）存储到回放缓冲区

中，训练网络的时候再从回放缓冲区中随机采样若

干数据来进行训练，这样不仅可以使样本满足独立

假设，还可以提高数据利用率。 此外，随着大型综合

体对客户体验越来越重视，停车场的设计目标越来越

倾向于便捷度优先而兼顾停车位数量，这样的设计方

式会更加依赖经验数据的使用，所以深度强化学习方

法相较于启发式算法更适合去解决车位排布这种对

数据利用率有要求的问题，但目前可供参考的基于深

度强化学习方法来解决车位排布问题的文献较少。
使用深度强化学习方法仍然有其局限性，随着

环境复杂性的增加，ＤＱＮ 中智能体需要大量的时间

和数据来学习［７］。 为此，Ｙｉｎｌｏｎｇ Ｙｕａｎ 等［８］ 提出的

一种新的多步提取方法，是针对深度强化学习做出



的一个改进算法，与传统的多步 Ｑ－ｌｅａｒｎｉｎｇ 不同，多
步提取方法使用了一种新的回报函数，即 ｎ 个标准

返回函数的平均值。 在选择当前状态动作时，新的

回报函数改变了未来奖励的折扣，同时减少了即时

奖励的影响，多步方法更适合结合经验重放来提高

经典 ＤＲＬ（ｄｅｅｐ ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ）算法的性能。
本文尝试基于优化后的深度强化学习方法，在

车位排布的约束条件、初始化条件、奖励设计、网络

结构、算法选择等方面做出改进，以此来解决便捷度

优先的车位自动化排布问题。

１　 问题描述

１．１　 问题定义

本文的车位自动化排布问题定义为：智能体在

一个虚拟的车位场景中计算出一条最优的道路，这
条道路可以让停车场内道路便捷度最高，在此基础

上，车位数也要求尽可能多。
１．２　 约束条件

停车场车位自动化排布的约束条件可以概括为

以下 ３ 点：
（１）智能体计算得出的道路不能超出虚拟环境

所设定的边界；
（２）道路与道路之间必须保证连通性，确保每

条道路能到达除本身外任意一条道路；
（３）形成车位的空地必须满足与道路相邻的条

件。

２　 模型设计

２．１　 网络结构

网络架构如图 １ 所示，是有两个隐藏层的全连

接网络，第一个隐藏层有 １２８ 个节点，第二个隐藏层

有 ６４ 个节点。

第一层隐藏层 第二层隐藏层 输出层输入层

智能体和上下左右
墙体之间的距离

[N,4]

智能体5*5范围
内的状态
[N,25]

智能体当前
的前进方向

[N,1]

输入
[N,30]

w1
[30,128] f1 f2

w2
[128,64]

w0
[64,4]

输出
[N,4]

智能体前进

智能体左转

智能体右转

智能体后退

图 １　 神经网络架构

Ｆｉｇ． １　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 模型输入包括 ３ 部分：
（１）智能体和上下左右墙体之间的距离；
（２）以智能体为中心的 ５×５ 范围内的停车场状

态信息；
（３）当前智能体所前进的方向信息，初始时设

置为向上。
输出层则包含了智能体在当前位置可以选择的

４ 个动作：
①当输出为 ０ 时，智能体策略为朝当前方向继

续前进；
②当输出为 １ 时，智能体策略为在当前方向的

基础上左转；
③当输出为 ２ 时，智能体策略为在当前方向的

基础上右转；
④当输出为 ３ 时，智能体策略为后退。

２．２　 深度强化学习算法选择

本文使用深度强化学习中的 ＤＱＮ 算法来取代

进化策略结合神经网络的方法。 采用进化策略和神
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经网络结合的方法通常是不稳定的，甚至是发散的，
而 ＤＱＮ 相比于进化策略结合神经网络的方法优势

在于 ＤＱＮ 具有经验回放的功能，通过将经验数据

ｅｔ ＝（ ｓｔ，ａｔ，ｒｔ，ｓｔ ＋１） 存储在 ＤＱＮ 的经验重放内存 Ｄ
中，深度强化学习智能体可以记忆和重用过去的经

验，其中 ｔ 是时间节点，在该时间节点下， ｓｔ 是状态，
ａｔ 是智能体选择的动作， ｓｔ ＋１ 是 ｔ ＋ １ 时间节点的状

态， ｒｔ 是从 ｓｔ 过渡到 ｓｔ ＋１ 获得的奖励。 在训练过程

中，任意两个元组 ｅｔ１ ∈ Ｄ 和 ｅｔ２ ∈ Ｄ 之间的训练数

据弱相关。 神经网络的参数是通过随机从 Ｄ 中均

匀采样小批量经验来学习的，这有助于打破强相关

更新，保证学习系统的稳定性［９］。 同时用 ＤＱＮ 中损

失函数对训练过程进行改善，从而持续减少输出值

的较大偏差，公式（１）：
Ｌ（θ） ＝ Ε（ ｓ，ａ，ｒ，ｓ′） ～ Ｕ（Ｄ）［（ｙＤＱＮ － Ｑ（ ｓ，ａ；θ）） ２］（１）

　 　 其中， θ 是有限维权向量； Ε［·］ 是期望函数； ｓ
是当前环境的状态； ａ 是智能体选择的动作； ｓ′ 是新

的状态； ｒ 是从当前状态过渡到新状态获得的奖励；
Ｕ（·） 是随机抽样函数； Ｑ（·） 是参数连续化函数。

用 ＤＱＮ 代替进化策略的方法不仅可以进一步

提高训练速度，而且可以显著提高模型性能。
本文还使用了 ＥｎＤＱＮ 技术进一步优化 ＤＱＮ

算法。 与传统的强化学习方法不同，ＥｎＤＱＮ 引入了

一个新的回报函数，定义公式（２）：

Ｇ^（ｎ）
ｔ ＝ １

ｎ∑
ｋ ＝ ｎ

ｋ ＝ １
Ｇ ｔ ＋ｋ－１ （２）

　 　 即新的回报函数是 ｎ 个标准返回函数 Ｇ ｔ，Ｇ ｔ ＋１，
…，Ｇ ｔ ＋ｎ－１ 的平均值。 根据数学推导，新的回报函数

可以分解为两部分，分解后表示为公式（３）：

Ｇ^（ｎ）
ｔ ＝ １

ｎ（１ － γ）∑
ｋ ＝ ｎ

ｋ ＝ １
（１ － γ ｋ） ｒｔ ＋ｋ－１ ＋

１ － γ ｎ

ｎ（１ － γ）∑ｋ ＞ ｎ
γ ｋ－ｎｒｔ ＋ｋ－１ ＝ ｇ^１ ＋ ｇ^２ （３）

第一部分是 ｇ^１，包含前 ｎ 个未来奖励， ｇ^１ 这部

分与传统回报函数有着本质区别，在选择当前状态

行为时，该函数改变了未来奖励的折扣，同时减少了

当前奖励的影响，即前 ｎ 项未来奖励的重要性得到

强化。 在最后 ｎ 步，回报函数 Ｇ^（ｎ）
ｔ 和 Ｇ ｔ 在参数

｛（γ，ｋ）｝ 下的对比如图 ２ 所示［８］，表明对于任意一

组参数 ｛（γ，ｋ）｝，Ｇ^（ｎ）
ｔ 的值小于 Ｇ ｔ， 说明新的回报

函数可以增强负奖励 （ ｒＴ ＝ － １） 的影响，并有效地

降低回报函数的值，所以智能体在每个训练步骤中

都会加上一个负奖励 （ ｒＴ ＝ － １）， 用于增强负奖励

的影响。 新回报函数的第二部分是 ｇ^２，其包括前 ｎ
步之后的奖励。 这些奖励的折扣逐渐减小，这与传

统的强化学习算法一致，有利于系统的稳定性［１０］。
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图 ２　 最后 ｎ 步回报函数 Ｇ^（ｎ）
ｔ 和 Ｇｔ 在参数 ｛（γ，ｋ）｝ 下的对比图［８］

Ｆｉｇ． ２　 Ｉｎ ｔｈｅ ｌａｓｔ ｓｔｅｐ， ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ｒｅｔｕｒｎ ｆｕｎｃｔｉｏｎ Ｇ^（ｎ）
ｔ ａｎｄ Ｇｔ ｕｎｄｅｒ ｛（γ ， ｋ）｝ ｐａｒａｍｅｔｅｒ［８］

２．３　 奖励设计

在奖励设计上，本文提出了一种高效的六车位

算法，可以用极低的时间复杂度计算出虚拟地图中

便捷度最高的道路，完全取代了复杂便捷度计算方

法，在时间效率上得到了质的提升。 该方法具体描

述如下：
当智能体经过的道路周边有空地，且空地能满

足形成一个最便捷的六车位组如图 ３ 所示，即智能

体所经过道路所围成的空地刚好是一个六车位组，
就给一个＋６ 的奖励，本文给此奖励乘上一个系数 ω
后加到总奖励中。 由于＋６ 的奖励不方便对总奖励

进行车位数换算，因此 ω 设置为 ５ ／ ３，且在每一个训

练模型步数结束时，当前所得到的总奖励会减去上

一个训练模型步数中记录的总奖励来得到一个奖励
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差，用来及时提供每一个训练模型步数的反馈，从而

提高下一个训练模型步数的效率。

图 ３　 六车位组

Ｆｉｇ． ３　 Ｓｉｘ ｐａｒｋｉｎｇ ｌｏｔ ｇｒｏｕｐ

　 　 奖励差算法伪代码如下：
初始化训练模型步数 ｔ
初始化期望训练模型的总步数 Ｔ
初始化存储上一次训练模型步数的总奖励 ｐｒｅ
初始化车位组奖励系数 ω
Ｆｏｒ ｔ ＝ １ ｔｏ Ｔ ｄｏ
初始化奖励总数 ｒｅｗａｒｄ

ｒｅｗａｒｄ ＝ ω × ∑ 满足要求的六车位组 － ｐｒｅ

Ｉｆ ｔ ＜ Ｔ ｔｈｅｎ
ｐｒｅ ＝ ｒｅｗａｒｄ
ｒｅｗａｒｄ － １
Ｅｎｄ
由于 ＥｎＤＱＮ 算法更适合在负奖励中进行训

练，所以每一个训练模型步数结束后会给一个－１ 的

奖励，尽可能让 ８００ 个训练模型步数结束后奖励为

负，可以增强负奖励的影响。

３　 实验

３．１　 仿真环境

本文使用用于自动化车位排布的环境 ｃａｒＥｎｖ，
将地图的网格数从 １０×１０ 和 ２０×２０ 改成 ２１×２１，可
以让智能体计算出的车道完美贴合虚拟地图边缘，
使最终效果更美观，暂时忽略环境中的障碍物，完全

把停车场当成一个空地，且用 ２１×２１ 的网格展示出

来。 在这个环境中，存在一个智能体，为了提高样本

的多样性，让智能体在初始化时随机选择虚拟地图

边缘的一个网格作为起始点，提升样本随机性，从而

大幅节约随机生成虚拟地图的时间成本。 开始训练

后，在每个时间步骤中，智能体有 ４ 个可能的动作：

０，１，２，３，分别表示为智能体以当前方向前进、向左

转、向右转以及向后退，当时间步骤大于等于 ８００ 时

退出。
本文的模型均在 １１ｔｈ Ｇｅｎ Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ）

ｉ７－１１６５Ｇ７ ＠ ２．８０ ＧＨｚ １．６９ ＧＨｚ 上进行训练。
３．２　 实验验证

在进化策略结合神经网络实验中，种群大小设

置为 ５０， σ 为 ０．１，学习率设置为 ０．０５，总代数为 ８００
代。 平均奖励基线图如图 ４ 所示。
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图 ４　 进化策略（ＥＳ）＋神经网络（ＮＮ）的平均奖励基线图

Ｆｉｇ． ４　 Ａｖｅｒａｇｅ ｒｅｗａｒｄ ｂａｓｅｌｉｎｅ ｏｆ ｅｖｏｌｕｔｉｏｎａｒｙ ｓｔｒａｔｅｇｙ （ＥＳ） ＋

ｎｅｕｒａｌ ｎｅｔｗｏｒｋ （ＮＮ）

　 　 在 ＤＱＮ 算法和 ＥｎＤＱＮ 算法实验中，学习率设

置为０．０００ １，经验重放内存的大小是４０ ０００元组。
对内存进行采样，以每一步更新网络，批处理大小为

６４。 每次目标网络更新之间的步数是 ８００。 在多步

学习中， ｎ 的值是一个敏感的超参数，本文只给出了

ｎ∈［１，２］ 的结果， ｎ ＝ １ 表示 ＤＱＮ 算法， ｎ ＝ ２ 表示

ＥｎＤＱＮ 算法。
ＤＱＮ、ＥｎＤＱＮ 和进化策略结合神经网络算法的

实验中得到的平均奖励基线比较如图 ５ 所示。
　 　 ＥｎＤＱＮ 算法的平均奖励会明显优于进化策略

和神经网络的结合，同时在训练超过 ５００ 轮后其基

线显著优于 ＤＱＮ 算法，这主要是因为进化策略本身

就是一个数据利用率较差的方法，而作为经典深度

强化学习算法之一的 ＤＱＮ 算法又过度依赖于经验

重放，在每个数据元组中，只考虑单个奖励信号，这
同样导致其学习过程中存在数据利用率较低的问

题，特别是当奖励信号稀疏时。 而 ＥｎＤＱＮ 方法使

用了一个新的回报函数，改变了未来奖励的折扣，在
选择当前状态行为时不再强调当前奖励是主要影响

因素。 因此在每次更新中，可以使用多步奖励信号，
使得所选择的奖励信号更加有效。 但当参数 ｎ 较大

时，每个元组 ｅ^ ∈ Ｄ 内的数据相关性将变得更弱，
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ＥｎＤＱＮ 算法的性能将被削弱，因此选择一个合适的

参数值是很重要的。
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图 ５　 ＤＱＮ、ＥｎＤＱＮ 和进化策略（ＥＳ）＋神经网络（ＮＮ）的平均奖励

基线比较图

Ｆｉｇ． ５ 　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ａｖｅｒａｇｅ ｒｅｗａｒｄ ｂａｓｅｌｉｎｅ ｏｆ ＤＱＮ，

ＥｎＤＱＮ ａｎｄ ｅｖｏｌｕｔｉｏｎａｒｙ ｓｔｒａｔｅｇｙ （ＥＳ） ＋ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

（ＮＮ）

　 　 各方法每轮训练的耗时、训练过程中的最高奖

励值、利用训练 ８００ 轮的模型进行推理所得到的空

地格子数和车位数量见表 １。

表 １　 算法对比表

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ａｌｇｏｒｉｔｈｍ

算法
每轮耗时 ／

ｓ
总用时 ／

ｈ
最高奖

励值

满足奖励空

地格子数

车位

数

进化策略＋神经网络 １ 分 ２４ １３．５ －２２１ ５８ ３４８

ＤＱＮ ２４．４３ ５．４３ －２１ ７８ ４６８

ＥｎＤＱＮ ２３．８１ ５．２９ ５９ ８６ ５１６

　 　 从表 １ 中可以看出，在时间方面，同样的奖励设

计下，ＥｎＤＱＮ 算法的运行时间快于进化策略和神经

网络的结合，很大程度上减少工程上的时间消耗，尤
其是在环境非常复杂的现实工程问题中；同时根据

ＥｎＤＱＮ 算法经验来看，实验效果理论上要比 ＤＱＮ
的效果高出较多，但是在本文实验的结果来看，效果

只是有提升，并没有特别大的改善。
ＥｎＤＱＮ 在 ８００ 轮训练中得到的道路空地效果

如图 ６ 所示，预期可达到的效果如图 ７ 所示，不难看

出图 ６ 与图 ７ 十分接近，可见本文使用的 ＥｎＤＱＮ 算

法在地下车库车位规划问题上取得了较好的效果。
　 　 本文将 ＥｎＤＱＮ 在 ８００ 轮训练中预期得到的效

果图转换成真实场景如图 ８ 所示。

图 ６　 ＥｎＤＱＮ 在 ８００ 轮训练中得到的道路空地效果图

Ｆｉｇ． ６　 ＥｎＤＱＮ′ｓ ｅｆｆｅｃｔ ｐｉｃｔｕｒｅ ｏｆ ｒｏａｄ ｏｐｅｎ ｓｐａｃｅ ｏｂｔａｉｎｅｄ ｉｎ ８００
ｒｏｕｎｄｓ ｏｆ ｔｒａｉｎｉｎｇ

图 ７　 ＥｎＤＱＮ 在 ８００ 轮训练中预期可达到的效果图

Ｆｉｇ． ７　 ＥｎＤＱＮ′ｓ ｅｘｐｅｃｔｅｄ ｅｆｆｅｃｔ ｉｎ ８００ ｒｏｕｎｄｓ ｏｆ ｔｒａｉｎｉｎｇ

图 ８　 ＥｎＤＱＮ 在 ８００ 轮训练中预期得到的真实场景图

Ｆｉｇ． ８　 ＥｎＤＱＮ′ｓ ｅｘｐｅｃｔｅｄ ｒｅａｌ ｓｃｅｎｅ ｒｅｎｄｅｒｉｎｇｓ ｉｎ ８００ ｒｏｕｎｄｓ ｏｆ
ｔｒａｉｎｉｎｇ

４　 结束语

本文设计了一种新的停车场车位自动化排布模

（下转第 ３１ 页）
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