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基于小波变换 ＣＮＮ 的电机运行状态识别研究
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摘　 要： 针对电机运行状态的特征提取与有效识别问题，本文结合小波变换和卷积神经网络改进了电机的运行状态识别方

法。 首先，将热像仪采集的电机数据图像经过小波变换转换，得到系数矩阵；其次，将处理后的小波系数矩阵输入到改进的卷

积神经网络模型进行特征提取；最后，利用反向传播不断调整结构的网络参数，建立最合适的网络模型，从而实现对电机的运

行状态进行识别。 实验结果表明，本文所提出的方法对电机运行状态识别的准确率达到 ９８％，证明了该方法的可行性与有效

性，并应用于工程中。
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０　 引　 言

电机作为重要的机械设备，在生产和生活中被

广泛应用，电机在运行过程中一般会伴随着温升的

产生，发生故障，从而影响到设备的正常运行。 为了

保障设备的安全运行，及时对电机进行故障识别是

一项很重要的技术［１］。 随着计算机技术的快速发

展，卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＣＮＮ）被广泛应用于电机的故障识别。

ＣＮＮ 在数据图像特征提取方面有着显著的优

势，目前已经被广泛应用于图像识别、人脸识别、特

征分类等方面。 特征提取是 ＣＮＮ 模型对电机运行

状态识别的关键部分，已经被广泛研究。 小波变换

（Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ， ＤＷＴ）有非冗余性，能
很好的对数据进行分解与去噪，并能将信号中的时

频特征表现出来［２］。 ＤＷＴ 在图像降噪处理领域被

广泛应用，文献［３］先利用离散傅里叶变换，将时域

信息特征映射到频域，再使用 ＣＮＮ 学习数据特征，
从而实现故障诊断；文献［４］提出一种基于 ＣＮＮ 和

离散小波变换的滚动轴承故障诊断方法，对不同情

况下的滚动轴承进行故障诊断；文献［５］结合 ＤＷＴ、
Ｌｏｒｅｎｚ 混沌系统和 ＣＮＮ 对电力电缆的绝缘故障进



行识别；文献［６］提出了一种基于小波时频图和卷

积神经网络的断路器故障诊断方法，实现对操动机

构故障状态的辨识诊断；文献［７］利用 ＤＷＴ 从原始

信号中提取高维器具特征，提出了主动深度学习对

负载进行识别的方法；文献［８］提出了一种 ＣＮＮ 的

状态监测特征学习模型，对图像数据进行分类。
本文基于小波变换（Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ，

ＤＷＴ）的改进卷积神经网络（ Ｉｍｐｒｏｖｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＩＣＮＮ）电机运行状态识别方法，将
小波变换和卷积神经网络相结合，解决电机故障识

别的问题。 该方法先构建电机运行状态的数据集，
小波变换将采集的数据图像转换为小波系数矩阵并

进行系数增强，将处理后的图像输入到网络模型中，
对变换后的图像进行特征提取，来提高电机运行状

态识别的准确率。

１　 理论基础

１．１　 小波变换

小波变换是由傅里叶变换发展而来的，小波变

换对于复杂信号有着较好的时频分辨率，被广泛应

用于复杂单尺度信号的时频分析，通过不同的变换

方法从不同的角度获得信号的特征，从而来实现信

号的分析和处理。 小波变换是一种以时频为特征的

时频分析技术，是对不同分辨率信号进行分析的方

法。
小波变换分为连续小波变换和离散小波变换。

小波变换常用来抑制信号的噪声，本文采用离散小

波变换来对数据图像信号进行小波系数变换。
离散小波函数 ψｍ，ｋ（ ｔ） 可以表示为式（１）：

ψｍ，ｋ（ ｔ） ＝ １

２ｍ
ψ（ ｔ

－ ｋ
２ｍ ） （１）

　 　 其中，ｍ和 ｋ分别为伸缩和平移参数； ｔ是时间；
ψ（ ｔ） 是小波基。

输入信号由低频（ＬＦ）和高频（ＨＦ）组成，通过

ＤＷＴ 将其分解成频带，通过下采样得到第一级小波

变换。
根据离散小波的特点， 低频系数 ｃＡｉ 和高频系

数 ｃＤｉ 的频带分别表示为式（２） 和式（３）：

ｃＡｉ ＝ ［０，
ｆｓ

２ｉ ＋１］ （２）

ｃＤｉ ＝ ［
ｆｓ

２ｉ ＋１，
ｆｓ
２ｉ ］ （３）

　 　 其中， ｉ 为分解层数， ｆｓ 为信号的采样频率。
由于信号已被下采样，因此在重新配置时需要

对其进行上采样。 小波变换是一种有效的定时信号

压缩降噪方法，具有多分辨率和时频局部化等特点。
１．２　 卷积神经网络

本文的网络模型由输入层、卷积层、池化层、全
连接层和输出层所组成。 卷积层是将输入层接收到

经过 ＤＷＴ 预处理的特征利用卷积核对数据特征进

行提取，增强原始图像的特征信息。 卷积操作的一

般形式为式（４）：

ｘ ＝ ｆ（∑ｘ∗ω
ｉｊ
＋ ｂ） （４）

　 　 其中，∗为卷积运算符； ｂ 为偏差； ωｉｊ 为卷积

核； ｘ 为输入特征图； ｆ（·） 为激活函数。
池化层采用平均池化操作将卷积层提取的特征

再次提取，使得其有更低的维度，减少计算量和过拟

合的产生。 池化层的一般形式为式（５）：
ｘ ＝ ｆ（βｄｏｗｎ（ｘ） ＋ ｂ） （５）

　 　 其中， β 为偏置系数， ｄｏｗｎ（·） 为下采样函数。
选用 Ｔａｎｈ 激活函数，其取值范围为－１～１，输出

均值是 ０，Ｔａｎｈ 函数表示为式（６）：

Ｔａｎｈ（ｘ） ＝ （ｅｘ － ｅ －ｘ）
（ｅｘ ＋ ｅ －ｘ）

（６）

　 　 全连接层的特征是每一个神经元都与上一层的

所有神经元相连。 全连接层的输出为式（７）：
Ｆ（ｘ） ＝ ｆ（ωｘ ＋ ｂ） （７）

　 　 其中， ｘ 为全连接层的输入， ω 为权值系数。
输出层一般是分类器层（Ｓｏｆｔｍａｘ 层），对识别目

标进行分类。 Ｓｏｆｔｍａｘ 层的输入是上一层全连接层

的数据，输出的数据的每个值范围为 ０～１，输出值表

示的是样本属于这一类别的概率。

２　 基于ＤＷＴ的ＣＮＮ的电机运行状态识别方法

对于本文基于 ＤＷＴ 的 ＩＣＮＮ 电机运行状态识

别方法，将电机原始数据通过小波变换转化为小波

系数矩阵，再通过 ＩＣＮＮ 进行无监督的学习时频图

的图像特征，识别出电机故障的特征信息，最后由

Ｓｏｆｔｍａｘ 分类层将识别出的特征信息与相应故障类

型做出对比，实现了电机的运行状态识别诊断。
基于 ＤＷＴ 的 ＣＮＮ 的电机运行状态识别的具体

步骤：
（１）通过热像仪采集电机图像数据集，将数据

集预处理后划分为训练集和测试集；
（２）将数据集通过 ＤＷＴ 处理数据图像，对数据

图像进行小波系数矩阵的转换；
（３）将处理后的数据图像输入到 ＣＮＮ 模型中，

初始化网络模型，根据实验需求，确定适合本实验模
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型的学习率和迭代次数等网络参数；
（４）通过网络模型运行得到输出误差，判断输

出是否收敛；若不收敛执行步骤（５），若收敛直接进

行识别；
（５）通过模型输出的误差进行反向传播，进行

权值的修改；
（６）重复执行步骤（４）、步骤（５），直到模型的精

度和损失函数等满足实验要求，输出网络模型，识别

电机的运行状态。

３　 实验结果分析

３．１　 数据集

实验平台主要由电力电子技术及电机控制实验

装置、电机、热像仪和计算机组成。 通过热像仪采集

电机运行状态的图像，将采集到的电机数据分为正

常运行、停止和故障 ３ 种状态，每种状态采集 ２００ 个

样本，从总样本中随机选取 ２０％构成测试样本，剩
余的数据作为训练样本。 对这 ３ 种状态的图像预处

理，然后进行离散小波变换得系数矩阵，再输入到

ＣＮＮ 网络模型。
３．２　 评价指标

３．２．１　 损失函数 （Ｌｏｓｓ）
用损失函数评估模型的预测值与真实值之间的

不一致程度，式（８）：

Ｌｏｓｓ ＝ － ∑
ｘ
ｐ（ｘ）ｌｏｇ（ｑ（ｘ）） （８）

　 　 其中， ｐ（ｘ） 为真实的概率， ｑ（ｘ） 为模型通过计

算之后的概率估计。
３．２．２　 结构相似函数 （ＳＳＩＭ）

结构相似函数用于评估模型运算后电机识别图

片的失真程度，识别前后两张图像的结构相似函数

ＳＩＭＭ，如式（９）：

ＳＳＩＭ ＝
（２μｘμｙ ＋ Ｃ１）（２σｘｙ ＋ Ｃ２）

（μ２
ｘ ＋ μ２

ｙ ＋ Ｃ１）（σ２
ｘ ＋ σ２

ｙ ＋ Ｃ２）
（９）

　 　 其中， μ 为平均像素值； σ 为标准差； Ｃ 为常

数。
３．３　 实验分析

迭代 ５０ 次、权值调整步进值为 ０．０３ 时所得到

的实验结果见表 １。 通过对不同小波变换（Ｈａａｒ 小
波、Ｄａｕｂｅｃｈｉｅｓ （ ｄｂ） 小波、ＲｅｖｅｒｓｅＢｉｏｒ （ ｒｂｉｏ） 小波、
Ｃｏｉｆｌｅｔ（Ｃｏｉｆ）小波和 Ｆｅｊｅｒ－Ｋｏｒｏｖｋｉｎ（ ｆｋ）小波）的故

障识别的性能比较，可以看出本文使用的小波变换

表现出最好的性能。
　 　 权值调整为 ０．０３ 时数据图像在不同迭代次数

下的结果如图 １ 所示，可以看出随着迭代次数的增

加，准确率逐渐升高、损失值逐渐减小；当迭代次数

大于 ４０ 时，迭代次数的增加，准确率和损失函数几

乎都趋于稳定，准确率在 ９７％及以上，损失函数的

值在 ０．２ 附近波动。 但随着迭代次数的增加，模型

运行所需要的时间也在不断增加，为了节省时间且

保证有好的准确率和损失值，本文所选择的迭代次

数为 ５０，模型不仅能达到实验所需的实验精度，而
且收敛速度比较快，稳定性较好。

表 １　 不同小波变换在迭代 ５０ 次下运行状态识别的性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍｓ ｉｎ
ｒｕｎｎｉｎｇ ｓｔａｔｅ ｒｅｃｏｇｎｉｔｉｏｎ ｕｎｄｅｒ ５０ ｉｔｅｒａｔｉｏｎｓ

小波函数 测试集损失值 训练集损失值 ＳＳＩＭ 准确率 ／ ％

Ｈａａｒ ０．０８８ ６ ０．２２３ １ ０．５８３ ６ ９６．８９

本文 ０．０８６ ３ ０．０８９ ２ ０．５８５ ２ ９８．４７

Ｒｂｉｏ ３．１ ０．１１８ ８ ０．１０３ ５ ０．５８５ ６ ９７．０１

Ｃｏｉｆ１ ０．１６７ ４ ０．１４７ ７ ０．５８３ ６ ９５．４６

Ｆｋ４ ０．１１８ １ ０．０８５ ３ ０．５８３ ９ ９７．６８
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图 １　 数据图像在不同迭代次数下的比较

Ｆｉｇ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄａｔａ ｉｍａｇｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｔｅｒａｔｉｏｎｓ
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　 　 为了进一步验证本文所提方法的稳定性和可行

性，在不同权值调整下对电机进行故障识别，结果如

图 ２ 所示。 可以看出，权值过大或过小都会使准确

率相对过低、损失函数值过大；当权值调整为 ０．０５
时，本文所提出的方法的损失值和准确率都达到很

好的效果，达到 ９８％。
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图 ２　 数据图像在不同权值下的比较

Ｆｉｇ． ２ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄａｔａ ｉｍａｇｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｗｅｉｇｈｔ
ａｄｊｕｓｔｍｅｎｔ

４　 结束语

本文基于 ＤＷＴ 的 ＣＮＮ 实现了电机运行状态识

别。 该方法将小波变换和卷积神经网络结合在一

起，很好的避免了传统方法对于经验的依赖，利用

ＤＷＴ 小波系数的特点，对数据图像进行转换，提取

数据的重要特征，提高了电机运行状态识别的准确

率。 实验结果表明，迭代次数不断增加，准确率不断

增大，最后趋于一个稳定状态，准确率达到最高的时

候，损失函数值也达到最低，说明该方法有效。
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