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面向主流价值观的文本质量评价研究

崔丁洁， 徐　 冰

（哈尔滨工业大学 计算学部， 哈尔滨 １５０００１）

摘　 要： 针对面向主流价值观的文本质量评价这一全新且较为复杂的任务，本文依据主流价值观对文本质量进行定义，构建

了一个面向主流价值观的文本质量评价数据集。 为了缓解人工标注数据的压力以及解决域内数据获取困难的问题，提出了

一个基于无监督数据增强框架的文本质量评价方法。 实验证明，在数据量较小时，能显著提升模型性能。 为了获取更多数

据，自主构建了一个大规模中文微博检索库，通过检索对数据集进行扩充。 最终模型的 Ｆ１ 值达到 ８６．２％，相比 ＢＥＲＴ 提升

１．２２％。
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０　 引　 言

随着互联网的发展，网络用户的沟通方式发生

了明显变化，越来越多的用户喜欢通过网络论坛、博
客、微博、社交网站等网络平台浏览、发布和转发消

息，以此与其他用户进行交流。 网络上出现了越来

越多用户生成的内容，逐渐形成了草根创作、广泛参

与、多元互动的网络传播新局面。 这不仅拓展了文

化产品生产、传播的深度和广度，也为主流价值观传

播提供了新的路径。
主流价值观是国家文化软实力的重要体现，其

传播的广度和践行的深度直接影响着国家意识形态

安全和社会稳定。 因此，传播主流价值观是中国各

大媒体需要承担的责任与义务。
然而，用户生成内容良莠不齐、信息过载等现

象，为主流价值观的传播带来了挑战。 如何承担社

会责任，传播积极向上的主流价值观，营造良好的网

络舆论氛围，成为国家和社交媒体平台共同关注的

问题。
面向主流价值观的文本质量评价任务需要对文

本质量从正能量、主流价值观等角度进行定义。 将

其定义为一个五分类问题，即将面向主流价值观的

文本质量划分为 １ ～ ５ 个等级。 这一研究和文本的

情感分类存在差别，积极的情感并不一定代表正能

量的价值观。 如：某明星发帖称‘日本血统真的好

酷，穿和服走在雪里感觉好高贵！’，这一帖子表达



的情感是积极的，但却明显不符合‘爱国’这一社会

主义核心价值观。
庞大的用户生成内容是新时代的产物，但也承

担着一定的社会责任，以正能量作品暖人心、聚民

心。 通过主流价值观来驾驭算法，减少泛娱乐化、低
俗类内容传播，增加符合社会主义核心价值观的内

容，让算法服务于主流价值导向。

１　 相关工作

面向主流价值观的文本质量评价是一个全新的

任务，同时也是一个富有新时代中国特色的任务。
除了缺乏统一技术框架之外，如何获取大规模的域

内数据、如何标注数据，以及如何利用未标注数据也

是文本质量评价任务一大难点。 因此，这一任务主

要与文本增强和半监督学习两个研究方向存在重

合。
１．１　 文本增强研究现状

文本增强主要分为无条件增强和条件增强两种

方法。
１．１．１　 无条件增强方法

由于不需要强制引入标签信息，无条件增强方

法既可以对标注数据进行增强，又可以针对无标注

数据进行增强。 主要包括词汇 ／短语替换、随机噪音

注入和混合交叉方法。 在对标注数据进行增强后，
不会改变数据的标签，但可能会造成文本主旨发生

变化，带来一定的噪音。
对于词汇 ／短语的替换方法：文献［１］提出基于

词典从文本中选择词汇或短语进行同义词替换；文
献［２］基于词向量在嵌入空间中找寻相邻词汇进行

替换；文献［３］根据 ＴＦ－ＩＤＦ 分值，对非核心词进行

替换。
对于随机噪音注入方法：文献［３］ 根据 Ｕｎｉ －

ｇｒａｍ 词频分布进行采样，从而随机插入一个词汇；
文献［１］除了进行同义词替换外，同时采用上述随

机插入词汇、随机交换词汇或交换句子、随机删除词

汇或句子等随机注入噪音。 文献［４］提出了一种应

用于图像领域的表示增强方法 （ Ｍｉｘｕｐ）。 借鉴

Ｍｉｘｕｐ 的 思 想， 文 献 ［ ５ ］ 提 出 了 ｗｏｒｄＭｉｘｕｐ 和

ｓｅｎｔＭｉｘｕｐ，将词向量和句向量进行混合；文献［６］利
用交叉增强方法将相同极性的文本进行交叉。

此外，回译也是一种应用非常广泛的无条件增

强方法。 该方法基于机器翻译技术，文献［３］中就

采用了回译技术进行数据增强。 此外，对抗训练方

法对模型鲁棒性的提升也是基于数据增强原理的。

但是不同于 ＣＶ 领域 ＧＡＮ 生成对抗进行数据增

强［７］，ＮＬＰ 中通常在词向量上添加扰动并进行对抗

训练。
１．１．２　 条件增强方法

条件增强方法需要强制引入“文本标签”信息

到模型中，再产生数据。 随着 ＢＥＲＴ 等预训练语言

模型在 ＮＬＰ 领域取得巨大成功，近来许多研究者对

预训练语言模型用做文本增强进行了有益尝试。
文献［８］利用条件变分自编码模型进行增强。

文献［９］基于 ＬＳＴＭ 进行双向语言模型预训练，将标

签信息融入网络结构进行微调，使替换生成的词汇

与标签信息兼容一致。 在此基础之上，文献［１０］基
于 ＢＥＲＴ 进行微调，将段嵌入转换为融入标签指示

的标签嵌入。 文献［１１］基于 ＧＰＴ－２ 将标签信息与

原始文本拼接，当作训练数据进行微调，同时采用一

个判别器，对生成数据进行了过滤降噪。
１．２　 半监督学习研究现状

半监督学习方法是指利用少量标注数据和大量

无标注数据进行学习。 相关研究主要着力于如何针

对未标注数据构建无监督信号，与监督学习联合建

模。 简单来说，就是如何在损失函数中添加针对未

标注数据相关的正则项，使模型能够充分利用大量

的未标注数据不断迭代，最终增强泛化性能。 半监

督学习方法主要有熵最小化和一致性正则两种方

法。
文献［１２］提出 Π－Ｍｏｄｅｌ 和 时间集成（Ｔｅｍｐｏｒａｌ

Ｅｎｓｅｍｂｌｉｎｇ）。 Π－Ｍｏｄｅｌ 对无标注数据输入进行两

次不同的随机数据增强，并通过不同 ｄｒｏｐｏｕｔ 输出得

到结果，引入一致性正则到损失函数中。 时间集成

采用时序融合模型，避免同一个训练步进行两次前

向计算，从而提高训练速度。 文献 ［ １３］ 提出的

Ｍｅａｎ Ｔｅａｃｈｅｒ 模型认为采用在训练步骤上的平均模

型会比直接使用单一模型权重更精确，于是对时间

集成方法进行改进，对模型参数而不是预测结果进

行平均。 文献［１４］ 提出的虚拟对抗训练（Ｖｉｒｔｕａｌ
Ａｄｖｅｒｓａｒｉａｌ Ｔｒａｉｎｉｎｇ，ＶＡＴ）仍然采用一致性正则，采
取对抗训练的方式添加噪音，不同于传统的有监督

学习下的对抗训练，其没有标签信息，而是构建一个

虚拟标签，并根据这个虚拟标签计算对抗扰动方向。
Ｇｏｏｇｌｅ 在文献［３］中提出了无监督数据增强方法

（Ｕｎｓｕｐｅｒｖｉｓｅｄ Ｄａｔａ Ａｕｇｍｅｎｔａｔｉｏｎ， ＵＤＡ），也采用一

致性正则，同时结合了熵最小化正则：对无监督信号

构建人工标签，使其趋近于 Ｏｎｅ－Ｈｏｔ 分布。 此外，
还直接计算了熵损失。 将人工标签与增强后的预测
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标签共同构建一致性正则， 并计算损失时采用基于

置信度的训练信号退火（ＴＳＡ）方法防止对标注数据

过拟合。
ＭｉｘＭａｔｃｈ［１５］同样来自 Ｇｏｏｇｌｅ，与 ＵＤＡ 类似，

同样结合了熵最小化和一致性正则。 对标注数据进

行一次增强，对于未标注数据作 Ｋ 次弱增强输入模

型得到 ａｖｅｒａｇｅ 后的概率。 并将无标注数据得到的

人工标签与标注数据混合在一起并进行 ＭｉｘＵｐ［１６］
操作，进而得到增强后的无标注数据以及标注数据。
ＲｅＭｉｘＭａｔｃｈ［１７］是 ＭｉｘＭａｔｃｈ 原作者对自己工作的

改进，一方面进行了分布对齐，另一方面，引入强增

强，将弱增强后的人工标签与强增强后的预测标签

共同构建一致性正则。 ＦｉｘＭａｔｃｈ［１８］结合了 ＵＤＡ
和 ＲｅＭｉｘＭａｔｃｈ，舍弃了 ｓｈａｒｐｅｎ 操作和 ＵＤＡ 的训练

信号退火、ＲｅＭｉｘＭａｔｃｈ 的分布对齐和旋转损失等，
直接利用 Ｐｓｅｕｄｏ－Ｌａｂｅｌ 构建人工标签。

以上方法大多引入了一致性正则，其关键在于

如何注入噪声，一个好的模型对于输入扰动的任何

细微变化也都应具有鲁棒性。 所以半监督学习经常

和文本增强方法结合。 半监督学习方法能充分挖掘

未标注数据中潜在的价值，最终增强泛化性能。
在少样本场景下甚至可以比肩充分样本下的监督学

习模型性能，而在充分样本场景下，性能仍然继续提

升。

２　 基于无监督数据增强框架的文本质量评

价方法

２．１　 模型结构

模型的整体框架来源于 ＵＤＡ，其结构如图 １ 所

示：
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图 １　 ＵＤＡ 模型结构

Ｆｉｇ． １　 ＵＤＡ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 图中：Ｍ 表示一个模型，可以在给定 ｘ 的条件下

预测 ｙ 的分布。 本文采用 ＢＥＲＴ－ｂａｓｅ。

ＵＤＡ 模型的输入包括有标签数据和无标签数

据。 对于带有标签的数据，模型 Ｍ 可以得到其预测

的标签分布；对于无标签数据，采用反向翻译方法进

行数据增强， ｘ′ 表示经数据增强的无标签数据。
模型的总损失 ＝ 标 签 数 据 的 交 叉 熵 损 失

（Ｃｒｏｓｓ－ｅｎｔｒｏｐｙ ｌｏｓｓ）（有监督）＋ λ∗ 无标签数据的一

致性损失（无监督）。 总损失公式如式（１）：

ｍｉｎθＪ（θ） ＝ － ∑ｙ∗ ｌｏｇ ｐθ（ｙ ∣ ｘ） ＋

λ Ｅｘ∈Ｕ Ｅｘ′ ～ ｑ（ｘ′∣ｘ）［ＤＫＬ（ｐ θ
～（ｙ ∣ ｘ）‖ ｐθ（ｙ ∣ ｘ′））］

（１）
其中， ｑ（ｘ′∣ ｘ） 表示数据增强变换， ｘ′ 由 ｘ 经

数据增强得到； θ 是模型参数； 􀭴θ 是 θ 的复制。
由于实验数据集存在严重的不平衡问题，在实

验中采用 Ｆｏｃａｌ ｌｏｓｓ 代替上文中的 Ｃｒｏｓｓ － ｅｎｔｒｏｐｙ
ｌｏｓｓ，Ｆｏｃａｌ ｌｏｓｓ 通过改变正类、负类的权重，使其能

应用于不平衡的分类中，如式（２）：

ＬＦｏｃａｌ ＝ － ∑ αｃ （１ － ｐθ （ｙ ∣ ｘ） ｃ） γ ｌｏｇ ｐθ （ｙ ∣ ｘ） ｃ

（２）
其中， αｃ 表示第 ｃ类样本的权重，ｐθ （ｙ ∣ ｘ） ｃ 表

示第 ｃ 类样本的概率值。
２．２　 数据集构建

２．２．１　 获取数据集

基于 ｓｃｒａｐｙ 框架，自主开发爬虫工具，在人民网

强国论坛板块下爬取１ ８８７条评论数据，部分评论数

据见表 １。
表 １　 人民网数据集示例

Ｔａｂ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｐｅｏｐｌｅ′ｓ ｄａｉｌｙ ｏｎｌｉｎｅ ｄａｔａｓｅｔ

序号 评论

１ 赞成！

２ “春节是民俗活动和非遗实践最集中的时期，要让年味更

浓，让生活更美，让乡愁得到慰藉。”

３ 学习文章，感悟：厚重！

４ “乡愁”依然、自然、天然、释然是您……对一山一水，一方

水土的改良与成全！ 预祝您：阖家欢喜，心身健康，家庭幸

福，节日愉快！

　 　 由于爬虫获取的公开数据都是符合主流价值观

的，而本文的研究工作需要获取反例，即不符合主流

价值观的数据。 经调研，采用 ＳｅｍＥｖａｌ ２０１９ Ｔａｓｋ ６
攻 击 性 语 言 检 测 数 据 集 （ Ｏｆｆｅｎｓｉｖｅ Ｌａｎｇｕａｇｅ
Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ Ｄａｔａｓｅｔ， ＯＬＩＤ ）。 该 数 据 集 收 集 了

１４ １２０条推特，并对有无攻击性进行了标注。 部分

数据见表 ２，数据集统计信息见表 ３。
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表 ２　 ＯＬＩＤ 数据集示例

Ｔａｂ． ２　 Ｅｘａｍｐｌｅｓ ｏｆ ＯＬＩＤ ｄａｔａｓｅｔｓ

序号 Ｔｗｉｔｔｅｒ ｌａｂｌｅ

１ Ａｎｄ ｔｈｉｓ ｆｒｏｍ ｔｈｅ ｃｌｏｗｎ ｔｈａｔ ｓｈｏｕｌｄ ｂｅ ｉｎ ｐｒｉｓｏｎ？ ＯＦＦ

２ Ｇｏ ｈｏｍｅ ｙｏｕ’ｒｅ ｄｒｕｎｋ！！！ ＯＦＦ

３ Ｙｏｕ ａｒｅ ｃｏｒｒｅｃｔ． ＮＯＴ

４ Ｉ’Ｍ ＳＯ ＦＵＣＫＩＮＧ ＲＥＡＤＹ ＮＯＴ

　 　 注：表中 ＯＦＦ 表示有攻击性，ＮＯＴ 表示无攻击性。
表 ３　 ＯＬＩＤ 数据集统计信息

Ｔａｂ． ３　 ＯＬＩＤ ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

ｌａｂｅｌ 样本数

ＯＦＦ ４ ６６０

ＮＯＴ ９ ４６０

　 　 从 ＯＬＩＤ 数据集中随机选择 ２ ５００ 条攻击性数

据与 ６１３ 条非攻击性数据，并将其翻译成中文，再结

合爬取的人民网评论，构成最终数据集。 数据集统

计信息见表 ４。
表 ４　 最终数据集统计信息

Ｔａｂ． ４　 Ｆｉｎａｌ ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

正能量 负能量

来源 人民网 ＯＬＩＤ 数据集 ＯＬＩＤ 数据集

数量 １ ８８７ ６１３ ２ ５００

总数 ２ ５００ ２ ５００

　 　 注：正能量表示符合主流价值观，负能量表示不符合主流价值观

２．２．２　 数据集的人工标注

数据标注的标准见表 ５。
表 ５　 数据集标注标准

Ｔａｂ． ５　 Ｄａｔａ ｓｅｔ ｌａｂｅｌｉｎｇ ｓｔａｎｄａｒｄｓ

ｌａｂｅｌ 等级 描述 例子

１ 非常差 违禁内容（包括色情、暴力、涉政、恐怖、辱
骂、歧视等）

（１）他疯了！
（２）干得好，特朗普总统先生！！

２ 差 低质量内容（包括消极言论、广告等） （３）真可怜！
（４）现在自由主义者快乐！

３ 一般 客观描述
（５）少量酒精有兴奋作用

（６）阳历也有闰月，闰月年 ２ 月份 ２９ 天。

４ 好 符合主流价值观但观点表述简单 （７）实在是高！
（８）很抱歉听到你失去朋友的消息

５ 非常好 符合主流价值观，且观点表述有理有据。 （９）防风险，保安全依然是监管的重点，加大

违规违法的处罚力度。

　 　 从表中可以看出，本文面向主流价值观的文本质

量评价研究和情感分析存在明显差别。 如：例（２）、例
（４）虽然表达了积极的情感，但却是负能量的价值观；
例（８）虽然表达了消极情感，但却是正能量的价值观。

从收集的数据中选取 ５８５ 条数据作为种子进行

人工标注，标注后的初始数据分布见表 ６。
表 ６　 初始数据集统计信息

Ｔａｂ． ６　 Ｉｎｉｔｉａｌ ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

标签 １ ２ ３ ４ ５ 总计

数量 ７６ ９９ ７４ １９７ １３９ ５８５

　 　 为了统一不同人标注带来的主观性和误差，采
用十折交叉验证进行数据纠错。 纠错后的数据分布

见表 ７。
表 ７　 纠错后数据集统计信息

Ｔａｂ． ７　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ ａｆｔｅｒ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ

标签 １ ２ ３ ４ ５ 总计

数量 ７３ ９７ ４１ ２２３ １３７ ５８５

比例 ／ ％ １２．８ １７．０ １７．２ ３９．１ ２４．０

２．２．３　 基于自训练的数据集自动标注

利用以上人工标注数据作为训练集，基于 ｓｅｌｆ－
ｔｒａｉｎｉｎｇ 对其余数据进行自动标注。 实现过程如下：
　 　 Ａｌｇｏｒｉｔｈｍ １　 ｓｅｌｆ－ｔｒａｉｎｉｎｇ

１：　 Ｉｎｉｔｉａｌｉｚｅ：
２：　 初始的有标签数据集作为初始的训练集

（Ｘ ｔｒａｉｎ，ｙｔｒａｉｎ） ＝ （Ｘ ｌ，ｙｌ）
３：　 ｗｈｉｌｅ 还有无标签样本 ｄｏ
４：　 　 利用 （Ｘ ｔｒａｉｎ，ｙｔｒａｉｎ） 训练分类器 Ｃ ｉｎｔ

５：　 　 利用 Ｃ ｉｎｔ ，对无标签数据集 Ｘｕ 中的样本

进行分类

６：　 　 以某一置信度阈值选出最有把握的样本

（Ｘｃｏｎｆ，ｙｃｏｎｆ）
７：　 从 Ｘｕ 中去掉 （Ｘｃｏｎｆ，ｙｃｏｎｆ）
８：　 将 （Ｘｃｏｎｆ， ｙｃｏｎｆ） 加入到有标签数据集中，

（Ｘ ｔｒａｉｎ，ｙｔｒａｉｎ） ← （Ｘ ｌ，ｙｌ） ∪ （Ｘｃｏｎｆ，ｙｃｏｎｆ）
９：　 Ｅｎｄ ｗｈｉｌｅ

　 　 根据观察，选取 ０． ７ 作为置信度阈值，基于

００２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ＢＥＲＴ 进行数据迭代标注。 针对数据集严重不平衡

的问题，分别采用 Ｆｏｃａｌ ｌｏｓｓ 和重采样方案，将 ３ 个

模型标注结果有差异的并集，由人工进行再标注，最
终得到的数据集分布见表 ８。

表 ８　 最终数据集统计信息

Ｔａｂ． ８　 Ｆｉｎａｌ ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

ｌａｂｅｌ １ ２ ３ ４ ５ 总计

数量 ９４０ １ ２０７ １０９ １ ４１２ ７２８ ４ ３９６

２．３　 基于检索的数据集扩充方法

半监督学习方法需要获取大规模的域内数据。
然而，在许多场景下收集大规模域内数据非常困难。
为了解决这一问题，采用检索的方法进行域内数据

的扩充。
利用句子编码器对数据集中的句子进行编码，

得到其向量表示，将每一条数据的向量表示作为检

索向量，在大规模语料库中进行检索，以得到相似的

句子。 为保证检索到的句子可以作为域内数据，从
而减少通用语料对下游特定任务的噪声干扰，每次

检索只抽取 Ｔｏｐ － Ｋ 个句子，并且对抽取的句子需

满足能取得较高的置信度。

３　 实验结果与分析

３．１　 数据集

采用本文 ２．２ 节构建的数据集，其中训练集包

含３ ９５６条数据，测试集包含 ４４１ 条数据。 另外，为
了构建大规模检索库，本文收集了 ９ 个来源于微博

的数据集，其中包括公开的数据集 Ｗｅｉｂｏｓｅｎｔｉ１００ｋ，
以及来自人民网数据平台的数据集：新浪微博数据集

＿凤凰周刊＿２０２１１０－１１、新浪微博数据集＿头条新闻＿
２０２１１０－１１、新浪微博数据集＿环球时报＿２０２１１０－１１
等。 将 以 上 数 据 集 进 行 清 洗 和 去 重， 共 获 得

１ ９０５ ０３９条数据，采用上述数据扩充方法，共检索

得到６ ３３１条数据。 部分数据见表 ９。
从表中例子可以看出，检索到的扩充数据和原

数据在语义上存在明显的相似性。 如：第三条，原数

据和扩充数据都和抗疫相关。 另外，扩充得到的数

据和原数据的主流价值观质量标签也是相似的。 于

是，除了无监督的数据增强方法，本文也尝试将

ｑｕｅｒｙ 的标签赋予检索得到的数据，进行有监督的数

据增强。

表 ９　 检索得到的部分数据及其匹配分数

Ｔａｂ． ９　 Ｓｏｍｅ ｏｆ ｔｈｅ ｒｅｔｒｉｅｖｅｄ ｄａｔａ ａｎｄ ｔｈｅｉｒ ｍａｔｃｈｉｎｇ ｓｃｏｒｅｓ

原数据 扩充数据 匹配分数

加油 加油心心心心心 １

祝福祖国 祝祖国繁荣昌盛心国泰民安 ０．９１７ ４

　 　 随着近期疫情的复杂变化，针对这一形势防

控措施升级，希望人们减少流动，提倡大家就地

过春节；不图聚会热闹，全家健康快乐又轻松，不
给家人增添麻烦；这样一来，让在外上班

　 　 每次看到这种逃避防疫检查的行为，都会想到抗

疫情况最急迫的时候，大家都自觉居家不外出，积极

配合抗疫工作。 随着政府的各种措施和有效控制，现
在疫情已经没有之前那么严重，但情况依然严峻。

０．９１１ ８

　 　 这些人真是疯了！ 自由主义者多年来一直

在攻击白人，而且情况越来越糟。 他们所推动的

道路将造成另一场内战，而这场战争不会有复

苏，他们太愚蠢了，看不到这一点。

　 　 好多人的政治常识真的少的可怕，比如美国搞中

国是因为这届外交部工作不行，这种来自于学历不低

的成年人的言论我都听到过。 可偏偏还就这些人不

喜欢现行制度，向往西方民主。 你说有这些人存在，
怎么敢完全放开言论自由

０．９２０ ６

３．２　 实验设置

３．２．１　 面向主流价值观的文本质量评价实验设置

回归层的 ｄｒｏｐｏｕｔ ｒａｔｅ 为 ０． １。 训练过程采用

ＡｄａＧｒａｄ，初始学习率为１－１０，在训练过程中预热学习

率以加速模型收敛。 Ｆｏｃａｌ ｌｏｓｓ 中，将 γ 值设置为 ２。
由于显卡内存所限，带标签数据的 ｂａｔｃｈ ｓｉｚｅ 取 １６
或者 ３２ 中较好的结果，无标签数据的 ｂａｔｃｈ ｓｉｚｅ 随

两种数据的比例变化而变化。 实验结果通过准确率

（Ａｃｃｕｒａｃｙ）、精确率（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）、Ｆ１

值进行评估。
３．２．２　 数据集扩充实验设置

由于构建的检索库较大，直接检索非常耗时，于
是数据集扩充实验基于 ＡＮＹＱ 框架进行。 对 ＡＮＹＱ
框架源代码进行改写，只保留问题分析和检索模块。
以全部训练集作为 ｑｕｅｒｙ，对 ｑｕｅｒｙ 和检索库均基于

百度开源的 ＬＡＣ２ 分词工具进行分词，对检索库添

加基于 ＰａｄｄｌｅＳｉｍＡｄａｐｔｅｒ 的语义表示模型，配置

ＳｉｍＮｅｔ 语义检索。 每次检索只抽取 Ｔｏｐ － １０ 个句
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子，同时满足置信度＞０．７。
３．３　 结果分析

为了验证本文提出的数据增强方法的性能，选
择如下几种模型并设计了相应内容进行对比实验，
实验结果见表 １０。

表 １０　 主要实验结果对比

Ｔａｂ． １０　 Ｍａｉｎ ｒｅｓｕｌｔｓ

模型 Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ ０．８７７ ３ ０．８６３ ８ ０．８５０ ７ ０．８５６ ５

ＢＥＲＴ＿ＤＡ ０．８２９ ５ ０．８１６ ３ ０．８２９ １ ０．８２２ ２

ＢＥＲＴ＋无标签数据 ０．８８４ １ ０．９０９ ０ ０．８１８ ３ ０．８４９ ８

ＢＥＲＴ＿ＵＤＡ ０．８８１ ８ ０．９０３ ７ ０．８３７ ５ ０．８６２ ０

　 注：表中黑体表示最高值，下划线表示高于 ＢＥＲＴ（不进行数据增

强）的结果。

　 　 其中：ＢＥＲＴ 模型仅使用带标签的训练集，将文

本作为 ＢＥＲＴ 的输入，将［ＣＬＳ］对应位置的输出作

为评论表示输入分类层中，优化 Ｆｏｃａｌ ｌｏｓｓ 损失。
ＢＥＲＴ＿ＤＡ 模型在基于检索的数据集扩充方法中，将
每一条训练数据作为查询条件进行检索，将 ｑｕｅｒｙ
的标签赋予检索得到的数据，从而进行有监督的数

据增强。 ＢＥＲＴ＋无标签数据模型增加无标签训练集

（６ ３３１ 条）作为输入，并对无标签数据应用熵最小化

损失，从而达到数据增强效果。 ＢＥＲＴ＿ＵＤＡ 模型即本

文提出的方法。
　 　 由表中数据可见：在本文构建并标注的训练集

上，其 ＢＥＲＴ＿ＵＤＡ 方法在准确率、精确率、 Ｆ１ 值 ３
个指标上都超过了 ＢＥＲＴ。 与一般的无监督数据增

强方法（ＢＥＲＴ＋无标签数据）相比，ＢＥＲＴ＿ＵＤＡ 在

Ｆ１ 值上提高 １．２２％，表明了本文采用数据增强方法

的有效性。 其次，虽然 ＢＥＲＴ＿ＵＤＡ 相比 ＢＥＲＴ 的

Ｆ１ 值提升了 ０．５５％，但效果并不明显，可能是构建

的检索库不够大所致（获取到的无监督扩充数据数

量仅为原数据的 １． ６ 倍）。 ＢＥＲＴ ＋无标签数据与

ＢＥＲＴ 相比，准确率有所提升，但 Ｆ１ 值却有所下降；
ＢＥＲＴ＿ＤＡ 相比 ＢＥＲＴ 在各项评估指标上都有明显

下降。 究其原因可能是因为引入了大量噪音，这表

明数据增强也有可能会降低模型的性能。
３．４　 无监督损失函数权重分析

为了验证总损失中无监督损失函数的权重 λ
对实验结果的影响，选取 λ ＝ ｛０，０．５，０．７，１｝ 进行实

验。 实验结果见表 １１。
　 　 实验结果表明，当 λ 取 ０．５ 时， Ｆ１ 值最高。

表 １１　 无监督损失函数权重 λ的影响

Ｔａｂ． １１　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｕｎｓｕｐｅｒｖｉｓｅｄ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｗｅｉｇｈｔ λ

无监督损失函数权重 ／ λ Ｆ１

１ ０．８５１ ９

０．７ ０．８５９ ０

０．５ ０．８６２ ０

０ ０．８５６ ５

３．５　 无监督数据增强框架有效性分析

在不使用扩充数据集的情况下，仅在训练集中

随机选取一部分数据作为标注数据，其余作为未标

注数据。 在损失函数中，将无标签数据的一致性损

失函数权重设置为 １。 实验结果见表 １２。
　 　 由表中数据可见：ＢＥＲＴ 和 ＢＥＲＴ＿ＵＤＡ 的分类

效果随着带标签数据比例的增大而提高，且在任何

比例的带标签数据中，ＢＥＲＴ＿ＵＤＡ 的表现均优于

ＢＥＲＴ。 由此表明，ＢＥＲＴ＿ＵＤＡ 可以从无标签数据

中学到知识，尤其在仅仅使用 １０％的训练数据（３９６
条）时，ＢＥＲＴ＿ＵＤＡ 的提升达到 ４．７７％。

表 １２　 Ｆ１ 值实验结果

Ｔａｂ． １２　 Ｒｅｓｕｌｔｓ ｏｆ Ｆ１ ｖａｌｕｅ

模型
训练集中带标签数据的比例

１０％ ２０％ ３０％ ４０％ ５０％ ６０％ ７０％ ８０％

ＢＥＲＴ ０．６８５ ５ ０．７４１ ３ ０．７５２ ５ ０．７６３ １ ０．８０４ ８ ０．８２３ ８ ０．８２４ ５ ０．８４２ ３

ＢＥＲＴ＿ＵＤＡ ０．７３３ ２ ０．７４１ ４ ０．７８９ ８ ０．７９３ ８ ０．８１５ ６ ０．８３７ ２ ０．８３９ ５ ０．８４９ ８

３．６　 基于检索的数据集扩充方法有效性分析

分别采用原数据和检索得到的 数 据 基 于

ＢＥＲＴ＿ＵＤＡ进行实验，对数据集扩充的有效性进行

分析，各实验所用模型和数据集见表 １３。
表 １３　 基于检索的数据集扩充方法有效性分析实验

Ｔａｂ． １３　 Ｅｆｆｅｃｔｉｖｅｎｅｓｓ ａｎａｌｙｓｉｓ ｅｘｐｅｒｉｍｅｎｔ ｏｆ ｒｅｔｒｉｅｖａｌ－ｂａｓｅｄ ｄａｔａｓｅｔ ｅｘｐａｎｓｉｏｎ ｍｅｔｈｏｄ

描述 训练集 模型

ＢＥＲＴ 从人工标注的数据集中随机抽取约 ４００ 条作为带标签数据 ＢＥＲＴ
ＢＥＲＴ＿ＵＤＡ－ｉｎｄｏｍａｉｎ ＋从人工标注的数据集中随机抽取约３ ６００条作为无标签数据 ＢＥＲＴ＿ＵＤＡ
ＢＥＲＴ＿ＵＤＡ－ｒｅｔｒｉｅｖａｌ ＋从扩充数据集中随机抽取约３ ６００条作为无标签数据 ＢＥＲＴ＿ＵＤＡ

２０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　


