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基于异构图卷积网络的药物－细胞系响应预测

郭帅旗， 闫效莺

（西安石油大学 计算机学院， 西安 ７１００６５）

摘　 要： 准确预测药物敏感性响应是当前个性化治疗的关键，然而，如何高效融合药物、细胞系以及已观察到的药物－细胞系

作用关系数据，仍面临着很大挑战。 本文基于药物结构分子指纹特征数据、细胞系基因表达谱数据和已知的药物－细胞系作

用关系数据，提出一种融合异构图卷积网络和深度神经网络的药物－细胞系预测模型 ＨＧＣＮＤＣＰ。 首先分别计算药物相似性

和细胞系相似性，构建异构网络；通过异构图卷积模型对药物和细胞系进行特征表示学习；使用 ＤＮＮ 模型预测药物－细胞系

响应关系；最后在 ＧＤＳＣ 数据集中测试，并与 ＴＭＦ、ＨＮＭＤＲＰ、ＮＲＬ２ＤＲＰ 和 ＨＲＷＲ 算法进行比较。 测试结果表明，本文算法

具有较高的预测性能。
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０　 引　 言

近年 来， 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ）在图像处理、机器视觉和自然语言处

理等领域均取得了较好的应用。 但随着大量非结构

化图数据，如交通网络、社交网络和生物信息学领域

中蛋白质作用关系网络 （ ＰＰＩ） 等的出现，图卷积

神经网络（Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ，ＧＣＮ）应运而

生，并迅速发展，已成为图表示学习的重要方法之

一。
随着健康理念的发展，精准医疗已成为疾病诊

疗的方向，如何在分子水平上精确测定个体病人对

药物治疗的响应情况，是精准医疗的基础和关键。
然而，对个体病人进行大量药物临床试验是不可行

的，因此需要建立模型，预测药物对个体疾病的敏感

性响应关系。 随着高通量测序技术的发展，药物敏

感性数据库，如 ＮＣＩ－６０ 数据［１］、癌症细胞系百科全

书（ＣＣＬＥ） ［２］ 和癌症药物敏感性基因组学数据库

（ＧＤＳＣ） ［３］等相继发布，这些数据库中整合收录了

大量细胞系与药物之间的敏感性关系数据。 基于

此，近些年国内外学者提出了许多药物－细胞系响

应的预测方法。 这些方法大致可分为基于回归模

型［４］、基于网络推断［５］、基于矩阵分解［６］ 和基于深

度学习［７］ 的预测方法等等。 如：Ｉｏｒｉｏ 等人［４］ 通过弹



性网络和 ＬＡＳＳＯ 构建基因表达值与响应值之间的

回归预测模型，但其缺点是忽略了药物的相关信息；
Ｙａｎｇ 等人［５］ 利用网络表示学习提取特征，并采用

ＳＶＭ 预测药物响应关系 （ＮＲＬ２ＤＲＰ）；Ｓｔａｎｆｉｅｌｄ 等

人［８］提出基于异构网络的带重启随机游走算法预

测药物敏感性响应（ＨＲＷＲ）；Ｙａｎ 等人［６］ 提出一种

具有可解释性的三矩阵分解方法，预测药物敏感性

响应（ＴＭＦ）；Ｌｉ 等人［９］提出一种应用堆叠的深度自

动编码器方法预测药物敏感性响应（ＤｅｅｐＤＳＣ）。
虽然上述算法已极大推动了药物－细胞系作用

关系预测的研究，但预测精度仍有很大的提升空间。
特别是近几年图神经网络的出现，已成功应用于药

物－靶蛋白，药物－药物作用关系预测等生物信息学

相关问题研究［１０－１１］之中。 考虑药物－细胞系敏感关

系中网络节点的异质性，本文对适用于同构网络的

ＧＣＮ 算法进行改进，提出了一种新的基于异构图卷

积网络和深度神经网络的药物－细胞系响应预测方

法（ＨＧＣＮＤＣＰ）。 该方法首先分别计算药物相似性

和细胞系相似性，并融合药物相似性特征、细胞系相

似性特征以及药物－细胞系响应关系，构建异构网

络；然后在异构网络上使用图卷积操作，通过不断聚

合邻居节点特征，可同时捕获异构图网络的拓扑结

构特征和节点特征，得到药物和细胞系两类对象的

特征表示数据，最后使用深度神经网络（ＤＮＮ）预测

药物－细胞系响应关系，并在 ＧＤＳＣ 数据集中对算法

进行验证。

１ 　 基于异构图卷积网络的预测方法

ＨＧＣＮＤＣＰ

１．１　 图卷积网络 ＧＣＮ
ＧＣＮ 是 ＣＮＮ 算法在图数据领域应用的产物。

ＧＣＮ 模型可用于捕获非欧氏空间中存在的复杂网

络关系及对象（或实体）间的各种依赖关系。 该模

型通过不断聚合邻居节点信息，来更新自身节点特

征，可同时获捕图结构拓扑特征和节点特征。 因此，
ＧＣＮ 可从原始图数据和节点特征中，更好地进行

特征表示与学习。 基于同构图的 ＧＣＮ 模型定义如

下：
给定图 Ｇ ＝ （Ｖ，Ｅ），其中 Ｖ 是 ｎ 个节点的集合，

Ｅ 是节点之间边的集合；对应的邻接矩阵记作 Ａ，其
元素 ａｉｊ 代表节点 ｖｉ 与 ｖｊ 之间的连接关系，节点特征

矩阵 记 为 Ｘ ∈ Ｒｎ×ｐ； 一 阶 ＧＣＮ 模 型 定 义 为

Ｈｌ ＋１ ＝ｆ（ Ａ^ＨｌＷｌ），Ｈ０ ＝ Ｘ， 其中 Ａ^ 为归一化的邻接

矩阵， Ｈｌ、Ｗｌ 分别为 ｌ 层的节点表示和映射权重矩

阵。
１．２　 异构网络构建

１．２．１　 构建药物相似性矩阵

药物特征描述符主要包括化学结构描述符、分
子指纹等。 本文采用 Ｐｕｂｃｈｅｍ 数据库中记录的药

物分子指纹描述符［６］，将药物表示为 ８８１ 维的子结

构特征。 因此，药物特征矩阵可表示为 Ｆｄ ∈ ＲＮ×ｐ，
ｐ ＝８８１，Ｎ为药物数目。 其中，药物 ｄｉ 的特征记为 ｆｄｉ
＝ ［ ｓｉ１，…，ｓｉｌ，…，ｓｉｐ］。 若第 ｌ 个子结构特征在药物

ｄｉ 中存在 ｓｉｌ ＝ １， 否则 ｓｉｌ ＝ ０。 由于具有相似化学结

构的药物在细胞系中表现出相似的反应，在此使用

Ｊａｃｃａｒｄ 系数计算药物结构相似性，其公式如下：

　 Ｓｄ（ｄｉ，ｄ ｊ） ＝
ｆｄｉ ∩ ｆｄｊ
ｆｄｉ ∪ ｆｄｊ

＝
ｆｄｉ ∩ ｆｄｊ

ｆｄｉ ＋ ｆｄｊ － ｆｄｉ ∩ ｆｄｊ
（１）

１．２．２　 构建细胞系相似性矩阵

对于细胞系的基因表达谱数据来说，每个细胞

系均包含１６ ３８３个基因的表达值，因此细胞系的特

征矩阵可表示为 Ｆｃ ∈ ＲＭ×ｑ、ｑ ＝ １６ ３８３，Ｍ 为细胞系

数目，其中细胞系 ｃｉ 的特征记为 ｆｃｉ ＝ ［ｇｉ１，…，ｇｉｌ，
…，ｇｉｑ］，ｇｉｌ 表示第 ｌ个基因在细胞系 ｃｉ 中的表达值。
由于具有相似基因表达谱的细胞系会表现出相似的

药物反应。 本文使用皮尔逊相关系数计算细胞系之

间的相似性，公式如下：

　 Ｓｃ（ｃｉ，ｃｊ） ＝
∑（ ｆｃｉ － ｆ

－

ｃｉ）（ ｆｃｊ － ｆ
－

ｃｊ）

∑ （ ｆｃｉ － ｆ
－

ｃｉ） ２∑ （ ｆｃｊ － ｆ
－

ｃｊ） ２

（２）

　 　 其中， ｆｃｉ、ｆｃｊ 分别为细胞系 ｃｉ 和 ｃｊ 的特征列向

量， ｆ－ｃｉ、ｆ
－
ｃｊ 分别表示其对应列向量的均值。

１．２．３　 药物－细胞系响应关系网络

已知的药物－细胞系响应关系可以表示为二分

图 Ｇ ＝ （Ｖ，Ｅ）， 其中 Ｖ ＝ ｛Ｖｃ，Ｖｄ｝ 表示药物和细胞系

两类节点，Ｅ 表示药物与细胞系之间已知的 ＩＣ５０ 响

应值。 本文使用 Ｉｏｒｉｏ 等人［１２］ 提供的阈值，将已观

察响应值划分为敏感性和耐药性两类。 其中，敏感

响应 １６ ８０４ 个， 耐 药 响 应 １２５ ６４７ 个， 未 知 响 应

３３ ５９５个，由此构建邻接矩阵为 Ａｃｄ。
由药物相似性矩阵、细胞系相似性矩阵和药

物－细胞系响应关系构建形成的异构网络模型如图

１ 所示。
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图 １　 药物－细胞系响应异构网络

Ｆｉｇ． １　 Ｄｒｕｇ－ｃｅｌｌ ｌｉｎｅ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

１．３　 基于异构图卷积的药物－细胞系响应预测算法

基于异构图卷积的药物－细胞系响应预测模型

如图 ２ 所示，算法实现步骤如下：
Ｉｎｐｕｔ：药物相似性网络 Ｓｄ、 细胞系相似性网络

Ｓｃ、 药物 －细胞系二分图网络 Ａｃｄ （边权重“１” 和

“０”，分别表示敏感性和耐药性响应类别）；
Ｏｕｔｐｕｔ：药物－细胞系响应关系预测得分。
Ｓｔｅｐ １　 对 Ｓｄ、Ｓｃ 以及 Ａｃｄ 按如下方式重构，得

到异构网络邻接矩阵 Ａ 和特征矩阵 Ｓ。

Ａ ＝
０ Ａｃｄ

ＡＴ
ｃｄ ０

é

ë

ê
ê

ù

û

ú
ú

（３）

Ｓ ＝
Ｓｃ ０
０ Ｓｄ

é

ë

ê
ê

ù

û

ú
ú

（４）

　 　 Ｓｔｅｐ ２　 矩阵归一化

邻接矩阵归一化： Ａ^ ＝ Ｄ － １
２ ＡＤ － １

２ ， 其中 Ｄ 为对

角矩阵，对角元素为 Ｄｉｉ ＝ ∑
ｊ
ａｉｊ。

　 　 特征矩阵归一化： Ｓ^ ＝ＤＳ
－１Ｓ，其中 ＤＳ 为对角矩

阵，对角元素为 ＤＳ，ｉｉ ＝ ∑
ｊ
Ｓｉｊ。

Ｓｔｅｐ ３　 基于异构网络的图卷积操作，得到药

物和细胞系嵌入特征表示为 Ｆ′：

Ｆ′ ＝ ＲｅＬＵ（ Ｓ^（ Ｉ ＋ Ａ^）Ｗｅ ＋ Ｂ） （５）
　 　 其中， Ｗｅ 为可训练的权值矩阵； Ｂ 为偏置； Ｆ′
为异构图卷积操作的输出，包括映射后的药物嵌入

特征矩阵 Ｆｄ′（Ｎ × ｎｅ） 和细胞系嵌入特征矩阵

Ｆｃ′（Ｍ × ｎｅ）。
Ｓｔｅｐ ４　 特征向量聚合，将药物嵌入特征和细胞

系嵌入特征拼接形成药物－细胞系对的特征 Ｘ ∈
ＲＫ×Ｐ， Ｋ为样本数，Ｐ为样本特征的维度，见公式（６）。

Ｘ（ｃｉ，ｄ ｊ） ＝ ｛Ｆｃｉ′‖Ｆｄｊ′｝ （６）
　 　 Ｓｔｅｐ ５ 　 构建预测器。 使用深度神经网络

（ＤＮＮ）作为 ＨＧＣＮＤＣＰ 的预测器。
Ｐｒ（ｙ ｜ Ｘ，θ） ＝ ｆ（ＺｏｕｔＷｏｕｔ ＋ ｂｏｕｔ） （７）

Ｚｏｕｔ ＝ ｆ（ＺｋＷｋ ＋ ｂｋ） （８）
Ｚｋ＋１ ＝ ｆ（ＺｋＷｋ ＋ ｂｋ） （９）

　 　 其中， Ｚｏｕｔ 和 Ｚｋ（ｋ ＝ ０，…，ｌ） 是 ＤＮＮ 模型中对应

权重Ｗｏｕｔ、Ｗｋ 和偏置 ｂｏｕｔ、ｂｋ 的隐层神经元， Ｚ０ ＝ Ｘ。 ｙ
∈ＲＫ×ｔ 为 Ｋ 个药物 － 细胞系样本对的预测值。

特征矩阵

异构邻接矩阵

ReLU
连接
算子

DNN
重构

细胞系相似网络

药物相似性网络

药物-细胞系
响应网络

GCN

drug
em

bedding
cellem

bedding

耐药

敏感

图 ２　 ＨＧＣＮＤＣＰ 网络模型图

Ｆｉｇ． ２　 Ｔｈｅ ｆｌｏｗｃｈａｒｔ ｏｆ ＨＧＣＮＤＣＰ ｐｉｐｅｌｉｎｅ

２　 数据来源与实验方法

本文使用开源的 ＧＤＳＣ［３］ 作为基准数据集，网
址为 ｈｔｔｐ： ／ ／ ｗｗｗ．ｃａｎｃｅｒｒｘｇｅｎｅ．ｏｒｇ ／ ，其中包括 ２５６ 个

药物、１ ００１ 个癌症细胞系，以及药物和细胞系的对

数变换半抑制浓度值 ＩＣ５０［１３］。 该值代表要使 ５０％
的细胞生长受到抑制所需的药物浓度，是药物－细
胞系响应的测量值。 考虑到实验的具体进行，需要

００１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



对 ＧＤＳＣ 基准数据集进行筛选、清洗等预处理。 经

预处理后，本文得到 １８３ 种同时具有化学结构特征

和药物反应数据的药物，９６２ 种同时具有基因组特

征和药物反应数据的细胞系。 在这些药物与细胞系

之间，药物－细胞系响应总共有 １７６ ０４６ 个，其中敏

感响应 １６ ８０４ 个，耐药响应 １２５ ６４７，未知响应

３３ ５９５个。
使用 ＰｙＣｈａｒｍ 集成开发环境，Ｐｙｔｏｒｃｈ １．７．１ 作

为框架。 采用文献［５］的验证方法，基于上述预处

理后的数据集，采用 ５－ＣＶ 交叉验证方法进行实验，
即将数据随机分成大致相等的 ５ 份，每一份轮流作

为测试样本，其余 ４ 份做训练集。 对测试集中每个

药物－细胞系对样本进行预测，并将预测结果与实

际标签进行对比。 使用 ＲＯＣ 曲线下面积 ＡＵＣ 表征

模型预测性能。 ＡＵＣ 值越大，表示算法性能越好。

３　 实验结果与分析

３．１　 损失函数与参数设置

本文算法包括基于异构 ＧＣＮ 的特征表示和

ＤＮＮ 预测器两部分，其中第一部分的损失函数采用

二元加权交叉熵，第二部分采用二元交叉熵，见公式

（１０）、公式（１１）。

　 Ｌｆ（ｐ，ｑ） ＝ － ∑
ｉ，ｊ

ｐ（ａｉｊ）ｌｏｇ（ｑ（ａｉｊ））∗Ｗｐｏｓ ＋

ｐ（ａｉｊ）ｌｏｇ（ｑ（ａｉｊ）） （１０）

　 Ｌｐ ＝
１
Ｔ∑ｉ

－ ｌｏｇｓ（ａｉｊ） ＋ β ∑
ｌ

１
２

‖Ｗｌ‖２ ＋æ

è
ç

∑
ｌ

１
２

‖ｂｌ‖２ ö

ø
÷ （１１）

公式（１０）中， ｐ（ａｉｊ） 为 ａｉｊ 的真实标签， ｑ（ａｉｊ） ＝
σ（Ｆｃｉ′·Ｆｄｊ′

Ｔ） 是由异构 ＧＣＮ 生成的两类节点嵌入

特征向量内积计算出的预测概率， Ｗｐｏｓ 为负样本与

正样本数目比的权重；公式（１１）中， ｓ（ａｉｊ） 是 ＤＮＮ
预测的得分值，其值越大表示该样本呈现敏感性的

概率越大， Ｔ 为类别数量， β 为权值衰减系数。 式子

前一项旨在对所有类别计算平均损失，后一项旨在

为权值矩阵和偏置矩阵提供 Ｌ２ 范数约束。 两部分

均使用 Ａｄａｍ 优化器［１４］、ＲｅＬＵ 激活函数和批量归

一化［１５］处理。 通过寻找损失函数的最小值和最佳

精度对参数进行网格搜索。 其中，基于异构 ＧＣＮ 的

特征 表 示 部 分， 分 别 设 置 嵌 入 特 征 数 ｎｅ ＝
｛５，２５，５０，７５，１００｝， 并根据式（１０）计算训练损失。
由图 ３ 可见，不同数量的嵌入特征，训练过程相似，
在 ２００ 轮训练之前，损失快速下降，在 １ ０００ 轮之

后，陆续趋于收敛状态。 其中潜在因子数 ｎｅ 为 ７５

和 １００ 时，损失值相差无几，误差可缩小至 １０－３数量

级。 本文设定 ｎｅ ＝ １００，学习率 ｌｒ ＝ ０．０１。 ＤＮＮ 预测

器的各层维度分别为［２００，１２８，９６，６４，２］， ｌｒ ＝ ３．
２５ｅ－５，衰减系数 β ＝ １ｅ－５。
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迭代次数

latentfactoris5(Best:0.24230)
latentfactoris25(Best:0.12679)
latentfactoris50(Best:0.00338)
latentfactoris75(Best:0.00052)
latentfactoris100(Best:0.00025)

1.0

0.8

0.6

0.4

0.2

0

训
练

损
失

图 ３　 隐层节点数对异构图 ＧＣＮ 特征提取的影响

Ｆｉｇ． ３ 　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｌａｔｅｎｔ ｆａｃｔｏｒｓ ｏｎ ｔｈｅ
ｈｅｔｅｒｏｇｅｎｅｏｕｓ ＧＣＮ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｏｒ

３．２　 方法比较

采用 ５ － ＣＶ 交 叉 验 证 方 法， 将 本 文 算 法

ＨＧＣＮＤＣＰ 与 ＨＮＭＤＲＰ ［１６］、ＨＲＷＲ［８］、ＮＲＬ２ＤＲＰ ［５］

和 ＴＭＦ［６］算法进行比较。 数据集中敏感性数据为

正样本，耐药性为负样本。 ＲＯＣ 曲线下面积 ＡＵＣ 结

果详见表 １。
表 １　 算法性能比较结果

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ

Ｍｅｔｈｏｄｓ ＡＵＣ

ＨＮＭＤＲＰ ０．７３９ １

ＨＲＷＲ ０．８４７ ４

ＮＲＬ２ＤＲＰ ０．７８８ ２

ＴＭＦ ０．８２５ ６

ＨＧＣＮＤＣＰ ０．９４８ ８

　 　 由表 １ 可见，ＨＧＣＮＤＣＰ 的 ＡＵＣ 值比 ＨＮＭＤＲＰ
提高了 ２０．９７％、比 ＨＲＷＲ［８］算法提高了 １０．１４％、比
ＮＲＬ２ＤＲＰ 提高了 １６．０６％、比 ＴＭＦ 提高了 １２．３２％，
证明 ＨＧＣＮＤＣＰ 具有更优的预测性能。
３．３　 ｋ－ＣＶ 交叉验证对模型性能的影响

为了评估不同 ｋ－ＣＶ 对模型性能的影响，本文

分别进行 ２－ＣＶ、５－ＣＶ 和 １０－ＣＶ 交叉验证，其对应

ＡＵＣ 结果如图 ４ 所示。
　 　 结果表明，预测精度随着训练数据集的增多而

增加，１０－ＣＶ 验证的训练数据集大于 ２－ＣＶ 验证和

５－ＣＶ 验证，其 ＡＵＣ 值也高于两者。
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图 ４　 不同交叉验证方法下预测性能

Ｆｉｇ． ４ 　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ
ｍｅｔｈｏｄｓ

４　 结束语

为了更高效地预测药物－细胞系之间的敏感性

响应关系，本文在图卷积神经网络的基础上提出了

基于异构图卷积网络的药物－细胞系响应预测方法

（ＨＧＣＮＤＣＰ）。 研究表明：
（１）使用药物结构分子指纹特征数据、细胞系

的基因表达谱数据和药物－细胞系作用关系数据，
对学习药物、细胞系的特征提取有重要影响。

（２）通过构建异构网络，使用图卷积神经网络，
能够有效地聚合邻居特征信息，得到较好的药物和

细胞系的表征。
（３）通过使用 ＧＤＳＣ 数据集，并与其它算法的

一系列实验比对，ＨＧＣＮＤＣＰ 具有较高的预测精度，
能够较好地预测药物细胞系响应，从而为药物细胞

系响应预测提供有效的思路和方法。
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