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基于 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ 的羊养殖命名实体识别
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摘　 要： 羊养殖知识多以文本的形式记录存储，知识量大、碎片化程度严重。 为了改善构建羊养殖知识图谱时命名实体识别

效果不佳的问题，本文的羊养殖文本命名实体识别模型将双向门控循环单元与卷积神经网络相结合，模型通过 ＢＥＲＴ 预处理

进行文本向量化处理，处理结果在 ＣＢＧ 层通过训练字词向量，得到初步提取的上下文语义和词语语义，连接双向长短期记忆

网络；条件随机场最终得到最大概率的输出序列。 实验对特征、产地、建设、经济价值、品种、产区环境 ６ 类实体进行识别，最高

Ｆ１ 值为 ９５．８６％ 。
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０　 引　 言

随着人工智能的发展，传统手工、非实时的记录

方式已经跟不上时代的步伐。 中国作为一个羊业大

国，养殖智能化能方便农户更精准、高效的管理养

殖，促进养殖业的发展，减少人工成本。 知识图谱作

为养殖智能化中关键一环，其在知识归纳、推理、问
答等方面有着举足轻重的地位。

目前，基于深度学习的命名实体识别逐渐受到

关注［１］。 与需要人工选取特征的基于传统机器学

习的方法和耗时长且难以移植的基于规则的方法相

比，基于深度学习的命名实体识别得到了广泛的应

用［２］。 仇增辉等［３］ 使用条件随机场 （ Ｃｏｎｄｉｔｉｏｎａｌ
Ｒａｎｄｏｍ Ｆｉｅｌｄ， ＣＲＦ）、双向长短期记忆网络 （ Ｂｉ －
ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢｉＬＳＴＭ）为基础

网络对网购评论进行识别，得到不错的识别效果；张
帆等［４］用深度学习的方法对医疗文本进行实体识

别，得到了比传统方法更高的准确率和召回率；阿依

图尔荪·喀迪尔［５］用神经网络强化电子病历识别，
为医疗提供了更加精准的服务；王学峰等［６］ 基于深

度学习命名实体识别，在军事语料库识别的准确率、
召回率、 Ｆ１ 值都得到很大提高；方红等［７］ 提出一种

融合注意力机制的卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＣＮＮ） 和双向门限控循环单元



（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＢｉＧＲＵ）结合的

网络模型，对产品质量检测进行识别，准确率和 Ｆ１
值都在 ７４．７％以上。

由以上可知，基于深度学习的命名实体识别相

较于基于规则和基于机器学习来说，有着更高的识

别率。 在羊养殖领域，文本数据来源繁多，没有特定

的规则，各种实体定义、关系类别、属性连接都需要

人为定义，这导致实体识别难度较大。
为了解决羊养殖知识图谱构建中的命名实体识

别问题，本文利用预先训练的语言模型，通过预训练

语言模型，充分利用词左右两边的信息，获取词的分

布式表示，连接卷积神经网络与双门控循环单元层

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ａｎｄ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｇａｔｅｄ
Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔｓ，ＣＢＧ）；在 ＣＢＧ 层，通过卷积神经网

络 ＣＮＮ 提取羊养殖文本的字向量信息，利用双门控

循环单元 ＢｉＧＲＵ 网络训练词向量，提取文本语义信

息；其次，对两者训练出的词向量结果进行拼接；利
用 ＢｉＬＳＴＭ 网络训练进一步获得文本特征；最后，利
用 ＣＲＦ 层得到最大概率的输出序列，从而识别出实

体。

１　 数据获取与标注

１．１　 数据获取

本试验所采用的资料主要来自于羊养殖相关书

籍，以及其他有关羊的资料，结合百度百科，维基百

科两大平台。 经过整理、归纳得到相关的羊养殖数

据，共计 １３ ８５９ 个句子，５３２ ４８４ 个字符。
１．２　 数据标注

本文采用 ＢＩＯ（Ｂｅｇｉｎｎｉｎｇ Ｉｎｓｉｄｅ ａｎｄ Ｏｕｔｓｉｄｅ）标
注，数据集共包含实体 １７ ４５１ 个，各类标注实体数

量见表 １。
表 １　 标注实体数量

Ｔａｂ． １　 Ｎｕｍｂｅｒ ｏｆ ｌａｂｅｌｅｄ ｅｎｔｉｔｉｅｓ

实体名称 标注数量 ／ 条

实体 １７ ４５１

特征 ５ ０３３

产地 ９５３

建设 ２ ０５８

经济价值 ３ ２５５

繁殖 ２ ５８６

产区环境 ３ ５６６

２　 模型框架

本文先使用文本数据输入 ＢＥＲＴ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ

Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ ，ＢＥＲＴ）模
型，进行预训练处理，增加文本的泛化能力；其次，将
训练好的字、词向量分别送入 ＣＮＮ 网络和 Ｂｉ－ＧＲＵ
网络，提取字向量信息和上下文信息，并且将两者训

练出的词向量结果进行拼接；由于文本较大，为保证

长文本语义信息的依赖，将拼接的词向量送入

ＢｉＬＳＴＭ 网络，通过训练学习到输入向量的双向信

息；最后，把 ＢｉＬＳＴＭ 层学习到的特征输入到 ＣＲＦ 层

中，得到输出序列。 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ 模型

整体结构如图 １ 所示。
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LSTM LSTM LSTM

BiGRU CNN

LSTM LSTM LSTM

词向量 字向量

BERT模块

关 中 奶 山 羊

CRF

Bi-LSTM

CBG

BERT

文本输入

图 １　 ＢＥＲＴ－ ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ 模型结构

Ｆｉｇ． １　 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２．１　 ＢＥＲＴ 层

ＢＥＲＴ 模型有别于传统的预训练模型只能单向

训练，突破传统语言预训练模型桎梏，通过 ＭＬＭ
（Ｍａｓｋｅｄ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ）及其本身特殊的结构—双

向 Ｔｒａｎｓｆｏｒｍｅｒ 编码，能更深层次获取文本的深层表

征。 因此，ＢＥＲＴ 由于其独特的结构和其预训练任

务的创新性，在自然语言处理预训练中取得惊人的

效果，其模型结构示意如图 ２ 所示。

T1 T2 Tn

Trm Trm Trm

Trm Trm Trm

E1 E2 En

图 ２　 ＢＥＲＴ 结构示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ＢＥＲＴ ｓｔｒｕｃｔｕｒｅ
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２．２　 ＣＢＧ 层

ＣＢＧ 层是由 ＣＮＮ 网络模型和 ＢｉＧＲＵ 网络模型

拼接而成。 通过 ＣＮＮ 训练 ＢＥＲＴ 输入的字符集特

征和 ＢｉＧＲＵ 网络训练的词语的语义特征，把两者结

果进行组合，不仅得到字向量的信息，还得到包含上

下文语义信息的词向量。 ＣＢＧ 结构示意图如图 ３
所示。

E关中 E奶山羊

CONCATCBG层

GRU GRU

GRU GRU
CNN

ECEW关中 EW奶山羊

BERT模块

关 中 奶 山 羊

图 ３　 ＣＢＧ 结构示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＣＢＧ ｓｔｒｕｃｔｕｒｅ

２．２．１　 ＣＮＮ
字符级 ＣＮＮ 用于命名实体识别，利用子词信息

消除对形态标记或人工特征的需要并生成新单词，
本文基于 ＣＮＮ 的字符集分布式输入特征表示如图

４ 所示。

BERT 卷积层 池化层 连接

图 ４　 基于 ＣＮＮ 的字符级分布式输入特征表示

Ｆｉｇ． ４　 ＣＮＮ－ｂａｓｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ａ ｃｈａｒａｃｔｅｒ－ｌｅｖｅｌ ｄｉｓｔｒｉｂｕｔｅｄ

ｉｎｐｕｔ ｆｅａｔｕｒｅ

　 　 该模型主要包含 ４ 个结构，即输入层、卷积层、
池化层和全连接层。

输入层输入的是文本矩阵，通过 ＢＥＲＴ 预训练

模型得到字、词向量。
自向量进入神经网络，神经网络的核心是卷积

层，通过多层卷积计算，对输入的向量进行特征提

取，再经过池化层，最后把提取的特征向量进行拼

接。 ＣＮＮ 卷积层的计算如式（１）：

ｓｉ ＝ ｈ（∑
ｋ－１

ｊ
ｗ ｊ ＋１ ｖ ｊ ＋１ ＋ ｂ） （１）

　 　 其中， ｖ 为输入向量； ｋ 为卷积核大小； ｗ 为权

重矩阵； Ｓ 为输出值； ｂ 表示偏置。
经过卷积计算后得到的特征向量进入池化层，

池化层继续将这些特征进行选择和过滤。 全连接层

再把这些特征进行分类，最后拼接。
本文采用 ＣＮＮ 网络来训练字向量，通过卷积、池

化、全连接，最后得到新的词级别的特征向量 Ｅ′
ｃ。

２．２．２　 Ｂｉ－ＧＲＵ
羊养殖文本较长，若选用 ＲＮＮ 网络来进行序列

处理，可能因为序列较长引起梯度消失和梯度爆炸，
不能保证学习到长距离的依赖特征。 本文选用结构

跟 ＬＳＴＭ 类似的 ＧＲＵ 网络，把遗忘门和输入门合二

为一，变成新的一个门即更新门，又同时混合细胞状

态和隐藏状态。 Ｂｉ－ＧＲＵ 能将当前时刻的输入与前

一时刻的状态都能与后一时刻的状态产生联系，从
而达到很好的学习效果，使羊养殖文本具有连贯性，
避免训练空泛。 ＧＲＵ 编码单元如图 ５ 所示。

ht-1 ht

Xt

w u

σ σ tanh

-1

图 ５　 ＧＲＵ 结构

Ｆｉｇ． ５　 ＧＲＵ ｓｔｒｕｃｔｕｒｅ

　 　 ＧＲＵ 的计算方式： 在 ｔ 时刻，Ｚ ｔ 为更新门，用来

控制当前状态中前序记忆与候选记忆所占的比例，
如式（２）：

Ｚ ｔ ＝ σ（ｗｕ ｘｔ ＋ ＵＺ ｈｔ －１） （２）
　 　 ｒｔ 为重置门，用于控制当前内容是否被记忆，计
算如式（３）：

ｒｔ ＝ σ（ｗｒ ｘｔ ＋ Ｕｒ ｈｔ －１） （３）
　 　 ｈ′

ｔ 代表候选隐藏层，计算如式（４）：
ｈ′

ｔ ＝ ｔａｎｈ（Ｗ ｘｔ ＋ ｒｔ∗Ｕ ｈｔ －１） （４）
　 　 ｈｔ 代表隐藏层，计算如式（５）：

ｈｔ ＝ ｚｔ∗ ｈｔ －１ ＋ （１ － ｚｔ）∗ ｈ′
ｔ （５）

　 　 其中， Ｗｒ、Ｗｚ、Ｗ、Ｕｒ、ＵＺ、Ｕ 都是 ＧＲＵ 的权重

值； σ 代表 ｓｉｇｍｏｉｄ 激活函数；ｈｔ －１ 为 ｔ － １ 时刻隐含

状态的输入。
将输入词向量 Ｅｗ 通过 ＢｉＧＲＵ 网络训练，即可
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得到初步提取过语义信息的词向量 ｈｃｂｇ ，将其与

ＣＮＮ 的输出 Ｅ′
Ｃ 拼接； 在 ＣＢＧ 层获得了拼接后的

词向量 Ｅｃｂｇ， 融合了初步提取的上下文语义和词语

语义；将其输到 ＢｉＬＳＴＭ 网络训练，提取深层特征，
由前向后的拼接所得的输出将会产生 ＢｉＬＳＴＭ 层的

输出 ｈ′
ｃｂｇ， 将其引入 ＣＲＦ 层，经过 ＣＲＦ 得到最大概

率输出序列。
２．３　 ＢｉＬＳＴＭ 模型

经过 ＣＢＧ 网络的训练，从 ＣＮＮ 网络得到训练

好的词向量，又从 ＢｉＧＲＵ 网络得到深层特征的词向

量，但对于羊养殖文本而言，经过这两个网络并没有

考虑到词语在文本中的前后顺序，也没有考虑词语

之间的依赖关系。 如“关中奶山羊”，经过训练只知

道“奶山羊”，而不知“关中”这个限定。 因此，本文

加了 ＢｉＬＳＴＭ 网络对文本进行训练。
ＢｉＬＳＴＭ 网络主要有两个作用：一是可以考虑前

后句子之间的相互关系，对文本向前和向后两个方

向进行训练，在训练过程中学到保存哪些信息，遗弃

哪些信息；二是对更微小的分类进行限定，更好地捕

获句子之间的语义信息。 门机制中各个门和记忆细

胞的表达式介绍如下：
在 ｔ 时刻遗忘门 Ｆ ｔ 的表达式（６）：

Ｆ ｔ ＝ σ（Ｗｉ［Ｈｔ －１，Ｘｔ ＋ ｂｆ］） （６）
　 　 在 ｔ 时刻输入门 Ｉｔ 的表达式（７）：

Ｉｔ ＝ σ（Ｗｉ［Ｈｔ －１，Ｘｔ ＋ ｂｉ］） （７）
　 　 在 ｔ 时刻记忆门 Ｃ ｔ 的表达式（８）：

Ｃ ｔ ＝ Ｆ ｔ Ｃ ｔ －１ ＋ Ｉｔ Ｃ
～

ｔ （８）
　 　 在 ｔ 时刻输出门 Ｏｔ 的表达式（９）：

Ｏｔ ＝ σ（Ｗｏ［Ｈｔ －１，Ｘｔ ＋ ｂｏ］） （９）
　 　 最后的输出为 Ｈｔ，表达式（１０）：

Ｈｔ ＝ Ｏｔ ｔａｎｈ（Ｃ ｔ） （１０）

　 　 其中， Ｃ
～

ｔ 为输入的中间状态向量，式（１１）：

　 　 Ｃ
～

ｔ ＝ ｔａｎｈ（Ｗｃ［Ｈｔ －１ ，Ｘｔ ＋ ｂｃ］） （１１）
其中， σ 代表 ｓｉｇｍｏｉｄ激活函数； ｔａｎｈ 为双曲正

切激活函数；Ｗｆ、Ｗｉ、Ｗｃ、Ｗｏ、分别代表遗忘门权重

矩阵、输入门权重矩阵、当前输入单元权重矩阵和输

出门权重矩阵；Ｘｔ 为 ｔ时刻的输入向量；Ｈｔ －１ 为 ｔ － １
时刻的输出向量；ｂｆ、ｂｉ、ｂｃ、ｂｏ 分别为遗忘门偏置向

量、输入门偏置向量、当前输入单元偏置向量和输出

门偏置向量。
２．４　 ＣＲＦ 模块

通过 ＢｉＬＳＴＭ 网络输出的是经过标注标签的预

测值，但这些预测值杂乱无序，为了知道输出的标签

对应实体，需要将这些预测值输入 ＣＲＦ 层。
ＣＲＦ 模块主要作用就是考虑相邻数据的标记信

息，自动对 ＢｉＬＳＴＭ 网络输出的预测分值进行约束，确
保尽量输出的是合法序列，降低非法序列输出概率。

对于输入序列 Ｘ ＝ （ｘ１， ｘ２，…，ｘｎ） 预测输出序

列 Ｙ ＝ （ｙ１，ｙ２，…，ｙｎ） 的得分可以用式（１２） 表示，即
转移概率和状态概率之和。

Ｓ（Ｘ，ｙ） ＝ ∑
ｎ

ｉ ＝ ０
（Ａｙｉ，ｙｉ＋１ ＋ Ｐ ｉ，ｙｉ） （１２）

　 　 其中， Ａ 表示转移矩阵，Ｐ 表示 ＢｉＬＳＴＭ 的输出

得分矩阵。
再利用 ｓｏｆｔｍａｘ 求得标签序列 Ｙ的概率值，式（１３）：

ｐ（ｙ ｜ Ｘ） ＝ ｅＳ（Ｘ，ｙ）

∑ Ｙ
～
∈ＹＸ

Ｓ（Ｘ，ｙ～）
（１３）

　 　 ＣＲＦ 网络中的每个节点都代表一个预测值，在
ＢｉＬＳＴＭ 输出的预测序列的基础上，该方法在网络中

找到最有可能的路径，以确定所输出的指定实体的

标签，以实现标识实体的标识。 因而训练的目标就

是最大化概率 Ｐ（ｙ ｜ Ｘ）， 可通过对数似然的方式实

现，式（１４）：

ｌｏｇｐ（ｙ ｜ Ｘ） ＝ Ｓ（Ｘ，ｙ） － ∑
ｎ

ｉ ＝ ０
Ｓ（ｘ，ｙｉ） （１４）

　 　 最后利用维比特算法预测解码，得到求解的最

优路径，式（１５）：
ｙ∗ ＝ ａｒｇ ｍａｘ

ｙ∈Ｙｘ
Ｓ（ｘ，ｙ） （１５）

３　 实验结果分析

实验采用 Ｐｙｔｏｒｃｈ１．７．１ 框架，实验环境设置为：
Ｉｎｔｅｌ （ Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ７－９７００Ｋ ＣＰＵ ６ 核处理器；
ＧＰＵ 为 ＲＴＸ ２０８０，运行内存 ３２ Ｇ。
３．１　 实验设置

本文实验参数具体设置见表 ２。
表 ２　 参数设置

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 数值

Ｔｒａｎｓｆｏｒｍｅｒ 层 １２
Ｄｒｏｐｏｕｔ ０．５
学习率 ０．０００ ０１

字向量维度 １００
隐藏单元数 １２８
批量大小 ３２
迭代周期 ２０

３．２　 评价指标

本文采用精确率、召回率和 Ｆ１ 值作为评价指

标，如式（１６） ～式（１８）：
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Ｐ ＝
ＴＰ

ＴＰ ＋ ＦＰ

× １００％ （１６）

Ｒ ＝
ＴＰ

ＴＰ ＋ ＦＮ

× １００％ （１７）

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

× １００％ （１８）

　 　 其中， ＴＰ 表示正确把正样本预测为正； ＦＰ 表示

错误把负样本预测为正； ＦＮ 表示错误把正样本预

测为负。
３．３　 实验结果

本文把数据集分为训练集和测试集，比率为

７ ∶ ３。各种实体相互独立，确保实验的独立性。 各种

实体信息见表 ３。
表 ３　 实体信息

Ｔａｂ． ３　 Ｅｎｔｉｔｙ ｉｎｆｏｒｍａｔｉｏｎ

类别 训练集实体数量 ／ 条 测试集实体数量 ／ 条

特征 ３ ５２３ １ ５１０

产地 ６６７ ２８６

建设 １ ４４０ ６１８

经济价值 ２ ２７９ ９７６

品种 １ ８１０ ７７６

产区环境 ２ ４９６ １ ０７０

３．４　 不同模型的性能比较

为了验证不同模型对于羊养殖数据集识别效

果，本文做了 ４ 组实验，用当前比较热门的模型和本

文提出的模型作对比，实验结果见表 ４。
表 ４　 ４ 种模型实验

Ｔａｂ． ４　 Ｆｏｕｒ ｍｏｄｅｌ ｅｘｐｅｒｉｍｅｎｔｓ

模型 Ｐ Ｒ Ｆ１

ＢｉＬＳＴＭ－ＣＲＦ ９３．２１ ９２．８５ ９３．０３

ＢＥＲＴ－ＬＳＴＭ－ＣＲＦ ９４．５３ ９４．６６ ９４．６０

ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ ９６．３２ ９３．２６ ９４．７９

ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ ９５．９８ ９５．７４ ９５．８６

　 　 通过表 ４ 可知，ＢｉＬＳＴＭ －ＣＲＦ 模型 Ｆ１ 值为

９３．０３％，识别效果最差；本文提出的 ＢＥＲＴ－ＣＢＧ－
ＢｉＬＳＴＭ－ＣＲＦ 模型的 Ｆ１ 值为 ９５．８６％，识别效果最

好；ＢｉＬＳＴＭ－ＣＲＦ 模型没有对数据进行预训练，导致

识别效果不佳；ＢＥＲＴ－ＬＳＴＭ－ＣＲＦ 模型虽然对数据

进行了预训练，只使用单向长短期记忆网络，训练只

能从一个方向训练，丢失了部分句子之间的语义信

息。 本文提出的 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ 模型在

ＣＢＧ 层通过 ＣＮＮ 网络进行字向量的训练，又通过

Ｂｉ－ＧＲＵ 网络训练词向量，充分学习到文本数据的

上下文信息特征，从而达到很好的学习效果，使羊养

殖文本具有连贯性，较 ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 模型提

高了 １．０７％。
３．５　 不同实体实验结果比较

对不同的网络模型进行了识别实验后，本文又

对数据集进行了不同的实体分类，并将其送入本文

模型进行命名实体识别，实验结果见表 ５。
表 ５　 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ 模型下不同实体识别

Ｔａｂ． ５　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｅｎｔｉｔｉｅｓ ｕｎｄｅｒ ｔｈｅ ＢＥＲＴ－ＣＢＧ－

ＢｉＬＳＴＭ－ＣＲＦ ｍｏｄｅｌ

类别 Ｐ Ｒ Ｆ１

特征 ９６．７８ ９７．４２ ９７．１０

产地 ９７．２６ ９７．８５ ９７．５６

建设 ９７．１８ ９８．４１ ９７．８０

经济价值 ９５．２５ ９３．２２ ９４．２４

繁殖 ９６．５９ ９７．８７ ９７．２３

产区环境 ９３．１２ ９２．４８ ９２．８０

　 　 通过表 ５ 可以看出，相较于特征、产地、建设和

繁殖，经济价值和产区环境的准确率、召回率和 Ｆ１
值都较低。 原因有两点：一是由于某些不成功的实

体是未登录的，如：“关中奶山羊的皮毛和骨等为毛

纺、制革、化工提供原料”中，“制革”在实体识别中

就属于未登录词，因此实体识别有很大概率识别不

出来；二是不同来源的知识说法不一致，语料新旧不

同，导致未能识别出来。 比如“奶质优良”，有的说

法是“奶中含有多种营养物质”。
３．６　 非数据集实体识别验证

本文还对非数据集内容进行实体识别验证，结
果见表 ６，可以看出，对于非数据集内容，本文模型

仍然可以将其识别出来。
表 ６　 实体识别结果

Ｔａｂ． ６　 Ｅｎｔｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ Ｒｅｓｕｌｔｓ

编号 内容 识别结果

１ 屠宰率 ４２．２％，净肉率 ３８．４％ 经济价值

２ 遗传性能稳定 特征

３ 一般 ５～７ 月龄配种 繁殖

４　 结束语

在构建羊养殖知识图谱过程中，针对羊养殖实

体识别效果不佳的问题，本文提出了改进的命名实

体识别模型 ＢＥＲＴ－ＣＢＧ－ＢｉＬＳＴＭ－ＣＲＦ，该模型在已

有模型的基础上增加了 ＣＢＧ 层，通过对字词向量的

训练，且将训练结果进行拼接，最终的识别结果 Ｆ１
值为 ９５．８６％。
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