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摘　 要： 本文针对称重传感器上应变片焊接缺陷问题，以 ＲｅｓＮｅｔ５０ 为基础模型，构建一种焊接缺陷分类模型，实现对正常、少
焊、短路、掉线缺陷的分类识别。 为解决缺陷样本分布不平衡的问题，通过缺陷分析和数据增强处理，构建应变片缺陷样本数

据集。 实验结果表明，本文搭建的焊接缺陷分类模型能有效地识别和分类焊接缺陷图像，在测试集上的分类准确率、精确率、
召回率、 Ｆ１ － ｓｃｏｒｅ 分别达到 ９７．４％、９７．２％、９６．２％、９６．７％。
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０　 引　 言

称重传感器是电子秤的核心部件，其制造过程

中应变片的焊接质量直接影响其性能的好坏。 应变

片焊接缺陷包含多锡、少锡、掉线、短路等，由于应变

片尺寸小，仅靠人工检测容易误判，且效率低，与生

产流水线的速度不匹配，因此监测应变片的焊点焊

接的质量对提高传感器产品质量至关重要。
传统的焊点缺陷检测方法主要有 Ｘ 射线检测、

红外激光检测、电气检测等，存在成本高、效率低的

缺点［１］。 随着机器学习技术和数字图像处理技术

的发展，有学者提出了一些方法的改进，先通过分析

提取图像特征、再使用如支持向量机分类、ＢＰ（Ｂａｃｋ
Ｐｒｏｐａｇａｔｉｏｎ）算法、Ｋ－近邻法等方法检测缺陷。 这些

方法对检测焊点质量有一定的效果，但由于需要通

过人工分析缺陷，提取形态特征，受限于先验知识，
其稳定性较差。

在焊点缺陷检测中，深度学习的应用比较少。
一方面，虽然深度神经网络相关方法优于传统方法，
但其准确率是需要足够多的缺陷样本支撑，而采集

缺陷样本和人工标注的成本过高；另一方面，部分缺

陷样本少之又少，导致缺陷样本分布不平衡，影响训

练结果。 针对上述问题，本文通过数据增强处理，构
造应变片缺陷样本数据集，以 ＲｅｓＮｅｔ５０ 为基础模型

构建焊接缺陷分类模型，对焊点区域图像自动提取

特征，实现对焊接缺陷的分类识别。

１　 缺陷分析

焊接的主要缺陷包括少焊、掉线、短路等。 首先

针对待检测的称重传感器图像使用中值滤波算法进

行平滑处理，再采用基于边缘方向梯度的模板匹配

算法，快速定位到应变片位置和焊盘位置，从而分割

出有效的焊盘区域图像。 各类焊接缺陷的焊点区域

图像如图 １ 所示。



　 　 需要注意的是，“掉线”缺陷的类型比较特殊。
由于生产工艺的问题，“掉线”并不意味着“漏焊”或
“少焊”，如：掉线缺陷图片中，焊点的情况分别是焊

锡正常、少焊、焊锡脱落、焊盘脱落等，如图 ２ 所示。
掉线的图片中，焊点的情况可能是正常、少焊、焊锡

脱落、焊盘脱落等。 因此，对应变片焊接缺陷分类的

问题，实际是一个多标签多分类问题，本文提出一种

焊接缺陷分类模型，解决焊点和焊线的缺陷分类识

别问题。

　 　 （ａ） 正常　 　 　 （ｂ） 少焊　 　 　 （ｃ） 掉线　 　 　 （ｄ） 短路

图 １　 各类缺陷的焊点区域图像

Ｆｉｇ． １　 Ｗｅｌｄ ｓｐｏｔ ａｒｅａ ｉｍａｇｅ ｏｆ ｄｅｆｅｃｔｓ

　 （ａ） 焊锡正常　 　 （ｂ） 少焊　 　 （ｃ） 焊锡脱落　 （ｄ） 焊盘脱落

图 ２　 掉线缺陷类型图

Ｆｉｇ． ２　 Ｗｅｌｄ ｗｉｒｅ ｄｅｆｅｃｔ ｉｍａｇｅｓ

２　 焊接缺陷分类模型

为了有效识别焊接缺陷的类型， 本文基于

ＲｅｓＮｅｔ 网络模型，提出一种焊接缺陷分类模型，解
决焊点和焊线的缺陷分类识别问题。 该模型主要包

括 ３ 个模块，用于提取图像特征的主干网络、焊点缺

陷分类子网络、焊线缺陷分类子网络。 具体结构如

图 ３ 所示。
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图 ３　 焊接缺陷分类模型结构图
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２．１　 主干网络

主干网络使用 Ｒｅｓｎｅｔ－５０ 网络模型，包含 ４９ 个

卷积层。 ｃｏｎｖ１ 主要对输入进行卷积、正则化、最大

池化的计算，ｃｏｎｖ２、ｃｏｎｖ３、ｃｏｎｖ４、ｃｏｎｖ５ 都包含了残

差块，每个残差块包含 ３ 层卷积，最后经过平均池化

层将其转化成一个特征向量。
２．２　 焊点缺陷分类子网络

焊点缺陷分类子网络将主干网络中提取的特征

向量作为输入，分别经过自适应最大池化层和自适

应平均池化层，得到两个一维的张量。 再对这两个

张量进行拼接融合，经过全连接层和 Ｓｏｆｔｍａｘ 激活

函数，计算并输出每个类别的概率，选取概率最大的

类别作为分类结果，从而判断该图像属于哪种焊点

缺陷类型。 焊点缺陷分类子网络在训练过程中，使
用多分类交叉熵作为损失函数，计算每个样本在各

个标签的损失，公式（１）：

ＬＳｏｌｄｅｒ ＝ － ∑
Ｎ

ｉ ＝ １
ｙｉ ｌｏｇ ｐｉ( ) （１）

　 　 其中， Ｎ 表示种类数量； ｙｉ 表示样本每个标签

的真实值； ｐｉ 表示经 Ｓｏｆｔｍａｘ 函数输出的类别概率

值。
２．３　 焊线缺陷分类子网络

焊线缺陷分类子网络将主干网络中提取的特征

向量，经过 １ × １ 卷积层，再经全连接层，最后使用

Ｓｉｇｍｏｉｄ 激活函数，计算并输出掉线的概率，选取概

率大于 ０．５ 的类别作为分类结果，从而判断图像中

是否包含掉线缺陷。 由于焊线缺陷属于二分类问

题，使用二分类交叉熵作为损失函数，公式（２）：

Ｌｌｉｎｅ ＝ － ｙｉ ｌｏｇ ｙ^ｉ ＋ （１ － ｙｉ）ｌｏｇ（１ － ｙ^ｉ）[ ] （２）

其中， ｙｉ 和 ｙ^ｉ 分别表示样本的真实值和预测

值。

３　 实验分析

３．１　 实验环境

本文实验的硬件环境：ＣＰＵ 为 ８ 核 Ｉｎｔｅｌ Ｘｅｏｎ
Ｗ－２１２３，主频为 ３．６ ＧＨｚ，ＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＧＴＸ １０８０ Ｔｉ，ＧＰＵ 内存 １６ Ｇ。 软件环境：深度学习

训练框架采用 Ｐｙｔｏｒｃｈ，开发语言为 Ｐｙｔｈｏｎ。
３．２　 评价指标

为充 分 评 价 模 型 性 能， 本 文 使 用 准 确 率

（Ａｃｃｕｒａｃｙ）、精确率（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ） 和

（Ｆ１ － ｓｃｏｒｅ） 作为评价指标，具体定义如式（３） ～ 式

（６）：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（３）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（４）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（５）

Ｆ１ － ｓｃｏｒｅ ＝ ２·Ｐｒｅｃｉｓｉｏｎ·Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（６）

　 　 其中， ＴＰ 为真正类；ＦＮ 为假负类；ＦＰ 为假正

类；ＴＮ 为真负类。
３．３　 数据增强

深度卷积网络的训练需要足够多的样本数据

集，而在实际生产过程中，缺陷样本大约只占总数的

１０％～１５％，部分缺陷类型更是少之又少，造成了样

本不平衡的现象。 在部分缺陷类型样本不足的情况

下，本文采用旋转、平移，水平镜像、增加噪声、颜色

变换等方法进行了数据增强处理，建立焊接缺陷样

本数据集 ＷＤＤ（Ｗｅｌｄｉｎｇ Ｄｅｆｅｃｔ Ｄａｔａｓｅｔ）。
经过数据增强后，短路、少焊两种缺陷的图片数

量扩展到原来的 ４ 倍。 原始 ＷＤＤ 图片由原来的

５ ４７７ 张扩增到 ９ ６４０ 张，各种缺陷类型在数据增强

前后的数量分布，见表 １。 本文将其中 ７ ２３２ 张用于

训练，２ ４０８ 张用于测试。
表 １　 各种缺陷类型数量分布表

Ｔａｂ． １　 Ｑｕａｎｔｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｄｅｆｅｃｔ ｔｙｐｅｓ

缺陷类型
数据增强前

训练数据 测试数据

数据增强后

训练数据 测试数据

正常 １ ５００ ５００ ２ ０００ ６６６

短路 ４１４ １３８ １ ６５６ ５５２

少焊 ３９４ １３１ １ ５７６ ５２４

掉线 １ ８００ ６００ ２ ０００ ６６６

总计 ４ １０８ １ ３６９ ７ ２３２ ２ ４０８

３．４　 训练策略

模型采用迁移学习的方法，使用 ＲｅｓＮｅｔ－５０ 在

ＩｍａｇｅＮｅｔ 上的预训练模型参数权重作为训练参数初

始值，这些参数经过 １２０ 万张图像的训练，能有效提

取图像的特征向量，具备了较强的泛化能力。 模型

训练的学习率为 ０．００１， 权重衰减为 ０．００５，优化器

选用系数为 ０．９ 的冲量优化器，ｂａｔｃｈ＿ｓｉｚｅ 为 ３２，训
练 ４０ 个 ｅｐｏｃｈ。
３．５　 测试结果分析

为对模型在数据增强前后的性能进行对比，将
模型分别在数据增强前的 ＷＤＤ、数据增强后的

ＷＤＤ 上进行训练，并在测试集上使用训练好的模型
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进行缺陷分类，各类别的准确率、精确率、召回率和

Ｆ１ － ｓｃｏｒｅ 见表 ２。
表 ２　 数据增强前后模型性能对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

类别
准确率

前 后

精确率

前 后

召回率

前 后

Ｆ１ － ｓｃｏｒｅ

前 后

焊点正常 ９３．２ ９６．８ ９５．７ ９４．３ ９３．８ ９７．６ ９４．７ ９５．９

短路 ９６．４ ９８．３ ８９．９ ９８．５ ８９．９ ９６．２ ８９．９ ９７．３

少焊 ９４．３ ９７．４ ８０．９ ９６．５ ８７．０ ９４．７ ８３．８ ９５．６

焊线正常 ９５．９ ９７．０ ９４．７ ９６．７ ９６．４ ９７．３ ９５．５ ９７．０

掉线 ９５．９ ９７．０ ９７．０ ９７．３ ９５．５ ９６．７ ９６．２ ９７．０

　 　 由表 ２ 可见，模型在数据增强前的分类能力，对
于“焊点正常”、“焊线正常”、“掉线”这 ３ 种样本数

量较为充足的类型，均有不俗的表现，其 Ｆ１ － ｓｃｏｒｅ
分别达到 ９４．７０％、９５．５％、９６．２％；而在“短路”和“少
焊”这两种样本数量不足的类型上则效果较差，

Ｆ１ － ｓｃｏｒｅ 分别为 ８９．９％和 ８３．８％。 模型在数据增

强后对“短路”、“少焊”两种类型的分类能力有所提

高， Ｆ１ － ｓｃｏｒｅ 达到 ９７．３％和 ９５．６％，比数据增强前

分别提高了 ７．４％和 １１．８％，召回率达到了 ９６．２％和

９４．７％，比数据增强前分别提高了 ６．３％和 ７．７％，说
明使用数据增强后，模型对于这两种原始样本数量

较少的缺陷类型，具有较好的泛化能力。 总的来说，
本文提出的模型对大多数缺陷类型的预测都具有较

高的准确率和可靠度。
３．６　 特征可视化

为了更直观地展示本文所搭建的模型焊接缺陷

分类的准确性，本文利用基于梯度的热力图可视化

技术 （ Ｇｒａｄｉｅｎｔ ｗｅｉｇｈｔｅｄ Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ Ｍａｐｐｉｎｇ，
Ｇｒａｄ－ＣＡＭ），生成特征热力图，判断模型最终提取

到的预测特征图是否关注焊点、焊线缺陷所在区域，
防止过拟合的发生，可视化效果如图 ４ 所示。

　 　 　 　 　 　 　 　 　 　 　 （ａ） 短路 　 　 （ｂ） 少焊 　 （ｃ） 少焊（脱落） （ｄ） 焊点正常 　 （ｅ） 掉线 １ 　 （ ｆ） 掉线 ２
图 ４　 Ｇｒａｄ－ＣＡＭ 可视化效果图

Ｆｉｇ． ４　 Ｇｒａｄ ｃａｍ ｖｉｓｕａｌｉｚａｔｉｏｎ

　 　 从图 ４ 中可以看到，当模型预测到图像存在缺

陷类别时，更多地关注了缺陷的所在区域，说明本文

搭建的焊接缺陷分类模型能有效地提取到缺陷所在

区域的特征，具有较好的泛化能力。

４　 结束语

本文针对称重传感器上应变片的焊接缺陷问

题，以 ＲｅｓＮｅｔ５０ 为基础模型，构建一种焊接缺陷分

类模型，实现对少焊、短路、掉线的缺陷分类识别。

通过缺陷分析和数据增强处理，构建应变片缺陷样

本数据集 ＷＤＤ。 实验表明，模型在 ＷＤＤ 测试集上

的分类准确率达 ９７．４％，精确率达 ９７．２％，召回率达

９６．２％， Ｆ１ － ｓｃｏｒｅ 得分达 ９６．７％。
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