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一种面向城市场景的轻量级实时语义分割网络

顾嘉城， 龙英文

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 在自动驾驶系统、无人机、机器人和视频监控等移动终端设备中，语义分割深度卷积神经网络的复杂程度也随着网络

层数的增加而增加。 虽然这能更好地提高网络的精度，但是在日常生活真实场景下，需要考虑网络的参数和运算速度，并同

时确保较好的网络精度。 基于上述需求，开发一种对移动设备内存和计算能力固定且相对较小的实时语义分割场景理解系

统是有必要的。 根据先前的实时语义分割模型的启发思想，设计了一种轻量化的基于注意力机制的实时语义分割模型 ＡＬＲ⁃
Ｎｅｔ（Ａｔｔｅｎｔｉｏｎ－Ｌｉｇｈｔ－Ｒｅａｌｉｓｔｉｃ Ｎｅｔ）。 通过在城市场景的 ２ 个数据集 Ｃｉｔｙｓｃａｐｅｓ 和 Ｃａｍｖｉｄ 上进行实验并与其他模型进行比较，
结果表明，所设计的网络模型能够在提升分割速度的同时，也同样保证了分割的精度。 做到了分割精度与速度的平衡。
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０　 引　 言

计算机视觉［１］是人工智能的一个重要部分，能
为计算机提供解释和理解现实世界的能力。 可以让

机器识别和分类物体的图像，并对机器所看到的东

西做出反应。 计算机视觉三大基本任务有：图像分

割、目标检测和图像分类。 其中，图像分割包括了语

义分割、实例分割、全景分割。 研究可知，语义分

割［２］作为图像分割的常用任务之一，在 ２０１５ 年提出

的全卷积神经网络（Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ，ＦＣＮ）

即是其开山之作，代表着深度学习技术首次被应用

于图像分割之中。 语义指的是图像中每一个物体的

含义，比如车、建筑、墙、道路，语义分割可理解成按

像素对图像进行分类。 但是不区分属于相同类别的

不同实例（即同一物体的不同实例无需单独分割出

来，且需要分割出背景信息） ［３］。 目前，语义分割技

术常应用于自动驾驶［４］、人机交互［５］、手术中的医

疗设备检测［６］等。
在自动驾驶和无人机技术等核心技术中，与语

义分割技术密切相关的是对环境信息的处理，需要



高质量高水平的语义分割技术作为保障，能够给车

辆的安全驾驶提供周围环境信息的重要分析。 使得

车辆内部系统能够对周围环境做出正确的判断，以
此保证车辆的安全行驶。 由此可见，对城市场景语

义分割任务的研究具有极其重要的现实意义［７］，已
经成为当下的一个热门方向。

以往的语义分割方法，如 ＰＳＰＮｅｔ［８］ 和 ＳｅｇＮｅｔ［９］，
都是为了获得更高的 ＭＩｏＵ 等其他评价指标，并使

用 ＧＰＵ 硬件的算力获取更高的精度，但运算速度比

较低。 另一方面，ＥＮｅｔ［１０］ 和 ＢｉＳｅＮｅｔ 都设计了较小

的编码器和解码器模型，更倾向于提高速度，但却造

成了精度的下降。 同时总结了其他研究者为了减少

网络模型参数的研究成果。 有些工作是使用裁剪来

减少输入图像的大小，但很容易失去边界周围的空

间细节和小对象；或是减少网络通道的数量；或是使

用更少的卷积计算操作，而不是平方卷积来减少模

型参数，如利用深度可分离卷积，可以提高模型的运

算速度［１１］。 还有的研究者［１２］ 使用多分支框架结合

上下文信息，来提高网络模型的运算准确性，以及通

过添加注意机制，使得处理后分割的边缘更加平滑。
在 ２０１８ 年，提出了 ＩＣＮｅｔ［１３］，ＩＣＮｅｔ 采用多尺度

输入，在大分辨率采用较少的卷积核与层，在小分辨

率使用较深网络，最后进行融合，并且在 ３ 个尺度提

取出来的特征图进行预测分类来辅助整个损失函

数，上采样部分采用空洞卷积和双线性采样。 其优

势在于：
（１）该网络是新颖、且独特的图像级联网络用

于实时语义分割，利用了低分辨率语义信息和高分

辨率图像的细节。
（２）提出的级联特征融合单元和级联标签引导

能够以较低的计算成本逐步恢复和细化分割预测。
（３）ＩＣＮｅｔ 速度快，内存占用小。
在 ２０１８ 年还同时提出了 ＢｉＳｅＮｅｔ。 ＢｉＳｅＮｅｔ 采

用单尺度原图输入，２ 个分支，路径使用 ３ 层卷积来

避免破坏边缘信息且降低计算量，上下文模块使用

深层网络获得更好的上下文信息，使得感受野更大，
并在上下文模块增加了注意力机制和预测分类来辅

助损失函数，最后进行融合。
２ 种算法都没有采用常见的 Ｕ 型结构，而是使

用了多路分支，既要提取分辨率大时的信息，又要提

取分辨率小时的信息。 且在分辨率大的特征图采用

浅层网络，在分辨率小的特征图使用深层网络，
ＢｉＳｅＮｅｔ 相较于 ＩＣＮｅｔ 的提升较大。 受到先前研究

的 ＩＣＮｅｔ 和 ＢｉＳｅＮｅｔ 的启发，本文设计了一种轻量化

基于注意力机制的实时语义分割网络模型。 该模型

使用的是以轻量级非对称的编码器—解码器结构型

网络进行实时的城市道路场景分割，以追求速度和

准确性之间的平衡。 使用 ２ 个方向来实现网络可以

实时分割城市道路场景。 并且使用非对称卷积思想

来减少卷积操作参数操作。 与非对称卷积导致的特

征图精度降低相比，以残差块作为主干，弥补了通过

跳跃连接来提高准确性，同时使用扩张卷积［１４］ 来增

加感受野。 在残差块中，使用分组卷积进一步减少

参数，并且网络通道可以通过编码器网络中的通道

分段和打乱操作相互通信。 在解码器 ｄｅｃｏｄｅｒ 部

分，结合特征金字塔网络（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋｓ，
ＦＰＮ）结构思想，利用自注意力机制和通道注意机制

来提升网络的性能，同时利用显示通道内嵌空间信

息模块进行上采样并恢复图像。 在 Ｃｉｔｙｓｃａｐｅｓ 数据

集和 Ｃａｍｖｉｄ 数据集上测试了该网络验证其有效性。

１　 网络结构

在本节中，描述了非对称卷积、群卷积和所设计

的 ＡＬＲＮｅｔ 网络结构，包括了其内部编码器网络中

的 ＡＬＲ 模块和解码器部分的 ＡＲＰＮ 模块，ＡＲＰＮ 模

块即结合了注意机制和 ＥＣＲＥ 块的特征金字塔网络

结构，在解码器中实现网络复杂性和分割性能之间

的平衡。
１．１　 ＡＬＲ 模块

在 ＡＬＲＮｅｔ 网络中结合了 ＲｅｓＮｅｔ 模块的网络结

构，提出了编码器网络中的 ＡＬＲ 模块，其卷积过程

如图 １ 所示。
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图 １　 ＡＬＲ 模块示意图
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　 　 ＡＬＲ 模块的输入通道分为了 ３ 组，第一组的通

道采用了 １∗３、３∗１ 和 １∗３、３∗１ 的卷积核进行卷

积。 第二组的通道采用了 １∗１、３∗１、１∗３、１∗１ 的

卷积核进行卷积。 第三组则采用 ３∗１、１∗３ 和 １∗
３、３∗１ 的卷积核来卷积（ ｄｉａｔｅｄ 代表空洞卷积）。
其中，空洞卷积的好处在于不增加参数量为前提，还
能够增加感受野的大小。 为了清晰对比 ＡＬＲ 模块

运算的过程，图 ２ 和图 ３ 分别列出了 ＥＮｅｔ 的常规卷

积流程和非对称卷积的流程。
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图 ２　 ＥＮｅｔ 中卷积示意图
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图 ３　 非对称卷积示意图
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１．２　 非对称卷积和群卷积运算

非对称卷积能够降低运算量，非常接近于平方

核卷积运算。 其特点总结为：
（１）先进行 ｎ∗１卷积，再进行 １∗ｎ卷积。 这与

直接进行 ｎ∗ｎ 卷积的结果是等价的。
（２） 该卷积的目的是降低运算量， 假设原为

ｎ∗ｎ 次的卷积，变更之后为 ２∗ｎ 次卷积，如果 ｎ 越

大，那么减少的运算量会越多。
在实时语义分割任务中，减少参数是首要目标，

这可以提高速度和效率，但还需要进一步的研究来

确保网络的准确性。 残差块用于道路场景分割、目
标分类等各种应用场景。 不仅可以跳转来连接卷积

操作前的特征图和卷积操作后的特征图，还可以很

好地提高网络的精度。 不对称卷积经常被添加到网

络模型中减少降采样过程中的计算量。 然而，非对

称卷积会导致精度的损失。 本文在 ＡＬＲ 块中加入

了空洞卷积，以增加网络的感受野。
群卷积的应用最早始于 ＡｌｅｘＮｅｔ。 因为在那时

硬件条件有限。 当机器训练 ＡｌｅｘＮｅｔ 模型网络时，
无法在一个 ＧＰＵ 中同时处理全部卷积操作。 所以

当时把特征图分配于多个 ＧＰＵ 中分别进行处理运

算，运算后再把多个 ＧＰＵ 的结果进行融合。 这样就

可以减少训练参数，且不容易过拟合。
图 ４ 是一个常规的且没有分组的卷积层 ＣＮＮ

结构。 图 ４ 中展示了 ＣＮＮ 的结构，一个卷积核对应

一个输出通道。 研究发现当网络的层数不断变大

时，通道数会随之增加，空间维度也随之减少，因为

卷积层的卷积核越来越多，以及卷积池化的操作，则
使得特征图会越来越小。 因此在深层网络中，通道

会显得越来越重要。

c2

W

HReLuc1
w1

h1

*

c2filters

c1

W

H

图 ４　 卷积层 ＣＮＮ 结构

Ｆｉｇ． ４　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ ＣＮＮ ｓｔｒｕｃｔｕｒｅ

　 　 图 ５ 是一个群卷积的 ＣＮＮ 结构。 卷积核被分

成了 ２ 个组。 每个组都只有原来一半的大小。

c2

W

Hc1

w1

h1

W

H c1

c2filters *(c2/g)

ReLu
(c2/g)*
*

图 ５　 群卷积的 ＣＮＮ 结构

Ｆｉｇ． ５　 ＣＮＮ ｓｔｒｕｃｔｕｒｅ ｏｆ ｇｒｏｕｐ ｃｏｎｖｏｌｕｔｉｏｎ
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　 　 为了进一步减少网络参数，在下采样过程中增

加了群卷积操作，该设计的目的是为了减少卷积操

作的运算量以及运算参数。 采用了普通卷积后，比
采用了非对称卷积在参数上多了约 １ ／ ５。
１．３　 ＡＲＰＮ 模块

所提出的 ＡＲＰＮ 模块用于特征融合和上采样。
该解码器采用了特征金字塔网络（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ
Ｎｅｔｗｏｒｋｓ，ＦＰＮ）结构，结合了通道注意机制和显示通

道内嵌空间信息的方法，从而实现了网络复杂度和

分割性能之间的平衡。
１．３．１　 显示通道内嵌空间信息模块

特征金字塔网络被许多的网络模型所使用。 特

征金字塔网络目的是为了进行多尺度增强来提高网

络的性能，但却会增加计算量。 由于硬件计算能力

的限制，于是实时语义分割网络从多尺度增强的思

想中学习，并采用注意力机制，从而加强注意力的集

中程度。 受 ＥｘｆｕｓｅＮｅｔ［１５］ 的启发，超分辨率上采样

可以提高网络的精度和处理数据不平衡问题，因此

在上采样过程中添加了显示通道内嵌空间信息方法

（Ｅｘｐｌｉｃｉｔ Ｃｈａｎｎｅｌ Ｅｅｓｏｌｕｔｉｏｎ Ｅｍｂｅｄｄｉｎｇ，ＥＣＲＥ）。 该

方法是采用子像素上采样，即重建空间与通道维度，
把 ４ 个像素拼接在一起放大特征图。 并且无需调参

的方式来替代反卷积层。 显示通道内嵌空间信息模

块的运行结构如图 ６ 所示。

特征图

子像素上采样

图 ６　 显示通道内嵌空间信息模块

Ｆｉｇ． ６　 Ｄｉｓｐｌａｙｓ ｔｈｅ ｃｈａｎｎｅｌ ｅｍｂｅｄｄｅｄ ｓｐａｔｉａｌ ｉｎｆｏｒｍａｔｉｏｎ ｍｏｄｕｌｅ

１．３．２　 注意力机制模块

注意力机制来源于人类大脑，甫一面世就被引

入到自然语言处理技术中，随后才将其运用到计算

机视觉的应用范畴内。
基于通道注意力机制的特征处理模块可以对特

征通道之间的相互依赖关系进行精确建模，以提高

网络产生的表示质量，使网络运用全局信息来有选

择地强调信息特征［１６］。

图 ７ 为通道注意模块，设输入特征映射 Ｘ ＝
［ｘ１，ｘ２，…，ｘＣ］ ∈ ＲＣ×Ｈ×Ｗ，文中应用全局平均池化，
输出的 Ｚ ∈ ＲＣ×１×１ 可以表述如下：

ｚｃ ＝
１

Ｈ∗Ｗ∑
Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｘｃ（ ｉ， ｊ） （１）

　 　 其中， ｚｃ 表示与第 ｃ 个通道相关联的输出，Ｈ、Ｗ
分别表示特征图的高度和宽度。 该操作可以使网络

能够收集全局信息。 以下操作可以表示为：
Ｕ ＝ Ｘ 􀱋 σ（ｇ） （２）

　 　 其中，“ 􀱋 ”表示信道乘法； σ为 Ｓｉｇｍｏｉｄ函数；
Ｕ表示最终输出结果；ｇ∈ ＲＣ×１×１ 为转换操作生成的

最终注意向量结果，可用下式进行计算：
ｇ ＝ Ｔ２（ＲｅＬＵ（Ｔ１（ ｚ））） （３）

　 　 这里， Ｔ１ 和 Ｔ２ 是 ２ 个不同的 １∗１ 卷积层，可以

捕获通道之间的相关性。 通过第一次卷积，可以得

到一个中间注意张量 ｇ１ ∈ ＲＣ ／ ｒ×１×１。 ｒ是控制块大小

的减小比，ｒ 对模型的性能有重要影响。 这里，把 ｒ
设置为 ８，并讨论不同的降低比对性能的影响。 接

下来，通过第二次卷积，可以得到最终的注意张量

ｇ。 通道注意力机制可以聚合全局信息来捕获更重

要的信息。

H

W
C

U
σ(?)gConvZ

W

全局平均池化
σ(?)Sigmoid函数

信道乘法

图 ７　 通道注意模块

Ｆｉｇ． ７　 Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ ｂｌｏｃｋ

１．４　 网络结构 ＡＬＲＮｅｔ
图 ８ 是 ＡＬＲＮｅｔ 网络模型架构，模型结构见表

１。 使用了非对称的编码器－解码器的结构。 其中，
编码部分使用卷积运算和多重 ＡＬＲ 模块以进行特

征提取；解码部分使用 ＡＲＰＮ 模块进行上采样。 编

码部分先是进行了下采样，可以去除冗余信息，使特

征图的信息更加紧凑。 在 ＡＬＲ 模块之后，执行特征

提取。 受 ＤｅｅｐＬａｂ 模型的启发，在编码部分增加了

空洞卷积以增加网络的感受野，可以提高网络的准

确率，同时避免使用大卷积带来的计算量增加的问

题。 在解码器中，把特征图输入进去，以此进行不同

尺寸的卷积核的下采样的操作。
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1024*512*3

512*256*32

256*128*64

128*64*128

输入图像

下采样模块

ALR模块
Encoder编码器

ARPN模块

128*64*201*1*128
全局平均池化

128*64*20

16*8*128

32*16*128

64*32*128

通道注意模块

128*64*20

128*64*1

1024*512*3

矩阵运算

特征融合层

上采样

卷积

ECRE模块

Decoder解码器

图 ８　 ＡＬＲＮｅｔ 网络模型

Ｆｉｇ． ８　 ＡＬＲＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ
表 １　 ＡＬＲＮｅｔ 网络模型结构表

Ｔａｂ． １　 ＡＬＲＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｔａｂｌｅ

结构 类型 尺寸

编码器 下采样模块 ５１２∗２５６∗３２

Ｅｎｃｏｄｅｒ ＡＬＲ 模块∗３ ５１２∗２５６∗３２

下采样模块 ２５６∗１２８∗６４

ＡＬＲ 模块∗２ ２５６∗１２８∗６４

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ １） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ２） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ５） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ９） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ２） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ５） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ ９） １２８∗６４∗１２８

ＡＬＲ 模块（ｄｉｌｔｅｄ ｎ ＝ １７） １２８∗６４∗１２８

解码器

Ｄｅｃｏｄｅｒ
ＡＲＰＮ 模块

上采样单元∗２
５１２∗２５６∗ Ｎ
１ ０２４∗５１２∗ Ｎ

　 　 解码部分对输入的特征图进行了全局平均池化，
３∗３、５∗５、７∗７ 和步长为 ２ 的卷积操作，得到不同尺

度的特征图进行上采样。 使用 ７∗７ 卷积核、步长为

２ 的卷积得到的特征图使用显示通道内嵌空间信息

的方法进行上采样， Ｎ 表示卷积 Ｃｏｎｃａｔ 操作后的结

果。 由于参数的考虑，ＥＣＲＥ 只执行上采样。 通过矩

阵点加法合并特征图，再通过双线性插值恢复特征

图，实现端到端训练。 本文设计的网络模型没有后处

理操作，也没有特征图级联方法增加计算压力，所以

也可以有效地进行城市道路场景分割。
１．５　 评价指标

对于图像分割中的语义分割， 针对算法网络性

能的评价指标有 ３ 个，详述为：设共有 ｎ 个类别的物

体和 １个背景类，Ｐ ｉｉ 是第 ｉ类被正确分为 ｉ类的像素

数量，Ｐ ｉｊ 表示属于 ｉ 类但是被分为 ｊ 类的像素数量，
Ｐ ｊｉ 表示属于 ｊ 类但是被错分为 ｉ 类的像素数量。

（１）像素精度（Ｐｉｘｅｌ Ａｃｃｕｒａｃｙ， ＰＡ）： 分类正确

的像素数量与所有像素的比值，公式为：

ＰＡ ＝
∑

ｎ

ｉ ＝ ０
Ｐ ｉｉ

∑
ｎ

ｉ ＝ ０
∑

ｎ

ｊ ＝ ０
Ｐ ｉｊ

（４）

　 　 （ ２ ） 平均像素精度 （ Ｍｅａｎ Ｐｉｘｅｌ Ａｃｃｕｒａｃｙ，
ＭＰＡ）： 所有类别的像素精度平均值，公式为：

ＭＰＡ ＝ １
ｎ ＋ １

∑
ｎ

ｉ ＝ ０
Ｐ ｉｉ

∑
ｎ

ｉ ＝ ０
∑

ｎ

ｊ ＝ ０
Ｐ ｉｊ

（５）

　 　 （３）交并比（Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ， ＩｏＵ）： 模型

检测出的目标区域与目标实际区域的重合部分占两

者共同组成区域的比值，公式为：
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ＩｏＵ ＝
Ｐ ｉｉ

∑
ｋ

ｊ ＝ ０
Ｐ ｉｊ ＋ ∑

ｋ

ｊ ＝ ０
（Ｐ ｉｊ － Ｐ ｉｉ）

（６）

　 　 （４）平均交并比（Ｍｅａｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ，
ＭＩｏＵ）： 所有类别的真实标签与预测结果的交集和

并集的比值，公式为：

ＭＩｏＵ ＝ １
ｎ ＋ １∑

ｎ

ｉ ＝ ０

Ｐ ｉｉ

∑
ｎ

ｊ ＝ ０
Ｐ ｉｊ ＋ ∑

ｎ

ｊ ＝ ０
Ｐ ｊｉ － Ｐ ｉｉ

（７）

（５）每秒传输帧数（Ｆｒａｍｅｓ ｐｅｒ Ｓｅｃｏｎｄ， ｆｐｓ）： 在

实时语义分割场景中往往需要速度和时间等衡量指

标。 ｆｐｓ 是衡量速度的指标，即图像的刷新频率。 目

标网络每秒可以处理或检测多少帧，为时间的倒数。
这里假设目标检测网络处理 １ 帧要 ０．０２ ｓ，此时 ｆｐｓ
为１ ／ ０．０２＝ ５０。 公式为：

ｆｐｓ ＝ １
Ｔ

（８）

２　 实验

２．１　 实验环境配置

为了验证提出的模型有效性，本文实验中硬件、
软件系统配置环境见表 ２。

表 ２　 实验配置环境表

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｅｎｖｉｒｏｎｍｅｎｔ ｔａｂｌｅ

内容 参数

操作系统 Ｕｂｕｎｔｕ１６．０４
ＣＰＵ Ｃｏｒｅ ６６００Ｘ
ＧＰＵ ＧｅＦｏｒｃｅ ＧＴＸ３０９０

ＧＰＵ 显存 ３２ Ｇ
ＣＵＤＡ Ｃｕｄａ １１．１ ｗｉｔｈ ｃｕｄｎｎ

深度学习框架 Ｐｙｔｏｒｃｈ

２．２　 数据集介绍

Ｃｉｔｙｓｃａｐｅｓ 数据集是一个从 ５０ 座不同城市的街

景中收集到的大型像素级注释数据集。 该数据集中

的训练集、验证集和测试集的数量分别为 ２ ９７５ 张、
５００ 张和 １ ５２５ 张。 此外，为了评估基于弱监督学习的

分类网络的性能，还提供了 ２０ ０００ 张粗分割的图像。
Ｃａｍｖｉｄ 数据集包含 ５ 个不同的视频序列，由标

注软件手动标注 ７００ 帧，每幅图像的分辨率大小为

９６０∗７２０。 Ｃａｍｖｉｄ 共包括有 ３２ 个语义类别 ７１０ 张

图片。 大部分视频都是用固定位置的相机拍摄的，
一定程度上解决了对实验数据的需求。 ３２ 类建筑，
如建筑物、墙壁、树木、人行道和交通灯等。
２．３　 实验结果与对比

２．３．１　 不同方案下的性能对比

为了验证在本文所提出的模型注意力机制有效

性，在 Ｃｉｔｙｓｃａｐｅｓ 数据集上做了测试。 注意力模块

能保留空间细节的信息，对语义边界的信息有着较

好的识别分割效果。 例如图 ９ 中的 ４ 个例子，分别

为原图、没有引入通道注意模块的方案、引入通道注

意模块的方案。 由图 ９ 可以看出，没有引入通道注

意模块的方案没能完整地分割出道路，以及后排车

辆的轮胎边缘分割也不够完整。 而使用了通道注意

模块的方案很好地解决了这问题。

（a）原因

（b）没有引入通道注意模块

（c）引入通道注意模块

图 ９　 对比分割效果

Ｆｉｇ． ９　 Ｔｈｅ ｅｆｆｅｃｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ

２．３．２　 Ｃａｍｖｉｄ 数据集下实验结果分析

由于轻量化网络模型对实际应用中硬件移动端

的存储量有局限性，把 Ｃａｍｖｉｄ 数据集中输入图片的

分辨率从 ９６０∗７２０ 变化至 ３６０∗４８０，初始学习率

设置为 １ｅ－４。 为了进一步验证本文 ＡＬＲＮｅｔ 网络

模型的有效性，以经典网络模型 ＳｅｇＮｅｔ 和 ＥＮｅｔ 在
Ｃａｍｖｉｄ 数据集上的测试结果作为评判基准，表 ３ 即

为各个模型在 Ｃａｍｖｉｄ 数据集上各个样本类别的分

割像素精度结果对比。 这里，以％为单位，且结果范

围在±０．０５变化范围之间。
表 ３　 各模型在 Ｃａｍｖｉｄ 数据集上像素精度对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｉｘｅｌ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｏｎ ｔｈｅ Ｃａｍｖｉｄ
ｄａｔａｓｅｔ

Ｌａｂｅｌ＿ｎａｍｅ ＳｅｇＮｅｔ ＥＮｅｔ ＡＬＲＮｅｔ

Ｓｉｄｅｗａｌｋ ９６．１３ ９４．６２ ９５．４５
Ｃａｒ ８１．３２ ８２．６１ ８０．１５

Ｂｕｉｌｄｉｎｇ ８６．５９ ７５．８６ ８９．５１
Ｐｅｄｅｓｔｒｉａｎ ５７．４４ ６５．３１ ７０．０７

Ｆｅｎｃｅ ４８．３１ ５２．７３ ５７．３８
Ｒｏａｄ ８３．２３ ８５．９２ ８８．３６

Ｂｉｃｙｃｌｉｓｔ ３１．４２ ３５．９１ ４１．３７
Ｔｒｅｅ ８３．９３ ７４．３８ ８４．９５
Ｓｋｙ ９１．５４ ９６．１２ ９７．２３

ＳｉｇｎＳｙｍｂｏｌ ２０．６３ ５７．６４ ５８．１９
Ｐｏｌｅ ２９．５６ ３４．２３ ２６．８７
ＭＰＡ ６４．５６ ６８．６９ ７１．７０

　 　 从表 ３ 中可以看出，ＡＬＲＮｅｔ 在 Ｃａｍｖｉｄ 上有 ８
个 类 别 （ Ｂｕｉｌｄｉｎｇ、 Ｐｅｄｅｓｔｒｉａｎ、 Ｓｋｙ、 Ｆｅｎｃｅ、 Ｒｏａｄ、
Ｂｉｃｙｃｌｉｓｔ、Ｔｒｅｅ、 ＳｉｇｎＳｙｍｂｏｌ） 的分割像素精度优于

０３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ＳｅｇＮｅｔ 和 ＥＮｅｔ，且平均像素精度也大于 ２ 个基准模

型精度。 表 ４ 为各个模型的分割准确度和处理一幅

预测图像时间的对比结果。
表 ４　 ＡＬＲＮｅｔ 模型与其他模型在 Ｃａｍｖｉｄ 上对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＡＬＲＮｅｔ ｗｉｔｈ ｏｔｈｅｒ ｍｅｔｈｏｄｓ ｏｎ Ｃａｍｖｉｄ

方法 ＭＩｏＵ ／ ％ ｆｐｓ
ＳｅｇＮｅｔ ５７．１２ １９．５
ＥＮｅｔ ５４．２２ ５９．６

ＡＬＲＮｅｔ ５８．４１ ３７．５

　 　 通过对比实验结果可以看到，ＡＬＲＮｅｔ 在分割精

度上均优于 ＳｅｇＮｅｔ 和 ＥＮｅｔ，在不失准确度情况下，
本文提出的基于轻量注意力机制的语义分割网络有

着较高的运算速度。 因此，ＡＬＲＮｅｔ 能够平衡速度和

精度。 能够满足自动驾驶、无人机飞行、智能机器人

等实时应用需求。
由表 ４ 可以看出， 相比于 ＳｅｇＮｅｔ 和 ＥＮｅｔ，

ＡＬＲＮｅｔ 的 ＭＩｏＵ 值分别比 ＳｅｇＮｅｔ 高出了 １． ２９％、
４．１９％。在 ｆｐｓ 上比 ＳｅｇＮｅｔ 高出了 １８．０，比 ＥＮｅｔ 低了

２２．１。 图 １０ 则为 ＡＬＲＮｅｔ 网络模型在 Ｃａｍｖｉｄ 数据

集上的可视化结果。 图 １０（ａ） ～图 １０（ｃ）中，从左到

右依次为测试图 １～测试图 ５。

（a）原图

（b）标签

（c）ALRNet

图 １０　 ＡＬＲＮｅｔ 网络模型在 Ｃａｍｖｉｄ 数据集上的可视化结果

Ｆｉｇ． １０　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＡＬＲＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｏｎ Ｃａｍｖｉｄ
ｄａｔａｓｅｔ

２．３．３　 Ｃｉｔｙｓｃａｐｅｓ 数据集下实验结果分析

为了充分验证 ＡＬＲＮｅｔ 的有效性，将模型在

Ｃｉｔｙｓｃａｐｅｓ 数据集上进行实验。 当硬件处理高分辨

率的图片时，往往需要高配置的硬件，且训练时间较

长。 因此将 Ｃｉｔｙｓｃａｐｅｓ 数据集输入图像分辨率从

１０２４∗２０４８ 调整为 １０２４∗ ５１２（分辨率降为一半），
初始学习率设置为 １ｅ－４。 表 ５ 为 ＡＬＲＮｅｔ 网络模型

和 ＳｅｇＮｅｔ、ＥＮｅｔ 模型在 Ｃｉｔｙｓｃａｐｅｓ 数据集上各个类

别的像素精度为指标的测试结果。 以％为单位，且
结果范围在±０．０５ 变化范围之间。
　 　 从表 ５ 中可以看出，ＡＬＲＮｅｔ 在 Ｃｉｔｙｓｃａｐｅｓ 内含

的 ９ 个类别 （Ｗａｌｌ、 Ｆｅｎｃｅ、Ｐｏｌｅ、Ｔｒａｆｆｉｃ ｌｉｇｈｔ、 Ｔｒａｆｆｉｃ
ｓｉｇｎ、Ｒｉｄｅｒ、Ｔｒｕｃｋ、Ｔｒａｉｎ、Ｍｏｔｅｒｃｙｃｌｅ）的分割像素精度

均优于 ＳｅｇＮｅｔ 和 ＥＮｅｔ，且 ＡＬＲＮｅｔ 网络模型的平均

像素精度上也超过其他 ２ 个模型。 以此判断本文提

出的 ＡＬＲＮｅｔ 的网络模型，可以在速度上和精度上

做到了较好的平衡。
表 ５　 各模型在 Ｃｉｔｙｓｃａｐｅｓ数据集上像素精度对比

Ｔａｂ． ５ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｉｘｅｌ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｏｎ ｔｈｅ

Ｃｉｔｙｓｃａｐｅｓ ｄａｔａｓｅｔ

Ｌａｂｅｌ＿ｎａｍｅ ＳｅｇＮｅｔ ＥＮｅｔ ＡＬＲＮｅｔ

Ｒｏａｄ ９２．７６ ８９．３７ ８９．３８
Ｓｉｄｅｗａｌｋ ８３．６６ ８８．９１ ８９．６８
Ｂｕｉｌｄｉｎｇ ９１．８８ ９６．５６ ９４．９９
Ｗａｌｌ ４９．２２ ５４．５３ ８３．４８
Ｆｅｎｃｅ ７２．４０ ６２．４５ ７６．５０
Ｐｏｌｅ ７８．８８ ６７．１５ ８０．７５

Ｔｒａｆｆｉｃ ｌｉｇｈｔ ６８．７７ ７７．８８ ８５．４７
Ｔｒａｆｆｉｃ ｓｉｇｎ ７２．８９ ７９．３２ ８９．９９
Ｖｅｇｅｔａｔｉｏｎ ９２．９１ ９６．６２ ９６．０３
Ｔｅｒｒａｉｎ ５４．６５ ７１．５５ ６９．８２
Ｓｋｙ ９５．２５ ９８．１６ ９６．９８

Ｐｅｒｓｏｎ ８０．４２ ９０．９９ ８７．３８
Ｒｉｄｅｒ ６１．１６ ７４．５８ ７７．２８
Ｃａｒ ９２．５２ ９６．８０ ９５．４４

Ｔｒｕｃｋ ６７．２３ ７６．０１ ８５．３５
Ｂｕｓ ８３．９５ ８８．０９ ８５．８９
Ｔｒａｉｎ ７８．９２ ５２．５４ ９４．３１

Ｍｏｔｅｒｃｙｃｌｅ ５９．８６ ７０．４２ ７９．９６
Ｂｉｃｙｃｌｅ ７１．８９ ８４．４６ ８２．８５

　 　 为了增加实验的可靠性，在表 ６ 实验数据中，增
加了 ＩＣＮｅｔ 以及 Ｄｅｅｐｌａｂｖ３＋作为对照（其中硬件以

及实验配置环境都相同）来进行实验。 从结果上

看，Ｄｅｅｐｌａｂｖ３＋的 ＭＩｏＵ 最高，但是其模型较大，因此

实时性运算速度较差。 相较于 ＳｅｇＮｅｔ、 ＥＮｅｔ 和

ＩＣＮｅｔ， ＡＬＲＮｅｔ 的 ＭＩｏＵ 值 分 别 高 出 了 １． １７％、
４．０９％、１．５０％。 在 ｆｐｓ 上比 ＳｅｇＮｅｔ 高出了 ２６．２，比
ＥＮｅｔ 低了 １１．７，比 ＩＣＮｅｔ 低了 １０．４。

表 ６　 ＡＬＲＮｅｔ 与其他模型在 Ｃｉｔｙｓｃａｐｅｓ上对比

Ｔａｂ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＡＬＲＮｅｔ ｗｉｔｈ ｏｔｈｅｒ ｍｏｄｅｌｓ ｏｎ Ｃｉｔｙｓｃａｐｅｓ

方法 ＭＩｏＵ ／ ％ ｆｐｓ

ＳｅｇＮｅｔ ５８．２４ １３．５

ＥＮｅｔ ５５．３２ ５１．４

ＩＣＮｅｔ ５７．９１ ５０．１

Ｄｅｅｐｌａｂｖ３＋ ６７．１４ －

ＡＬＲＮｅｔ ５９．４１ ３９．７

　 　 在参数方面，Ｄｅｅｐｌａｂｖ３＋的参数量最大，其次分

别是 ＳｅｇＮｅｔ、ＩＣＮｅｔ、ＡＬＲＮｅｔ、ＥＮｅｔ。 ＥＮｅｔ 的参数量

最小，因此分割效果较差，但是分割速度最高。
ＡＬＲＮｅｔ 的参数量与 ＥＮｅｔ 相比多了 ２ 倍，但是平均

交并比以及平均分割精度却有着较大提升。
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由表 ４～表 ６ 证明，本文所设计的 ＡＬＲＮｅｔ 模型

可以实现分割的速度以及准确度上的平衡，因为缩

短了处理时间，以此能够为自动驾驶、无人机飞行等

方面的使用提供了可能。 同时也满足了网络模型对

城市道路场景在分割精度上的要求。 图 １１ 是

ＳｅｇＮｅｔ 与 ＡＬＲＮｅｔ 模型的对比分割效果可视化结

果。 图 １１（ａ） ～图 １１（ｃ）中，从左至右依次为测试图

１～测试图 ５。

（a）原图

（b）SegNet

（c）ALRNet
图 １１　 ＡＬＲＮｅｔ 和 ＳｅｇＮｅｔ 网络模型在 Ｃｉｔｙｓｃａｐｅｓ数据集上的可视化结果

Ｆｉｇ． １１　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＡＬＲＮｅｔ ａｎｄ ＳｅｇＮｅｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｏｎ Ｃｉｔｙｓｃａｐｅｓ ｄａｔａｓｅｔ

３　 结束语

本文基于通道注意力机制提出了用于实时道路

场景分割的模型。 该模型以端到端的方式进行训

练。 在编码器部分，采用非对称卷积、群卷积和扩展

卷积的组合进行特征提取；解码器部分采用显示通

道内嵌空间信息方法、并利用了通道注意机制的思

想进行上采样。 对城市场景数据集 Ｃｉｔｙｓｃａｐｅｓ 和

Ｃａｍｖｉｄ 进行实验，在权衡速度和分割精度两个方

面，本文显示了较好的结果。 体现在以下 ２ 个方面：
（１）速度和精度：由于 ＡＬＲ 模块和 ＡＲＰＮ 模块

的设计，网络参数大大降低。 做到了网络模型的运

算速度和分割精度的平衡，并且具有很好的可视化

分割效果。
（２）简洁性：ＡＬＲＮｅｔ 网络由编码器和解码器组

成，其中 ＡＬＲ 模块和 ＡＲＰＮ 模块可以很容易地移植

到其他网络中，以此方便后续的研究。
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