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摘　 要： 针对目前沥青路面裂缝图像识别技术在面对复杂路面情况时（强光、积水、杂物等干扰因素）识别效率不高的问题，
通过构建沥青路面裂缝数据集，提出一种基于改进 ＧｏｏｇＬｅＮｅｔ 的沥青路面裂缝识别算法。 首先，对 Ｉｎｃｅｐｔｉｏｎ 模块和辅助分类

器数量进行删减，并将大卷积核替换为连续的小卷积核；其次，激活函数采用 ＲｅＬＵ 与 Ｌｅａｋｙ ＲｅＬＵ 组合的方式；最后，加入批量

归一化层以及 Ｄｒｏｐｏｕｔ 层。 实验结果表明，利用本文所制作数据集训练出的 ＧｏｏｇＬｅＮｅｔ 原始模型以及改进模型，在面对复杂

路面情况时识别效果较好，并且改进 ＧｏｏｇＬｅＮｅｔ 模型在测试集上的准确率能达到 ８８．４％，相较于原始模型，改进模型在准确率

提升 ５．６％的同时，耗用时间减少了 ３２．５ ｍｉｎ（４０．３％）。
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０　 引　 言

近年来，随着大数据和高性能硬件设备的更新发

展， 利 用 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋｓ，ＣＮＮ）提取图像特征，从而进行目标识别，已
经成为图像识别领域的研究热点之一［１－３］。 部分学

者基于 ＣＮＮ 开展了裂缝检测研究：Ｌｅｅ 等学者［４］ 基

于 ＣＮＮ 开发了一种具有自编码器结构的路面检测语

义分割模型，并通过调整图像亮度来提高路面裂缝检

测效率。 陈健昌等学者［５］基于 ＲｅｓＮｅｔ 提出了一种路

面裂缝检测方法，该方法能够大大减少前期图像预处

理工作量，并且该方法的各项性能评估指标均优于现

有模型。 Ｒａｊａｄｕｒａｉ 等学者［６］采用随机梯度下降和动

量优化的方法改进ＡｌｅｘＮｅｔ 模型，实验结果表明，该方

法对混凝土表面裂缝的识别准确率较高。
以上研究虽然取得了一定成果，但在面对复杂



道路场景时裂缝图像的识别速度以及准确率等方面

仍有较大提升空间。 首先，在图像采集过程中，设备

状态（温度、电磁波等干扰）或操作不当等原因都可

能会严重降低采集图像的质量，并且道路上的光照

条件、车道线、积水、阴影、油污、水渍、杂物等干扰因

素，也可能会降低道路裂缝图像的识别的准确率。
此外，模型训练需要大量样本数据集，目前公共裂缝

数据集样本数量较少，难以满足训练要求［７］。 针对

以上问题，本文提出一种基于改进 ＧｏｏｇＬｅＮｅｔ 的沥

青路面裂缝识别算法，并通过采集路面图像构建沥

青路面裂缝数据集，进行模型的训练和测试。

１　 沥青路面裂缝图像数据集的构建

１．１　 图像采集

针对目前公共裂缝数据集样本较少的情况，本文

通过自行采集沥青路面图像，构建沥青路面裂缝数据

集。 选定山东省淄博市张店区内的部分路段，包括柳

泉路、西二路、美食街、新村西路以及共青团路等，分
别于不同天气、不同时段进行沥青路面图像采集。

图像采集方案为：首先，通过高清行车记录仪以

及车载摄像机以 １ ｋｍ 为基本采集单元，驾驶汽车对

沥青路面进行视频录制，采集过程中设备离地高度

约 １．２ ｍ，并且采集宽度不小于行车道宽度的 ７０％。
然后，通过视频取帧筛选出满足要求的路面图像，并
删除重复或不满足要求的图像。 最后，针对目前裂

缝图像识别研究在复杂道路场景下识别效果不佳的

问题，本文使用摄像机或手机以不同拍摄角度或焦

距、在不同天气状况或不同光照条件下，对带有阴

影、积水、车道线、井盖、油污、杂物等干扰因素的裂

缝区域单独进行细节拍摄，从而提升模型泛化能力，
细节拍摄图像类型如图 １ 所示。
　 　 将采集到的图像裁剪成像素大小为 ２２４×２２４
且仅含单一病害类型的图像，包括横向裂缝、纵向裂

缝、块状裂缝、龟裂以及无病害图像共 １ １２４ 张，各
类图像数量见表 １。
１．２　 图像增广

为满足模型训练需要，对裁剪后的图像进行增

广，从而扩充样本数据集［８］，本文采用的增广方式

包括旋转变换（横向裂缝、纵向裂缝不进行旋转）、
镜像翻转（水平、竖直）以及亮度变换（明暗变换）。
将扩展后的各类图像按照 ７∶２∶１ 的比例划分为训练

集、验证集、测试集，各类图像具体数量见表 ２。
１．３　 图像预处理

在图像采集过程中，极易受到光照条件、设备状

态、采集方式等因素影响，导致图像质量降低。 因

此，需要通过图像预处理来提升图片质量，从而提高

模型的识别准确率。

（a）路面划痕 （b）树枝阴影 （c）雨天积水

（d）雨后水渍 （e）指示文字 （f）车道线

（g）油污 （h）井盖 （i）细小裂缝

（j）强曝光 （k）弱曝光 （l）路面杂物

图 １　 细节拍摄图例

Ｆｉｇ． １　 Ｄｅｔａｉｌ ｓｈｏｏｔｉｎｇ ｅｘａｍｐｌｅｓ ｄｉａｇｒａｍ
表 １　 各类图像数量

Ｔａｂ． １　 Ｎｕｍｂｅｒ ｏｆ ｖａｒｉｏｕｓ ｔｙｐｅｓ ｏｆ ｉｍａｇｅｓ

类型 数量 该类型图像占比 ／ ％ 含干扰因素图像占比 ／ ％

横向裂缝 ３２３ ２８．７ ４３．７

纵向裂缝 ３０４ ２７．０ ４２．４

块状裂缝 １５５ １３．８ ３４．２

龟裂 １５９ １４．２ ３４．５

无病害图像 １８３ １６．３ ４７．０

合计 １ １２４ １００ ／

表 ２　 增广后的各类图像数量

Ｔａｂ． ２　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ａｌｌ ｋｉｎｄｓ ｏｆ ｉｍａｇｅｓ ａｆｔｅｒ ａｕｇｍｅｎｔａｔｉｏｎ

类型
原始

图像 ／ 张
增广后

图像 ／ 张
训练集 ／

张

验证集 ／
张

测试集 ／
张

横向裂缝 ３２３ ２ ４７０ １ ７２９ ４９４ ２４７

纵向裂缝 ３０４ ２ ３６８ １ ６５８ ４７３ ２３７

块状裂缝 １５５ １ ８９３ １ ３２５ ３７８ １９０

龟裂 １５９ １ ８２３ １ ２７６ ３６４ １８３

无病害图像 １８３ ９１５ ６４１ １８３ ９１

合计 １ １２４ ９ ４６９ ６ ６２９ １ ８９２ ９４８

　 　 图像预处理过程如图 ２ 所示。 图 ２ 中，（ ａ）为

原始裂缝图像；（ｂ）为采用平均值法进行图像灰度
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化处理的效果，减少图像参数，加快图像处理速度；
（ｃ）为图像直方图均衡化的效果，提高图像对比度；
（ｄ）为采用中值滤波法去除图像部分噪声的效果，
改善图像视觉效果，提升图片质量［９－１０］。

（a）原始图像 （b）灰度化

（c）直方图均衡化 （d）中值滤波
图 ２　 图像预处理过程

Ｆｉｇ． ２　 Ｉｍａｇｅｓ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｐｒｏｃｅｓｓ

１．４　 图像标注

使用 ＬａｂｅｌＩｍｇ 标注软件对数据集中的图像进

行标注，将横向裂缝、纵向裂缝、块状裂缝、龟裂以及

无病害图像分别添加标签为 Ｔｒａｎｓｖｅｒｓａｌ Ｃｒａｃｋｓ、
Ｌｏｎｇｉｔｕｄｉｎａｌ Ｃｒａｃｋｓ、 Ｂｌｏｃｋ Ｃｒａｃｋｓ、 Ｍａｐ Ｃｒａｃｋｓ、
Ｎｏｒｍａｌ，ＬａｂｅｌＩｍｇ 标注软件界面如图 ３ 所示。

图 ３　 ＬａｂｅｌＩｍｇ 标注软件界面

Ｆｉｇ． ３　 ＬａｂｅｌＩｍｇ ｓｏｆｔｗａｒｅ ｉｎｔｅｒｆａｃｅ

２　 改进 ＧｏｏｇＬｅＮｅｔ

２．１　 ＧｏｏｇＬｅＮｅｔ 原模型

ＧｏｏｇＬｅＮｅｔ 网络由 ３ 个卷积层、９ 个 Ｉｎｃｅｐｔｉｏｎ 模

块（１８ 层）、２ 个辅助分类器（Ａｕｘｉｌｉａｒｙ Ｃｌａｓｓｉｆｉｅｒ）以
及一个全连接层构成［１１－１２］，网络结构如图 ４ 所示。
相较于经典图像分类模型 ＡｌｅｘＮｅｔ 和 ＶＧＧＮｅｔ，
ＧｏｏｇＬｅＮｅｔ 网络模型虽然多达 ２２ 层，但参数量仅为

５００ 万个，分别是 ＡｌｅｘＮｅｔ 和 ＶＧＧＮｅｔ 参数量的 １ ／ １２
和 １ ／ ３６，对计算机硬件条件要求相对较低。
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（ｂ） Ｉｎｃｅｐｔｉｏｎ 模块网络结构

图 ４　 ＧｏｏｇＬｅＮｅｔ 网络结构

Ｆｉｇ． ４　 ＧｏｏｇＬｅＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２．２　 ＧｏｏｇＬｅＮｅｔ 改进方法

本文 结 合 沥 青 路 面 裂 缝 数 据 集 特 点， 在

ＧｏｏｇＬｅＮｅｔ 原模型的基础上从以下方面进行改进：
（１）ＧｏｏｇＬｅＮｅｔ 原始网络较深，本文所采用的分

类标签数量较少且路面裂缝图像纹理相对简单，因
此， 删 除 ＧｏｏｇＬｅＮｅｔ 原 始 模 型 中 作 用 较 小 的

ＬｏｃａｌＲｅｓｐＮｏｒｍ 结构，并对 Ｉｎｃｅｐｔｉｏｎ 模块和辅助分

类器数量进行删减，在保证准确率满足要求的基础

上，减少模型参数量和计算时间。
（２）Ｉｎｃｅｐｔｉｏｎ 模块的大尺度卷积核有着大感受

野的同时也带来了更多的参数，因此，本文使用 ３ 个

连续的 ３×３ 卷积核替换第一个 ７×７ 卷积核，并在

Ｉｎｃｅｐｔｉｏｎ 模块中使用 ２ 个连续的 ３×３ 的卷积核代替

５×５ 卷积核，在感受野大小不变的同时，能够大大减

少模型参数。
（３）激活函数 ＲｅＬＵ （Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ） ［１３］

收敛速度较快，且增强了网络的稀疏性，但输入小于

０ 时梯度为 ０，该层就会“ｄｉｅ”。 针对这个问题，诞生

了 Ｌｅａｋｙ ＲｅＬＵ［１４］，该函数有效改善了 ＲｅＬＵ 的“ｄｉｅ”
特性，但损失了部分稀疏性，并且增加了运算量。 因

此，本文采用 ＲｅＬＵ与 Ｌｅａｋｙ ＲｅＬＵ组合的方式，即在

普通卷积核后进行 ＲｅＬＵ 操作，在 Ｉｎｃｅｐｔｉｏｎ 模块中 ４
个分支的卷积核后进行 Ｌｅａｋｙ ＲｅＬＵ 操作。

（４）在所有卷积层之后加入批量归一化层

（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ），解决梯度饱和、加快模型

计算速度［１５］，同时在平均池化层后加入 Ｄｒｏｐｏｕｔ 层

４０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



防止过拟合［１６］。

３　 改进 ＧｏｏｇＬｅＮｅｔ 模型测试

３．１　 实验环境及评价指标

本文实验在 Ｗｉｎｄｏｗｓ１０ 操作系统上完成，运行

内存 １６． ０ ＧＢ， ＣＰＵ 为 ＡＤＭ Ｒｙｚｅｎ ７ ４８００Ｕ ｗｉｔｈ
Ｒａｄｅｏｎ Ｇｒａｐｈｉｃｓ， ８ 核 心 １６ 线 程， ＧＰＵ 为 ＡＤＭ
ＲａｄｅｏｎＴＭ Ｇｒａｐｈｉｃｓ，Ｐｙｔｈｏｎ 版本为 ３．８．８，Ｐｙｔｏｒｃｈ 版

本 １．７．１。
本文采用总耗时（训练阶段用时与测试阶段用

时之和） 作为模型的速度评价指标，采用准确率

（Ａｃｃｕｒａｃｙ） 作为模型的精度指标，其数学定义公式为：

Ａｃｃ ＝
ＴＰ ＋ ＴＮ

ＴＰ ＋ ＴＮ ＋ ＦＮ ＋ ＦＰ
（１）

　 　 其中， Ａｃｃ 表示准确率；ＴＰ 表示正样本被正确识

别为正样本的数量；ＴＮ 表示负样本被正确识别为负

样本的数量；ＦＰ 表示负样本被错误识别为正样本的

数量；ＦＮ表示正样本被错误识别为负样本的数量。
３．２　 Ｉｎｃｅｐｔｉｏｎ 模块及辅助分类器数量确定

本文采用 ３ 个、６ 个、９ 个 Ｉｎｃｅｐｔｉｏｎ 模块（自后

向前删减）分别对应 ０ 个、１ 个、２ 个辅助分类器进

行数量交叉验证，能够在尽量减少 Ｉｎｃｅｐｔｉｏｎ 模块数

量的同时，最大程度减少实验量。
ＧｏｏｇＬｅＮｅｔ 原模型中，每 ３ 个 Ｉｎｃｅｐｔｉｏｎ 模块会

有一个辅助分类器，仅在模型训练阶段被激活，将中

间层的分类结果以一定权重（本文设为 ０．３）作为辅

助输出添加到最终结果中，最后一个 Ｉｎｃｅｐｔｉｏｎ 模块

直接连接模型输出部分，无需再添加第 ３ 个辅助分

类器。 因此，３ 个 Ｉｎｃｅｐｔｉｏｎ 模块和 ２ 个辅助分类器

的组合不存在；３ 个 Ｉｎｃｅｐｔｉｏｎ 模块和 １ 个辅助分类

器的组合，添加的辅助分类器与输出部分重合；６ 个

Ｉｎｃｅｐｔｉｏｎ 模块和 ２ 个辅助分类器的情况，添加的第

二个辅助分类器与输出部分重合。 因此，以上 ３ 种

情况不进行试验，交叉验证实验结果见表 ３。
表 ３　 Ｉｎｃｅｐｔｉｏｎ 模块及辅助分类器数量

Ｔａｂ． ３　 Ｎｕｍｂｅｒ ｏｆ Ｉｎｃｅｐｔｉｏｎ ｍｏｄｕｌｅｓ ａｎｄ ａｕｘｉｌｉａｒｙ ｃｌａｓｓｉｆｉｅｒｓ

实验组
序号

Ｉｎｃｅｐｔｉｏｎ
模块数量

辅助分类器
数量

准确率 ／
％

耗时 ／
ｍｉｎ

１ ３ ０ ４６．５ ４２．８
２ ６ ０ ７９．６ ６０．４
３ ６ １ ８０．２ ６８．３
４ ９ ０ ８０．６ ７４．８
５ ９ １ ８１．８ ７８．５
６ ９ ２ ８２．５ ８０．７

　 　 由表 ３ 可见，相较于实验 ６（原模型），实验 １ 虽

然耗时减少了 ３７． ９ ｍｉｎ，但准确率大幅度下降了

３７．９％。实验 ２ 和实验 ３ 在耗时大幅度减少的同时，
准确率分别下降了 ２．９％、２．３％。 实验 ４ 和实验 ５ 的

准确率分别下降了 １． ９％、０． ７％，耗时分别减少了

５．９ ｍｉｎ、２．２ ｍｉｎ，整体变化相对较少。 实验 ２ 相较

于实验 ３，模型复杂度及耗时都减少的同时，准确率

仅下降了 ０．６％。 综上，本文采用实验组 ２ 中 ６ 个

Ｉｎｃｅｐｔｉｏｎ 模块、以及不添加辅助分类器的方案。
３．３　 改进 ＧｏｏｇＬｅＮｅｔ 网络结构

基于以上修改方案，改进后的 ＧｏｏｇＬｅＮｅｔ 网络

结构如图 ５ 所示。
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（ｂ） 改进后 Ｉｎｃｅｐｔｉｏｎ 模块网络结构

图 ５　 改进 ＧｏｏｇＬｅＮｅｔ 网络结构

Ｆｉｇ． ５　 Ｉｍｐｒｏｖｅｄ ＧｏｏｇＬｅＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３．４　 改进 ＧｏｏｇＬｅＮｅｔ 与原模型对比测试

为了在模型训练效果和硬件设备条件之间取得

平衡，在模型训练阶段，批尺寸设为 １６，迭代次数设

为 ５００，初始学习率设为 ０．００１，损失函数采用交叉

熵函数， Ｄｒｏｐｏｕｔ 率设为 ０．４。
分别使用训练好的 ＧｏｏｇＬｅＮｅｔ 原模型与改进模

型在测试集上进行测试，结果见表 ４，损失值和准确

率随迭代次数的变化如图 ６ 所示。
　 　 由表 ４ 可见，原始 ＧｏｏｇＬｅＮｅｔ 模型在测试集上

的准确率为 ８２．８％，总耗时为 ８０．７ ｍｉｎ，相比之下，
改进 ＧｏｏｇＬｅＮｅｔ 模型的准确率能够达到 ８８．４％，提
升了 ５． ６％，总耗时为 ４８． ２ ｍｉｎ，减少了 ３２． ５ ｍｉｎ
（４０．３％）；相较于不含干扰因素的图像，ＧｏｏｇＬｅＮｅｔ 原

５０２第 ３ 期 唐港庭， 等： 基于改进 ＧｏｏｇＬｅＮｅｔ 的沥青路面裂缝识别算法



模型与改进模型对含有干扰因素图像识别准确率分

别降低了 ２．１％、３．６％，下降幅度在可接受范围内。
表 ４　 模型测试结果

Ｔａｂ． ４　 Ｍｏｄｅｌ ｔｅｓｔ ｒｅｓｕｌｔｓ

ＧｏｏｇＬｅＮｅｔ
模型

测试集

准确率 ／ ％
不含干扰因素

图像准确率 ／ ％
含有干扰因素

图像准确率 ／ ％
总耗时 ／

ｍｉｎ

原模型 ８２．８ ８３．９ ８１．８ ８０．７

改进模型 ８８．４ ９０．２ ８６．６ ４８．２
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图 ６　 损失值、准确率随迭代次数变化率

Ｆｉｇ． ６　 Ｔｈｅ ｃｈａｎｇｅ ｒａｔｅｓ ｏｆ ｌｏｓｓ ｖａｌｕｅ ａｎｄ ａｃｃｕｒａｃｙ ｗｉｔｈ ｉｔｅｒａｔｉｏｎ

ｔｉｍｅｓ

　 　 由图 ６ 可见，模型损失值和准确率随迭代次数

增加逐渐趋于稳定，ＧｏｏｇＬｅＮｅｔ 改进模型相较于原

模型，模型收敛速度和损失值下降速度都有所提升。

４　 结束语

传统图像识别算法在面对复杂路面情况（积

水、强光、阴影等）时，识别效果有较大提升空间，本
文针对性地采集了存在各类干扰因素的路面图像，
构建了沥青路面裂缝数据集，并提出了一种基于改

进 ＧｏｏｇＬｅＮｅｔ 的沥青路面裂缝识别算法。 实验结果

表明，ＧｏｏｇＬｅＮｅｔ 改进算法在本文所构建的沥青路

面裂缝数据集上，准确率能达到 ８８． ４％，总耗时

４８．２ ｍｉｎ，相较于 ＧｏｏｇＬｅＮｅｔ 原始模型，准确率提升

了 ５．６％，总耗时减少了 ３２．５ ｍｉｎ（４０．３％），并且模型

收敛速度和损失值下降速度都明显加快；相较于不

含干扰因素的图像，本文所构建数据集训练出的

ＧｏｏｇＬｅＮｅｔ 原模型与改进模型，对于含有干扰因素

的图像识别准确率分别降低了 ２．１％、３．６％，下降幅

度在可接受范围内。 因此，本文所构建的沥青路面

裂缝数据集以及提出的改进 ＧｏｏｇＬｅＮｅｔ 算法，可为

道路检测、裂缝识别、无人驾驶等研究提供帮助。
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