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改进型 ＤＶ－Ｈｏｐ 定位模型及其求解的混合视觉进化神经网络
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摘　 要： 针对 ＤＶ－Ｈｏｐ 定位模型跳距估计精度低且难准确获取未知节点位置的问题，提出改进型 ＤＶ－Ｈｏｐ 定位优化模型及

其求解的混合视觉进化神经网络优化算法。 ＤＶ－Ｈｏｐ 定位模型设计中，引入 ４ 种通信半径细化节点间的跳数计算，并利用动

态权重因子修正最小跳数及平均跳距计算模型，获得改进型 ＤＶ－Ｈｏｐ 的计算模型。 算法设计中，依据果蝇和蝗虫视觉系统的

信息处理机制，建立输出全局和局部学习率的混合视觉神经网络，进而在此神经网络的输出引导下，借助哈里斯鹰优化算法

中哈里斯鹰的位置更新策略设计状态更新策略，由此获得能求解 ＤＶ－Ｈｏｐ 定位问题的视觉进化神经网络优化算法。 比较性

的数值实验显示，该算法求解基准函数优化问题具有明显优势，并对未知节点的定位精度高且收敛速度快。
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０　 引　 言

无线传感器网络（Ｗｉｒｅｌｅｓｓ ｓｅｎｓｏｒ ｎｅｔｗｏｒｋ，ＷＳＮ）
是一种分布式自组织网络，是通过节点间相互协作实

现对指定监控对象的数据感知、采集和处理，并将数

据传输给用户；因其节点具有体积小、成本低、布设灵

活及功耗低等特点［１］，使得传感器在诸如环境监测、
医疗、军事、智能家居等领域中具有广阔发展前景［２］。
ＷＳＮ 定位包括测距定位和非测距定位［３］。 前者需通

过测量节点间的实际距离或利用方位角进行准确定

位，但硬件投入高。 相反，后者依据网络的连通性进

行定位，其成本低、功耗小、抗干扰性能好，且实用性

强。 距离矢量跳数（Ｄｉｓｔａｎｃｅ Ｖｅｃｔｏｒ－Ｈｏｐ，ＤＶ－Ｈｏｐ）
节点定位算法是一种基于 ＧＰＳ 定位的非测距定位方

法，也是目前 ＷＳＮ 中应用最为广泛的算法之一［４］。
由于其节点定位精度主要依赖 ＷＳＮ 的连通度完成对

未知节点的定位，加之初始节点的分布具有随机性以

及采用最小二乘法或数值迭代法估计未知节点的位

置［５－７］，导致节点的定位性能有待提升。 例如，Ｋａｕｒ
等学者［５］利用高斯－牛顿法估计未知节点的位置，能



够提高未知节点的定位精度，但计算复杂度高。 张兢

等学者［６］基于 ＲＳＳＩ 与加权质心定位，将已被定位的

未知节点转化为锚节点，进而对剩余节点定位，得到

的算法能有效解决因节点连通度小而出现定位精度

低的问题，但定位效果受环境干扰因素的影响较大。
Ｍａ 等学者［７］提出一种基于多通信半径的定位算法，
其通过锚节点多次广播，计算锚节点与未知节点间的

最小跳数，但未涉及未知节点间的最小跳数计算问

题。 另外，智能优化算法已初步被用于未知节点的定

位［８－９］。 例如，褚银菲等学者［８］利用改进型差分进化

算法对未知节点进行定位，相较于 ＤＶ－Ｈｏｐ 定位算

法，能较大地提高定位精度，但性能受参数的影响较

大，且种群多样性易于过早消失。
另一方面，视觉神经网络作为一种模拟视觉神

经元响应特性而建立的前馈神经网络已得到可观研

究进展，迄今为止则应用于机器人导航、目标跟踪、
碰撞检测等方面［１０－１２］。 Ｆｕ 等学者［１０］利用果蝇与蝗

虫两种生物的视觉响应特性，提出一种混合神经网

络模型，并已用于机器人的运动跟踪与导航。 另外，
本文研究团队围绕视觉运动检测和最优化问题的求

解，从视觉神经网络模型研究及应用角度已展开一

些研究；例如，针对平移、旋转等运动模式的识别，利
用蝗虫与猕猴等生物中的视觉响应特性提出人工蝗

虫视觉神经网络［１３］；基于视觉信息处理机制与种群

进化或梯度下降思想，获得可调参数少且寻优精度

高的视觉进化、学习神经网络［１４－１６］，并将其应用于

ＲＳＳＩ 定位、复杂高维优化问题的求解，但算法的定

位精度及搜索效果的稳定性有待提高。
综上，基于现有求解 ＤＶ－Ｈｏｐ 节点定位问题的

研究现状，本文在建立改进型节点跳数、平均跳距计

算模型基础上，基于果蝇视觉、蝗虫视觉信息处理机

制及哈里斯鹰优化的种群更新策略，提出一种混合

视觉进化神经网络（Ｈｙｂｒｉｄ ｖｉｓｕａｌ ｅｖｏｌｕｔｉｏｎａｒｙ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ，ＨＶＥＮＮ），并用于 ＤＶ－Ｈｏｐ 的节点定位。

１　 改进型 ＤＶ－Ｈｏｐ 模型与求解准备

１．１　 ＤＶ－Ｈｏｐ 的距离计算

假定 ＷＳＮ 由 ｍ个锚节点和 ｎ个未知节点构成，
锚节点 ｉ 和未知节点 ｊ 的位置分别为 Ａｉ（ｘｉ，ｙｉ） 及

Ｏ ｊ（ｘ ｊ，ｙ ｊ），１ ≤ ｉ ≤ ｍ， １ ≤ ｊ ≤ ｎ。 基本 ＤＶ－Ｈｏｐ 定

位方法经由锚节点与未知节点间的最小跳数以及锚

节点的平均跳距计算未知节点到锚节点的距离。 具

体如下：
首先，ＷＳＮ 网络中一个锚节点（例如节点 Ａ） 向

所有其它锚节点和未知节点均发送一个包含自身位

置、跳数和地址的包，跳数初始值为 ０；然后，距离节

点 Ａ 最近的锚节点（例如节点 Ｂ） 向剩余的锚节点

和未知节点也发送一个同类型的包。 如此继续，直
到所有锚节点均发送自身的包为止。 之后，经由

ＤＶ－Ｈｏｐ 的节点跳数计算方法［４］，可获 ＷＳＮ 中锚节

点 Ａｉ 到锚节点 Ａ ｊ 的最小跳数 ｈｏｐｉｊ 及到未知节点 Ｏ ｊ

的最小跳数 Ｈｏｐｉｊ。 其次，节点 Ａｉ 依据式（１） 得到自

身的平均跳距：

Ａｈｏｐｉ ＝
∑ １≤ｊ≤ｍ， ｊ≠ｉ

　
（ｘｉ － ｘｊ ）２ ＋ （ｙｉ － ｙｊ ）２

∑ １≤ｊ≤ｍ， ｊ≠ｉ
ｈｏｐｉｊ

（１）

进而， 经由式（２） 计算 Ｏ ｊ 到 Ａｉ 的距离：
ｄ ｊｉ ＝ Ａｈｏｐｉ × Ｈｏｐｉｊ （２）

１．２　 改进型节点定位优化模型

由于未知节点的位置具有不确定性，加之节点

的位置分布不均匀，导致 ＤＶ－Ｈｏｐ 定位算法存在以

下缺陷：
（１） 在计算锚节点与未知节点的距离时，通过

把节点间的连线当作直线来计算最小跳数值，导致

因传感器节点的分布不均匀，跳数的计算存在误差。
（２） 锚节点与未知节点间的距离是通过节点间

的平均跳距而获得，进而因平均跳距、跳数的计算误

差，使得未知节点的定位精度受到极大影响。
针对 ＤＶ－Ｈｏｐ 定位存在的以上缺陷，这里对锚

节点到锚节点和锚节点到未知节点的最小跳数

（ｈｏｐｉｊ、Ｈｏｐｉｊ） 以及平均跳距计算模型做如下改进：
（１） 改进型最小跳数计算模型。 假设锚节点 Ａ

的通信半径为 Ｒ，以其为圆心，Ｒ、３Ｒ ／ ４、Ｒ ／ ２、Ｒ ／ ４ 为

半径产生 ４个同心圆，如图 １所示。 锚节点 Ａ以 Ｒ ／ ４
为半径向网络中泛洪广播数据，接收到节点 Ａ 信号

的未知节点首先查询是否接收到过该节点的跳数；
若有，则维持之前跳数信息不变；否则，将未知节点

与该节点 Ａ 间的跳数记为 １ ／ ４ 跳。 以此类推，直到

节点 Ａ 以 Ｒ 为半径向网络中泛洪广播数据为止。
若节点 Ａｉ 与 Ｏ ｊ 的实际距离为 ｄ，则最小跳数

Ｈｏｐｉｊ 经由式（３） 确定：

Ｈｏｐｉｊ ＝

１
４
　 ０ ＜ ｄ ≤ Ｒ

４
１
２
　 Ｒ

４
＜ ｄ ≤ Ｒ

２
３
４
　 Ｒ

２
＜ ｄ ≤ ３Ｒ

４

１　 ３Ｒ
４

＜ ｄ ≤ Ｒ

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ï
ï

（３）
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图 １　 ４ 种通信半径下的广播跳数

Ｆｉｇ． １　 Ｎｕｍｂｅｒ ｏｆ ｂｒｏａｄｃａｓｔ ｈｏｐｓ ａｔ ｆｏｕｒ ｃｏｍｍｕｎｉｃａｔｉｏｎ ｒａｄｉｉ

　 　 其次， 在锚节点 Ａｉ 与未知节点间引入如下加权

因子：

Ｗｉ ＝

１
ｈｏｐｉｊ

∑ ｎ

ｊ ＝ １

１
ｈｏｐｉｊ

（４）

　 　 获得节点 Ａｉ 到 Ｏ ｊ 的如下改进型最小跳数计算

模型：

ＮＨｏｐｉｊ ＝ ∑
ｎ

ｊ ＝ １
ＷｉＨｏｐｉｊ （５）

　 　 （２） 改进型平均跳距计算模型。 获得锚节点 Ａｉ

与 Ａ ｊ 间的最小跳数 ｈｏｐｉｊ 后，经由式（６） 计算锚节点

Ａｉ 的平均跳距：

Ａｈｏｐｉ ＝
∑ ｉ≠ｊ

ｈｏｐｉｊ × ｄｉｊ

∑ ｉ≠ｊ
ｈｏｐ２

ｉｊ

（６）

　 　 在此， ｄｉｊ 为锚节点 Ａｉ 到 Ａ ｊ 的距离。 进而，基于

二者的最小跳数 ｈｏｐｉｊ 和式（６），获得二者间的距离

估计模型：

ｄ^ｉｊ ＝ Ａｈｏｐｉ × ｈｏｐｉｊ （７）
　 　 另一方面，为进一步减小跳数计算误差，利用锚

节点间的实际距离与估计距离误差修正 Ａｈｏｐｉ， 即：

ＮＡｈｏｐｉ ＝ ∑
ｍ

ｉ ＝ １
εｉ Ａｈｏｐｉ （８）

εｉ ＝
∑ ｉ≠ｊ

（ ｄ^ｉｊ － ｄｉｊ）

∑ ｉ≠ｊ
ｈｏｐｉｊ

（９）

　 　 其中， εｉ 为锚节点 ｉ 的平均每跳误差。 最后，由
该跳距和跳数求出未知节点 Ｏ ｊ 到锚节点 Ａｉ 的距离，
即：

ｄ ｊｉ ＝ ＮＡｈｏｐｉ × ＮＨｏｐｉｊ （１０）
　 　 结合式（１０）， ｎ 个未知节点的位置估计问题可

通过求解如下 ＤＶ－Ｈｏｐ 模型（ＤＶ－Ｈｏｐ ｍｏｄｅｌ， ＤＶ－
Ｈｏｐ－Ｍ）加以解决：

ｍｉｎ ｆ ｘ( ) ＝ ∑
ｍ

ｉ ＝ １
∑

ｎ

ｊ ＝ １

　
（ｘ ｊ － ｘｉ ） ２ ＋ （ｙ ｊ － ｙｉ ） ２ － ｄ ｊｉ

（１１）
其中， ｘ 表示 ｎ 个未知节点的位置坐标构成的

决策向量。
１．３　 模型求解准备

考虑如下最优化问题：
ｍｉｎ
ｘ∈Ｄ

ｆ（ｘ） （１２）

　 　 其中， Ｄ 为 ｐ 维欧式空间中有界闭区域； ｆ（ｘ）
为连续型函数；称 ｘ∗ 为最优解，若对于 Ｄ 中任意候

选解或称为状态的 ｘ，均有 ｆ（ｘ∗） ≤ ｆ（ｘ）。 取Ｍ × Ｎ
个状态构成抽象的状态矩阵 Ａ， 即 Ａ ＝ （ｘｉｊ）Ｍ×Ｎ；将
状态 ｘ 对应的目标函数值 ｆ（ｘ） 视为灰度值或光强

度，Ａ 中各状态对应的灰度值构成的灰度图记作

ｆ（Ａ）。 第 ｔ时刻的状态矩阵Ａ（ ｔ ） 对应的灰度图记为

ｆ（Ａ（ ｔ））。 在此， Ａ（ ｔ） ＝ （ｘ（ ｔ）
ｉｊ ）Ｍ×Ｎ，相应的灰度图为

ｆ（Ａ（ ｔ））。 以 ｆ（Ａ（ ｔ）） 作为视觉输入图像，借助果蝇、
蝗虫视觉系统的信息处理机制，在已有神经网

络［１７－１８］ 基础上，建立混合型视觉神经网络（Ｈｙｂｒｉｄ
ｖｉｓｕａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＨＶＮＮ）。 随后，借助此神经网

络输出的局部行为量 λ ｉｊ（ ｔ）、全局行为量 ρ（ ｔ），以及

哈里斯鹰优化的种群更新策略，经由式（１３） 转移状

态矩阵Ａ（ ｔ） 中状态 ｘ（ ｔ）
ｉｊ 为 ｘ（ ｔ ＋１）

ｉｊ ：
ｘ（ ｔ ＋１）
ｉｊ ＝ ｘ（ ｔ）

ｉｊ ＋ Δ（ｘ（ ｔ）
ｉｊ ， λ ｉｊ（ ｔ）， ρ（ ｔ）），

１ ≤ ｉ ≤ Ｍ， １ ≤ ｊ ≤ Ｎ （１３）
　 　 在此， λ ｉｊ（ ｔ） 和 ρ（ ｔ） 作为调节因子引导状态的

转移。

２　 混合视觉进化神经网络

２．１　 混合视觉神经网络

人工果蝇视觉神经网络 （ Ａｒｔｉｆｉｃｉａｌ ｆｌｙ ｖｉｓｕａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＡＦＶＮＮ） ［１７］ 与蝗虫视觉神经网络

（Ｌｏｃｕｓｔ ｖｉｓｕａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＬＶＮＮ） ［１８］ 是分别源

于果蝇、蝗虫视觉信息处理机制的前馈神经网络。
ＡＦＶＮＮ 由 ４ 个 视 觉 信 息 处 理 层 （ 光 感 受 器

（Ｐｈｏｔｏｒｅｃｅｐｔｏｒ）、视网膜（Ｒｅｔｉｎａ）、薄膜（Ｌａｍｉｎａ）、髓
质（Ｍｅｄｕｌｌａ））和一个小叶板切向细胞（Ｌｏｂｕｌａ ｐｌａｔｅ
ｔａｎｇｅｎｔｉａｌ ｃｅｌｌ， ＬＰＴＣ）构成；在此，光感受器接收视

觉环境中的光亮强度；视网膜将光感受器获取的光

亮强度经平滑处理，提取运动目标；薄膜层经侧抑制

机制产生刻画运动目标变化状态的兴奋量；髓质层

输出运动目标的局部方向行为量；ＬＰＴＣ 汇集所获

局部方向行为量，并产生刻画运动目标变化状态的

全 局 方 向 行 为 量。 ＬＶＮＮ 由 光 感 受 器 层
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（ Ｐｈｏｔｏｒｅｃｅｐｔｏｒ ）、 兴 奋 层 （ Ｅｘｃｉｔａｔｉｏｎ ）、 抑 制 层

（Ｉｎｈｉｂｉｔｉｏｎ）、兴奋抑制合成层（ Ｓｔｉｍｕｌａｔｉｏｎ）和一个

蝗虫视觉神经元构成。 在此，兴奋层和抑制层接收

当前及上一时刻的灰度图；兴奋抑制合成层汇聚此

２ 层输出的行为量，并经由侧抑制获取运动目标的

局部方向行为量；蝗虫视觉神经元聚合此局部方向

行为量，并产生刻画运功目标变化状态的全局运动

方向行为量。 ＡＦＶＮＮ 和 ＬＶＮＮ 的视觉神经生理学

理论和设计原理可由文献［１７－１８］ 获知。 由于果蝇与

蝗虫的视觉系统均具有特征提取和运动方向检测神

经元，所以如此 ２ 种神经网络均能输出刻画运动目

标逼近、偏离摄像头的全局运动方向量。
　 　 ＨＶＮＮ 由 ＡＦＶＮＮ 中的 Ｒｅｔｉｎａ、Ｌａｍｉｎａ、Ｍｅｄｕｌｌａ、
ＬＰＴＣ 以及 ＬＶＮＮ 中的 Ｉｎｈｉｂｉｔｉｏｎ、 Ｓｔｉｍｕｌａｔｉｏｎ 层构

成，其拓扑结构如图 ２ 所示。 各层的设计如下：
（１） Ｒｅｔｉｎａ： 由 Ｍ × Ｎ 个 Ｒｅｔｉｎａ 节点以矩阵形

式排列而成， 节点（ ｉ， ｊ） 在 ｔ 时刻接收 Ａ（ ｔ） 中状态

ｘ（ ｔ）
ｉｊ 对应的光强度 ｆ（ｘ（ ｔ）

ｉｊ ）， 并经由式（１４）生成光强

度偏差量：
ｅｉｊ（ ｔ） ＝ ｆ（ｘ（ ｔ －１）

ｉｊ ） － ｆ（ｘ（ ｔ）
ｉｊ ） （１４）

视网膜层

薄膜层

抑制层

髓质层

激励层

小叶板切向细胞

λij(t) ρ(t)

图 ２　 混合视觉神经网络

Ｆｉｇ． ２　 Ｈｙｂｒｉｄ ｖｉｓｕａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 若节点 （ ｉ， ｊ） 处的状态未被激活，则经由以下

扰动策略激活：

ｙｉｊ（ｔ）＝
ｘ（ｔ）
ｉｊ ＋

ｆ（ｘ（ｔ）
ｉｊ ） － ｍｉｎ

ｍａｘ － ｍｉｎ
（１ － ｔ

Ｇｍａｘ
）ζ　 ｉｆ ｅｉｊ（ｔ）＝ ０

ｘ（ ｔ）
ｉｊ 　 　 　 　 　 　 　 　 　 　 　 ｅｌｓｅ

ì

î

í

ï
ï

ïï

（１５）
其中， ζ 是每个分量在 ０ 与 １ 之间服从均匀分

布的随机向量；ｍａｘ 与 ｍｉｎ 分别是 Ａ（ ｔ） 中所有状态

对应的灰度值中最大和最小值；Ｇｍａｘ 为最大时间

步。 记Ｂ（ ｔ） ＝ （ｙｉｊ（ ｔ））Ｍ×Ｎ。
于是，节点（ ｉ， ｊ） 的光强度偏差量由式（１６） 确

定：

ｍｉｊ（ ｔ） ＝
ｅｉｊ（ ｔ）　 　 　 　 　 　 ｅｉｊ ≠ ０

ｆ（ｙｉｊ（ ｔ）） － ｆ（ｘ（ ｔ）
ｉｊ ）　 ｅｌｓｅ{ （１６）

（２） Ｌａｍｉｎａ：由果蝇的 ｃａｒｔｒｉｄｇｅ （ｃａｒｔ）和蝗虫的

Ｉｎｈｉｂｉｔｉｏｎ （Ｉ）层构成，每个子层的节点数均为 Ｍ ×
Ｎ。 ｃａｒｔｒｉｄｇｅ 层经由对 Ｒｅｔｉｎａ 层做扩边处理后，ｃａｒｔ
节点 （ ｉ， ｊ） 将接收 Ｒｅｔｉｎａ 层中对应节点处 ３×３ 邻域

内节点的光强度偏差量，并经由高斯卷积获输出行

为量，即：

ｃａｒｔｉｊ（ ｔ） ＝ １
ｗ∑ ０≤ｋ，ｌ≤２

ｗｋｌ ｍｉ ＋ｋ－１， ｊ ＋ｌ －１（ ｔ） 　 ｋ， ｌ ≠ １

（１７）
　 　 其中， ｗ 是下列权重矩阵的元素之和：

Ｗ ＝
１ １ １
１ ２ １
１ １ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

　 　 这里， ｗｋｌ 是 Ｗ 中位置（ｋ， ｌ） 处的元素。
Ｉｎｈｉｂｉｔｉｏｎ 层对 ｃａｒｔｒｉｄｇｅ 层做扩边处理后，节点

（ ｉ， ｊ） 接收来自 ｃａｒｔｒｉｄｇｅ 层中对应节点的 ３×３ 邻域

内节点的行为量，并经由以下侧抑制策略获得该节

点的抑制量［１５］：

Ｉｉｊ（ ｔ） ＝ ∑
１

ｉ ＝ －１
∑

１

ｊ ＝ －１
ｃａｒｔ ｉ， ｊ( ) ｗＩ ｉ， ｊ( ) （１８）

　 　 其中， ｉ， ｊ( ) ≠ ０，０( ) ，ｗＩ（ ｉ， ｊ） 是局部抑制权

重，即下列权重矩阵中位置（ ｉ， ｊ） 处的元素：

ｗＩ ＝
１ ２ １
２ ４ ２
１ ２ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

　 　 （３） Ｍｅｄｕｌｌａ：此层由 ｍ１、ｍ２ 两个节点子层构

成，且各层的规模均为 Ｍ × Ｎ。 ｍ１ 节点（ ｉ， ｊ） 首先

接收 Ｉｎｈｉｂｉｔｉｏｎ 层中节点 （ ｉ， ｊ） 的 ３×３ 邻域内节点

的输出，然后基于单向 ＥＭＤ 运动方向检测器［１９］，获
得输出行为量：
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　 ｍ１（ｉ， ｊ ｜ ｉ ＋ ｋ， ｊ ＋ ｌ） ＝ Ｉｉ＋ｋ， ｊ ＋ｌ（ｔ）ｇ（Ｉｉｊ（ｔ）） －
　 Ｉ（ｉ， ｊ）ｇ（Ｉｉ＋ｋ， ｊ ＋１（ｔ））　 － １ ≤ ｋ，ｌ ≤１，ｋ，ｌ ≠０

（１９）
　 　 随后，ｍ２ 节点（ ｉ， ｊ） 经由与之匹配的ｍ１ 节点处

３ × ３ 邻域内节点的方向量， 以及 ＡＦＶＮＮ 中［１７］

Ｍｅｄｕｌｌａ 的设计，获得该节点在水平、竖直方向的方

向量 ｍ２ｈ（ ｉ， ｊ） 及 ｍ２ ｖ（ ｉ， ｊ）。
（４）Ｓｔｉｍｕｌａｔｉｏｎ：由 Ｍ × Ｎ 个节点以矩阵形式排

列而成，节点（ ｉ， ｊ） 接收 ｍ２ 节点（ ｉ， ｊ） 在水平、竖直

方向的输出行为量，进而通过改进文献［１２］ 中激励层

的设计，经由式（２０） 获得该节点在水平和竖直方向

的行为量：

λ ｉｊ（ ｔ） ＝ 　
Ｇｈ２（ ｉ， ｊ） ＋ Ｇｖ２（ ｉ， ｊ） （２０）

　 　 其中，
Ｇｈｉｊ（ ｔ） ＝ ｍ２ｈ ｉ， ｊ( ) Ｃｅｈ ｉ， ｊ( ) ｗ －１

ｈ （２１）
Ｇｖｉｊ（ ｔ） ＝ ｍ２ｖ（ ｉ， ｊ）Ｃ ｅｖ（ ｉ， ｊ） ｗ －１

ｖ （２２）
　 　 其中， Ｃｅｈ（ ｉ， ｊ） 和 Ｃｅｖ（ ｉ， ｊ） 由文献［１２］ 的

Ｓｔｉｍｕｌａｔｉｏｎ 层设计确定。
（５） ＬＰＴＣ：借助 Ｓｔｉｍｕｌａｔｉｏｎ 层中节点在水平、

竖直方向的方向量，获得 ＬＰＴＣ 的输出，即：

ρ（ ｔ） ＝ １
Ｍ ＋ Ｎ∑

Ｍ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
Ｓｉｇｍｏｉｄ（Ｇｈ（ ｉ， ｊ） ＋

Ｇｖ（ ｉ， ｊ）） （２３）
需要指出的是， ＨＶＮＮ 与 ＡＦＶＮＮ 及 ＬＶＮＮ 在

设计上存在较大差异，主要体现在 ４ 个方面，分述如

下。
（１）结构设计不同：ＨＶＮＮ 是在 ＡＦＶＮＮ 基础

上，经由利用 ＬＶＮＮ 的 Ｉｎｈｉｂｉｔｉｏｎ、Ｓｔｉｍｕｌａｔｉｏｎ 层分别

取代 ＡＦＶＮＮ 中侧抑制层及 ｍ２ 节点层而获得。
ＨＶＮＮ 的各层均由 Ｍ × Ｎ 个神经节点按矩阵形式排

列表示，而 ＡＦＶＮＮ 中各层的神经节点数随层数的

递增而逐渐减少；ＬＶＮＮ 不含视觉信息投影层，信息

处理层过于单一。
（２）视觉信息处理存在差异：ＨＶＮＮ 利用 ＬＶＮＮ

的 Ｉｎｈｉｂｉｔｉｏｎ 层执行侧抑制，而 ＡＦＶＮＮ 通过分流抑

制动力学模型计算兴奋与抑制量；也利用 ＬＶＮＮ 的

Ｓｔｉｍｕｌａｔｉｏｎ 层生成神经节点的局部方向行为量。

（３）ＨＶＮＮ 利用扰动策略激活状态不变的节

点，而 ＡＦＶＮＮ 未含状态扰动策略。
（４）应用对象不同：ＡＦＶＮＮ 和 ＬＶＮＮ 用于运动

目标检测，而 ＨＶＮＮ 适用于求解最优化问题。
２．２　 状态更新

经由式（１６）获知， 状态矩阵Ａ（ ｔ） 经由 ＨＶＮＮ 中

Ｒｅｔｉｎａ 层作用后变为 Ｂ（ ｔ）。 此状态矩阵中每个状态

ｙ（ ｔ）
ｉｊ 依据 ＨＶＮＮ 的 Ｓｔｉｍｕｌａｔｉｏｎ 层中节点 （ ｉ， ｊ） 输出

的行为量 λ ｉｊ（ ｔ） （局部学习率）、ＬＰＴＣ 输出的行为

量 ρ（ ｔ） （全局学习率），以及哈里斯鹰优化算法［２０］

中哈里斯鹰的位置更新策略进行状态更新；在此，将
哈里斯鹰 （ ｉ， ｊ） 的位置视为 Ａ（ ｔ） 中位置（ ｉ， ｊ） 处的

状态。 Ｂ（ ｔ） 中状态ｙ（ ｔ）
ｉｊ 借助哈里斯鹰的局部与全局

捕食策略，经由式（２４）进行更新：

ｘ（ ｔ ＋１）
ｉｊ ＝

ｙ－ （ ｔ）
ｉｊ 　 Ｅ ≥ １

ｚ（ ｔ）ｉｊ 　 ｅｌｓｅ{ （２４）

　 　 其中， Ｅ 为最大时间步 Ｔ 下猎物的逃逸能量，
即：

Ｅ ＝ ２（２ ｒ１ － １）（１ － ｔ
Ｔ
） （２５）

　 　 在此， ｒ１ ～ Ｕ － １，１( ) 。 ｙ－ （ ｔ）
ｉｊ 是经由哈里斯鹰

（ ｉ， ｊ） 在全局学习率 ρ（ ｔ） 引导下，经由全局开采策

略生成的位置，即

ｙ－ （ ｔ）
ｉｊ ＝

ｘ（ ｔ）
ｒａｎｄ － ρ（ ｔ） ｘ（ ｔ）

ｒａｎｄ － ２ ｒ１ ｙ（ ｔ）
ｉｊ 　 　 ζ ≥０．５

（ｙ（ ｔ）
ｐｂ － ｘ（ ｔ）

ｍ ） － ｒ２ ａ ＋ ｒ３ ｂ － ａ( )[ ] ｅｌｓｅ{
（２６）

　 　 其中， ζ、ｒ２ 和 ｒ３ 为［０，１］ 上的随机数， ａ及 ｂ分

别为第１．３节所述候选解所在区域Ｄ中各维度的左、
右端点值构成的向量；ｘ（ ｔ）

ｒａｎｄ 是随机生成的状态； ｘ（ ｔ）
ｍ

为 Ａ（ ｔ） 中所有状态的平均（即 Ｍ × Ｎ 只哈里斯鹰的

平均位置）；ｙ（ ｔ）
ｐｂ 为 Ｂ（ ｔ） 中最好的状态。

在式（２６）中， ρ（ ｔ） 作为全局学习率被引入到

第一式中，其主要作用在于调节所有哈里斯鹰的位

置转移幅度，增强全局开采能力；第二式的目的是强

化哈里斯鹰位置的普遍历性，扩大捕食范围。
ｚ（ ｔ）ｉｊ 是哈里斯鹰（ ｉ， ｊ） 在局部学习率λ ｉｊ（ ｔ） 引导

下，经由局部开采策略获得的移动位置，即：

ｚ（ ｔ） ＝
ｘ（ ｔ）
ｐｂ － ｙ（ ｔ）

ｉｊ － λ ｉｊ（ ｔ） × Ｅ ２ １ － ｒ５( ) ｘ（ ｔ）
ｐｂ － ｙ（ ｔ）

ｉｊ 　 　 Ｅ ≥ ０．５，ｒ ≥ ０．５

ｘ（ ｔ）
ｐｂ － λ ｉｊ（ ｔ） × Ｅ ｘ（ ｔ）

ｐｂ － ｙ（ ｔ）
ｉｊ 　 　 　 　 　 　 　 　 　 Ｅ ＜ ０．５，ｒ ≥ ０．５

ｍｉｎ（ｙ（ ｔ）
ｉｊ ，Ｙ（ ｔ）

ｉｊ ，Ｚ（ ｔ）
ｉｊ ）　 　 　 　 　 　 　 　 　 　 　 　 　 ｅｌｓｅ

ì

î

í

ï
ï

ïï

（２７）
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　 　 其中， ｒ ～ Ｕ（０，１）， 进而推得：
Ｙ（ ｔ）

ｉｊ ＝ ｘ（ ｔ）
ｐｂ － λ ｉｊ（ ｔ） × Ｅ ２（１ － ｒ５） ｘ（ ｔ）

ｐｂ － ｙ（ ｔ）
ｉｊ （２８）

　 　 　 　 Ｚ（ ｔ） ＝ Ｙ（ ｔ）
ｉｊ ＋ ０．０１ × ｕσ

ｖ
１
β

Ｉ （２９）

　 　 　 σ ＝ Γ（１ ＋ β）ｓｉｎ（πβ ／ ２）
Γ （１ ＋ β） ／ ２[ ] β × ２（β －１） ／ ２{ }

１ ／ β

（３０）

　 　 其中， Ｉ是由 ０ ～ １ 之间随机生成的 ｐ 个值构成

的列向量；ｕ 和 ｖ 为［０，１］ 上的随机数；β 为常数，设
置为 １．５；σ 是 Ｌｅｖｙ 飞行函数；ｍｉｎ（ｘ，ｙ） 表示 ２ 个 ｐ
维向量 ｘ 与 ｙ 的相同位置处分量的最小值构成的向

量。
在式（２７）中，第一式经由局部学习率 λ ｉｊ（ ｔ） 被

引入到包围猎物搜索策略而获得，其目的在于借助

λ ｉｊ（ ｔ） 引导劣质哈里斯鹰（ ｉ， ｊ） 逐渐朝更有利于捕

食的方向转移； 第二式经由搜索猎物策略而获得，
其目的是增强状态转移的多样性；第三式通过引导

哈里斯鹰进行位置信息交互，确保种群位置的多样

性。
２．３　 ＨＶＥＮＮ 的算法描述

ＨＶＥＮＮ 作为一种循环神经网络，由 ＨＶＮＮ 和

一个 Ｍ × Ｎ 神经节点矩阵顺次连接而成。 ＨＶＮＮ 以

第 ｔ － １、ｔ时刻的状态矩阵 Ａ（ ｔ） 及 Ａ（ ｔ －１） 对应的灰度

图的差图作为输入， 依次经由 Ｒｅｔｉｎａ、 Ｃａｒｔｒｉｄｇｅ、
Ｉｎｈｉｂｉｔｉｏｎ、Ｍｅｄｕｌｌａ、Ｓｔｉｍｕｌａｔｉｏｎ 及神经元 ＬＰＴＣ 做视

觉信息处理，获得的局部学习率和全局学习率在以

上状态转移策略下，引导状态转移。 算法描述如下。
步骤 １　 参数设置：灰度图的分辨率 Ｍ × Ｎ，最

大时间步 Ｔ。
步骤 ２　 置 ｔ←１，随机生成Ｍ × Ｎ个候选解，构

成初始状态矩阵 Ａ（ ｔ）。
步骤 ３　 计算 ｆ （Ａ（ ｔ）），且 Ａ（ ｔ） 中灰度值或目标

值最小的状态，记ｘ（ ｔ）
ｐｂ 和ｘｇｂ。

步骤 ４　 执行 ＨＶＮＮ，将 Ａ（ ｔ ） 转移为 Ｂ（ ｔ ），同时

获得局部学习率λ ｉｊ（ ｔ） 和全局学习率 ρ（ ｔ）。
步骤 ５　 Ａ（ ｔ ） 中所有状态依据式（２４） 执行状

态更新，获得状态矩阵 Ａ（ ｔ ＋ １）。
步骤 ６　 计算 Ａ（ ｔ ＋ １） 对应的灰度图 ｆ（Ａ（ ｔ ＋１）），

并借助 Ａ（ ｔ ＋１） 中的状态，更新ｘｇｂ。
步骤 ７　 置 ｔ ← ｔ ＋ １， 若 ｔ ≤ Ｔ，则返回步骤 ４；

否则，结束且输出ｘｇｂ。
以上算法利用 ＨＶＮＮ 输出的全局学习率控制

状态的变化幅度，防止因状态转移的幅度过大而导

致状态远离最优解的位置，增强算法的收敛性。 同

时，对状态分量进行随机扰动，防止算法过早陷入局

部搜索，增强算法的全局搜索能力。 另外，局部学习

率被用于调节状态局部转移的幅度，增强算法的局

部搜索能力。
ＨＶＥＮＮ 的计算复杂度由 ＨＶＮＮ 和状态更新策

略确定。 在 ＨＶＮＮ 中，Ｒｅｔｉｎａ 层共执行 ＭＮ 次加减

运算；Ｃａｒｔｒｉｄｇｅ 层共运行 ２８ＭＮ 次；Ｉｎｈｉｂｉｔｉｏｎ 层共执

行 １８ＭＮ 次加减法；Ｍｅｄｕｌｌａ 层执行 ２７ＭＮ 次运算；
Ｓｔｉｍｕｌａｔｉｏｎ 层共执行 １２ＭＮ 次乘除法运算、 １０ＭＮ 次

加减运算、 ＭＮ 次求最大值和取绝对值运算；Ｌｏｂｕｌａ
层共执行 ７ＭＮ 次运算。 状态更新模块需要执行

１５ＭＮｐ 次运算以及 ＭＮｍｐ 次目标函数评价，在此 ｍｐ

表示优化问题中目标函数的计算次数。 于是，在一

个执行周期内，ＨＶＥＮＮ 的运行次数为 ＭＮ（ｍｐ ＋
１５ｐ ＋１０４）。 因此，ＨＶＥＮＮ 的计算复杂度由 Ｍ、Ｎ、ｐ
和 ｍｐ 确定。 又因要求 Ｍ、Ｎ 的取值较小，所以算法

的效率由优化问题本身而定。

３　 数值实验

在配置为Ｗｉｎｄｏｗｓ１０／ ＣＰＵ ３．７ ＧＨｚ ／ ＲＡＭ ４．０ ＧＢ ／
Ｍａｔｌａｂ Ｒ２０１８ａ 环境下展开数值实验。 首先，借助基

准函数和参与比较的算法测试 ＨＶＥＮＮ 求解函数优

化问题的性能；其次，将 ＨＶＥＮＮ 应用于 ＤＶ－Ｈｏｐ 节

点定位问题，测试其应用效果和所获锚节点与未知

节点之间的距离计算模型设计的合理性。
３．１　 ＨＶＥＮＮ 的性能测试

选取 ６ 种元启发式随机搜索算法参与 ＨＶＥＮＮ
的比较，即灰狼优化 （ ＧＷＯ） ［２０］、麻雀搜索算法

（ＳＳＡ） ［９］、飞蛾扑火优化（ＭＦＯ） ［２１］、多元宇宙优化

（ＭＶＯ） ［２２］、蝴蝶优化算法（ＢＯＡ） ［２３］ 及哈里斯鹰优

化（ＨＨＯ） ［２４］。 测试事例包括维度均为 ３０ 的 １３ 种

基准测试函数优化问题 ｆ１ ~ｆ１３ ［２２］，其中 ｆ１ ~ｆ７ 是单峰

值函数， ｆ８ ~ ｆ１３ 是含大量局部最优解的多峰值函

数。 参与比较算法的种群规模均为 １００，其它参数

设置源于相应文献。 ＨＶＥＮＮ 的参数设置为Ｍ ＝Ｎ ＝
１０。 对于每个测试问题，各算法的终止条件是最大

迭代数为 ５００ 或获得的最好解的目标值为 ０，且均

独立运行 ３０ 次。 各算法获得每个问题的 ３０ 个最好

目标值的均值、均方差及在显著性水平为 ５％下的 ｔ
检验值用于算法的比较分析，见表 １； 以 ｆ１、 ｆ３、 ｆ５、
ｆ７、 ｆ９、 ｆ１１ 为例， 算法的搜索曲线如图 ３ 所示。
　 　 经由表 １ 的均值和方差可知，ＨＨＯ 和 ＨＶＥＮＮ
求解 ｆ１ ～ ｆ１３ 所获解的质量明显优于其它参与比较

的算法所获解质量，且均能稳定地获得优化问题的

最优解或近似解， 搜索效果稳定。 相 对 而 言，

６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ＨＶＥＮＮ 比 ＨＨＯ 获得的解的精度更高，且获得最优

解的基准测试问题个数更多，尤其是求解较为困难

的 Ｆ８， 其搜索效果较为稳定。 其次，ＧＷＯ 和 ＢＯＡ
求解以上 １３ 个优化问题时，无论是解的质量、还是

搜索效果的稳定性，均优于 ＳＳＡ、ＭＦＯ 和 ＭＶＯ，分析

其原因在于二者仅分别不能有效求解 ２、４ 个问题。
最后，ＭＦＯ 不能有效求解 １３ 个测试问题；ＳＳＡ 和

ＭＶＯ 不能求解 ９ 个测试问题。 结合表 １ 中 ｔ 检验值

可知，ＨＶＥＮＮ 求解以上问题的性能最好，ＨＨＯ 次

之，而 ＭＦＯ 的性能最差。
表 １　 各算法求解每个问题时，独立运行 ３０ 次后获得的统计结果比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｓｔａｔｉｓｔｉｃａｌ ｒｅｓｕｌｔｓ ｏｂｔａｉｎｅｄ ａｆｔｅｒ ３０ ｉｎｄｅｐｅｎｄｅｎｔ ｒｕｎｓ ｗｈｅｎ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ｓｏｌｖｅｓ ｅａｃｈ ｐｒｏｂｌｅｍ

Ｆ Ｑ ＧＷＯ ＳＳＡ ＭＦＯ ＭＶＯ ＢＯＡ ＨＨＯ ＨＶＥＮＮ

Ｆ１ μ ４．９７Ｅ－４１ １．７８Ｅ－０７ ３．６８Ｅ＋０３ ５．７４Ｅ－０１ １．２６Ｅ－１１ ２．１１Ｅ－９９ ０．００Ｅ＋００

σ ５．５０Ｅ－４１ １．８４Ｅ－０７ ６．６９Ｅ＋０３ １．５１Ｅ－０１ ７．９２Ｅ－１３ ９．１１Ｅ－９９ ０．００Ｅ＋００

Ｆ２ μ ４．７８Ｅ－２４ １．５８Ｅ＋００ ３．１５Ｅ＋０１ ４．３９Ｅ＋００ １．２３Ｅ－１１ ８．４３Ｅ－５１ １．３０Ｅ－１９５

σ ３．５７Ｅ－２４ １．４０Ｅ＋００ ２．１２Ｅ＋０１ ２．０７Ｅ＋０１ １．２９Ｅ－０９ ２．８９Ｅ－５０ ０．００Ｅ＋００

Ｆ３ μ １．２３Ｅ－１１ １．９５Ｅ＋０３ ２．１５Ｅ＋０４ ６．４３Ｅ＋０１ １．２３Ｅ－１１ ７．９４Ｅ－７４ ０．００Ｅ＋００

σ ５．３２Ｅ－１１ １．３４Ｅ＋０３ １．２７Ｅ＋０４ ２．２２Ｅ＋０１ １．１８Ｅ－１２ ４．３１Ｅ－７３ ０．００Ｅ＋００

Ｆ４ μ １．８８Ｅ－１０ １．０５Ｅ＋０１ ６．９８Ｅ＋０１ １．１７Ｅ＋００ ６．１４Ｅ－０９ １．５５Ｅ－４９ ４．２５Ｅ－１７８

σ ２．０３Ｅ－１０ ３．１４Ｅ＋００ ９．０５Ｅ＋００ ３．５７Ｅ－０１ ３．４６Ｅ－１０ ８．０５Ｅ－４９ ０．００Ｅ＋００

Ｆ５ μ ２．６６Ｅ＋０１ ４．９３Ｅ＋０２ ８．０１Ｅ＋０６ ３．５３Ｅ＋０２ ２．８８Ｅ＋０２ １．３７Ｅ－０２ ６．６９Ｅ－０３

σ ８．７０Ｅ－０１ １．０９Ｅ＋０３ ２．４４Ｅ＋０７ ６．１０Ｅ＋０２ ２．４９Ｅ－０２ ２．６２Ｅ－０２ ８．４３Ｅ－０３

Ｆ６ μ ２．２７Ｅ－０１ １．５３Ｅ－０７ １．０２Ｅ＋０３ ６．０６Ｅ－０１ １．０８Ｅ＋００ ２．６３Ｅ－０４ ４．８４Ｅ－０５

σ ２．５５Ｅ－０１ ２．０５Ｅ－０７ ３．０８Ｅ＋０３ １．７４Ｅ－０１ ０．３８Ｅ＋００ ４．７２Ｅ－０４ １．０４Ｅ－０４

Ｆ７ μ ５．６９Ｅ－０４ １．８６Ｅ－０１ １．２８Ｅ＋００ ２．０６Ｅ－０２ １．２０Ｅ－０２ １．５５Ｅ－０４ １．４０Ｅ－０４

σ ３．７６Ｅ－０４ ８．２５Ｅ－０２ １．０３Ｅ＋０１ ６．９７Ｅ－０３ ５．７９Ｅ－０４ １．５６Ｅ－０４ １．２６Ｅ－０４

Ｆ８ μ －６．２５Ｅ＋０３ －７．５６Ｅ＋０３ －８．４９Ｅ＋０３ －７．８７Ｅ＋０３ －２．１０Ｅ＋０３ －１．２５Ｅ＋０４ －１．２６Ｅ＋０４

σ ９．３１Ｅ＋０２ ７．５５Ｅ＋０２ ８．７０Ｅ＋０２ ５．２１Ｅ＋０２ ２．２６Ｅ＋０２ ３．１８Ｅ＋０２ ２．２７Ｅ＋００

Ｆ９ μ ８．６０Ｅ－０１ ５．３３Ｅ＋０１ １．６６Ｅ＋０２ １．２０Ｅ＋０２ ３．２４Ｅ＋０１ ０．００Ｅ＋００ ０．００Ｅ＋００

σ ３．０４Ｅ＋００ ２．０６Ｅ＋０１ ２．７７Ｅ＋０１ ３．１７Ｅ＋０１ １．７９Ｅ＋０１ ０．００Ｅ＋００ ０．００Ｅ＋００

Ｆ１０ μ ２．７５Ｅ－１４ ２．４９Ｅ＋００ １．３９Ｅ＋０１ １．２１Ｅ＋００ ２．７５Ｅ－０９ ８．８８Ｅ－１６ ８．８８Ｅ－１６

σ ４．３５Ｅ－１５ ７．８７Ｅ－０１ ７．０４Ｅ＋０１ ５．７６Ｅ－０１ １．２８Ｅ－０９ ０．００Ｅ＋００ ０．００Ｅ＋００

Ｆ１１ μ ２．３１Ｅ－０３ １．８６Ｅ－０２ ２．１９Ｅ＋０１ ６．８７Ｅ－０１ １．９８Ｅ－１３ ０．００Ｅ＋００ ０．００Ｅ＋００

σ ４．９２Ｅ－０３ １．２６Ｅ－０２ ３．８６Ｅ＋０１ ８．７８Ｅ－０２ １．７５Ｅ－１３ ０．００Ｅ＋００ ０．００Ｅ＋００

Ｆ１２ μ １．３７Ｅ－０２ ６．９１Ｅ＋００ １．０４Ｅ＋０１ １．４７Ｅ＋００ １．２１Ｅ－０１ ５．２６Ｅ－０６ ５．８４Ｅ－０６

σ １．０４Ｅ－０２ ３．７５Ｅ＋００ ７．０６Ｅ＋００ １．３１Ｅ＋００ ５．２４Ｅ－０２ ５．８９Ｅ－０６ １．０４Ｅ－０５

Ｆ１３ μ ２．１０Ｅ－０１ １．５８Ｅ＋０１ １．３７Ｅ＋０７ ８．７２Ｅ－０２ ４．１１Ｅ－０１ １．０３Ｅ－０４ ３．２９Ｅ－０５

σ １．５３Ｅ－０１ １．５９Ｅ＋０１ ７．４９Ｅ＋０７ ３．６８Ｅ－０２ １．６５Ｅ－０１ １．９２Ｅ－０４ ６．３３Ｅ－０５

ｗ ／ ｔ ／ ｌ １３ ／ ０ ／ ０ １３ ／ ０ ／ ０ １３ ／ ０ ／ ０ １３ ／ ０ ／ ０ １３ ／ ０ ／ ０ ９ ／ ２ ／ ２ ／

　 　 　 注： ｗ、ｔ、ｌ 分别表示 ＨＶＥＮＮ 显著优于、同等性能于、劣于被比较算法的问题数， μ 和 σ 分别表示各算法求解一个测试问题获得的

目标值的均值和均方差
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　 　 图 ３ 中， ｎ 表示迭代次数， ｆ 表示适应度值。 图

３ 表明，相较于参与比较的算法，ＨＶＥＮＮ 的全局搜

索能力强且收敛速度最快；ＨＨＯ 相比于其它参与比

较的算法，搜索速度快，但获得的解的精度有待提

高，且易于收敛到近似解； ＢＯＡ 的进化能力比

ＧＷＯ、ＳＳＡ、ＭＦＯ、ＭＶＯ 的能力强，但收敛速度比

ＧＷＯ 的慢。
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图 ３　 算法的平均搜索曲线比较

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｖｅｒａｇｅ ｓｅａｒｃｈ ｃｕｒｖｅｓ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍｓ

３．２　 ＤＶ－Ｈｏｐ 定位

为测试 ＨＶＥＮＮ 求解 １．２ 节中 ＤＶ－Ｈｏｐ－Ｍ 的性

能，选取经典 ＤＶ －Ｈｏｐ 算法［４］、ＭＶＯＤＶ － ｈｏｐ［２１］、
ＧＷＯＤＶ－Ｈｏｐ［９］、ＢＯＡＤＶ－Ｈｏｐ［２３］ 参与节点定位误

差比较。 设置锚节点和未知节点所在矩形的面积为

１００ ｍ×１００ ｍ，且随机抛撒 ｍ 个锚节点及 ｎ 个未知

节点，如图 ４ 所示。 图 ４ 中，“∗”表示红色信标节

点，“ 􀳱”表示黑色未知节点。 依据以下节点定位的

平均误差指标检测各算法的性能：

Ｅｒｒ ＝
∑ ｎ

ｉ ＝ １

　
（ｘｉ － ｘ－ ｉ ）２ ＋ （ｙｉ － ｙ－ ｉ ）２

ｎ × Ｒ
× １００％ （３１）

其中， （ｘｉ，ｙｉ） 和（ｘ－ ｉ，ｙ
－
ｉ） 分别是未知节点 ｉ的估

计和实际位置；Ｒ是通信半径；Ｅｒｒ是 ｎ个未知节点的

平均定位误差。 式（３１） 表明，Ｅｒｒ 越小，则算法的节

点定位精度越高；反之，精度越低。 这里，给出研究

内容详述如下。
　 　 （１）情形 １：锚节点数量。 设置 Ｒ ＝ ２５ ｍ，锚节

点数为 ｍ ＝ １０ ＋ ５ｋ（０ ≤ ｋ ≤８），未知节点数为 ｎ ＝
１００ － ｍ，节点总数为 １００。

在给定的 ｋ 值下，各算法求解 ＤＶ－Ｈｏｐ－Ｍ １００
次，获得的 １００ 个 Ｅｒｒ 的均值形成的曲线如图 ５（ａ）
所示。 经由图 ５（ａ）获知，随着 ｋ 的增大，锚节点数

量逐渐增多，因而未知节点数逐渐减少，定位精度逐

渐提高。 ＨＶＥＮＮ 的 Ｅｒｒ 为 ２８．７％，参与比较的 ４ 种

算法的 Ｅｒｒ 分别为 ６６．５％、５７．２％、５２．２％及 ４５．３％。
因此，ＨＶＥＮＮ 的节点定位偏差最小，而 ＤＶ－Ｈｏｐ 的

节点定位偏差最大。
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图 ４　 网络节点分布：ｍ＝２０，ｎ＝８０

Ｆｉｇ． ４　 Ｎｅｔｗｏｒｋ ｎｏｄｅ ｄｉｓｔｒｉｂｕｔｉｏｎ： ｍ＝２０，ｎ＝８０

８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



　 　 （２）情形 ２：节点通信半径。 矩形区域面积同

上；设置 ｍ ＝ ３０，ｎ ＝ ７０，通信半径 Ｒ ＝ １５ ＋ ５ｋ （单位

为 ｍ），０≤ ｋ≤５。 同上，在给定 ｋ 值下，各算法获得

的定位精度曲线如图 ５（ｂ）所示。 经由图 ５（ ｂ）获

知，当 ２０≤ Ｒ ≤ ３５ 时，随着通信半径的加大，未知

节点收集到的定位信息越多，网络连通性越强，定位

精度逐渐提高；当 Ｒ ＞ ３５ 时，各算法获得的节点定

位精度逐渐趋于平稳。 主要原因在于，当通信半径

较小时，每个节点的相邻节点较少，网络连通性较

低，导致平均跳距存在一定误差，进而定位效果较

差。 当通信半径增大时，节点间的跳距变小，从而定

位误差减小；当通信半径达到 ３５ ｍ 时，区域内的 ２
个节点间的跳距都在 ３ 跳之内，所以随着 Ｒ 的增大，
定位误差趋于稳定且较小。 相较于其它基准对比算

法，ＨＶＥＮＮ 的定位精度最高，但 ＤＶ－Ｈｏｐ 的定位精

度最低。
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图 ５　 定位误差对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｏｓｉｔｉｏｎｉｎｇ ｅｒｒｏｒｓ

４　 结束语

为了解决 ＤＶ－Ｈｏｐ 定位模型存在定位误差大

的问题，在改进节点跳数和平均跳距计算模型基础

上，将未知节点的定位问题描述为非约束确定性优

化问题，进而利用果蝇和蝗虫视觉系统的信息处理

机制获得混合视觉神经网络，并将其输出与哈里斯

鹰的位置更新策略结合，获得混合视觉进化神经网

络（ＨＶＥＮＮ）。 理论分析表明，该神经网络的计算复

杂度由其分辨率和优化问题的维度确定。 实验结果

表明，将视觉神经网络与元启发方法结合，探讨求解

优化问题的视觉进化神经网络，是一条切实可行的

新路径；相比于其它基准对比算法，ＨＶＥＮＮ 在求解

精度和收敛速度方面均有明显优势，且能较好地解

决 ＷＳＮ 的节点定位问题，ＨＨＯ 次之，而其它基准对

比算法的性能较差。 另外，本文仅涉及到静态环境

下的节点定位问题及其求解，至于如何探讨不确定

环境下的节点定位以及 ＨＶＥＮＮ 是否具有适应环境

的能力，仍需做后续进一步的研究探讨。
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