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一种基于权值缩减克服 ＩＲ－Ｄｒｏｐ的忆阻器阵列神经网络训练方法

缪伟伟

（合肥工业大学 计算机与信息学院， 合肥 ２３０６０１）

摘　 要： 忆阻器阵列（Ｍｅｍｒｉｓｔｏｒ－Ｂａｓｅｄ Ｃｒｏｓｓｂａｒ）能够有效地加速神经网络中的矩阵运算。 然而，忆阻器阵列会受到 ＩＲ－Ｄｒｏｐ
的影响，降低到达忆阻器的计算电压，导致计算精度下降。 为减轻 ＩＲ－Ｄｒｏｐ 对忆阻器阵列计算精度的影响，提出了一种基于

权值缩减的神经网络训练方法。 首先，在网络训练中添加 Ｌ２ 正则化，使训练后的神经网络权值尽可能分布在较小值范围，以
此提高计算精度对 ＩＲ－Ｄｒｏｐ 的鲁棒性。 然后，利用基于行列约束的映射算法将大权值映射到受 ＩＲ－Ｄｒｏｐ 影响小的忆阻器上，
减小忆阻器阵列精度损失。 最后，迭代减小受到 ＩＲ－Ｄｒｏｐ 影响大的大权值，再通过重训练调整被减小值的附近权值，提升忆

阻器阵列的计算精度。 实验结果表明，所提方法能够有效地提高忆阻器阵列的计算精度，最多可以将忆阻器阵列计算精度提

升至接近理想状态，精度损失小于 １％。
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０　 引　 言

深度神经网络（ＤＮＮ）中存在大量的矩阵乘法

运算。 然而随着神经网络层数的不断增加，利用传

统处理器实现矩阵乘法会造成计算时间过长和能耗

过大。 新型器件忆阻器（ｍｅｍｒｉｓｔｏｒ）为实现矩阵乘

法提供了一种更高效的方式［１］，能够以 Ｏ（１） 的时

间复杂度实现矩阵乘法。 并且与传统的 ＣＭＯＳ
ＡＳＩＣ 和 ＧＰＵ 解决方案相比，忆阻器阵列可以将能

效提高 １００ 倍以上［２－３］。 忆阻器阵列实现矩阵乘法

的结构如图 １ 所示。
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图 １　 利用忆阻器阵列实现矩阵乘法

Ｆｉｇ． １ 　 Ｔｈｅ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆ ｍａｔｒｉｘ ｍｕｌｔｉｐｌｉｃａｔｉｏｎ ｕｓｉｎｇ

ｍｅｍｒｉｓｔｏｒ－ｂａｓｅｄ ｃｒｏｓｓｂａｒ

　 　 图 １ 中， 忆阻器的电导值 ｇｉｊ 表示神经网络的权

值，为忆阻器电阻值的倒数。 对忆阻器阵列的第 ｉ



行施加一个电压矢量 Ｖｉ，流经第 ｉ 行第 ｊ 列忆阻器的

电流为ｇｉｊ·Ｖｉ，第 ｊ列的输出电流Ｉ ｊ ＝∑
ｎ

ｉ ＝ １
ｇｉｊ·Ｖｉ，即为

输入向量与权值矩阵第 ｊ 列的乘积结果。
　 　 尽管忆阻器具有很好的应用前景，但是由于

ＩＲ－Ｄｒｏｐ 问题，会导致忆阻器阵列计算精度下降。
ＩＲ－Ｄｒｏｐ 会造成输入端电压与实际到达忆阻器的计

算电压之间存在偏差，导致忆阻器的实际输出偏移

理想输出，忆阻器阵列计算精度降低。 在本文中，将
输入端电压称为理想计算电压，实际到达忆阻器的

计算电压称为实际计算电压。 忆阻器离输入端和输

出端越远，ＩＲ－Ｄｒｏｐ 造成的理想计算电压和实际计

算电压的偏差越大，忆阻器的理想输出电流和实际

输出电流的偏差也越大［４－５］。 并且随着忆阻器阵列

规模的增大，ＩＲ－Ｄｒｏｐ 对忆阻器阵列计算精度的影

响也越明显。 例如，当忆阻器阵列规模从 １６×１６ 增

大到 １２８×１２８ 时，计算精度降低了 ３５％［５］。
　 　 为减轻忆阻器阵列中 ＩＲ－Ｄｒｏｐ 的影响，文献［５］、
文献［６］分别提出主成分分析（Ｐｒｉｎｃｉｐａｌ Ｃｏｍｐｏｎｅｎｔ
Ａｎａｌｙｓｉｓ， ＰＣＡ ） 和 奇 异 值 分 解 （ Ｓｉｎｇｕｌａｒ Ｖａｌｕｅ
Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＳＶＤ）的方法将大矩阵分解为 ２ 个小

矩阵的乘积。 通过减小忆阻器阵列规模，降低ＩＲ－
Ｄｒｏｐ 对忆阻器阵列计算精度的影响。 文献［７］、文
献［８］分别在忆阻器阵列每列的输出端添加对应的

平均电流偏移量以及调整每列跨阻放大器（ＴＩＡ）的
阻值，以此直接减小列输出的偏差。 文献［４］、文献

［９］在网络训练中加入忆阻器阵列的 ＩＲ－Ｄｒｏｐ 模

型，使训练出的权值对 ＩＲ－Ｄｒｏｐ 具有更好的鲁棒性。
ＩＲ－Ｄｒｏｐ 会降低忆阻器的实际计算电压，进而

影响忆阻器的输出结果。 但忆阻器的输出结果等于

忆阻器的实际计算电压与权值的乘积。 忆阻器的权

值越小，ＩＲ－Ｄｒｏｐ 造成的输出结果偏差也越小。 假

设理想计算电压为 １ Ｖ，忆阻器的实际计算电压为

０．８ Ｖ。当忆阻器权值为 ５ 时，忆阻器的输出结果偏

差则为 ｜ １－０．８ ｜ ×５ ＝ １。 而当忆阻器权值为 １ 时，忆
阻器的理想输出结果与实际输出结果的偏差为 ｜ １－
０．８ ｜ ×１＝ ０．２。 同时映射到忆阻器的权值越小，忆阻

器阻值越大，ＩＲ－Ｄｒｏｐ 对忆阻器实际计算电压的影

响也就越小，造成忆阻器输出结果偏差也越小［８］。
因此，小权值会使忆阻器输出结果对 ＩＲ－Ｄｒｏｐ 有更

好的鲁棒性。
为减小 ＩＲ－Ｄｒｏｐ 对忆阻器阵列计算精度的影响，

本文提出了一种基于权值缩减的神经网络训练方法

（Ａ Ｎｅｔｗｏｒｋ Ｔｒａｉｎｉｎｇ Ｗｅｉｇｈｔ Ｒｅｄｕｃｔｉｏｎ），为叙述方便

在后续部分中简称为 ＮＴＷＲ。 首先，在网络训练中添

加 Ｌ２ 正则化，以此使训练出的权值尽可能小，从而提

高忆阻器阵列计算精度对 ＩＲ－Ｄｒｏｐ 的鲁棒性。 然后，
本文通过基于行列约束的映射算法将大权值映射到

离输入端和输出端较近的位置，避免大权值映射到

ＩＲ－Ｄｒｏｐ 影响较大的忆阻器上，产生较大的输出结果

偏差。 在确定权值与忆阻器的映射关系后，可能仍存

在部分大权值映射到离输入端和输出端较远处的忆

阻单元上，导致忆阻器阵列计算精度降低。 最后，减
小映射到离输入端和输出端较远处的大权值，再利用

重训练调整附近权值以恢复由于减小权值带来的计

算精度损失。 不断迭代减小权值和重训练，直到忆阻

器阵列的计算精度无法提升为止。

１　 基于权值缩减的神经网络训练方法

１．１　 ＮＴＷＲ 方法的整体流程

ＮＴＷＲ 方法的整体流程如图 ２ 所示。 由图 ２ 可

看到，第一步是在神经网络训练中添加 Ｌ２ 正则化，
使训练出的权值分布在较小值的范围，从而减小

ＩＲ－Ｄｒｏｐ对忆阻器阵列计算精度的影响。 第二步是

在得到训练好的网络权值后，执行行列映射算法将

大权值映射到离输入端和输出端较近的位置，避免

大权值映射到 ＩＲ－Ｄｒｏｐ 影响较大的位置，造成较大

的计算精度损失。 第三步是在执行映射算法后，减
小映射在 ＩＲ －Ｄｒｏｐ 影响较大处的权值，以此降低

ＩＲ－Ｄｒｏｐ 造成的输出结果偏差。 再执行重训练恢复

由于权值减小造成的计算精度损失，直到忆阻器阵

列计算精度无法提升为止。

执行基于行列约束的映射
算法确定映射关系

迭代减小计算结果偏差大
的权值

添加L2正则化训练网络权值

执行重训练以恢复精度

计算精度是否有提升?

输出结果
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N

①

②

③

图 ２　 ＮＴＷＲ 的总体流程
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１．２　 Ｌ２ 正则化

在本节中，将详细探讨 Ｌ２正则化在神经网络权

值训练中的作用。 研究时在训练中增加 Ｌ２ 正则化，
是因为 Ｌ２ 正则化在训练过程中对大权重具有更大

的偏向性， 可以将权重分布缩小到较小的值范

围［１０］，进而提高忆阻器阵列的计算精度对 ＩＲ－Ｄｒｏｐ
的鲁棒性。因此本文提出在损失函数中增加 Ｌ２正则

化的惩罚项，利用 Ｌ２ 正则化使训练出的权值尽可能

小， 从而降低 ＩＲ－Ｄｒｏｐ 的影响。 这里需用到的数学

公式为：

Ｌ^ Ｗ( ) ＝ Ｌ Ｗ( ) ＋ λ· Ｘ ２ （１）
　 　 其中， Ｗ 是神经网络的权值矩阵；λ 是正则化

参数，用来控制 Ｌ２ 正则化对损失函数Ｌ^ Ｗ( ) 的重要

性； Ｘ ２ 是 Ｌ２ 正则化的惩罚项。
　 　 目前，比较流行的为 Ｌ１ 正则化方法和 Ｌ２ 正则

化方法， 可分别由如下公式进行描述：

Ｘ １ ＝ ∑
ｎ

ｉ ＝ １
ｘｉ （２）

Ｘ ２ ＝ ∑ ｎ

ｉ ＝ １
ｘｉ

２( )
１ ／ ２

（３）

　 　 如果在网络训练中添加 Ｌ１ 正则化，则会使网络

权值为零，导致训练出的神经网络稀疏化。 尽管稀

疏化使大部分权值为零，不会对神经网络的计算精

度造成较大的精度损失［１１］，但会使神经网络的计算

精度对训练出的非零权值更加敏感。 在 ＩＲ－Ｄｒｏｐ 影

响下，会造成非零权值的输出结果出现偏差，对忆阻

器阵列计算精度产生更大的影响。 而由文献［１２］

分析可知， Ｌ２ 正则化可以降低神经网络的敏感性，
从而提高神经网络的鲁棒性。 执行神经网络训练

后，可以得到 Ｌ２ 正则化后的权值矩阵。 下面将对权

值矩阵的映射算法进行研究阐述。
１．３　 基于行列约束的映射算法

在本节中，将详细介绍基于行列约束的映射算

法（Ｍａｐｐｉｎｇ ａｌｇｏｒｉｔｈｍ ｗｉｔｈ ｔｈｅ Ｃｏｎｓｔｒａｉｎｔ ｏｆ Ｒｏｗ ａｎｄ
Ｃｏｌｕｍｎ， ＭＣＲＣ）的具体步骤。 ＭＣＲＣ 算法的主要思

想是将权值矩阵中未确定映射关系的最大值在行列

约束下映射到离输入端和输出端最近的忆阻器上，
以此最小化 ＩＲ－Ｄｒｏｐ 对忆阻器阵列计算精度的影

响。 其中，行列约束指的是权值矩阵同一行和同一

列的权值在映射到忆阻器阵列后仍在同一行和同一

列。 之所以需要令确定的映射关系满足行约束，是
因为施加在忆阻器阵列一行的理想计算电压是同一

个，而不同行的理想计算电压是不同的。 例如，若将

权值矩阵整个第 １ 行的权值映射到忆阻器阵列第 ２
行，则只需要在忆阻器阵列第 ２ 行施加权值矩阵第

１ 行的理想计算电压 Ｖ１，权值矩阵第 １ 行第 ｊ列的输

出结果仍为 Ｖ１ × ｗ１ ｊ， 如图 ３（ａ）所示。 但是若权值

矩阵第 １ 行的 ｗ１１ 和 ｗ１２ 分别映射到忆阻器阵列第 ２
行和第 ３行，则权值矩阵第 １行第 ２列的输出结果不

再是 Ｖ１ × ｗ１２、而是 Ｖ３ × ｗ１２， 如图 ３（ｂ）所示。 同理，
每一列的输出结果等于该列所有忆阻器的输出结果

之和，如果权值矩阵一列的权值被映射到忆阻器阵列

的不同列上，同样会导致输出结果出现误差。 故权值

矩阵与忆阻器阵列的映射关系也需要满足列约束。

w11 w12 w13 V1

w21 w22 w23 V2

w31 w32 w33 V3

V1 V1

V3

w11 w12 w13 V1

w21 w22 w23 V2

w31 w32 w33 V3

（ａ） 满足行约束的映射 　 　 　 　 　 　 （ｂ） 不满足行约束的映射

图 ３　 基于行约束映射的举例

Ｆｉｇ． ３　 Ｔｈｅ ｅｘａｍｐｌｅ ｏｆ ｍａｐｐｉｎｇ ｗｉｔｈ ｔｈｅ ｃｏｎｓｔｒａｉｎｔ ｏｆ ｒｏｗ

　 　 忆阻器阵列实现多层神经网络时，每层忆阻器

阵列的输出都会连接下一层忆阻器阵列的输入，如
图 ４ 所示。 如果调整第 ｎ 层权值矩阵与忆阻器阵列

的映射关系，例如将权值矩阵第 ｉ 行映射到忆阻器

阵列第 ｊ行，则原连接到第 ｎ层第 ｉ行的第 ｎ － １层的

输出也需要重新连接到第 ｎ层的第 ｊ行。 同理，如果

要将第 ｎ 层权值矩阵第 ｉ 列映射到忆阻器阵列第 ｊ
列，则原连接第 ｎ层第 ｉ列和第 ｊ列的第 ｎ ＋ １层的输

入也需要交换连接。 因此，如果想要独立映射每层

权值矩阵的 Ｍ 行或 Ｍ 列，而不改变与相邻层的连

接，则需要使用 Ｍ × Ｍ 的路由模块来连接相邻层的

忆阻器阵列， 会带来较大的硬件开销［１３］。 而 ＭＣＲＣ
算法是一种对忆阻器阵列通用的映射算法，无需得

知忆阻器阵列的相关信息。 因此可以在确定每层权

值矩阵与忆阻器阵列的映射关系后再制造忆阻器阵

列，在多层神经网络中无需考虑映射带来的硬件开

销，只需确定的映射关系满足行列约束。 故本文提

出的 ＭＣＲＣ 算法可以同时执行行映射和列映射。
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图 ４　 忆阻器阵列实现多层神经网络

Ｆｉｇ． ４　 Ｔｈｅ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆ ｍｕｌｔｉ－ｌａｙｅｒ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｕｓｉｎｇ ｍｅｍｒｉｓｔｏｒ－ｂａｓｅｄ ｃｒｏｓｓｂａｒ

　 　 ＭＣＲＣ 算法的伪代码具体见算法 １。
算法 １　 ＭＣＲＣ 算法

输入　 权值矩阵 Ｗｎ × ｍ， 距离矩阵 Ｄｎ × ｍ

输出　 输出映射结果

１．Ｔｎ × ｍ ＝｜ Ｗｎ × ｍ ｜ ， ｍａｐｐｅｄ＿ｒｏｗ［ｎ］ 和

ｍａｐｐｅｄ＿ｃｏｌ［ｍ］ 全部置为 － １， ｏｃｃｕｐｉｅｄ［ｎ］［ｍ］ 全

部置为 ｆａｌｓｅ；
２．Ｗｈｉｌｅ （存在未确定映射关系的权值 ）
３．　 在当前 Ｔｎ × ｍ中找到最大值，将其行序号和

列序号分别赋给 ｒｏｗ， ｃｏｌ
４． 　 ｖｉｓｉｔｅｄ［ｎ］［ｍ］ ＝ ｏｃｃｕｐｉｅｄ［ｎ］［ｍ］ 　 　

　 　 　 ／ ／将 ｏｃｃｕｐｉｅｄ 数组中的信息复制到 ｖｉｓｉｔｅｄ
数组中

５．　 Ｗｈｉｌｅ （ ｔｒｕｅ）
６．　 在当前 Ｄｎ × ｍ 找到 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝ ｆａｌｓｅ 的

最小值，将其行序号和列序号分别赋给 ｉ， ｊ
７．　 Ｉｆ （ （ｍａｐｐｅｄ＿ｒｏｗ［ｉ］ ＝ － １ ｏｒ ｍａｐｐｅｄ＿ｒｏｗ［ｉ］ ＝

ｒｏｗ） ａｎｄ （ｍａｐｐｅｄ＿ｃｏｌ［ｉ］ ＝ － １ ｏｒ ｍａｐｐｅｄ＿ｃｏｌ［ｊ］ ＝ ｃｏｌ））
　 　 ／ ／判断是否满足行列约束

８．　 　 ｍａｐｐｅｄ＿ｒｏｗ［ｉ］ ＝ ｒｏｗ，ｍａｐｐｅｄ＿ｃｏｌ［ｊ］ ＝ ｃｏｌ；
　 　 ／ ／ 将确定的映射关系存储到数组中

９．　 　 ｏｃｃｕｐｉｅｄ［ｉ］［ｊ］ ＝ ｔｒｕｅ， Ｔ［ｒｏｗ］［ｃｏｌ］ ＝ － １；
　 　 　 ／ ／ 更新状态

１０．　 　 ｂｒｅａｋ；　 　 　 ／ ／跳出当前 ｗｈｉｌｅ 循环

１１．　 Ｅｎｄ
１２．　 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝ ｔｒｕｅ；

　 　 ／ ／标记当前位置被访问

１３． Ｅｎｄ
１４．Ｅｎｄ
１５．输出映射结果

在算法中，输入为权值矩阵 Ｗｎ × ｍ 和距离矩阵

Ｄｎ × ｍ。 距离矩阵第 ｉ行第 ｊ列的元素 Ｄｉｊ 表示忆阻器

阵列第 ｉ 行第 ｊ 列的忆阻器离输入端和输出端的距

离。 以离输入端和输出端最近的忆阻器为原点，字
线为横坐标，位线为纵坐标，建立坐标轴，如图 ５ 所

示。 以横坐标和纵坐标之和表示忆阻器离输入端和

输出端的距离，如 Ｄｉｊ ＝ ｉ ＋ ｊ。
算法 １ 中，伪代码的第 １ 行，对矩阵 Ｔｎ × ｍ、数组

ｍａｐｐｅｄ＿ｒｏｗ、ｍａｐｐｅｄ＿ｃｏｌ 和 ｏｃｃｕｐｉｅｄ 进行初始化。
Ｔｎ × ｍ 为Ｗｎ × ｍ 的绝对值矩阵，其中Ｔｉｊ ＝ ｜ Ｗｉｊ ｜ 。 数组

ｍａｐｐｅｄ＿ｒｏｗ 和 ｍａｐｐｅｄ＿ｃｏｌ 分别用于存储确定的行

映射关系和列映射关系。 数组 ｏｃｃｕｐｉｅｄ 用于标记

忆阻 器 阵 列 中 忆 阻 器 是 否 已 确 定 映 射 关 系，
ｏｃｃｕｐｉｅｄ［ ｉ］［ ｊ］ ＝ ｔｒｕｅ表示忆阻器阵列第 ｉ行第 ｊ列
的忆阻器已确定映射关系。

位线

Vn

Vi

V2

V1
字线

(n,0)

(i,0)

(1,0)

(0,0)

(n,1)

(i,1)

(1,1)

(0,1)

(n,j)

(i,j)

(1,j)

(0,j)

(n,m)

(i,m)

(1,m)

(0,m)

I1 I2 Ij Im

图 ５　 在忆阻器阵列上建立坐标轴

Ｆｉｇ． ５　 Ｔｈｅ ｃｏｏｒｄｉｎａｔｅ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ｍｅｍｒｉｓｔｏｒ－ｂａｓｅｄ ｃｒｏｓｓｂａｒ

　 　 下面通过具体的例子来阐释基于 ＭＣＲＣ 算法

的具体执行过程。 假设矩阵 Ｔｎ × ｍ、距离矩阵Ｄｎ × ｍ 和

数组 ｏｃｃｕｐｉｅｄ 分别为Ｔ（０）
３×３、Ｄ３×３ 和ｏｃｃｕｐｉｅｄ（０）

３×３。 研

究推得的各矩阵值具体如下：

Ｔ（０）
３×３ ＝

０．４ ０．９ １
０．３ ０．１ ０．２
０．５ ０．６ ０．７

é

ë

ê
ê
êê

ù

û

ú
ú
úú

　 Ｄ３×３ ＝
２ ３ ４
１ ２ ３
０ １ ２

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｏｃｃｕｐｉｅｄ（０）
３×３ ＝

ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ

é

ë

ê
ê
êê

ù

û

ú
ú
úú

　 　 算法 １ 伪代码第 ３ ～ ４ 行， 按照 Ｔｎ × ｍ 中值大小

降序确定权值的映射关系，令 ｒｏｗ和 ｃｏｌ分别为 Ｔｎ × ｍ

中最大值的行序号和列序号。 利用数组 ｖｉｓｉｔｅｄ标记

４５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



忆阻器是否被访问过或已确定重映射关系。 例如在

Ｔ（０）
３×３ 中，最大值为 Ｔ２２ ＝ １，ｒｏｗ ＝ ２，ｃｏｌ ＝ ２。

算法 １ 伪代码第 ６ 行，按照离输入端和输出端

的距离升序选择能在行列约束下与权值确定映射关

系的忆阻器，令 ｉ和 ｊ分别为Ｄｎ × ｍ 中 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝
ｆａｌｓｅ 的最小值的行序号和列序号。 例如在当前

Ｄ３ × ３ 中 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝ ｆａｌｓｅ 的最小值为 Ｄ００，ｉ 和 ｊ
均为 ０。

算法 １ 伪代码第 ７～１１ 行，判断权值矩阵第 ｒｏｗ
行第 ｃｏｌ 列权值映射到忆阻器阵列第 ｉ 行第 ｊ 列忆阻

器是否满足行列约束。 如果满足行列约束，则保存

确定的映射关系，更新相应状态。 例如在当前Ｔ（０）
３×３

中，ｍａｐｐｅｄ＿ｒｏｗ［０］ 和 ｍａｐｐｅｄ＿ｃｏｌ［０］ 均为 － １，即
忆阻器阵列第 ０ 行和第 ０ 列都未确定映射关系。 因

此，权值矩阵第 ２ 行第 ２ 列的权值与忆阻器阵列第 ０
行第 ０ 列确定映射关系。 ｍａｐｐｅｄ＿ｒｏｗ［０］ ＝ ２，
ｍａｐｐｅｄ＿ｃｏｌ［０］ ＝ ２，Ｔ（０）

３×３ 和ｏｃｃｕｐｉｅｄ（０）
３×３ 分别更新为

Ｔ（１）
３×３ 和ｏｃｃｕｐｉｅｄ（１）

３×３， 跳出当前 ｗｈｉｌｅ 循环。 研究推

得的各矩阵值具体如下：

Ｔ（１）
３×３ ＝

０．４ ０．９ － １
０．３ ０．１ ０．２
０．５ ０．６ ０．７

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｏｃｃｕｐｉｅｄ（１）
３×３ ＝

ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｔｒｕｅ ｆａｌｓｅ ｆａｌｓｅ

é

ë

ê
ê
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ù
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　 　 算法 １ 伪代码第 ２ ～ １４ 行，若还存在未确定映

射关系的权值，则继续执行算法。 如 Ｔ（１）
３×３ 中仍存在

未确定映射关系的权值，因此继续执行算法。 在

Ｔ（１）
３×３ 中，最大值为 Ｔ２１ ＝ ０．９，ｒｏｗ ＝ ２，ｃｏｌ ＝ １。 将

ｏｃｃｕｐｉｅｄ（１）
３×３ 的信息复制到数组 ｖｉｓｉｔｅｄ 中。 在当前

Ｄ３×３ 中 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝ ｆａｌｓｅ的最小值为 Ｄ１０，ｉ ＝ １，
ｊ ＝ ０。 因 ｍａｐｐｅｄ＿ｃｏｌ［０］ ＝ ２ 且 ｍａｐｐｅｄ＿ｃｏｌ［０］ ≠
１，即忆阻器阵列第 ０ 列已经确定映射关系，且并不

是权值矩阵第 １ 列确定的映射关系，因此不满足行

列约束。 将 ｖｉｓｉｔｅｄ［１］［０］ 置为 ｔｒｕｅ，继续寻找当前

Ｄ３×３ 中 ｖｉｓｉｔｅｄ［ ｉ］［ ｊ］ ＝ ｆａｌｓｅ的最小值。 此时满足条

件的最小值为Ｄ０１，ｉ ＝ ０，ｊ ＝ １。 ｍａｐｐｅｄ＿ｒｏｗ［０］ ≠１
但 ｍａｐｐｅｄ＿ｒｏｗ［０］ ＝ ２，并且ｍａｐｐｅｄ＿ｃｏｌ［１］ ＝ － １，
满足行列约束。 因此，权值矩阵第２行第１列的权值

与忆阻器阵列第 ０ 行第 １ 列确定映射关系。
ｍａｐｐｅｄ＿ｒｏｗ［０］ ＝ ２，ｍａｐｐｅｄ＿ｃｏｌ［１］ ＝ １， Ｔ（１）

３×３ 和

ｏｃｃｕｐｉｅｄ（１）
３×３ 分别更新为Ｔ（２）

３×３ 和ｏｃｃｕｐｉｅｄ（２）
３×３，跳出当

前 ｗｈｉｌｅ 循环。 由于在Ｔ（２）
３×３ 中仍有未确定映射关系

的权值，因此继续根据上述步骤执行算法，直到所有

权值确定映射关系。 研究推得的各矩阵值具体如

下：

Ｔ（２）
３×３ ＝

０．４ － １ － １
０．３ ０．１ ０．２
０．５ ０．６ ０．７

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｏｃｃｕｐｉｅｄ（２）
３×３ ＝

ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｆａｌｓｅ ｆａｌｓｅ ｆａｌｓｅ
ｔｒｕｅ ｔｒｕｅ ｆａｌｓｅ
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ù
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　 　 算法 １ 伪代码第 １５ 行，当Ｔｎ × ｍ 中所有值确定映

射关系后，输出映射结果。 如对Ｔ（２）
３×３ 继续执行算法，

可以得到映射后的 Ｔ３ × ３ 为Ｔｍａｐｐｅｄ
３×３ 。 推得的矩阵值具

体如下：

Ｔｍａｐｐｅｄ
３×３ ＝

０．２ ０．１ ０．３
０．７ ０．６ ０．５
１ ０．９ ０．４

é

ë

ê
ê
êê

ù

û

ú
ú
úú

１．４　 重训练算法

尽管利用 ＭＣＲＣ 算法可以尽可能避免大权值

映射到离输入端和输出端较远的忆阻器上，但大权

值若聚集于一行或一列，则无法避免地会有部分较

大权值被映射到离输入端和输出端较远的忆阻器

上，导致忆阻器阵列计算精度的下降。 因此，本文提

出一种重训练算法，通过减小映射到离输入端和输

出端较远处的权值，降低 ＩＲ－Ｄｒｏｐ 对输出结果的影

响。 再通过重训练，恢复权值减小造成的计算精度

损失。 重训练算法的伪代码具体见算法 ２。
算法 ２　 重训练算法

输入　 映射后的权值矩阵 Ｗｍａｐｐｅｄ
ｎ×ｍ ， 距离矩阵

Ｄｎ × ｍ， 偏差矩阵， ＩＲ － Ｄｒｏｐ 影响矩阵 Ｓｎ×ｍ

输出　 输出新的权值矩阵 Ｗ′
ｎ×ｍ

１．Ｗｈｉｌｅ （忆阻器阵列计算精度仍可提升 ）
２．　 初始化 Ｍｏｄｉｆｉｅｄ［ｎ］［ｍ］，全部置为 ｆａｌｓｅ
　 　 　 　 ／ ／ 用于标记修改过的权值

３．　 在当前 Ｓｎ × ｍ中找到最大值，将对应的权值

赋给 Ｗｉｊ

４． 　 Ｗｉｊ ＝ Ｗｉｊ ／ ２　 ／ ／ 减小权值

５．　 Ｍｏｄｉｆｉｅｄ［ ｉ］［ ｊ］ ＝ ｔｒｕｅ
　 　 　 　 ／ ／ 将权值进行标记，重训练中不更新该权值

６．　 执行重训练，得到新的权值矩阵 Ｗ′
ｎ×ｍ

７．　 测试重训练后忆阻器阵列的计算精度

８．　 重新计算 Ｓｎ×ｍ

９． Ｅｎｄ
１０．输出矩阵 Ｗ′

ｎ×ｍ

在算法中，输入为映射后的权值矩阵 Ｗｍａｐｐｅｄ
ｎ×ｍ 、距

离矩阵 Ｄｎ × ｍ 以及 ＩＲ－Ｄｒｏｐ 影响矩阵 Ｓｎ × ｍ。 Ｗｍａｐｐｅｄ
ｎ×ｍ

５５第 ３ 期 缪伟伟： 一种基于权值缩减克服 ＩＲ－Ｄｒｏｐ 的忆阻器阵列神经网络训练方法



第 ｉ行第 ｊ列元素Ｗｍａｐｐｅｄ
ｉｊ 表示执行ＭＣＲＣ 算法后映射

到忆阻器阵列第 ｉ 行第 ｊ 列忆阻器的权值。 Ｓｎ×ｍ 第 ｉ
行第 ｊ列元素 Ｓｉｊ 表示忆阻器阵列第 ｉ行第 ｊ 列忆阻器

受到的 ＩＲ－Ｄｒｏｐ 影响大小，等于权值绝对值乘以该忆

阻器离输入端和输出端的距离，即 Ｓｉｊ ＝ ｜ Ｗｍａｐｐｅｄ
ｉｊ ｜ ×

Ｄｉｊ。
算法 ２ 伪代码第 ２ ～ ４ 行是迭代将 ＩＲ－Ｄｒｏｐ 影

响最大的权值减小为原来的 １ ／ ２，再通过标记该权

值，使其在后续重训练中不更新。 由于减小权值会

造成计算精度的降低，因此通过重训练来恢复计算

精度，参见伪代码第 ６ 行。 在重训练时，为避免权值

出现较大变化，造成映射到离输入端和输出端较远

处的小权值突然更新为大权值的情况，可以以较小

的学习率训练神经网络。 较小的学习率可以使权值

以小细粒度进行调整，避免权值出现较大的变

化［１４］。 伪代码第 ７ 行测试重训练后忆阻器阵列的

计算精度，更新矩阵 Ｓｎ×ｍ。 如果相较于重训练前，
忆阻器阵列计算精度有所提升，则继续执行算法。
如果忆阻器阵列的计算精度无法继续提升，则结束

算法，输出映射后的权值矩阵。

２　 实验结果和分析

２．１　 实验设置

为了验证 ＮＴＷＲ 算法的有效性，在 ２ 个数据集

上进行了实验。 首先，在 Ｐｙｔｏｒｃｈ 上构建了一个 ４ 层

卷积神经网络，采用 ＭＩＮＳＴ 数据集对其进行测试，
输入图像的大小为 ２８×２８，由 ３ 个卷积层和 １ 个全

连接层组成。 然后，在 Ｐｙｔｏｒｃｈ 上构建了 ＬｅＮｅｔ，采用

ＣＩＦＡＲ－１０ 数据集进行测试，即由 ２ 个卷积层、３ 个

全连接层组成。 忆阻器的电阻范围为 １０ ｋΩ ～
１ ＭΩ，忆阻器阵列中忆阻单元之间的导线电阻为

２．５ Ω，参数配置见表 １。
表 １　 实验参数设置

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ ｓｅｔｕｐ

Ｐａｒａｍｅｔｅｒｓ Ｖａｌｕｅｓ
忆阻器单元间线电阻 Ｒｗｉｒｅ ２．５ Ω

忆阻器阵列规模 ＭＩＮＳＴ Ｃｏｎｖ１ ８×９
Ｃｏｎｖ２ １６×７２
Ｃｏｎｖ３ ３２×１４４
ＦＣ １０×１ ５６８

ＣＩＦＡＲ Ｃｏｎｖ１ １６×７５
Ｃｏｎｖ２ ３６×１４４
ＦＣ１ １２０×１ ２９６
ＦＣ２ ８４×１２０
ＦＣ３ １０×８４

忆阻器 最大可编程电阻 １ ＭΩ
最小可编程电阻 １０ ＫΩ

２．２　 实验结果及分析

图 ６ 为 ＭＩＮＳＴ 数据集上的 ４ 层卷积神经网络

未添加 Ｌ２ 正则化和添加 Ｌ２ 正则化的权值分布图。
从图 ６ 中可以明显看出，与不添加 Ｌ２ 正则化相比，
添加 Ｌ２ 正则化可以将权值分布约束在一个较小值

的范围内。 图 ７ 为只考虑未添加 Ｌ２ 正则化和添加

Ｌ２正则化的忆阻器阵列计算精度对比图。 从图 ７中

可以看出， 添加 Ｌ２ 正则化后， ＭＩＮＳＴ 数据集和

ＣＩＦＡＲ－１０ 下忆阻器阵列的计算精度可以分别提升

１５．３０％和 １１．４０％。 可以得出相较于未添加 Ｌ２ 正则

化，添加 Ｌ２ 正则化虽然会有部分计算精度损失， 但

是训练出的权值对 ＩＲ－Ｄｒｏｐ 的鲁棒性有显著提高。
4000

3500

3000

2500

2000

1500

1000

500

0
-0.50 -0.25 0 0.25 0.50

权值

出
现

次
数

（ａ） 未使用 Ｌ２ 范式正则化的权值分布

-0.50 -0.25 0 0.25 0.50

权值

12000

10000

8000

6000

4000

2000

0

（ｂ） 使用 Ｌ２ 范式正则化后的权值分布

图 ６　 ＭＩＮＳＴ 数据集上未添加 Ｌ２ 正则化和添加 Ｌ２ 正则化的权值

分布图

Ｆｉｇ． ６　 Ｔｈｅ ｗｅｉｇｈｔ ｄｉｓｔｒｉｂｕｔｉｏｎ ｗｉｔｈ ａｎｄ ｗｉｔｈｏｕｔ Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ
ｏｎ ＭＩＮＳＴ

　 　 图 ８ 为在 ＭＩＮＳＴ 和 ＣＩＦＡＲ 数据集下执行 ＮＴＷＲ
方法前后的计算精度对比图。 从图 ８ 中可以看出执

行 ＭＣＲＣ 算法和重训练后，可以明显提高忆阻器阵列

的计算精度。 在 ＭＩＮＳＴ 和 ＣＩＦＡＲ 数据集下，执行

ＮＴＷＲ 方法可以分别使忆阻器阵列的计算精度接近

理想水平，计算精度损失分别小于 １％和 ３％。

６５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　
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图 ７　 未添加 Ｌ２ 正则化和添加 Ｌ２ 正则化的计算精度对比图

Ｆｉｇ． ７　 Ｔｈｅ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｎｅｔｗｏｒｋ ｗｉｔｈ ａｎｄ ｗｉｔｈｏｕｔ Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ
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图 ８　 执行 ＮＴＷＲ 方法的计算精度对比图

Ｆｉｇ． ８　 Ｔｈｅ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｅｍｒｉｓｔｏｒ－ｂａｓｅｄ ｃｒｏｓｓｂａｒ ｗｉｔｈ ＮＴＷＲ

３　 结束语

本文提出了一种基于权值缩减的神经网络训练

方法，以此减小 ＩＲ－Ｄｒｏｐ 造成的计算精度损失。 首

先，通过 Ｌ２ 正则化，将权值尽可能训练为较小值，以
此减轻 ＩＲ－Ｄｒｏｐ 对忆阻器输出结果的影响。 然后，
执行基于行列约束的映射算法，将大权值尽可能映

射到离输入端和输出端较近的忆阻器上，避免 ＩＲ－
Ｄｒｏｐ 产生较大的输出结果偏差。 最后，减小映射到

离输入端和输出端较远处的大权值，再利用重训练

恢复权值减小造成的计算精度损失。 实验结果显

示，本文所提方法最多可以将忆阻器阵列计算精度

恢复到接近理想状态，计算精度损失小于 １％。
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ＩＲ － ｄｒｏｐ ｉｎｄｕｃｅｄ ｓｎｅａｋ － ｐａｔｈ ｆｏｒ ＲＲＡＭ ｃｒｏｓｓｂａｒ － ｂａｓｅｄ
ｃｏｎｖｏｌｕｔｉｏｎｓ［ Ｃ ］ ／ ／ Ａｓｉａ ａｎｄ Ｓｏｕｔｈ Ｐａｃｉｆｉｃ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ
Ｃｏｎｆｅｒｅｎｃｅ （ＡＳＰ －ＤＡＣ） ． Ｂｅｉｊｉｎｇ， Ｃｈｉｎａ： ＩＥＥＥ， ２０２０： ５０６ －
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［９］ ＦＯＵＤＡ Ｍ Ｅ， ＬＥＥ Ｓ， ＬＥＥ Ｊ， ｅｔ ａｌ． ＩＲ－ＱＮＮ ｆｒａｍｅｗｏｒｋ： Ａｎ ＩＲ
ｄｒｏｐ－ａｗａｒｅ ｏｆｆｌｉｎｅ ｔｒａｉｎｉｎｇ ｏｆ ｑｕａｎｔｉｚｅｄ ｃｒｏｓｓｂａｒ ａｒｒａｙｓ［Ｊ］ ． ＩＥＥＥ
Ａｃｃｅｓｓ， ２０２０，８：２２８３９２－２２８４０８．

［１０］ＷＡＮＧ Ｊｕｎｐｅｎｇ， ＸＵ Ｑｉ， ＹＵＡＮ Ｂｏ， ｅｔ ａｌ． Ｒｅｌｉａｂｉｌｉｔｙ－ ｄｒｉｖｅｎ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ｆｏｒ ｍｅｍｒｉｓｔｉｖｅ ｃｒｏｓｓｂａｒ － ｂａｓｅｄ
ｎｅｕｒｏｍｏｒｐｈｉｃ ｃｏｍｐｕｔｉｎｇ ｓｙｓｔｅｍｓ ［ Ｃ ］ ／ ／ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓ （ ＩＳＣＡＳ） ． Ｓｅｖｉｌｌｅ， Ｓｐａｉｎ：
ＩＥＥＥ， ２０２０： １－４．
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