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基于改进 ＹＯＬＯｖ３ 的电容表面缺陷检测方法

李俊杰， 周　 骅， 唐纲浩

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 基于在电容表面缺陷识别任务中所用方法效率低下、准确率低等问题，提出了一种改进的 ＹＯＬＯｖ３（ｙｏｕ ｏｎｌｙ ｌｏｏｋ
ｏｎｃｅ）的电容表面缺陷检测方法。 使用 ＣＩｏＵ （Ｃｏｍｐｌｅｔｅ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ）进行损失函数的计算，加速收敛、提高定位精

度；通过 Ｍｏｓａｉｃ 方法增强数据集，丰富检测样本；使用 Ｋ－ｍｅａｎｓ 聚类算法优化先验框，使先验框更适于解决电容表面缺陷检

测问题；引入基于 ＰＡＮｅｔ（Ｐａｔｈ Ａｇｇｒｅｇａｔｉｏｎ Ｎｅｔｗｏｒｋ）结构的特征融合层，增强语义信息与定位信息。 实验结果表明，改进的

ＹＯＬＯｖ３ 算法的平均精度均值可以达到 ８９．７０％，与原始算法相比有 ４．７９％的提升。 相比于其他主流算法，该算法在钽电容表

面缺陷检测中精度更高，且能满足实时检测的要求。
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０　 引　 言

钽电容是一种体积小、电容量大、使用寿命长、
耐受性强的优异电容器，在军事通讯、航天、工业控

制等领域中都有着不可替代的重要作用［１］。 在钽

电容的生产过程中，会出现表面具有污点、划痕、凹
痕、擦痕等缺陷的残次品，一般通过人工检测筛选出

合格产品。 但人工检测代价较高，且容易发生误检，
因此研发一种高效钽电容表面缺陷检测方法是十分

必要的。

近年来，深度学习技术已成为研究热点，并在工

业自动检测方面取得了可观进展。 在目标检测领

域，学者们提出了多种多样深度学习目标检测算法，
其效果普遍优于传统的需要对图像特征进行手工提

取的目标检测方法［２］。 深度学习目标检测算法按

照不同的设计思想主要可分为两大类，即：Ｔｗｏ －
ｓｔａｇｅ 系列算法和 Ｏｎｅ－ｓｔａｇｅ 系列算法。 其中，Ｔｗｏ－
ｓｔａｇｅ 系列算法在生成候选区域后，再将生成的一系

列候选区域送入卷积神经网络进行预测与识别，代
表 性 的 算 法 有 Ｒ － ＣＮＮ （ Ｒｅｇｉｏｎｓ ｗｉｔｈ ＣＮＮ



ｆｅａｔｕｒｅｓ） ［３－５］系列算法等，这一系列算法的准确率和

定位精度相对较高，但检测速度较慢，无法实现实时

检测。 Ｏｎｅ－ｓｔａｇｅ 系列算法能够端到端地通过输入

图像推理得出图中所包含目标的位置与类别信息，
主要有 ＹＯＬＯ（ ｙｏｕ ｏｎｌｙ ｌｏｏｋ ｏｎｃｅ） ［６－９］ 系列算法、
ＳＳＤ（ ｓｉｎｇｌｅ ｓｈｏｔ ｍｕｌｔｉｂｏｘ ｄｅｔｅｃｔｏｒ） ［１０］、ＲｅｔｉｎａＮｅｔ［１１］

等。 Ｏｎｅ－ｓｔａｇｅ 系列算法在性能精度上和 Ｔｗｏ－ｓｔａｇｅ
系列算法相比要略为逊色一些，但检测速度更快，可
以满足实时检测的要求。

基于深度学习的表面缺陷检测方法有助于提高

工业产品缺陷检测的准确性，现已广泛应用于表面缺

陷检测［１２］。 戚银城等学者［１３］ 在 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 网络

上嵌入双注意力机制，实现航拍输电线路螺栓的缺陷

检测。 王宸等学者［１４］将 ＹＯＬＯｖ３ 应用于轮毂焊缝缺

陷的智能化检测，通过优化激活函数等方法改进网络，
检测精度高于传统机器视觉检测方法。 李鑫等学者［１５］

对 ＹＯＬＯｖ５ 网络中的卷积模块进行优化，提高了钢材

表面缺陷检测的检测精度与速度。 刘群坡等学者［１６］从

多尺度特征融合的角度改良单次多框检测器（ＳＳＤ）算
法，对微精密玻璃封装电连接器的缺陷进行检测。

为了满足实际生产环境中钽电容表面缺陷检测

的要求，本文在 ＹＯＬＯｖ３ 算法的基础上，对模型进行

改进，增强 ＹＯＬＯｖ３ 的检测能力，从而实现了对钽电

容表面缺陷的有效检测。

１　 ＹＯＬＯｖ３ 网络结构及原理

１．１　 ＹＯＬＯｖ３ 网络结构

ＹＯＬＯｖ３ 主要包含 ２ 部分，分别为：特征提取网

络 ＤａｒｋＮｅｔ－５３ 与多尺度预测网络（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ
Ｎｅｔｗｏｒｋ，ＦＰＮ）。 研究可知，特征提取网络 ＤａｒｋＮｅｔ－
５３ 实际为去除最后一层全连接层的其余部分（详见

图 １（ａ）），由大量卷积结构与残差块堆叠而成。 卷

积结构由普通卷积层、ＢＮ（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ）层、
ＬｅａｋｙＲｅＬＵ 层 级 联 而 成 （ 详 见 图 １ （ ｃ ） 中 的

Ｃｏｎｖｏｌｕｔｉｏｎａｌ），用来解决网络的梯度爆炸与梯度消

失问题，并能够加速网络收敛。 残差块包含 １×１ 和

３×３ 的 ２ 个卷积结构，通过先降维再升维的方式轻

化模型，残差块的首尾两端通过残差结构的跳跃连

接方式进行连接（详见图 １（ｄ）中的 Ｒｅｓｉｄｕａｌ），改善

随着网络层数不断加深带来的梯度弥散问题。 普通

卷积层穿插于卷积块之间，实现特征图尺寸的变化，
相比于使用池化层，减少了特征信息的丢失。 多尺

度预测网络 ＦＰＮ 部分，选取经过 ８ 倍、１６ 倍下采样

后的特征图，分别与对应的由上采样后所得相同大

小的特征图进行特征融合，再经过一系列卷积层的

计算完成对 ２０×２０、４０×４０、８０×８０ 三个不同尺度的

特征层上大、中、小目标的检测。 ＹＯＬＯｖ３ 网络结构

所涉及的部分网络结构参见图 １。
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图 １　 ＹＯＬＯｖ３ 网络的部分结构

Ｆｉｇ． １　 Ｐａｒｔｉａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＹＯＬＯｖ３ ｎｅｔｗｏｒｋ

１．２　 ＳＰＰ 结构及原理

改 进 ＹＯＬＯｖ３ 中 的 ＳＰＰ （ Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ
Ｐｏｏｌｉｎｇ）模块借鉴于 ＳＰＰｎｅｔ［１７］ 中的 ＳＰＰ 结构，有 ４

条分支，见图 １（ｂ）。 第一个分支直接由输入接到输

出，第 ２、３、４ 个分支分别为池化核为 ５×５、９×９、１３×
１３ 的最大池化结构，步距均为 １，意味着池化前进行
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ｐａｄｄｉｎｇ 填充，在池化后得到的特征图尺寸大小和深

度不变。 在 ＤａｒｋＮｅｔ－５３ 的输出与第一个预测特征层

前加入 ＳＰＰ 结构，通过上一级输入与 ５、９、１３ 三个最

大池化下采样，实现了不同尺度的特征融合，显著增

加了感受野，并且几乎不会降低网络运行速度。

２　 改进的目标检测算法设计

２．１　 引入新的定位损失函数

ＹＯＬＯｖ３－ＳＰＰ 网络中的损失函数 Ｌ 由置信度损

失 Ｌｃｏｎｆ、分类损失 Ｌｃｌａ、定位损失 Ｌｌｏｃ 三部分构成，损
失函数可用如下公式来描述：

Ｌ ＝ λ１Ｌｃｏｎｆ ＋ λ２Ｌｃｌａ ＋ λ３Ｌｌｏｃ （１）
　 　 其中， λ１、λ２、λ３ 为平衡系数。 置信度损失

Ｌｃｏｎｆ、 分类损失 ｌｃｌａ 均由二值交叉熵损失 （ Ｂｉｎａｒｙ
Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ） 计算得出，以及 Ｌｌｏｃ、Ｃｏｎｆｉｄｅｎｃｅ、ＬＩｏＵ

的系列计算公式具体如下：

Ｌｃｏｎｆ ＝ －
∑
ｉ ＝ ０

（ｏｉ ｌｎ（ ｃ^ｉ） ＋ （１ － ｏｉ）ｌｎ（１ － ｃ^ｉ））

Ｎ
（２）

Ｌｃｌａ ＝
∑
ｉ∈ｐｏｓ

∑
ｊ∈ｃｌａ

（Ｏｉｊ ｌｎ（ Ｃ^ ｉｊ） ＋ （１ － Ｏｉｊ）ｌｎ（１ － Ｃ^ ｉｊ））

Ｎｐｏｓ

（３）

　 　 　 　 　 　 　 Ｌｌｏｃ ＝
∑（ＬＩｏＵ）

Ｎｐｏｓ
（４）

　 　 　 　 Ｃｏｎｆｉｄｅｎｃｅ ＝ Ｐｒ（ｏｂｊｅｃｔ） × ＩｏＵ （５）
　 　 　 　 　 　 　 ＬＩｏＵ ＝ １ － ＩｏＵ （６）
　 　 其中， ｏｉ ∈ ［０，１］，为预测框与真实框的 ＩｏＵ

值；ｃ^ｉ 为预测的置信度；Ｎ 为正负样本总个数；Ｎｐｏｓ 为

正样本个数；Ｏｉｊ ∈ ｛０，１｝，表示第 ｉ 个预测框中是否

存在第 ｊ 类目标；Ｃ^ ｉｊ 为预测目标概率。
交并比（ Ｉｎｔｅｒｓｅｃｔｉｏｎ－ｏｖｅｒ－Ｕｎｉｏｎ， ＩｏＵ） 是衡量

预测框与真实框重合度的评价指标，其值为目标框

与真实框交集与并集的比值，如图 ２ 所示。 ＩｏＵ 值可

由如下公式来求得：

ＩｏＵ ＝ ａｒｅａ（Ｃ） ∩ ａｒｅａ（Ｇ）
ａｒｅａ（Ｃ） ∪ ａｒｅａ（Ｇ）

（７）

　 　 在置信度误差计算中，见前文式（５）， ＩｏＵ 的大

小直接决定了预测框与真实框的相似度情况，对损

失函数的计算有着重要影响。 置信度损失与定位损

失的计算均依赖于 ＩｏＵ，但是使用 ＩｏＵ 时对于预测框

和真实框不相交、２个边框的真实重叠情况等问题，无
法有效做出判断，直接用 ＩｏＵ 计算损失有一定问题：

（１） 当预测框和真实框交集为空时，ＩｏＵ值简单

地等于 ０，无法反映出两者的偏差大小。
（２） 对于面积不变的一组真实框与预测框，改

变预测框的尺寸与位置，当真实框与预测框的交集

大小相同时，其 ＩｏＵ 值恒定，即无论预测框与真实框

的位置关系如何、尺寸比例如何，损失都不变，无法

对预测框与真实框的重合中心点位置、尺寸差异做

出有效反馈。 如图 ３ 所示。

图 ２　 ＩｏＵ 计算

Ｆｉｇ． ２　 ＩｏＵ ｃａｌｃｕｌａｔｉｏｎ

IoU=0.36 IoU=0.36 IoU=0.36

图 ３　 ＩｏＵ 的计算缺陷

Ｆｉｇ． ３　 Ｃａｌｃｕｌａｔｉｏｎ ｆｌａｗｓ ｏｆ ＩｏＵ

　 　 为了解决这一问题，随之衍生出多种基于 ＩｏＵ
的损 失 计 算 方 式， 如 文 献 ［ １８ ］ 中 的 ＧＩｏＵ
（Ｇｅｎｅｒａｌｉｚｅｄ－ＩｏＵ）、 ＤＩｏＵ （Ｄｉｓｔａｎｃｅ－ＩｏＵ）以及 ＣＩｏＵ
（Ｃｏｍｐｌｅｔｅ－ＩｏＵ）。 其中， ＧＩｏＵ 通过预测框与真实框

的最小外接矩形面积来反映预测框与真实框的远

近。 ＤＩｏＵ 采用真实框和预测框的中心点距离与两

者最小外接矩形对角线长度作为衡量标准，兼顾了

预测框与真实框的远近与重合中心点位置两种因

素。 与 ＤＩｏＵ 相比，ＣＩｏＵ 进一步考虑了预测框与真

实框的长宽比因素对损失计算的影响，加入了长宽

比惩罚因子，ＣＩｏＵ 的计算公式如式（３）：

ＣＩｏＵ ＝ ＩｏＵ － ρ２（ｂ，ｂｇｔ）
ｃ２

＋ ａｖ （８）

　 　 其中， ｂ、ｂｇｔ 分别表示预测框、真实框的中心点

坐标； ρ２ 表示两点间的欧氏距离； ａｖ 表示预测框与

真实框的长宽比因子。 相比于 ＧＩｏＵ、ＤＩｏＵ，ＣＩｏＵ 对

于预测框与真实框的差异问题解决得更全面、效果

更好，所以本文使用 ＣＩｏＵ。
在不同的数据集上，ＧＩｏＵ、ＤＩｏＵ、ＣＩｏＵ 的预测

结果可能因数据集的不同而有所差异， 因此， 对

ＧＩｏＵ、ＤＩｏＵ，ＣＩｏＵ 在本文使用的电容数据集上的运

行效果进行验证，验证结果表明使用 ＣＩｏＵ在训练的

收敛速度及最终结果两方面效果更佳。
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２．２　 Ｍｏｓａｉｃ 数据增强

Ｍｏｓａｉｃ 数据增强方法是在一个与图片大小相同

的矩形中，随机选取一点作为拼接点，形成 ４ 个不同

的小区域，４ 个区域内分别填充随机 ４ 张图片上对

应区域的图像信息，形成一张融合后的图像，接着通

过随机缩放、 随机裁减等方式进行数据增强。
Ｍｏｓａｉｃ 数据增强方法通过 ４ 张图像的部分融合，丰
富了小目标和检测物体的背景，增加了数据的多样

性，并且在进行计算时，一次会计算 ４ 张图像的数

据，相当于变相增加了 ｂａｔｃｈ＿ｓｉｚｅ。 Ｍｏｓａｉｃ 数据增强

实现过程如图 ４ 所示。

随机位置裁剪
拼接为新图片

重复 batch_size次

batch_size个Moasic
数据增强后的图片

喂入网络模型

取出一个batch
的图片 取batch中

的1张图片

数据集

从数据集中随机
选取3张图片

图 ４　 Ｍｏｓａｉｃ 数据增强

Ｆｉｇ． ４　 Ｍｏｓａｉｃ ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ

２．３　 先验框尺寸优化

　 　 ＹＯＬＯｖ３ 存在预设的 ３ 组先验框，分别决定了

在 ３ 个预测特征层上预测框的大小，直接影响着预

测结果的好坏。 贴合实际情况的先验框，在训练中

能够使模型更快地收敛，定位也更加精确。 研究时，
根据 ＩｍａｇｅＮｅｔ 数据集设计得到了 ＹＯＬＯｖ３ 中的先

验框，但和本文所使用的电容数据集却并不通用。
因此，为了得出更加适用的先验框，使用 Ｋ－ｍｅａｎｓ
聚类算法重新计算电容数据集的先验框。

Ｋ－ｍｅａｎｓ 算法通过距离来反映数据间的相似

性，两者距离越近则越相似，以此划分出不同的类。
先验框与数据集中真实框的相似程度与两者的 ＩｏＵ
息息相关，但两者越相似，ＩｏＵ 值越大，为了达到距

离越近、数据间的相似度越高的效果，使用 １ － ＩｏＵ
作为“距离”，得到的先验框大小见表 １。

表 １　 先验框尺寸

Ｔａｂ． １　 Ｐｒｉｏｒ ｂｏｘ ｓｉｚｅ

检测尺度 先验框尺寸

８ （１９，１８） （４０，１８） （３１，３２）

１６ （５８，３７） （４２，６７） （７８，７１）

３２ （１６６，８２） （１３０，１３３） （２０７，１６０）

２．４　 特征融合层

在特征提取网络中，输入的图像信息经过多层

卷积计算，形成了多种不同分辨率的特征图，这也导

致了不同深度出现了语义差异。 高层特征图中具有

强大的语义信息，可以提高识别能力，但特征图的分

辨率降低。
层与层之间信息的传播在深度学习网络中至关

重要，语义信息丰富的高层特征图分辨率较低，识别

能力必然受限。 ＹＯＬＯｖ３ 使用特征金字塔网络［１９］

（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋ， ＦＰＮ）来融合不同层次的

特征信息，将低分辨率、强语义特征与高分辨率、弱
语义特征通过从上至下的路径以及横向连接进行融

合，使得各个尺度上的语义信息都得到了增强。 如

图 ５ 所示。

predict

predict
predict

图 ５　 特征金字塔网络

Ｆｉｇ． ５　 Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋ

　 　 特征金字塔网络采用自上而下的路径进行特征

融合，实现了对各个层级语义学习的丰富，但是在这

一过程中定位信息并未得到增强。 针对这一点，使
用 ＰＡＮｅｔ（Ｐａｔｈ Ａｇｇｒｅｇａｔｉｏｎ Ｎｅｔｗｏｒｋ） ［２０］ 结构对检测

器及不同主干通过自下而上的路径进行特征融合，
增强定位信息。 采用自上而下与自下而上的路径增

强方式，在 ＦＰＮ 结构后添加 ＰＡＮｅｔ 结构，通过融合

低层特征中包含的丰富定位信息，实现特征增强。
具体来说，通过自下而上的路径以及横向连接，缩短

较低层特征和最顶层特征之间的路径，实现定位信

息的传递，使整个网络的层次结构更加合理。 通过

这 ２ 种连接方式，ＦＰＮ 层由上至下传达语义特征，
ＰＡＮｅｔ 结构由下至上传达定位特征，完成了不同检

测层的特征融合，大大增强了模型的目标检测能力。
改进的特征融合网络结构如图 ６ 所示。 改进后整体

网络结构如图 ７ 所示。

predict

predict

predict

图 ６　 改进的特征融合网络

Ｆｉｇ． ６　 Ｉｍｐｒｏｖｅｄ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｎｅｔｗｏｒｋ
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Type
Convolutional
Convolutional
Convolutional
Convolutional
Residual
Convolutional
Convolutional
Convolutional
Residual
Convolutional
Convolutional
Convolutional
Residual
Convolutional
Convolutional
Convolutional
Residual
Convolutional
Convolutional
Convolutional
Residual

Filters
32
64
32
64

128
64
128
256
128
256

512
256
512
1024
512
1024

Size
3?3
3?3/2
1?1
3?3

1?1/2
1?1
3?3
1?1/2
1?1
3?3

1?1/2
1?1
3?3
1?1/2
1?1
3?3

Output
640?640
320?320

320?320
160?160

160?160
80?80

80?80
40?40

40?40
20?20

20?20

1?

2?

8?

8?

4?

Convolutional5121?1

Convolutional10243?3

Convolutional5121?1

Maxpool5?5/1 Maxpool9?9/1 Maxpool13?13/1

Concatenate
Convolutional5121?1
Convolutional10243?3
Residual 20?20

Convolutional5121?1

Convolutional10243?3

Upsample

Concatenate

Convolutional5121?1
Convolutional10243?3
Residual 40?40

Convolutional5123?3

Convolutional2561?1

Upsample

Concatenate

Convolutional5121?1
Convolutional10243?3
Residual 80?80

Convolutional2563?3

Convolutional2563?3/2

Concatenate

Convolutional5121?1
Convolutional10243?3
Residual 40?40

Convolutional5121?1/2

Concatenate

Convolutional10241?1
Convolutional20483?3
Residual 20?20

Conv2d
1?1

20?20

Conv2d
1?1

40?40

Conv2d
1?1

80?80

图 ７　 改进算法的网络结构

Ｆｉｇ． ７　 Ｉｍｐｒｏｖｅｄ ａｌｇｏｒｉｔｈｍ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３　 实验结果与分析

本文算法在 Ｕｂｕｎｔｕ１６． ０４ 操作系统上使用

ｐｙｔｏｒｃｈ 深度学习框架实现，实验使用的硬件设备

为：Ｉｎｔｅｌ® Ｘｅｏｎ （ Ｒ） ＣＰＵ Ｅ５ － ２６５０ｖ２ ＠ ２． ６０ ＧＨｚ
３２ Ｇ ＣＰＵ，ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ ＴＩＴＡＮ Ｘ ＧＰＵ １２ Ｇ
显存。 初始学习率为 ０．０１，采用 ｗａｒｍｕｐ 策略对学习

率进行动态调整， ｂａｔｃｈ＿ｓｉｚｅ 为 ８， 训练 ３００ 个

Ｅｐｏｃｈ。
３．１　 数据集

在钽电容的生产过程中，会出现表面具有污点、
划痕、凹痕、擦痕等缺陷的残次品，这些缺陷出现在

钽电容的各个表面，因此，若想完成钽电容的表面缺

陷检测，必须了解其 ６ 个表面的状况。 本文实验中

使用的钽电容由某钽电容生产商提供，通过电子照

相机对钽电容 ６ 个表面进行拍摄，得到 １ １６４ 张钽

电容照片，并用标记软件 ＬａｂｅｌＩｍｇ 对图像中钽电容

的污点、划痕、凹痕、表皮脱落四种缺陷进行标记，再
按 １０ ∶ １ 的比例划分为训练集与测试集，形成本文

使用的钽电容数据集。 几种缺陷类型如图 ８ 所示。
３．２　 实验结果与分析

本文采用（ｍｅａｎ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ｍＡＰ） 平均

准确率均值以及（Ｆｒａｍｅｓ Ｐｅｒ Ｓｅｃｏｎｄ， ＦＰＳ） 每秒检

测帧数来评估本文算法的性能。 图 ９ 为改进算法与

未改进算法训练过程中的 Ｌｏｓｓ 值。 由图 ９ 可以看

出，改进算法不仅损失值更低，而且收敛速度也相对

较快。 为了评估本文改进算法的性能，将目前主流

的目标检测网络与本文算法在同一数据集的运行性

能进行比较，对比结果见表 ２。
　 　 通过表 ２ 可以看出，本文算法的 ｍＡＰ 值达到了

８９．７０％，在各类算法中有着最高的平均准确率均

值，相比于改进前的 ＹＯＬＯｖ３－ＳＰＰ 算法， ｍＡＰ 值提

高了 ４．７９％，并且检测单张图片所消耗的时间也只

多出 ０．００８ ｓ。 与 Ｆａｓｔｅｒ＿ＲＣＮＮ 算法相比，本文算法

的 ｍＡＰ 值有 ３．８２ 个百分点的提升，单张图片的检

测时间快出近 ２．４ 倍。 与 ＲｅｔｉｎａＮｅｔ 算法相比， ｍＡＰ
值提升了约 ７％， ＦＰＳ 高出 １９．５５。 在平均准确率均

值与检测速度两方面，本文算法均优于上述 ２ 种算

法。 ＳＳＤ 算法检测速度快，单张图片的检测时间仅

为本文算法的二分之一，但其 ｍＡＰ 值仅为 ８０．６７％，
为本次实验各类算法中的最低值，低于本文算法

９．０３％。ＹＯＬＯｖ５ 算法是目前 ＹＯＬＯ 系列算法的代表

性成果，而本文算法的 ｍＡＰ 值要比其高出 ３．５４ 个

百分点，单张图片的检测时间则要低 ９ ｍｓ。 综合前

文论述可知，相比于其他几类算法，本文算法平均准

确率均值最高，检测速度虽然有待改进，但仍可满足

实时检测的要求，具有一定的优越性。
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（c）划痕 （d）凹痕

（a）污块 （b）表皮脱落

图 ８　 数据缺陷类型

Ｆｉｇ． ８　 Ｄａｔａ ｄｅｆｅｃｔｓ ｔｙｐｅ
表 ２　 算法性能对比

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｌｇｏｒｉｔｈｍｓ

算法 ｍＡＰ ／ ％ Ｔｉｍｅ ／ ｓ ＦＰＳ

Ｆａｓｔｅｒ＿ｒｃｎｎ ８５．８８ ０．０７９ １２．６５

ＲｅｔｉｎａＮｅｔ ８２．６８ ０．０９３ １０．７５

ＳＳＤ ８０．６７ ０．０１７ ５８．８２

ＹＯＬＯｖ３－ＳＰＰ ８４．９０ ０．０２５ ４０．００

ＹＯＬＯｖ５ ８６．１５ ０．０２４ ４１．６６

本文算法 ８９．７０ ０．０３３ ３０．３０

afterimprovemmt
beforeimprovemmt0.14
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0.08

0.06

0.04

0.02
0 50 100 150 200 250 300

epoch

lo
ss

图 ９　 改进前后 ｌｏｓｓ曲线

Ｆｉｇ． ９　 Ｔｈｅ ｌｏｓｓ ｃｕｒｖｅ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｔｈｅ ｉｍｐｒｏｖｅｍｅｎｔ

４　 结束语

为了满足实际生产环境中钽电容表面缺陷检测

的要求，基于 ＹＯＬＯｖ３ 网络模型做出了一些改进，以
提升模型在钽电容表面缺陷检测任务中的检测能

力，使用 Ｋ－ｍｅａｎｓ 聚类算法优化先验框。 使用 ＣＩｏＵ
进行损失函数的计算，加速收敛、提高定位精度；使
用 Ｍｏｓａｉｃ 数据增强方法强化数据集，提升了模型的

检测能力。 采用了 ＦＰＮ＋ＰＡＮｅｔ 结构的特征融合层，
增强了模型的语义信息与定位信息，加强了模型的

检测效果。 实验结果表明，改进的 ＹＯＬＯｖ３ 算法的

ｍＡＰ 值达到了 ８９．７０％，比原 ＹＯＬＯｖ３－ＳＰＰ 算法提

升了 ４．７９ 个百分点。 相比于其他主流算法，该算法

在电容表面缺陷检测中有更高的平均准确率均值，
且能满足实时检测的要求。 本文算法也存在一些不

足，在网络模型 Ｈｅａｄ 部分增加模块的设计虽然提

升了 ｍＡＰ 值，但也导致了检测速度的下降，如何能

够做到两者兼顾，是后续亟待深入研究的主要课题。
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