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基于 Ａｌｂｅｒｔ 和句法树的方面级情感分析

王跃跃

（上海理工大学 管理学院， 上海 ２０００９３）

摘　 要： 方面级情感分析是情感分析的子任务，具体目标是识别不同方面词的情感极性。 先前的工作大部分采用静态词向量

和循环神经网络进行这个任务的建模。 然而由于自然语言表达的多样性，静态词向量不能够准确地找到修饰方面词的上下

文信息，并且以往的工作在对上下文的位置信息编码时存在不足。 同时发现中性标签的数据表达的不确定性，本文认为会存

在一定的标签不可靠情况。 所以本文提出了基于预训练模型 Ａｌｂｅｒｔ 和引入句法树的模型 Ａｌｂｅｒｔ－ＤＰ，并且在损失函数中加入

了标签平滑。 通过该设计，本模型能够很好地表示方面词对象及其上下文，有助于情感分类。 本文在公开的笔记本电脑数据

集、餐馆数据集以及推特数据集上的实验表明，本文的方法优于传统的模型。
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０　 引　 言

情感分析，也称为观点挖掘［１－２］，是自然语言处

理中的重要任务。 与文档级情感分类任务［３－４］ 不

同，方面级情感分类是一种细粒度的情感分类任务。
具体目的是识别上下文句子中某一特定方面的情绪

极性，如积极、消极、中性。 例如，给出一个句子“食
物很好，但服务很慢”，“食物”和“服务”这 ２ 个方面

词的情绪极性分别是积极的和消极的。 方面级情感

分类任务克服了一个句子中出现多个方面词时文档

级情感分类的局限性。 在前面的例子中有两个方面

词，整个句子的情感极性并不是单一的，而是掺杂着

积极和消极 ２ 种情感，如果忽略了方面词信息，就很

难确定一段文本中表达的情感极性。 这种错误在一

般的情感分类任务中普遍存在。 Ｊｉａｎｇ 等学者［５］ 通

过实验显示 ４０％的情绪分类错误是由于没有考虑

方面词。
针对方面级情感分析任务，目前已经提出了很

多的方法。 典型的方法是通过监督训练来构建机器

学习分类器。 在基于机器学习的多个方法中，主要

有 ２ 种不同的类型。 一种是基于人工创建的特征构

建分类器［３，５］。 由于神经网络能够在不进行繁杂的

特征工程的情况下从数据中学习到数据中的知识，
现已广泛应用在诸如机器翻译、问答任务等 ＮＬＰ 任

务中，其应用效果明显优于传统的机器学习方法。
近年来，研究学界针对方面级情感分析相继做了很

多工作，如 ＴＤ－ＬＳＴＭ［６］、ＴＣ－ＬＳＴＭ［６］。 但是在注意

力机制［７］提出之前，对于上下文中的哪些词对于方

面词的情感分类虽是重要的，却一直未能获得有效

解决。
通过分析以往的方面级情感分析模型和相关的

数据集，并且基于神经网络的优点，本文提出了一种



基于 Ａｌｂｅｒｔ 和句法树的方面级情感分类模型，简称

Ａｌｂｅｒｔ－ＤＰ。 前期，基于 ＬＳＴＭ［８］ 的方法主要集中于

文本建模，本文的方法使用 Ｂｉ－ＧＲＵ［９］ 同时建模方

面词和上下文信息。 即如前文的例子“食物很好，
但服务很慢”中，这句话中有 ２ 个方面词：食物、服
务。 根据日常的语言经验，可以知道消极的词语

“慢”更可能描述的是“服务”，而不是“食物”。 类似

地，对于方面词“服务”，“很好”和“慢”两个修饰语

与“服务”的距离都很近，如果采取 ＰＢＡＮ［１０］ 的位置

信息的方法，这 ２ 个修饰语会得到很相近的权重，这
会使神经网络得到错误的分类。 所以应该尽可能降

低“很好”的权重，引入句法树进行上下文位置信息

的编码，可使这个问题得到有效缓解。 同时，本文使

用 Ａｌｂｅｒｔ［１１］预训练模型、而不是 Ｇｌｏｖｅ［１２］ 词向量可

以解决语言表达中的一词多义问题，就能更加充分

地利用句子的潜在语义信息。

１　 相关工作

１．１　 情感分析

情感分析的目的是检测文本的情感极性。 为此

已陆续提出多种方法［１３］。 现有的研究大多使用机

器学习算法、如朴素贝叶斯和支持向量机算法等，以
监督的方式对文本进行分类［１４－１５］。 这些方法中的

大多数或者依赖于 ｎ－ｇｒａｍ 特性，或者依赖于手工设

计的特性。 为此，建立了多个情感词汇［４，１５－１６］。 近

年来，神经网络在情感分类方面取得了长足的进步。
基于神经网络的方法自动学习特征表示，不需要大

量的特征工程，为此研究人员提出了多种神经网络

结构，经典的方法包括卷积神经网络［１７］、递归神经

网络［１８－１９］。 这些方法在情感分析中取得了良好的

效果。
１．２　 细粒度情感分析

方面级情感分类是情感分类的分支之一，其目

标是识别句子中某一特定方面的情感极性。 一些早

期的研究设计了几种基于规则的方面级情感分类模

型［２０－２１］。 Ｎａｓｕｋａｗａ 等学者［２１］首先对句子进行依赖

解析，然后使用预定义的规则来确定关于方面词的

情感。 随后，又引入了多种基于神经网络的方法来

解决这一层面的情感分类问题，典型方法是基于

ＬＳＴＭ 的神经网络。 ＴＤ－ＬＳＴＭ［２２］通过 ２ 个 ＬＳＴＭ 网

络在建模上下文过程中考虑方面词的信息，并利用

２ 个 ＬＳＴＭ 的最后一个隐藏状态进行情绪预测。 为

了更好地捕捉句子中的重要部分，Ｗａｎｇ 等学者［２３］

利用方面词嵌入生成注意向量，将注意力集中在句

子的不同部分上。 以此为基础，Ｍａ 等学者［２４］使用 ２
个 ＬＳＴＭ 网络分别建模句子和方面。 可进一步使用

句子生成的隐藏状态，通过池化操作计算对方面目

标的注意，反之亦然。 因此，研究中的 ＩＡＮ 模型可

以兼顾句子中的重要部分和目标。 Ｚｈａｎｇ 等学者［２５］

提出了两门控神经网络。 一个门用来捕获句子的语

法和语义信息，另一个门建模左右上下文的交互关

系。 Ｃｈｅｎ 等学者［２６］ 采用基于 Ｂｉ－ＬＳＴＭ 的多层架

构，每一层都包含基于注意力的词特征和句子特征，
该模型可以从不同的上下文中关注到对方面词分类

的不同贡献程度。 Ｆａｎ 等学者［２７］ 提出多粒度的注

意力网络，使用细粒度的注意力网络捕获方面词和

上下文之间的词级别的交互。 Ｇｕ 等学者［１０］ 认为距

离方面词较近的词语对方面词的情感极性的贡献较

大，反之贡献则较小。
预训练模型基于大量的文本语料训练，在微调

时可以将语训练阶段学习到的语言知识运用到下游

任务中，而且也陆续展开了基于预训练模型的方面

级情感分析的多项工作。 Ｘｕ 等学者［２８］ 提出了一种

新颖的用于问答任务的后训练方法，同时也将其成

功应用在方面级情感分析任务中。 ＢＥＲＴ－ＳＰＣ 模

型［２９］是利用 ＢＥＲＴ 对句子对分类的优势，将上下文

和方面词一起作为模型的输入进行分类。

２　 模型

２．１　 任务定义

在方面级情感分类问题研究中，给定一个句子

序列 ｗｃ ＝ ｛ｗｃ
１， ｗｃ

２，…， ｗｃ
ｎ｝ 和一个方面序列ｗ ｔ ＝

｛ｗ ｔ
１，ｗ ｔ

２， …， ｗ ｔ
ｍ｝，ｗ ｔ 是 ｗｃ 的一个子序列，方面序列

可以是一个单词或一个短语。 该任务的目的是对句

子序列中的方面词的情感极性进行分类。 本文提出

模型 Ａｌｂｅｒｔ－ＤＰ 的总体框架如图 １ 所示。 由图 １ 可

知，模型中包括词嵌入层、Ｂｉ－ＧＲＵ 层、ＰＣＴ 层、注意

力层和输出层。
２．２　 词嵌入层

Ａｌｂｅｒｔ 模型的全称是 Ａ Ｌｉｔｅ Ｂｅｒｔ，类似于一个轻

量级的 Ｂｅｒｔ 模型［３０］。 因为预训练模型动辄有几千

万或者上亿的参数，使用预训练模型在下游任务中

微调时计算成本很大，并且在生产环境中部署预训

练模型也是一个重要问题。 为了解决上述的问题，
Ｌａｎ 等学者［１１］ 提出了 Ａｌｂｅｒｔ 模型，该模型使用矩阵

分解和编码层参数共享的方法降低了模型参数。 以

Ａｌｂｅｒｔ－ ｘｌａｒｇｅ 为例，该模型的参数量为 ６ ０００ 万，
Ｂｅｒｔ－ｂａｓｅ 模型参数量为 １．０８ 亿，而本文中的 Ａｌｂｅｒｔ

３５第 ４ 期 王跃跃： 基于 Ａｌｂｅｒｔ 和句法树的方面级情感分析



模型均指 Ａｌｂｅｒｔ －ｘｌａｒｇｅ，Ｂｅｒｔ 模型都指 Ｂｅｒｔ －ｂａｓｅ。
Ａｌｂｅｒｔ 嵌入层使用预训练模型 Ａｌｂｅｒｔ 生成序列的词

向量，为了便于利用 Ａｌｂｅｒｔ 模型的预训练和微调过

程，本文中则将给定的上下文和方面词信息数据转

换为“［ＣＬＳ］ ＋ 上下文 ＋ ［ＳＥＰ］” ａｎｄ “［ＣＬＳ］ ＋ 方

面词＋［ＳＥＰ］” 的格式。

相似性距阵S

标签平滑
Softmax

情感分类

PCT PCT

输出层
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方面词 上下文词和位置信息
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c c c

e1 e2 enp p p

图 １　 Ａｌｂｅｒｔ－ＤＰ 模型架构

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ Ａｌｂｅｒｔ－ＤＰ

　 　 为了更好地与基准模型进行对比，本文使用预

训练 后 的 Ｇｌｏｖｅ 词 向 量［１１］， 词 嵌 入 矩 阵 Ｌ ∈
ℝ ｄｅｍｂ×｜ Ｖ｜ ，ｄｅｍｂ 表示词向量的维度大小， ｜ Ｖ ｜ 表示词

表大小，通过从矩阵 Ｌ 中将每个单词ｗ ｉ 映射为对应

的向量ｅｉ。
２．３　 引入句法树的位置信息

句法树描述了句子组织的层次结构，在自然语

言处理中描述句子句法结构的树状表示。 通过构建

句子的句法树，可以分析出单词之间的关系，更加准

确地找出与方面词相关的情感词。 ＰＢＡＮ 模型［３１］

出于和方面词信息更靠近的上下文更有可能在修饰

方面信息的考虑，提出了上下文距离方面词位置的

绝对距离， 例如，在句子“Ｔｈｅ ａｐｐｅｔｉｚｅｒｓ ａｒｅ ｏｋ， ｂｕｔ
ｔｈｅ ｓｅｒｖｉｃｅ ｉｓ ｓｌｏｗ”中，当方面词是“ａｐｐｅｔｉｚｅｒｓ”时，把
方面词的权重设为 ０，给定上下文的位置索引则分

别表示为 ｐ ＝ ［１，０，１，２，３，４，５，６，７］，位置矩阵 Ｐ 是

随机初始化， 参数在模型训练中不断更新。 这样上

下文中不同的词因为距离方面词的不同就会有不同

的权重，可以能更加准确地找到修饰方面词的上下

文，提高分类的准确率。 由于语言表达的多样性和

复杂性，并且受到 ＬＣＦＳ－ＢＥＲＴ［３２］的启发，引入句法

知识可以更加有效判断与方面对应的情感意见表

达，排除无关情感表达的干扰。 语义依存树可以获

得句子中不同词之间的依赖关系。 通过句法树获得

不同词之间的相对距离更符合语言表达的习惯，对
于不同方面的情感分类会更加有效。 通过句法树形

成的相对语义距离可以更准确地找到修饰方面词的

表达。 句子“Ｔｈｅ ａｐｐｅｔｉｚｅｒｓ ａｒｅ ｏｋ， ｂｕｔ ｔｈｅ ｓｅｒｖｉｃｅ ｉｓ
ｓｌｏｗ”的句法解析如图 ２ 所示。

The appetizersare ok, but the service is slow.
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图 ２　 句子“Ｔｈｅ ａｐｐｅｔｉｚｅｒｓ ａｒｅ ｏｋ， ｂｕｔ ｔｈｅ ｓｅｒｖｉｃｅ ｉｓ ｓｌｏｗ．”句法解

析图

Ｆｉｇ． ２　 Ｓｙｎｔａｃｔｉｃ ｐａｒｓｉｎｇ ｄｉａｇｒａｍ ｏｆ ｓｅｎｔｅｎｃｅ “Ｔｈｅ ａｐｐｅｔｉｚｅｒｓ ａｒｅ
ｏｋ， ｂｕｔ ｔｈｅ ｓｅｒｖｉｃｅ ｉｓ ｓｌｏｗ．”

　 　 ＳｐａＣｙ 工具能够快速准确地解析句子的依存关

系，ＳｐａＣｙ 使用 ｈｅａｄ 和 ｃｈｉｌｄ 来描述依存关系中的连

接，识别每个 ｔｏｋｅｎ 的依存关系，通过 Ｓｐａｃｙ 工具研

究构建了每个句子的语法树，见图 ２，该工具给出了

句子中的每个词的词性，其中 ＤＥＴ、ＮＯＵＮ、ＡＵＸ、
ＡＤＪ 和 ＳＣＯＮＪ 分别表示限定词、名词、助动词、形容

词和从属连词。 而且还指示出各个词语之间的语法

关系。 ｎｓｕｂｊ 表示名词性主语。 ａｃｏｍｐ 用于动词的

形容词补语，ｍａｒｋ 表示标记语。 通过构建语法树可

以 准 确 找 到 方 面 词 ｐｒｉｃｅ 的 情 感 表 达 词

“ｒｅａｓｏｎａｂｌｅ”，方面词“ｓｅｖｉｃｅ”的情感表达词“ｐｏｏｒ”。
在建模上下文词时通过 （ ｉｓ， ｐｒｉｃｅ， ｎｓｕｂｊ ）， （ ｉｓ，
ｒｅａｓｏｎａｂｌｅ，ａｃｏｍｐ）， （ ｉｓ， ｓｅｖｉｃｅ， ｎｓｕｂｊ）， （ ｉｓ， ｐｏｏｒ，
ａｃｏｍｐ） 的限定语法，本次研究给予形容词词性

“ｒｅａｓｏｎａｂｌｅ”、“ｐｏｏｒ”更好的权重，而如果采用计算

上下文位置信息的方法［１０，２８］，则会赋予距离方面词

“ｐｒｉｃｅ” 更近的词 “ Ｔｈｅ”、 “ ｉｓ” 更高的权重，而词

“ｒｅａｓｏｎａｂｌｅ”将会获得更低权重，当方面词 Ａ ＝ ｛ｗ ｔ
１，

ｗ ｔ
２， …， ｗ ｔ

ｍ｝ 时，句子 Ｓ ＝ ｛ｗｃ
１，ｗｃ

２， …， ｗｃ
ｎ｝ 中不同词

与方面 Ａ 之间的相对语义距离 Ｄ ＝ ｛ｄ１，ｄ２，…，ｄｎ｝，
所以通过构建语法树的方法可以明显提高方面级情

感分析的准确率。
２．４　 Ｂｉ－ＧＲＵ 层

在得到词向量之后，将这 ２ 个向量集合分别送

入 Ｂｉ－ＧＲＵ 层，本文使用这 ２ 个 Ｂｉ－ＧＲＵ 网络来学

习句子和目标中单词的隐含语义，每个 Ｂｉ－ＧＲＵ 由

４５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



２ 个 ＧＲＵ 网络叠加而成。 使用 ＧＲＵ 的优点是可以

避免梯度消失或爆炸的问题、能够很好地学习句子

长期依赖关系，并且相对于 ＬＳＴＭ 有更少的参数和

更低的计算复杂度。 把方面词向量输入到左边的

Ｂｉ－ＧＲＵ 得到前向隐层状态 ｈｔ
ｉ

→
∈ℝ ｄｈ 和后向隐层状

态 ｈｔ
ｉ

􀲓
∈ ℝ ｄｈ， 最终的方面词的隐层状态表示为 ｈｔ

ｉ ＝

［ｈｔ
ｉ

→
， ｈｔ

ｉ

↼
］ ∈ ℝ ２ｄｈ，这里ｄｈ 表示隐层单元的数量。 对

于右边的 Ｂｉ－ＧＲＵ 结构，本文把上下文词向量和位

置向量的拼接，作为右边的 Ｂｉ－ＧＲＵ 的输入。
２．５　 ＰＣＴ 层

ＰＣＴ 层［２９］是 Ｐｏｉｎｔ－Ｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ Ｔｒａｎｓｆｏｒｍａｔｉｏｎ
点式卷积转换的简称，主要的作用可以转换从 Ｂｉ－
ＧＲＵ 得到的序列信息，并且过滤到噪声信息，该卷

积核的大小为 １， ＰＣＴ 的定义如下：
ＰＣＴ（ｈ） ＝ σ（ｈ∗Ｗ１

ｐｃ ＋ ｂ１
ｐｃ）∗Ｗ２

ｐｃ ＋ ｂ２
ｐｃ （１）

其中， σ 表示 ＥＬＵ 激活函数， “∗”表示卷积操

作； Ｗ１
ｐｃ 和 Ｗ２

ｐｃ 分别表示卷积核的可学习权重参数；
ｂ１
ｐｃ，ｂ２

ｐｃ 分别表示卷积核的偏置参数。
２．６　 注意力层

传统神经网络在处理数据时往往会忽略原有数

据之间的联系，特别是处理文本信息时，当输入句子

较长时，中间向量难以存储足够的信息，从而限制了

模型的性能。 在自然语言处理过程中，注意力机

制［７］允许模型根据输入文本以及其到目前为止已

经生成的隐藏状态来学习要注意的内容，不同于标

准神经网络将全部原文本编码成固定长度的语义向

量，注意力机制将研究聚焦到特定区域，很好地解决

了中间向量存储信息不足的问题。 该机制灵活地为

神经网络隐层单元分配不同的概率权重，使得关键

节点信息得到有效关注，降低了冗余信息对情感走

向的影响。 利用注意力机制可以使模型更好地理解

语义信息，全方位地关注更重要的内容以及整体的

情感走向。 在通过 Ｂｉ－ＧＲＵ 层得到上下文和方面词

隐层语义表示和 ＰＣＴ 层转换序列信息后，由于在包

含多个方面词的上下文中，不同的方面词对于相同

的上下文的贡献不同，而不同的上下文的对于修饰

的相同的方面词贡献大小也不一样，例如在句子

“我喜欢苹果电脑的系统，但这台笔记本电脑的扬

声器质量不如我那台惠普笔记本电脑”中，方面词

“扬声器质量”是由多个词语组成，“质量”对于该上

下文的影响应该比“扬声器”大，上下文中的词应该

将更多的注意力放在“质量”这个方面词上，而对于

这种注意力的量化方法，本次研究中采用注意力机

制。 本文通过 ＰＣＴ 层的上下文输出 Ｈ 和方面词输

出Ｑ构建了一个相似性矩阵Ｓ，Ｎ表示一个批次中的

最大句子长度，Ｍ 表示一个批次中的方面词的最大

长度。 Ｓｉｊ 表示第 ｉ 个上下文的词和第 ｊ 个方面词的

相关性，相似性矩阵 Ｓ 的计算公式如下：
Ｓｉｊ ＝ Ｗｓ（［Ｈｉ；Ｑ ｊ；Ｈｉ ∗ Ｑ ｊ］） （２）

　 　 其中，Ｗｓ ∈ℝ １∗６ｄ 是权重矩阵；［；］表示向量的

拼接；“∗”表示逐点向量元素乘积。
通过相似性矩阵 Ｓ可以计算出每一个上下文词

对方面词的权重 α ｉ 以及ｍ１。 α ｉ 和ｍ１ 的计算公式具

体如下：
αｉ ＝ Ｓｏｆｔｍａｘ（ｍａｘ（Ｓｉ，：）） （３）

ｍ１ ＝ ∑
Ｎ

ｉ ＝ １
αｉＨｉ （４）

　 　 同样地， 通过相似性矩阵 Ｓ 可以计算出方面词

中的哪一个词语对于上下文的词是更加相关的，用
ｍ２ 表示， 则有：

βｉｊ ＝
ｅｘｐ（Ｓｉｊ）

∑
Ｍ

ｋ ＝ １
ｅｘｐ（Ｓｉｋ）

（５）

ｍ２ ＝ ∑
Ｍ

ｉ ＝ １
βｉｊＱ ｊ （６）

２．７　 输出层

在全连接层之前，如果神经元数目过大，学习能

力过 强， 可 能 出 现 过 拟 合 问 题。 本 文 引 入

ｄｒｏｐｏｕｔ［３３］ 正则化手段随机删除神经网络中的部分

神经元，用来解决过拟合问题。 全连接层拼接所有

特征，得到一个高质量的特征图并输入到输出层。
输出层通过 Ｓｏｆｔｍａｘ 分类器输出预测分类节点，每
个节点表示一种分类，节点之和为 １。 接下来，又选

择 Ａｄａｍ 优化器［３７］优化整体网络参数，模型在使用

梯度下降时，可以合理地动态选择学习速率，分配梯

度下降幅度。 当训练中损失函数接近最小值时减小

每步的梯度下降幅度；如果损失函数曲线相对陡峭，
则适当增大下降幅度。 进一步地，给出数学公式见

如下：
ｍ ＝ ［ｍ１；ｍ２］ （７）
Ｘ ＝ ＷＴ

ｍｍ ＋ ｂｍ （８）

ｙ ＝ ｅｘｐ（Ｘ）

∑
Ｃ

ｋ ＝ １
ｅｘｐ（Ｘ）

（９）

　 　 其中， ｙ ∈ Ｒｃ 是预测的情感极性分布， ＷＴ
ｍ，ｂｍ

是可学习的参数。
在标签平滑上［３２］，通过观察中性标签的数据发
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现中性情感是不太明确的情感表达，故本文在损失

函数中加入了标签平滑，标签平滑可以通过防止神

经网络在训练过程中为每个训练示例分配全概率来

减少过拟合，用平滑的值（如 ０．１ 或 ０．９）替换分类目

标的 ０ 和 １ 值。 研究推得的数学公式可写为：
ｑ ｋ ｜ ｘ( ) ＝ １ － ε( ) ｑ ｋ ｜ ｘ( ) ＋ εｕ ｋ( ) （１０）

　 　 其中， ｕ（ｋ） 表示标签的先验分布；ε 是平滑参

数，本文中使 ε ＝ １ ／ Ｃ，这里 Ｃ表示分类的个数。 标

签平滑等同于 ＫＬ 散度［３４］，需用到的公式如下：
Ｌｌｓｒ ＝ － ＤＫＬ（ｕ ｋ( ) ‖ｐθ） （１１）

　 　 其中， ｕ（ｋ） 表示标签的分布，ｐθ 表示神经网络

的预测的结果，则本实验要优化的目标函数是：

Ｌ（θ） ＝ － ∑
Ｃ

ｉ ＝ １
ｙ^ｃ ｌｏｇ ｙｃ( ) ＋ Ｌｌｓｒ ＋ λ∑

ｎ

θ∈☉
θ ２ （１２）

其中， ｙ^ｃ 是以 ｏｎｅ－ｈｏｔ 向量表示的真实标签； ｙｃ

是输出层输出的预测情感分布向量； λ 是 Ｌ２ 正则化

系数；“ ☉ ”表示参数集合。

３　 实验结果及分析

３．１　 数据集

本文在 ＳｅｍＥｖａｌ２０１４ 任务 ４ 的笔记本电脑和餐

厅两个领域特定的数据集［３５］ 以及 ＡＣＬ１４ 推特数据

集［３６］上进行了实验。 这些数据集的标签有 ３ 个，分
别是：中性、积极和消极。 这 ３ 个数据集的训练集和

测试集的一些统计情况见表 １。

表 １　 ３ 个数据集的统计情况

Ｔａｂ． １　 Ｔｈｅ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｔｈｒｅｅ ｄａｔａ ｓｅｔｓ

数据集
积极

训练集 测试集

消极

训练集 测试集

中性

训练集 测试集

餐厅 ２ １６４ ７２８ ８０７ １９６ ６３７ １９６

电脑 ９９４ ３４１ ８７０ １２８ ４６４ １６９

推特 １ ５６１ １７３ １ ５６０ １７３ ３ １２７ ３４６

３．２　 超参数设置

在实验中，首先随机选取 ２０％的训练数据作为

验证集来调优超参数。 所有权重矩阵从均匀分布

Ｕ（ － ０．１，０．１） 随机初始化，所有偏差项设置为零。
Ｌ２ 正则化系数 λ＝ １０－５， Ｄｒｏｐｏｕｔ保持率为 ０．２。 词嵌

入使用 ３００ 维 Ｇｌｏｖｅ 向量进行初始化，并在训练过

程中进行固定。 对于 ＯＯＶ 的单词，从均匀分布

Ｕ（ － ０．０１，０．０１） 中进行随机初始化。 Ａｄａｍ 优化

器［３７］的初始学习率为 ０．０１。 如果训练损失在每 ５
个 ｅｐｏｃｈ 后没有下降，将学习速率降低一半。 批量

大小设置为 ６４。 Ｂｉ－ＧＲＵ 隐藏状态的维数设置为

１５０，隐藏单元个数为 ２００，模型的层数为 ２，采用

ＲｅＬＵ 作为激活函数。 迭代次数为 １０ 轮，文本最大

长度为一个批次中的最大句子长度。
３．３　 模型对比

为了评估本文所提模型的有效性，将本文所提

的模型与几种基线方法进行了比较，并且做了消融

实验来进一步验证 Ａｌｂｅｒｔ－ＤＰ 模型的有效性。 通过

在 Ｒｅｓｔａｕｒａｎｔ、Ｌａｐｔｏｐ 以及 Ｔｗｉｔｔｅｒ 数据集上训练和评

估模型，并且使用准确率和 Ｍａｃｒｏ － Ｆ１ 值来衡量模

型的性能。 文中用到的数学模型详述如下。
（１）ＴＤ－ＬＳＴＭ 模型［２２］。 使用 ２ 个 ＬＳＴＭ 网络对

围绕方面术语的前后上下文进行建模。 将 ２ 个 ＬＳＴＭ
网络的最后隐藏状态连接起来，预测情绪极性。

（２）ＡＴＡＥ－ＬＳＴＭ［３８］。 对隐藏状态采用注意力

机制，并结合注意嵌入生成最终表示。
（３）ＩＡＮ［２４］。 使用 ２ 个 ＬＳＴＭ 网络分别对句子

和方面词进行建模。 利用句子中的隐藏状态生成目

标的注意向量，反之亦然。 基于这 ２ 个注意向量，则
输出句子表示和分类的目标表示。

（４）ＲＡＭ［２６］。 通过双向 ＬＳＴＭ 网络对上下文词

学习多跳注意，并且使用 ＧＲＵ 网络得到聚合向量。
（５）ＭｅｍＮｅｔ［３９］ 模型。 对词嵌入进行了多重关

注，所以能够从外部记忆中找出更多用于最终分类

的依据，最后一层的输出被输入到 ｓｏｆｔｍａｘ 层进行

分类。
（６）ＭＧＡＮ［２７］模型。 在方面词是多个单词组成

时或者方面词有着更长的上下文时会造成信息损

失，提出多粒度的注意力机制。
（７）ＰＢＡＮ［２８］模型。 编码方面信息时加入了上

下文的位置信息，但仅仅采用距离方面信息的直线

距离大小来衡量对方面信息情感极性的贡献。
（８）ＢＥＲＴ－ＳＰＣ［２９］。 是使用预训练模型 ＢＥＲＴ

进行句子对分类的任务，ＢＥＲＴ－ＳＰＣ 构造的模型的
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输入形式是“［ＣＬＳ］” ＋ｇｌｏｂａｌ ｃｏｎｔｅｘｔ ＋ “［ ＳＥＰ］” ＋
［ａｓｐ］＋“［ＳＥＰ］”。

（９）ＬＣＦ－ＢＥＲＴ［４０］。 提出局部上下文的概念，
认为方面词的情感极性应该在方面词的周围，通过

人为设定一个局部上下文的阈值，不在局部上下文

的上下文词会被掩码掉，不对方面词的情感极性判

断做出贡献。
３．４　 结果分析

表 ２ 给出了本模型和其他模型的对比结果。 由

表 ２ 分析可知，Ａｌｂｅｒｔ－ＤＰ 模型获得了最大的准确

率和 Ｆ１ 值的提升，这也表明本文所提模型的有效

性。 ＴＤ－ＬＳＴＭ 的整体表现欠佳，因其对方面词的处

理较为粗糙，在建模上下文词时没有充分利用方面

词信息。 ＡＴＡＥ－ＬＳＴＭ、ＩＡＮ 和 ＲＡＭ 是基于注意力

机制的模型，并优于 ＴＤ－ＬＳＴＭ 的表现，ＲＡＭ 是比其

他的基于 ＲＮＮ 的模型有更好的效果，但是在推特数

据集上表现的效果却不好，可能是因为推文表达的

不规范性。 ＩＡＮ 模型注意到方面词和其上下文交互

的重要性，在建模时使用交互的注意力机制，所以

ＩＡＮ 取得了比 ＡＴＡＥ－ＬＳＴＭ 更好的表现。 ＭｅｍＮｅｔ
因为从构建的外部记忆单元中获得了有用的信息，
所以有关的各项衡量指标都超过了 ＩＡＮ 模型。
ＰＢＡＮ 模型利用方面词的字符索引，并采用相对位

置表示位置序列。 当不同的方面词中有相同的词语

时，ＭｅｍＮｅｔ 并不能捕捉到这种差异。 ＢＥＲＴ－ＳＰＣ 模

型和 ＬＣＦ－ＢＥＲＴ 模型在建模时主要利用了 ＢＥＲＴ
预训练模型的强大特征表示能力，各项指标都有很

大的提升。 ＰＢＡＮ 模型由于在编码上下文位置时采

用的是距离方面词的绝对距离，会存在一些不足。
本文所提的模型，能够有效地弥补这种不足。 由于

语言表达的复杂性，距离方面词很近的上下文不一

定是修饰方面词，本文构建的通过句法树可以准确

找到方面词的上下文词语，这更符合语言表达本身

的特性。 所以能够明显提高分类的准确率。

表 ２　 ３ 个数据集上的不同模型的表现

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｒｅｅ ｄａｔａｓｅｔｓ ％

模型
餐厅数据集

准确率 宏－ Ｆ１

电脑数据集

准确率 宏－ Ｆ１

推特数据集

准确率 宏－ Ｆ１

ＴＤ－ＬＳＴＭ ７５．６３ － ６８．１３ － ７０．８０ ６９．００

ＡＴＡＥ＿ＬＳＴＭ ７７．２０ － ６８．７０ － － －

ＩＡＮ ７８．６０ － ７２．１０ － － －

ＲＡＭ ８０．２３ ７０．８０ ７４．４９ ７１．３５ ６９．３６ ６７．３０

ＭｅｍＮｅｔ ７８．１６ ６５．８３ ７０．３３ ６４．０９ ６８．５０ ６６．９１

ＭＧＡＮ ８１．２５ ７１．９４ ７５．３９ ７２．４７ ７２．５４ ７０．８１

ＰＢＡＮ ８１．１６ － ７４．１２ － － －

Ｇｌｏｖｅ－ＤＰ ８１．９５ ７２．２３ ７５．０１ ７３．６７ ７３．５９ ７１．６２

ＢＥＲＴ－ＳＰＣ ８５．９８ ７８．７９ ８０．２５ ７７．４１ ７５．２９ ７３．６３

ＬＣＦ－ＢＥＲＴ ８６．５２ ８０．４０ ８２．２９ ７９．２８ ７６．４５ ７５．５２

ＡＬＢＥＲＴ－ＤＰ ８７．０７ ８０．８８ ８３．４２ ７９．６５ ７７．５５ ７６．９８

　 　 在表 ２ 中，基准模型的结果来自于已发表论文

中的结果，“－”表示论文中并未使用该衡量指标。
　 　 在实验中，本文发现性能随着随机初始化的不

同而有很大的波动，这是一个在训练神经网络［４１］ 时

较为常见的问题，因此，运行了本文的训练算法 １０
次，并将得到的平均准确率和 Ｆ１ 值汇总列于表 ２
中。
３．５　 消融实验

为了验证本模型各个模块的必要性，本文做了

一系列的消融实验。 借鉴 ＡＥＮ－ＢＥＲＴ 论文中提出

的 ＰＣＴ 方法，在经过 Ｂｉ－ＧＲＵ 获得的上下文和方面

词语义信息后，使用 ＰＣＴ 层过滤掉干扰分类的噪

声。 本文使用 ＷＰ－ＰＣＴ 表示去掉 ＰＣＴ 层，其他模块

保持不变。 为了验证引入句法树对位置信息编码的

有效性，本文采用了 ＰＢＡＮ 模型中提出的位置信息

方法来代替基于句法树构建的上下文位置信息的方

法，简记为 ＷＯ－ＤＰ。 ＧＲＵ 相比于 ＬＳＴＭ 模型有更

少的参数，训练速度更快，但这 ２ 个模型在不同的

ＮＬＰ 任务中都有着各自的优势，本实验通过改用

ＬＳＴＭ 层来验证 ＧＲＵ 和 ＬＳＴＭ 哪一个更适用于本文
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提出的任务，简记为 Ｗ－ＬＳＴＭ。 Ａｌｂｅｒｔ 模型相比于

Ｂｅｒｔ 模型有很多的改进点，例如通过词嵌入层的矩

阵分解、编码层的参数共享来降低参数以及将

ＢＥＲＴ 模型中的下一个句子预测任务（ＮＳＰ）改为句

子顺序预测任务（ＳＯＰ）等。 在 Ａｌｂｅｒｔ 论文中作者在

各大经典 ＮＬＰ 任务，如阅读理解、文本分类中都进

行了实验，效果高于 Ｂｅｒｔ 模型，但无法确定 Ａｌｂｅｒｔ
模型在方面级情感分析任务中是否也能达到预期的

效果，所以本文将 Ａｌｂｅｒｔ 模型改为 Ｂｅｒｔ 模型进行验

证。 实验结果见表 ３。

表 ３　 ４ 种消融实验结果

Ｔａｂ． ３　 Ｆｏｕｒ ｋｉｎｄｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ％

模型
餐厅数据集

准确率 宏－ Ｆ１

电脑数据集

准确率 宏－ Ｆ１

推特数据集

准确率 宏－ Ｆ１

ＷＯ－ＰＣＴ ８６．５５ ７９．６０ ８２．２１ ７８．５３ ７６．４１ ７６．３３

ＷＯ－ＤＰ ８５．１３ ７９．３３ ８１．８９ ７９．１０ ７５．５８ ７５．６２

Ｗ－ＬＳＴＭ ８６．５３ ８０．２３ ８２．７９ ７９．０２ ７７．３３ ７４．４９

Ｗ－ＢＥＲＴ ８６．６２ ８０．５９ ８３．０６ ７９．３１ ７７．１２ ７５．５８

４　 结束语

本文提出了基于 Ａｌｂｅｒｔ 和引入句法解析树的方

面级情感分类模型 Ａｌｂｅｒｔ－ＤＰ。 以前的大部分工作

都是基于静态词向量的词嵌入，不能对文本表达的

多样性进行精确表示，同时对以往工作在建模上下

文对方面词的位置信息存在的不足，提出了构建句

子的句法树，来更准确地找到方面词的修饰语。 随

后，研究又发现中性标签的数据集表达的不确定性，
本文认为会存在一定的标签不可靠情况，所以在损

失函数中加入了标签平滑的策略。 本文提出的模型

在餐厅数据集（Ｒｅｓｔａｕｒａｎｔ）、电脑数据集（Ｌａｐｔｏｐ）和
推特数据集（Ｔｗｉｔｔｅｒ）上的实验表明，与那些基准方

法相比，本文的模型 Ａｌｂｅｒｔ－ＤＰ 具有更好的性能，从
而进一步验证了模型的有效性。
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［１２］ＰＥＮＮＩＮＧＴＯＮ Ｊ， ＳＯＣＨＥＲ Ｒ， ＭＡＮＮＩＮＧ Ｃ Ｄ． Ｇｌｏｖｅ： Ｇｌｏｂａｌ
ｖｅｃｔｏｒｓ ｆｏｒ ｗｏｒｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ［ Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１４
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ
（ＥＭＮＬＰ） ． Ｄｏｈａ Ｑａｔａｒ：ＡＣＬ，２０１４： １５３２－１５４３．

［１３］ ＭＥＤＨＡＴ Ｗ， ＨＡＳＳＡＮ Ａ， ＫＯＲＡＳＨＹ Ｈ． Ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ
ａｌｇｏｒｉｔｈｍｓ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓ： Ａ ｓｕｒｖｅｙ． Ａｉｎ Ｓｈａｍｓ Ｅｎｇｉｎｅｅｒｉｎｇ
Ｊｏｕｒｎａｌ，２０１４， ５（４）： １０９３－１１１３．

［１４］ＷＡＮＧ Ｓｉｄａ， ＭＡＮＮＩＮＧ Ｃ Ｄ． Ｂａｓｅｌｉｎｅｓ ａｎｄ ｂｉｇｒａｍｓ：Ｓｉｍｐｌｅ，
ｇｏｏｄ ｓｅｎｔｉｍｅｎｔ ａｎｄ ｔｏｐｉｃ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
５０ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ （Ｖｏｌｕｍｅ ２： Ｓｈｏｒｔ Ｐａｐｅｒｓ） ． Ｊｅｊｕ Ｉｓｌａｎｄ：ＡＣＬ，２０１２：
９０－９４．

［１５］ ＬＩＵ Ｂｉｎｇｗｅｉ， ＢＬＡＳＣＨ Ｅ， ＣＨＥＮ Ｙｕ， ｅｔ ａｌ． Ｓｃａｌａｂｌｅ ｓｅｎｔｉｍｅｎｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｏｒ ｂｉｇ ｄａｔａ ａｎａｌｙｓｉｓ ｕｓｉｎｇ ｎａｉｖｅ ｂａｙｅｓ ｃｌａｓｓｉｆｉｅｒ
［ Ｃ ］ ／ ／ ２０１３ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｂｉｇ Ｄａｔａ．
Ｃａｌｉｆｏｒｎｉａ， ＵＳＡ：ＩＥＥＥ， ２０１３：９９－１０４．

［１６］ ＴＡＢＯＡＤＡ Ｍ， ＢＲＯＯＫＥ Ｊ， ＴＯＦＩＬＯＳＫＩ Ｍ， ｅｔ ａｌ． Ｌｅｘｉｃｏｎ －
ｂａｓｅｄ ｍｅｔｈｏｄｓ ｆｏｒ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ［ Ｊ ］ ． Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ，２０１１， ３７（２）： ２６７－３０７．

８５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



［１７］ＫＩＭ Ｙ． Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｎｔｅｎｃｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１４ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ
ｉｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ （ ＥＭＮＬＰ ） ． Ｄｏｈａ Ｑａｔａｒ：
Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ，２０１４：１７４６－１７５１．

［１８］ ＳＯＣＨＥＲ Ｒ， ＰＥＲＥＬＹＧＩＮ Ａ， ＷＵ Ｊ， ｅｔ ａｌ． Ｒｅｃｕｒｓｉｖｅ ｄｅｅｐ
ｍｏｄｅｌｓ ｆｏｒ ｓｅｍａｎｔｉｃ ｃｏｍｐｏｓｉｔｉｏｎａｌｉｔｙ ｏｖｅｒ ａ ｓｅｎｔｉｍｅｎｔ ｔｒｅｅｂａｎｋ
［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１３ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ
ｉｎ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ． Ｓｅａｔｔｌｅ， Ｗａｓｈｉｎｇｔｏｎ， ＵＳＡ：
ＡＣＬ，２０１３：１６３１－１６４２．

［１９］ＺＨＵ Ｘｉａｏｄａｎ， ＳＯＢＩＨＡＮＩ Ｐ， ＧＵＯ Ｈｏｎｇｙｕ． Ｌｏｎｇ ｓｈｏｒｔ－ ｔｅｒｍ
ｍｅｍｏｒｙ ｏｖｅｒ ｒｅｃｕｒｓｉｖｅ ｓｔｒｕｃｔｕｒｅｓ ［Ｃ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ． Ｌｉｌｌｅ， Ｆｒａｎｃｅ： ＡＣＭ，２０１５：１６０４－１６１２．

［２０ ］ ＤＩＮＧ Ｘｉａｏｗｅｎ， ＬＩＵ Ｂｉｎｇ． Ｔｈｅ ｕｔｉｌｉｔｙ ｏｆ ｌｉｎｇｕｉｓｔｉｃ ｒｕｌｅｓ ｉｎ
ｏｐｉｎｉｏｎ ｍｉｎｉｎｇ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３０ｔｈ ａｎｎｕａｌ ｉｎｔｅｒｎａｔｉｏｎａｌ
ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ
Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ． Ｔｈｅ Ｎｅｔｈｅｒｌａｎｄｓ：ＡＣＭ，２００７： ８１１－８１２．

［２１］ＮＡＳＵＫＡＷＡ Ｔ， ＹＩ Ｊ． Ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ： Ｃａｐｔｕｒｉｎｇ ｆａｖｏｒａｂｉｌｉｔｙ
ｕｓｉｎｇ ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ｐｒｏｃｅｓｓｉｎｇ ［ Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２ｎｄ

Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｃａｐｔｕｒｅ． Ｓａｎｉｂｅｌ Ｉｓｌａｎｄ，
ＦＬ， ＵＳＡ：ＡＣＭ，２００３：７０－７７．

［２２］ ＴＡＮＧ Ｄｕｙｕ， ＱＩＮ Ｂｉｎｇ， ＦＥＮＧ Ｘｉａｏｃｈｅｎｇ， ｅｔ ａｌ． Ｅｆｆｅｃｔｉｖｅ
ＬＳＴＭｓ ｆｏｒ ｔａｒｇｅｔ － ｄｅｐｅｎｄｅｎｔ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ［ Ｊ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１５１２．０１１００， ２０１５．

［２３］ＷＡＮＧ Ｙｅｑｕａｎ， ＨＵＡＮＧ Ｍｉｎｌｉｅ， ＺＨＵ Ｘｉａｏｙａｎ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎ－
ｂａｓｅｄ ＬＳＴＭ ｆｏｒ ａｓｐｅｃｔ － ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ［ Ｃ ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１６ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ
Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ． Ａｕｓｔｉｎ， Ｔｅｘａｓ：ＡＣＬ，２０１６： ６０６ －
６１５．

［２４］ ＭＡ Ｄｅｈｏｎｇ， ＬＩ Ｓｕｊｉａｎ， ＺＨＡＮＧ Ｘｉａｏｄｏｎｇ， ｅｔ ａｌ． Ｉｎｔｅｒａｃｔｉｖｅ
ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋｓ ｆｏｒ ａｓｐｅｃｔ－ ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｗｅｎｔｙ－Ｓｉｘｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ （ ＩＪＣＡＩ － １７） ． Ｍｅｌｂｏｕｒｎｅ Ａｕｓｔｒａｌｉａ：ＡＣＭ，
２０１７：４０６８－４０７４．

［２５］ＺＨＡＮＧ Ｍｅｉｓｈａｎ， ＺＨＡＮＧ Ｙｕｅ， ＶＯ Ｄ Ｔ． Ｇａｔｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ
ｆｏｒ ｔａｒｇｅｔｅｄ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ［Ｃ］ ／ ／ Ｔｈｉｒｔｉｅｔｈ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ． Ｐｈｏｅｎｉｘ Ａｒｉｚｏｎａ：ＡＡＡＩ， ２０１６： ３０８７ －
３０９３．

［２６］ ＣＨＥＮ Ｐｅｎｇ， ＳＵＮ Ｚｈｏｎｇｑｉａｎ， ＢＩＮＧ Ｌｉｄｏｎｇ， ｅｔ ａｌ． Ｒｅｃｕｒｒｅｎｔ
ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｏｎ ｍｅｍｏｒｙ ｆｏｒ ａｓｐｅｃｔ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ［Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１７ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ
Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ． Ｃｏｐｅｎｈａｇｅｎ， Ｄｅｎｍａｒｋ：ＡＣＬ，２０１７：
４５２－４６１．

［２７］ ＦＡＮ Ｆｅｉｆａｎ， ＦＥＮＧ Ｙａｎｓｏｎｇ， ＺＨＡＯ Ｄｏｎｇｙａｎ． Ｍｕｌｔｉ－ ｇｒａｉｎｅｄ
ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ａｓｐｅｃｔ－ ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１８ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｍｐｉｒｉｃａｌ Ｍｅｔｈｏｄｓ ｉｎ
Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ． Ｔｓｕｊｉｉ：ＡＣＬ，２０１８： ３４３３－３４４２．

［２８］ＸＵ Ｈｕ， ＬＩＵ Ｂｉｎｇ， ＳＨＵ Ｌｅｉ， ｅｔ ａｌ． ＢＥＲＴ ｐｏｓｔ － ｔｒａｉｎｉｎｇ ｆｏｒ
ｒｅｖｉｅｗ ｒｅａｄｉｎｇ ｃｏｍｐｒｅｈｅｎｓｉｏｎ ａｎｄ ａｓｐｅｃｔ－ｂａｓｅｄ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ

［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１９０４．０２２３２， ２０１９．
［２９］ ＳＯＮＧ Ｙｏｕｗｅｉ， ＷＡＮＧ Ｊｉａｈａｉ， ＪＩＡＮＧ Ｔａｏ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎａｌ

ｅｎｃｏｄｅｒ ｎｅｔｗｏｒｋ ｆｏｒ ｔａｒｇｅｔｅｄ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ［ Ｊ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１９０２．０９３１４， ２０１９．

［３０］ＤＥＶＬＩＮ Ｊ， ＣＨＡＮＧ Ｍ Ｗ， ＬＥＥ Ｋ， ｅｔ ａｌ． Ｂｅｒｔ： Ｐｒｅ－ｔｒａｉｎｉｎｇ ｏｆ
ｄｅｅｐ ｂｉｄｉｒｅｃｔｉｏｎａｌ ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ ［ Ｊ］ ．
ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８１０．０４８０５， ２０１８．

［３１］ＳＺＥＧＥＤＹ Ｃ， ＶＡＮＨＯＵＣＫＥ Ｖ， ＩＯＦＦＥ Ｓ，ｅｔ ａｌ． Ｒｅｔｈｉｎｋｉｎｇ ｔｈｅ
ｉｎｃｅｐｔｉｏｎ ａｒｃｈｉｔｅｃｔｕｒｅ ｆｏｒ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．
Ｌａｓ Ｖｅｇａｓ：ＩＥＥＥ，２０１６： ２８１８－２８２６．

［３２］ＰＨＡＮ Ｍ Ｈ， ＯＧＵＮＢＯＮＡ Ｐ Ｏ． Ｍｏｄｅｌｌｉｎｇ ｃｏｎｔｅｘｔ ａｎｄ ｓｙｎｔａｃｔｉｃａｌ
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