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基于 ＡｌＢｅｒｔ－Ｔｉｎｙ－ＤＰＣＮＮ 的案件事实倾向性类别预测
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摘　 要： 近年来，随着智慧司法的推进，中国裁判文书作为重要的研究对象，衍生了诸多任务，但针对裁判文书的研究大多基

于刑事案件，缺乏对民事案件领域下的研究。 本文结合预训练词向量、文本分类模型等技术，对民间借贷这一细分领域下的

案件事实标签预测进行研究，为现有的案件事实提供同类别的有参考价值的裁判文书，减少相关工作者在大量数据中寻找所

耗费的时间。 本文提出了基于 Ａｌｂｅｒｔ－Ｔｉｎｙ－ＤＰＣＮＮ 的分类模型，该模型采用注意力机制与标签平滑归一化技术来提高模型

的精度，并在实验数据集上验证了模型的有效性。
关键词： 深度学习； 裁判文书； 文本分类； 预训练词向量

Ｃｈｉｎｅｓｅ ｊｕｄｉｃｉａｌ ｄｏｃｕｍｅｎｔ ｐｒｏｃｅｓｓｉｎｇ ｂｙ ｕｔｉｌｉｚｉｎｇ
ｃａｓｅ ｆａｃｔ ｌａｂｅｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｂａｓｅｄ ｏｎ ＡｌＢｅｒｔ－Ｔｉｎｙ－ＤＰＣＮＮ

ＳＨＩ Ｊｕｎｋｅ

（Ｓｃｈｏｏｌ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｚｈｅｊｉａｎｇ Ｓｃｉ－Ｔｅｃｈ Ｕｎｉｖｅｒｓｉｔｙ， Ｈａｎｇｚｈｏｕ ３１００１８， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｉｎ ｒｅｃｅｎｔ ｙｅａｒｓ， ｗｉｔｈ ｔｈｅ ａｄｖａｎｃｅｍｅｎｔ ｏｆ ｉｎｔｅｌｌｉｇｅｎｔ ｊｕｓｔｉｃｅ， ｊｕｄｉｃｉａｌ ｄｏｃｕｍｅｎｔｓ ｉｎ Ｃｈｉｎａ， ａｓ ａｎ ｉｍｐｏｒｔａｎｔ ｒｅｓｅａｒｃｈ
ｏｂｊｅｃｔ， ｈａｖｅ ｄｅｒｉｖｅｄ ｍａｎｙ ｔａｓｋｓ． Ｈｏｗｅｖｅｒ， ｍｏｓｔ ｏｆ ｔｈｅ ｒｅｓｅａｒｃｈ ｏｎ ｊｕｄｉｃｉａｌ ｄｏｃｕｍｅｎｔｓ ｉｓ ｂａｓｅｄ ｏｎ ｃｒｉｍｉｎａｌ ｃａｓｅｓ， ａｎｄ ｔｈｅｒｅ ｉｓ ａ
ｌａｃｋ ｏｆ ｒｅｓｅａｒｃｈ ｏｎ ｃｉｖｉｌ ｃａｓｅｓ． Ｃｏｍｂｉｎｉｎｇ ｐｒｅ－ｔｒａｉｎｅｄ ｗｏｒｄ ｖｅｃｔｏｒｓ， ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌｓ， ａｎｄ ｏｔｈｅｒ ｔｅｃｈｎｏｌｏｇｉｅｓ， ｔｈｉｓ ｐａｐｅｒ
ｓｔｕｄｉｅｓ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｃａｓｅ ｆａｃｔｓ ｉｎ ｔｈｅ ｓｕｂｄｉｖｉｓｉｏｎ ｆｉｅｌｄ ｏｆ ｐｒｉｖａｔｅ ｌｅｎｄｉｎｇ ｓｏ ａｓ ｔｏ ｐｒｏｖｉｄｅ ｔｈｅ ｅｘｉｓｔｉｎｇ ｃａｓｅ ｆａｃｔｓ ｗｉｔｈ ｓｉｍｉｌａｒ
ｊｕｄｇｍｅｎｔ ｄｏｃｕｍｅｎｔｓ ｗｉｔｈ ｒｅｆｅｒｅｎｃｅ ｖａｌｕｅ ａｎｄ ｒｅｄｕｃｅ ｔｈｅ ｔｉｍｅ ｓｐｅｎｔ ｂｙ ｒｅｌｅｖａｎｔ ｗｏｒｋｅｒｓ ｌｏｏｋｉｎｇ ｆｏｒ ｔｈｅｍ ｉｎ ａ ｌａｒｇｅ ａｍｏｕｎｔ ｏｆ ｄａｔａ．
Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ａ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ａｌｂｅｒｔ － Ｔｉｎｙ －ＤＰＣＮＮ ｉｓ ｐｒｏｐｏｓｅｄ， ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ ａｎｄ ｌａｂｅｌ ｓｍｏｏｔｈｉｎｇ
ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ ａｒｅ ｕｓｅｄ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｍｏｄｅｌ， ａｎｄ ｔｈｅ ｖａｌｉｄｉｔｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ｉｓ ｖｅｒｉｆｉｅｄ ｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ
ｄａｔａ ｓｅｔｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｄｅｅｐ ｌｅａｒｎｉｎｇ； Ｃｈｉｎｅｓｅ ｊｕｄｉｃｉａｌ ｄｏｃｕｍｅｎｔ； ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ； ｐｒｅ－ｔｒａｉｎｅｄ ｗｏｒｄ ｖｅｃｔｏｒ

�哈尔滨工业大学主办 学术研究与应用

作者简介： 施君可（１９９７－），男，硕士研究生，主要研究方向：文本分类。

通讯作者： 施君可　 　 Ｅｍａｉｌ：１５８５８１３００５３＠ １６３．ｃｏｍ

收稿日期： ２０２２－０５－２０

０　 引　 言

近年来，裁判文书结合 ＮＬＰ 衍生出诸多任务，
如：类案检索、信息抽取等，但大多研究均基于刑事

案件，缺乏对民事案件领域下的研究。 而且，由于民

事案件的判决结果不会出现原告“胜诉、败诉”等确

切字句，只有“支持原告部分请求”、“驳回原告其余

请求”等字样，只能对裁判文书的案件事实进行了

倾向性分类。 此外，民间借贷案件存在借贷金额不

同、借贷关系复杂等因素，可能还存在“同案不同

判”的问题［１］，并且相关从事人员不易从大量的文

书中寻找到同类别的参考文书。 针对这些状况，本
文基于民间借贷一审判决书数据集，以案件事实作

为输入，通过深度学习技术进行案件事实倾向性类

别预测的研究。 本文主要工作如下：
（１）提出了基于 Ａｌｂｅｒｔ－Ｔｉｎｙ－ＤＰＣＮＮ 的案件事

实标签分类模型。 该模型使用 Ａｌｂｅｒｔ－Ｔｉｎｙ 进行词

嵌入，使用 ＤＰＣＮＮ 的特征提取结构捕获文本语义，
并使用带类别权重的焦点损失进行模型训练。 实验

结果表明，相比于对照模型，该模型的准确率与加权

Ｆ１ 值更高，准确率能够达到 ７９．６５％。
（２）本文在上述模型的基础上，采用注意力机

制增强特征提取层输出向量的重要特征、减弱无用

特征，使用标签平滑归一化方法提升模型的泛化能

力，准确率提升到了 ８１．２２％，增加了 １．９７％。

１　 研究现状

本文研究了近几年来裁判文书结合深度学习的



分类模型的现状。 王文广等学者［２］ 基于 ＨＡＮ 和

ＤＰＣＮＮ 提出了法律判决预测模型 ＨＡＣ，在刑期预

测等各项判决预测任务中表现良好。 王业沛等学

者［３］探索了不同层数的 ＬＳＴＭ 模型在预测判决结果

的倾向性分类时的效果， 发现 ３ 层 ＬＳＴＭ 在实验中

准确率较高，但仅使用 ＬＳＴＭ 很难凸显文本的重要

信息。 王宁等学者［４］ 使用基于注意力的 ＢｉＧＲＵ 模

型来预测判决结果的倾向性，实验发现模型能在一

定程度上进行有效预测，但模型的准确率仍有提升

空间。 自 ２０１８ 年底始，预训练模型从最开始的

Ｗｏｒｄ２Ｖｅｃ、Ｇｌｏｖｅ 过 渡 到 了 ＢＥＲＴ 系 列、 ＥＲＮＩＥ、
ＸＬＮｅｔ、ＭＰＮｅｔ 等模型［５－６］。 目前，预训练语言模型

被广泛使用在文本分类任务中。 王立梅等学者［７］

对比了 ＴｅｘｔＣＮＮ、ＴｅｘｔＲＮＮ、Ｔｒａｎｓｆｏｒｍｅｒ、Ｂｅｒｔ 模型，
然后优化了最优模型的嵌入方式。 孟令慈［８］ 基于

Ｂｅｒｔ－ＬＳＴＭ 模型对刑事案件进行结果分类研究，通
过对序列进行编码和特征融合来获取类别信息。

２　 模型架构

本文判决结果倾向性分类模型的主要架构如图

１ 所示，主要包括 ３ 个部分：嵌入层的作用是将输入

文本转为词向量矩阵，本文比较了 Ｗｏｒｄ２Ｖｅｃ［９］ 与

Ａｌｂｅｒｔ－Ｔｉｎｙ［１０］在本文任务中的效果；特征提取层是

为了提取词向量矩阵中的语义特征，本文比较了

ＴｅｘｔＣＮＮ［１１］、ＴｅｘｔＲＣＮＮ［１２］、ＤＰＣＮＮ［１３］ 三种网络结

构对模型的影响；分类层将输入的神经元数量压缩

至类别个数。 此外，本文对比了交叉熵损失函数和

焦点损失函数对模型的影响。

输入(Input)

嵌入层(EmbeddingLayer)

（Word2Vec、Albert-Tiny）

特征提取层
(FeatureExtractionLayer)

随机失活层(DropoutLayer)

分类层(ClassificationLayer)

输出(Output)

TetCNN
TextRCNN
DPCNN

图 １　 模型基本框架

Ｆｉｇ． １　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｍｏｄｅｌ

２．１　 数据采集与处理

本文采用 ｓｅｌｅｎｉｕｍ 工具从中国裁判文书官网

（ｈｔｔｐｓ： ／ ／ ｗｅｎｓｈｕ． ｃｏｕｒｔ． ｇｏｖ． ｃｎ ／ ）爬取民间借贷一审

判决书，并以此构建数据集。 裁判文书的文本格式

较为规范，本文通过分析裁判文书的结构，使用正则

提取数据中的案件事实（ ｆａｃｔ）、判决理由（ ｒｅａｓｏｎ）、
判决依据（ ｌｅｇａｌ）、判决结果（ ｖｅｒｄｉｃｔ）四个部分。 然

后，本文构建了判决结果倾向性类别标签集合，并结

合 ｒｅａｓｏｎ、 ｌｅｇａｌ、 ｖｅｒｄｉｃｔ 的内容进行数据标注，将

ｖｅｒｄｉｃｔ 转为数值表示。 标签集合见表 １。

表 １　 类别标签集合

Ｔａｂ． １　 Ｃｏｌｌｅｃｔｉｏｎ ｏｆ ｃａｔｅｇｏｒｙ ｔａｇｓ

判决结果倾向性分类 类别

对于原告的诉讼请求法院予以驳回；本案受理费用由原告承担。 ０

法院对于原告的诉讼请求全部支持；本案受理费用由原告承担。 １

法院对于原告的诉讼请求全部支持；本案受理费用由被告承担。 ２

法院对于原告的诉讼请求全部支持；本案受理费用由原告、被告双方承担。 ３

法院对于原告的诉讼请求部分支持；本案受理费用由原告承担。 ４

法院对于原告的诉讼请求部分支持；本案受理费用由被告承担。 ５

法院对于原告的诉讼请求部分支持；本案受理费用由原告、被告双方承担。 ６

２．２　 嵌入层

本文采用 Ｗｏｒｄ２Ｖｅｃ 词向量和 Ａｌｂｅｒｔ 词向量作

为词嵌入进行实验研究。 由于文本信息不能直接作

为输入，在词嵌入操作前需要将文本序列化。 文本

序列化，即把词序列表示成一系列能够表达文本语

义的数字表示，每个数字代表一个词在词表中的索

引号。 之后，形状为 Ｌ[ ] 的文本序列 Ｗ 经过词嵌

入层后会转换成形状为 Ｌ，Ｄ[ ] 的词嵌入矩阵 Ｅ，Ｌ
为文本序列长度， Ｄ 为词向量维度， ｗ ｉ 表示输入文

本序列中的第 ｉ 个词在词表中的索引， ｅ（ｗ ｉ） 表示

词表中索引为 ｗ ｉ 的词对应的词向量，如式（１）所示：
Ｗ ＝ ［ｗ１，ｗ２，ｗ３，…，ｗＬ］
Ｅ ＝ ［ｅ（ｗ１），ｅ（ｗ２），ｅ（ｗ３），…，ｅ（ｗＬ）］

（１）

　 　 基于此，进一步展开研究分述如下。
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（１）Ｗｏｒｄ２Ｖｅｃ。 Ｗｏｒｄ２Ｖｅｃ［９］ 把所有词语投影

到 Ｋ 维的向量空间，将文本内容的处理简化为 Ｋ 维

向量空间中的向量运算。 本文使用 ｊｉｅｂａ 工具对案

件事实进行分词，并去除了无关字符与常用停用词。
其次，本文使用分词去停后的案件事实构建语料库，
使用 ｇｅｎｓｉｍ 开源工具 Ｗｏｒｄ２Ｖｅｃ 的 ｓｋｉｐ－ｇｒａｍ 算法

训练Ｗ２Ｖ 词向量表。 接着，将分词去停后的案件事

实词序列进行文本序列化处理［４］，并统一文本长度

为 １５０。 最后，本文用文本序列和 Ｗ２Ｖ 词向量表实

现静态词嵌入。
（２）Ａｌｂｅｒｔ－Ｔｉｎｙ。 本文使用了 Ａｌｂｅｒｔ－Ｔｉｎｙ 进行

下游任务的微调，为保证输入文本相同，模型的输入

为分词去停后的案件事实。 首先，本文使用继承了

ｔｒａｎｓｆｏｒｍｅｒｓ 的 ＢｅｒｔＴｏｋｅｎｉｚｅｒ 的 Ｔｏｋｅｎｉｚｅｒ 实现文本

序列化。 接着，统一文本序列化长度为 ３００，对超出

２９８ 的数据进行截断，在文本序列首部添加类别符

号‘［ＣＬＳ］’，在尾部添加结束符号‘［ ＳＥＰ］’，并对

不足的文本序列进行填充。 最后，使用 ｔｒａｎｓｆｏｒｍｅｒｓ
的 ＡｌｂｅｒｔＭｏｄｅｌ 进行下游任务微调，得到需要的

ＡｌｂｅｒｔＴｉｎｙ 词向量。
２．３　 特征提取层

目前，文本分类模型多种多样，本文主要探索了

ＴｅｘｔＣＮＮ［１１］、ＴｅｘｔＲＣＮＮ［１２］、ＤＰＣＮＮ［１３］ 三种特征提

取结构在模型中的表现效果。 其中，ＴｅｘｔＣＮＮ 使用

不同大小的卷积核来捕获输入文本对应的词向量矩

阵中相邻词汇之间的特征信息。 因卷积核尺寸通常

不会很大，使得 ＴｅｘｔＣＮＮ 无法捕获长距离信息，故
该模型较为适合中短文本场景，并不适合长文本。
ＴｅｘｔＲＣＮＮ 使用双向长短期记忆网络获取输入文本

的上下文信息，并通过最大池化筛选出最重要的特

征，能够获取长距离依赖。 ＤＰＣＮＮ 通过增加感受野

来缓解长距离依赖问题，主要用区域卷积增加模型

可编码的输入文本长度，并通过残差结构增加网络

深度来缓解梯度弥散问题。
２．４　 分类层

分类层采用全连接网络结构来提取特征间的关

系，该层的输入为特征提取层后的文本语义向量，输
出为每个类别的概率，如图 ２ 所示。 图 ２ 中，第一层

全连接的维度形状为 １∗ｎ， 第二层全连接的维度形

状为 １∗（ｎ ／ ２）， 输出层（即最终结果输出的网络

层）形状为 １∗Ｃ 的分类结果，这里 Ｃ 为类别标签的

数量，该输出向量通过 ｓｏｆｔｍａｘ 分类器后得到的可

能性最高的类别即为预测的类别。 除输出层外的 ２
个全连接层采用了 ＬｅａｋＲｅＬｕ 激活函数。 另外，可根

据训练效果来决定是否对全连接的输出结果进行批

归一化处理。

输出
Output

输入
Input

1*C

1*(n/2)

1*n

数量
Number

图 ２　 分类层结构

Ｆｉｇ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｌａｙｅｒ ｓｔｒｕｃｔｕｒｅ

２．５　 损失函数

本文的标签分类任务属于多分类问题，故模型的

最后一层应使用 ｓｏｆｔｍａｘ 函数进行归一化，并在计算

真实标签与预测结果之间的损失值时以 ｓｏｆｔｍａｘ 结果

中概率最高的类别为预测标签。 本文对比了 Ｐｙｔｏｒｃｈ
框架中的交叉熵损失 （ＣｒｏｓｓＥｎｔｒｏｐｙＬｏｓｓ） 函数以及自

定义的焦点损失函数 （ＦｏｃａｌＬｏｓｓ） 在模型训练中的表

现效果，并在训练过程中增加类别权重 ｗ 来缓解类别

不平衡问题。 由于上述的损失函数内部已使用

ｓｏｆｔｍａｘ 分类器，故本节模型的最后一层不必再使用

ｓｏｆｔｍａｘ 进行归一化。 这里，给出带类别权重的交叉

熵损失函数见式（２）：

ＬＣＥ ＝ １
Ｎ∑

Ｎ

ｎ ＝ １
ＬＣＥ，ｎ，ＬＣＥ，ｎ Ｘｎ，Ｙｎ( ) ＝

－ ∑ Ｃ

ｉ ＝ １
ｗ ｉ ｙｎ，ｉ ｌｏｇ

ｅｘｐ ｘｎ，ｉ( )

∑ Ｃ

ｃ ＝ １
ｅｘｐ （ｘｎ，ｃ )

（２）

其中， Ｎ 是批大小； Ｘｎ 是批中第 ｎ 条数据的预

测标签值， ｘｎ，ｉ 为第 ｎ 条数据的第 ｉ 类别的预测概

率； Ｙｎ 是批中第 ｎ 条数据的真实标签， ｙｎ，ｉ 为第 ｉ 类
别的真实标签值，只有一个类别为 １，其余类别为 ０；
Ｃ 是类别数目； ＬＣＥ 为 Ｎ 条数据的交叉熵损失均值；
ｗ ｉ 是第 ｉ 类别的类别权重。 接下来，给出焦点损失

函数［１４］见式（３）：

ＬＦ ＝ １
Ｎ∑

Ｎ

ｎ ＝ １
ＬＦ，ｎ，ＬＦ，ｎ ｐｎ( ) ＝ － αｔ １ － ｐｎ( ) γ ｌｏｇ ｐｎ

ｐｎ（Ｘｎ，Ｙｎ） ＝ ｙｎ，ｉ

ｅｘｐ ｘｎ，ｉ( )

∑ Ｃ

ｃ ＝ １
ｅｘｐ （ｘｎ，ｃ )

æ

è

çç

ö

ø

÷÷ ＋

　 　 　 （１ － ｙｎ，ｉ） １ －
ｅｘｐ ｘｎ，ｉ( )

∑ Ｃ

ｃ ＝ １
ｅｘｐ （ｘｎ，ｃ )

æ

è

çç

ö

ø

÷÷ （３）

其中， Ｎ、Ｘｎ、ｘｎ，ｉ、Ｙｎ、 ｙｎ，ｉ、Ｃ 的含义与式（２）相

同； ＬＦ 为 Ｎ 条数据的焦点损失均值； ｐｎ（Ｘｎ，Ｙｎ） 表

示第 ｎ 条数据预测的各类别输出为 １ 的概率； αｔ 是
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权重因子； γ ∈ ０，５[ ] 是聚焦参数。 本文中将超参

αｔ 替换为类别权重数组来缓解类别不均衡问题。

３　 实验与分析

３．１　 实验环境

本文使用的操作系统环境为 Ｕｂｕｎｔｕ１８．０４，硬件

环境为 Ｉｎｔｅｌ Ｘｅｏｎ Ｐｌａｔｉｎｕｍ ８１６３（Ｓｋｙｌａｋｅ） ２．５ ＧＨｚ，
内存为 ９２ ＧＢ，ＧＰＵ 为 １ ∗ Ｔｅｓｌａ Ｖ１００ ＮＶＬｉｎｋ－３２ Ｇ，
ｐｙｔｈｏｎ 集成平台 Ａｎａｃｏｎｄａ３，采用的 Ｄｅｅｐ Ｌｅａｒｎｉｎｇ
框架 为 ｐｙｔｏｒｃｈ， 使 用 的 依 赖 有： ｎｕｍｐｙ、 ｐａｎｄａｓ、
ｒｅｇｅｘ、 ｊｉｅｂａ、 ｇｅｎｓｉｍ、 ｓｃｉｋｉｔ － ｌｅａｒｎ、 ｐｙｔｏｒｃｈ、
ｔｒａｎｓｆｏｒｍｅｒｓ、ｍａｔｐｌｏｔｌｉｂ、ｔｅｎｓｏｒｂｏａｒｄ。
３．２　 实验数据与参数设置

本文通过爬虫在中国裁判文书网收集相关的民

事一审判决书，使用数据筛选过后留下３０ ０００条数

据来进行实验研究，并按 ６ ∶ ２ ∶ ２ 的比例划分训练

集、验证集、测试集。
本文的数据集共有 ７ 个类别，但各类别的样本

数量分布并不均匀，分别为｛６００，１００，１１ ３００， ４８０，
７０， １５ ９５０， １ ５００｝，故对于该问题，本文在模型训

练过程中使用了带类别权重的损失函数，类别权重

Ｗ 的计算方式具体如下：
Ｗ ＝ ［ｗ１，ｗ２，…，ｗＣ］　 ｗ ｉ ＝ １ ／ ｌｏｇ（１．０２ ＋ ｔｉ） （４）

其中， ｗ ｉ 为第 ｉ 个类别的权重值；Ｃ 为类别数；ｔｉ
为第 ｉ 个类别样本数占总样本数的比例。 为保持对

比实验的参数一致性，本文在模型训练时的参数配

置详见表 ２。

表 ２　 对比模型实验中的参数表

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒｓ ｉｎ ｔｈｅ ｃｏｍｐａｒａｔｉｖｅ ｍｏｄｅｌ ｅｘｐｅｒｉｍｅｎｔ

参数名 参数值 参数名 参数值

词向量尺寸（ｅｍｂｅｄｄｉｎｇ ｓｉｚｅ ） ２５６ 优化器（ｏｐｔｉｍｉｚｅｒ） ＡｄａｍＷ

单次批量（ｂａｔｃｈ ｓｉｚｅ） ５１２ 失活系数（ｄｒｏｐｏｕｔ） ０．５

标签平滑参数（ｌａｂｅｌ ｓｍｏｏｔｈｉｎｇ） ０ 学习率（ｌｅａｒｎｉｎｇ ｒａｔｅ） １ｅ－４

３．３　 评价指标

本文 采 用 准 确 率 （ａｃｃｕｒａｃｙ）、 加 权 Ｆ１ 值

（Ｗｅｉｇｈｔｅｄ － Ｆ１） 作为结果倾向性预测模型的评价

指标。 准确率计算方法公式具体如下：
ａｃｃｕｒａｃｙ ＝ Ｎｒｉｇｈｔ ／ （Ｎｒｉｇｈｔ ＋ Ｎｗｒｏｎｇ） （５）

　 　 其中， Ｎｒｉｇｈｔ，Ｎｗｒｏｎｇ 分别表示预测正确、错误的数

量。
加权 Ｆ１ 值可以用作多分类问题的评价指标之

一，可以减轻数据不平衡带来的影响。 加权 Ｆ１ 值考

虑 了 样 本 不 均 衡 的 原 因， 在 计 算 查 准 率

（Ｐｒｅｃｉｓｉｏｎｗｅｉｇｈｔｅｄ） 和召回率 （Ｒｅｃａｌｌｗｅｉｇｈｔｅｄ） 时，需要各

个类别的查准率 （ｐｒｅｃｉｓｉｏｎ） 和召回率 （ｒｅｃａｌｌ） 乘以

该类在总样本中的占比来求和。 而加权 Ｆ１ 值为

Ｐｒｅｃｉｓｉｏｎｗｅｉｇｈｔｅｄ 和 Ｒｅｃａｌｌｗｅｉｇｈｔｅｄ 的调和平均数，详见式

（６） ～式（１０）：

Ｐｒｅｃｉｓｉｏｎｉ ＝
ＴＰ ｉ

ＴＰ ｉ ＋ ＦＰ ｉ
（６）

Ｐｒｅｃｉｓｉｏｎｗｅｉｇｈｔｅｄ ＝
∑ Ｌ

ｉ ＝ １
Ｐｒｅｃｉｓｉｏｎｉ∗ ｗ ｉ( )

Ｌ
（７）

Ｒｅｃａｌｌｉ ＝
ＴＰ ｉ

ＴＰ ｉ ＋ ＦＮｉ
（８）

Ｒｅｃａｌｌｗｅｉｇｈｔｅｄ ＝
∑ Ｌ

ｉ ＝ １
Ｒｅｃａｌｌｉ∗ ｗ ｉ( )

Ｌ
（９）

Ｆ１ ｗｅｉｇｈｔｅｄ ＝ ２∗
Ｐｒｅｃｉｓｉｏｎｗｅｉｇｈｔｅｄ∗ Ｒｅｃａｌｌｗｅｉｇｈｔｅｄ
Ｐｒｅｃｉｓｉｏｎｗｅｉｇｈｔｅｄ ＋ Ｒｅｃａｌｌｗｅｉｇｈｔｅｄ

（１０）
　 　 其中， ＴＰ ｉ 表示真实类别为第 ｉ 类、且被模型判

定为第 ｉ 类的样本数； ＦＰ ｉ 表示真实类别非第 ｉ 类、
且被模型判定为第 ｉ 类的样本数； ＦＮｉ 表示真实类

别为第 ｉ 类、且被模型判定为非第 ｉ 类的样本数；
Ｌ 表示类别数量； ｗ ｉ 表示第 ｉ 类别在总样本中的

占比。
３．４　 对照实验

本文比较了不同的词嵌入方式、特征提取方式、
损失函数相互组合的模型在训练时的表现效果，结
果见表 ３。 表 ３ 中，Ｗ２Ｖ 表示 Ｗｏｒｄ２Ｖｅｃ 嵌入方式，
ＴｅｘｔＣＮＮ、ＴｅｘｔＲＣＮＮ、ＤＰＣＮＮ 为特征提取方式，ＣＥＬ
表示交叉熵损失函数、ＦＬ 表示焦点损失函数。

从表 ３ 的实验数据可知，与交叉熵损失函数相

比，焦点损失函数能够在一定程度上提高模型准确

率。 相比于 Ｗｏｒｄ２Ｖｅｃ 静态词向量，ＡｌＢｅｒｔ－Ｔｉｎｙ 词

向量的嵌入效果更好，能更好地学习词之间的关系，
使得特征提取层输出的特征向量包含更多的文本语

义信息。 特征提取层使用的网络结构中，ＤＰＣＮＮ 的

效果相对较好，能更准确地捕获文本特征。

４９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



表 ３　 对比模型的准确率与加权 Ｆ１ 值

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｎｇ ｔｈｅ ａｃｃｕｒａｃｙ ａｎｄ ｔｈｅ ｗｅｉｇｈｔｅｄ－Ｆ１ ｖａｌｕｅ ｏｆ ｔｈｅ ｍｏｄｅｌ

模型
ＣＥＬ

ａｃｃｕｒａｃｙ ｗｅｉｇｈｔｅｄ － Ｆ１

ＦＬ

ａｃｃｕｒａｃｙ ｗｅｉｇｈｔｅｄ － Ｆ１

Ｗ２Ｖ＋ＴｅｘｔＣＮＮ（ｂａｓｅｌｉｎｅ） ０．７１４ ３ ０．７１６ ６ ０．７４９ ５ ０．７３０ ７
Ｗ２Ｖ＋ＴｅｘｔＲＣＮＮ ０．６３５ ５ ０．６４５ １ ０．６９７ ８ ０．６４０ ５
Ｗ２Ｖ＋ＤＰＣＮＮ ０．７４１ ９ ０．７４５ ３ ０．７７５ ４ ０．７５７ ５

ＡｌＢｅｒｔ－Ｔｉｎｙ＋ＴｅｘｔＣＮＮ ０．７３５ ８ ０．７０１ ５ ０．７９２ ０ ０．７６８ ３
ＡｌＢｅｒｔ－Ｔｉｎｙ＋ＴｅｘｔＲＣＮＮ ０．７０４ ２ ０．６７６ ５ ０．７２６ １ ０．６９３ ４
ＡｌＢｅｒｔ－Ｔｉｎｙ＋ＤＰＣＮＮ ０．７８６ ７ ０．７５３ ５ ０．７９６ ５ ０．７６０ ７

３．５　 模块与参数实验

上述实验中，模型 ＡｌＢｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ 在对

比实验中的准确率最高，基于该模型，本文进行了变

体测试与参数实验。 变体测试主要包括 ２ 个方向：
对特征提取层输出的文本特征向量进行注意力加

权、标签平滑归一化。 接下来，可做阐释表述如下。
（１）Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ：对比实验中表现最

优的模型。
（２）Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ ＋ ＬＳＲ：ＬＳＲ 表示标

签平滑归一化［１５］，该技术通过平滑归一化方法扰动

真实标签来解决过度拟合的问题。 对标签的具体处

理详见式（１１）：
ｙＬＳ
ｋ ＝ ｙｋ（１ － α） ＋ α ／ Ｋ （１１）

　 　 其中， ｙＬＳ
ｋ 为第 ｋ 类标签平滑处理后的值； ｙｋ 为

第 ｋ类标签的 ｏｎｅ－ｈｏｔ 值； Ｋ为类别数； α为超参数。
（３）Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ＋ Ａｔｔ：注意力原理不

依赖于任何框架，本文搭建了 ２ 层全连接层的 Ａｔｔ
注意力模块，通过该模块来捕获重要特征，减小无用

特征，提升特征提取层的文本语义表征能力。 具体

如图 ３ 所示。

分
类
层

随
机
失
活
层

softmax

图 ３　 特征提取层使用的注意力模块

Ｆｉｇ． ３　 Ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 （４）Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ＋ Ａｔｔ＋ ＬＳＲ：结合了

（２）、（３）中的 Ａｔｔ 与 ＬＳＲ 两种方式。
　 　 表 ４ 为变体模型的对比实验结果，从中可以得

到以下结论：
（１）在特征提取层中使用注意力机制在一定程

度上可以提高模型准确率，增强特征提取层的文本

语义提取效果。
（２）标签平滑正则化在一定程度上增强了模型

泛化能力，加快了模型的收敛。 图 ４（ａ）、图 ４（ｂ）分
别为模型训练过程中准确率与加权 Ｆ１ 的变化曲线，
明显可见使用 Ａｌｂｅｒｔ－Ｔｉｎｙ 进行词嵌入时，在 ｅｐｏｃｈ
等于 ４ 或 ５ 时能达到较好效果。

表 ４　 Ａｌｂｅｒｔ－Ｔｉｎｙ＋ＤＰＣＮＮ 及其变体的准确率与加权 Ｆ１ 值

Ｔａｂ． ４　 Ａｃｃｕｒａｃｙ ａｎｄ ｗｅｉｇｈｔｅｄ－Ｆ１ ｖａｌｕｅ ｏｆ Ａｌｂｅｒｔ－Ｔｉｎｙ＋ＤＰＣＮＮ
ａｎｄ ｉｔｓ ｖａｒｉａｎｔｓ

模型 ａｃｃｕｒａｃｙ ｗｅｉｇｈｔｅｄ － Ｆ１

Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ ０．７９６ ５ ０．７６０ ７
Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ ＋ Ａｔｔ ０．７９９ ４ ０．７６４ ３
Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ ＋ ＬＳＲ ０．８０４ ２ ０．７６５ ７

Ａｌｂｅｒｔ－Ｔｉｎｙ ＋ ＤＰＣＮＮ ＋ Ａｔｔ ＋ ＬＳＲ ０．８１２ ２ ０．７７３ ４
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（ｂ） ｗｅｉｇｈｔｅｄ － Ｆ１

图 ４　 准确率与加权 Ｆ１ 值变化曲线

Ｆｉｇ． ４　 Ｃｈａｎｇｅ ｃｕｒｖｅ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｗｅｉｇｈｔｅｄ －Ｆ１ ｖａｌｕｅ

　 　 图 ５ （ ａ）、图 ５ （ ｂ） 分别记录了 Ａｌｂｅｒｔ － Ｔｉｎｙ ＋
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ＤＰＣＮＮ ＋ Ａｔｔ ＋ ＬＳＲ 的准确率 Ａｃｃ 与加权 Ｆ１ 值

（Ｗｅｉｇｈｔｅｄ － Ｆ１） 随标签平滑归一化参数 ａｌｐｈａ、 随

机失活层的失活系数 ｂｅｔａ 的变化过程。 标签平滑

归一化参数 ａｌｐｈａ 能够用来提高模型的泛化能力，
从图 ５（ａ）可见，当 ａｌｐｈａ 在 ０．２ 附近时，模型的表现

效果较好。 随机失活系数 ｂｅｔａ 是防止过拟合的优

化参数，并从图 ５（ｂ）中可知，当 ａｌｐｈａ ＝ ０．２、ｂｅｔａ 值

在０．５附近时，模型的表现效果较好。

0.81

0.80

0.79

0.78

0.77

0.76

0 0.1 0.2 0.3 0.4 0.5
α

y

accuracy

weighted-F1

（ａ） ａｌｐｈａ

β

0.80

0.78

0.76

0.74

0.72

0.70

0.68

0.66
0.2 0.4 0.6 0.8

y

accuracy

weighted-F1

（ｂ） ｂｅｔａ

图 ５　 准确率与加权 Ｆ１ 值随 ａｌｐｈａ、ｂｅｔａ 变化的曲线

Ｆｉｇ． ５ 　 Ｔｈｅ ｃｕｒｖｅ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｗｅｉｇｈｔｅｄ－Ｆ１ ｖａｌｕｅｓ ｃｈａｎｇｉｎｇ
ｗｉｔｈ ａｌｐｈａ ａｎｄ ｂｅｔａ

４　 结束语

本文提出了基于 Ａｌｂｅｒｔ －Ｔｉｎｙ－ＤＰＣＮＮ 的分类

模型，并将其应用于案件事实标签预测任务。 该模

型以案件事实为输入，以判决结果的倾向性类别为

真实标签，通过对案件事实进行单标签多分类来实

现类别预测。 基于民间借贷一审判决书数据集的实

验结果证明，本文提出的模型准确率能够达到

７９．６５％，高于其他对照组。 此外，本文使用注意力

机制加强了重要特征信息，减小了噪声与无用特征

的影响，并用标签平滑归一化提升模型泛化能力，模
型的准确率达到了 ８１．２２％，提升了 １．９７％。

虽然，本文提出的模型在实验数据集上拥有较

好的表现，但若想在实际应用场景中使用依旧存在

以下改进之处。 第一，深度学习中的网络模型需要

大量数据的支撑，本文数据集的样本数量亟待扩充，
模型泛化能力有待加强；第二，目前，ＮＬＰ 领域中除

Ａｌｂｅｒｔ 外还有 ＥＬＭＯ、ＭＰＮｅｔ 等预训练语言模型，因
此下一步工作可以尝试深入探讨其他模型，另外采

用多特征融合或结合传统机器学习的方法可能取得

不错的效果。
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