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文本阅读理解的快速多粒度推断深度神经网络
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摘　 要： 机器阅读理解任务（ＭＲＣ） 是自然语言处理领域的重要研究方向，通过深度学习网络来进行机器阅读理解课题研究

已成为目前的主流方法。 考虑到深度网络中的计算冗余与同质性现象，本文提出了一个快速多粒度推断深度神经网络

（ＦＭＧ）。 ＦＭＧ 模型在纵向上以卷积神经网络和注意力机制为基本底层架构，横向上以多粒度的文章文本表征与问题表征分

层交互融合，共同实现答案的推断。 实验结果表明，多粒度推断机制在提高模型表现上具有一定的有效性，且相比于经典循

环神经网络，模型实现了训练速度上的进一步提升。
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０　 引　 言

对机器阅读理解（ＭＲＣ）的研究致力于提高机

器的智能水平，从大量的文本信息中提取最关键的

部分。 由于其在各个领域的广泛应用，ＭＲＣ 已成为

人工智能前沿研究中最热门的方向之一。 应用于机

器阅读理解的模型在训练时长上存在不足，且存在

同质性的问题。
为克服模型训练极慢的问题，Ｗｅｉｓｓｅｎｂｏｒｎ 等学

者［１］提出的 ＦａｓｔＱＡＥｘｔ 模型使用了轻量级的架构，
节约了时间成本，但本质上仍是 ＲＮＮ 类模型，无法

并行化。 Ｚｈａｎｇ 等学者［２］ 提出的 ｊＮｅｔ 模型，对文章

与问题的相似度矩阵进行池化，过滤不重要的文章

表征。 微软亚研的 Ｒ－Ｎｅｔ 模型使用门限注意力机

制，屏蔽掉一些无关信息，是首个在某些指标中接近

人类的深度学习模型［３］。 谷歌提出的 ＱＡＮｅｔ，将卷

积神经网络应用于文本特征的提取，克服了 ＲＮＮ 网

络无法并行的问题［４］。
同质性现象指随着层数的增加，更深层、更抽象

的一些表征被抽取出来，这就使得某一位置与其他

位置相似的可能性增加。 Ｄａｉ 等学者［５］ 分析了近年

来特征融合存在的问题，提出了注意力特征融合机



制（ＡＦＦ）。 Ｃｈｅｎ 等学者［６］ 设计了链式 ＬＳＴＭｓ 推断

模型， 特征融合时计算差和点积，体现两特征的差

异性。 Ｗａｎｇ 等学者［７］ 基于此方法，对模型中部分

表征进行融合，且有研究表明在 ＴｒｉｖｉａＱＡ 数据集上

表现最好。 Ｃｈｅｎ 等学者［６］基于 ＢＥＲＴ 模型，采用自

适应的方法直接将各编码器的输出表征加权加和，
超过了原模型的表现。 Ｈｕａｎｇ 等学者［８］提出历史单

词的概念，将文章与问题的表征通过注意力函数融

合起来得到历史单词，从而帮助推断出答案。
本文针对抽取式机器阅读理解任务，提出一个

快速多粒度推断深度神经网络（ＦＭＧ）。 以 ＣＮＮ 网

络和注意力机制为基层网络，融合函数在纵向上的

使用，使得浅层表征贯穿整个模型，参与到最终答案

的推理中，横向上，交互模块打破以往模型一贯采用

单交互模块的方式，以多个交互模块接受问题和不

同层次文章表征，形成多个不同层次问题导向的文

章表征，以指导答案推理，这种机制可称为多粒度推

断机制。

１　 一般方法论

研究中，首先给出抽取式机器阅读理解的形式

化定义。
定义 １　 抽取式 ＭＲＣ（Ｅｘｔｒａｃｔｉｏｎ－ｂａｓｅｄ ＭＲＣ）

给定三元组 （Ｐ， Ｑ， Ａ） 的样本，其中 Ｐ 表示文章，Ｑ
表示问题，Ａ 表示答案，通过训练学习（Ｐ， Ｑ） → Ａ
的映射关系，即学习函数 ｆ（·，·） 使得 ｆ（Ｐ，Ｑ） ＝ Ａ。
具体地，Ａ ＝ （ａｓｔａｒｔ， ａｅｎｄ），这里ａｓｔａｒｔ 表示答案在文章

中开始的位置， ａｅｎｄ 表示答案在文章中结束的位置。
对于一篇文章 Ｐ 与一个问题 Ｑ，经过监督学习

训练得到答案 Ａ 的过程如下：
（１） Ｐ 与 Ｑ 分别经由嵌入处理，把维数为所有

词的数量的高维空间嵌入到一个维数低得多的连续

向量空间中，每个单词被映射为实数域上的向量，得
到文章嵌入向量 ＶＰ 与问题嵌入向量 ＶＱ。

（２） ＶＰ 与 ＶＱ 向量分别经由特征提取模块，将
文本数据转换为可用于机器学习的数字特征，得到

特征向量 ＵＰ ＝ ｇ（ＶＰ） 与ＵＱ ＝ ｇ（ＶＱ）， 其中 ｇ（·） 是

编码函数。
（３） ＵＰ 与 ＵＱ 进行交互处理，将问题的信息整

合融入到文章的特征向量中，得到文章与问题之间

的交互信息后的向量 Ｘ ＝ ［ＵＰ； Ａｔｔ（ＵＰ， ＵＱ）］， 其

中［·；·］ 表示粘接，Ａｔｔ（·，·） 表示注意力机制。
（４） 交互向量 Ｘ 经由预测器处理，解码得到预

测出的答案 Ａ ＝ Ｐｒｅｄ（Ｘ）。

嵌入处理最早的方法为独热（Ｏｎｅ－ｈｏｔ） 字词嵌

入，而后发展出 Ｗｏｒｄ２Ｖｅｃ、Ｇｌｏｖｅ 等方法，字符嵌入、
命名实体信息、词性特征等语义关系规则也在后续

发展中被考虑到嵌入过程中。 一般情况下，特征提

取模块常用的方法有 ＣＮＮ、ＲＮＮ、Ｔｒａｎｓｆｏｍｅｒ 等。 其

中，著名的预训练模型 ＢＥＲＴ 就是以 Ｔｒａｎｓｆｏｍｅｒ 为

基本模块。 从文本交互方法上，交互处理过程一般

有单向的注意力机制交互以及双向的注意力机制交

互；从迭代轮次方面而言，一般分为单跳交互与多跳

交互，主要对应着单个问题与连续提问的情况。 答

案预测过程常用的方法有 Ｐｔｒ－Ｎｅｔ、Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋｓ
等，预测类型对应于 ４ 种不同的 ＭＲＣ 任务，分别为

单一单词预测、多项选择、范围抽取、答案生成。

２　 快速多粒度推断机制

本文提出以 ＣＮＮ 网络和注意力机制为基层网

络，融合函数在纵向上的使用，使得浅层表征贯穿整

个模型，参与到最终答案的推理之中。 横向上，交互

模块打破以往模型一贯采用单交互模块的方式，以
多个交互模块接受问题和不同层次文章表征，形成

多个不同层次问题导向的文章表征，以指导答案推

理，这种机制可称为快速多粒度推断机制。 纵向上

的特征提取以 ＣＮＮ－Ａ 模块来实现，横向上的交融

采用 Ｐ－Ｑ 多粒度交融方式完成。
２．１　 ＣＮＮ－Ａ 模块

在一个 ＣＮＮ－Ａ 模块（ＣＮＮ－Ａ Ｂｌｏｃｋ）中，包含

自下而上的自适应 ＣＮＮ 融合层 （ Ａｄａｐｔｉｖｅ ＣＮＮ
ｆｕｓｉｏｎ ｌａｙｅｒ）、自注意机制层（Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｌａｙｅｒ） 以

及前馈－前向层 （Ｆｅｅｄｆｏｒｗａｒｄ ｌａｙｅｒ），如图 １ 所示。
图 １ 中，“⊗”表示特征融合操作，（１） 表示输出矩

阵为传入融合操作的第一矩阵，（２） 表示输出矩阵

为传入融合操作的第二矩阵。
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　 　 　 　 （ａ） ＣＮＮ－Ａ 模块　 　 　 　 　 （ｂ） 图（ａ）中自适应 ＣＮＮ
融合层具体结构

图 １　 ＣＮＮ－Ａ 模块

Ｆｉｇ． １　 ＣＮＮ－Ａ Ｂｌｏｃｋ
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　 　 自下而上的自适应 ＣＮＮ 融合层为图 １ 中子图

（ｂ），共由 ５ 个 ＣＮＮ－Ｌａｙｅｒｓ 堆叠而成。 每个 ＣＮＮ－
ｌａｙｅｒ 由下层的 ｌａｙｅｒｎｏｒｍ 层标准化，再传入至深度可

分离卷积层［８］，深度可分离卷积的使用，减少了大

量参数，提高了训练速度。 在此基础上， 采用融合

操作对相邻两层的特征进行融合。 融合操作公式具

体如下：
Ｆｕｓｅ（ Ｉ１，Ｉ２） ＝ λ·ｔａｎｈ（Ｗｆ［ Ｉ１； Ｉ２； Ｉ１ 􀳱 ｉ２； Ｉ１ －

Ｉ２］） ＋ （１ － λ）·Ｉ１ （１）
其中，“∘”表示元素逐点乘积， λ 是待训练的

参数，函数经由投影算子Ｗｆ 与输入的原始输入矩阵

的大小保持一致，这里 Ｗｆ ∈ Ｒｄ×４ｄ。
浅层表征、即靠前的 ＣＮＮ－Ｌａｙｅｒ 得到的表征，

作为融合操作的第一输入矩阵。 相应地，深层表征

作为第二输入矩阵，充分捕捉了文本表征的局部信

息并加以纵向融合。
自下而上的自适应 ＣＮＮ 融合层结果传入自注

意机制层，捕捉到全局的信息。 自注意机制层对上

层特征先进行 Ｌａｙｅｒｎｏｒｍ 层标准化，再计算自注意

力。
研究中将自注意机制得到的表征 （第二输入矩

阵） 与自适应 ＣＮＮ 融合层得到的表征 （第一输入

矩阵） 再次进行融合传入前馈－前向层中。
２．２　 Ｐ－Ｑ 多粒度交互

交互层旨在将文章与问题的信息进行交融，生
成以问题为导向的文章表征。 在早期的问答系统模

型中，通常将文章信息与问题信息整合成为一个特

征向量，ＢｉＤＡＦ（Ｓｅｏ 等学者， ２０１６） ［９］ 的提出，为模

型交互层制定了一个新的标准，即每个时间步骤的

注意力向量、以及来自前一层的嵌入，均被传输到随

后的建模层，这就减少了早期汇总造成的信息损失。
同时 ＢｉＤＡＦ 从以下 ２ 个方向计算注意力向量：

（１）问题关于文章方向的注意力（Ｐａｓｓａｇｅ－ｔｏ－
ｑｕｅｓｔｉｏｎ Ａｔｔｅｎｔｉｏｎ）：度量对每个文章词而言，问题中

哪些词与其相关程度较高，从而依据相关程度给问

题中词分配权重，得到关于这一文章词的问题词向

量的加权和，每个文章词均得到一个向量。
（２）文章关于问题方向的注意力（Ｑｕｅｓｔｉｏｎ－ｔｏ－

ｐａｓｓａｇｅ Ａｔｔｅｎｔｉｏｎ）： 度量哪个文章词与问题中某个

词有更强的相关性，从而对问题的回答更加重要。
对问题中每个词，寻找出与其相似度最高的文章词，
再将整个问题所匹配的这些文章词进行加权求和，
得到一个向量，随后将这一向量进行平铺，与每个文

章词对应。

本文中提出的 ＦＭＧ 在文章与问题的交互上采

用类似 ＢｉＤＡＦ 的模式，从 ２ 个方向分别计算注意力

向量。 但本文的模型出于对早期汇总造成信息损失

的考量，将文章在纵向上捕捉到的 ３ 个层级的特征，
分别与问题特征进行横向上的交互，交互层包含 ３
个横向的、彼此不相连的交互模块，分别接收文章不

同层次粒度的表征与问题的表征。
ＦＭＧ 中每个交互模块接收到关于文章的表征

Ｈ ∈ Ｒｄ×Ｔ 与关于问题的表征 Ｕ∈ Ｒｄ×Ｔ， 交互信息的

计算首先确定相似度矩阵 Ｓ ∈ ＲＴ×Ｊ，其中 Ｓｔｊ 表示第

ｔ 个文章词与第 ｊ 个问题词之间的相似度，可由式

（２） 进行描述：
Ｓｔｊ ＝ α（Ｈ：Ｔ，Ｕ：ｊ） ∈ Ｒ （２）

　 　 其中， α 是一个待训练的尺度函数，编码 ２ 个向

量间的相似度；Ｈ：Ｔ 是矩阵Ｈ的第 ｔ列向量；Ｕ：ｊ 是矩

阵 Ｕ 的 第 ｊ 列 向 量， 此 处 选 择 α ｈ，ｕ( ) ＝
ｗＴ ｈ；ｕ；ｈ°ｕ[ ] ，这里 ｗ ∈ Ｒ３ｄ 是待训练的权重向量，
；[ ] 表示向量粘接串联。 得到相似度矩阵 Ｓ 后，便

可从 ２ 个方向计算注意力向量：
（１）问题关于文章方向的注意力 （Ｐａｓｓａｇｅ－ｔｏ－

ｑｕｅｓｔｉｏｎ Ａｔｔｅｎｔｉｏｎ）。 通过 ｓｏｆｔｍａｘ 函数对相似度矩

阵 Ｓ 的每一行进行归一化，得到矩阵 Ｓ
－
∈ ＲＴ×Ｊ，Ｓ

－
中

第 ｔ 行 Ｓ
－

ｔ： ＝ ｓｏｆｔｍａｘ Ｓｔ：( ) ∈ ＲＪ， 表示所有问题词关

于第 ｔ 个文章词的关注权重，由此问题关于文章方

向的注意力将被计算为：

Ａ ＝ Ｕ·Ｓ
－
Ｔ ∈ Ｒｄ×Ｔ （３）

　 　 （２）文章关于问题方向的注意力（Ｑｕｅｓｔｉｏｎ－ｔｏ－
ｐａｓｓａｇｅ Ａｔｔｅｎｔｉｏｎ）。 ＦＭＧ 网络采用了一种更加简单

有效计算此方向注意力的方法。 与上述 Ｓ
－
类似，对

Ｓ 进行列归一化，得到矩阵 Ｓ
＝
∈ ＲＴ×Ｊ， 第 ｊ 列 Ｓ

＝

：ｊ ＝
ｓｏｆｔｍａｘ Ｓ：ｊ( ) ∈ＲＴ，表示所有文章词关于第 ｊ个问题

词的关注权重，最终 Ｑ２Ｐ ａｔｔｅｎｔｉｏｎ 的计算为：

Ｂ ＝ Ｈ·Ｓ
＝
·Ｓ

－
Ｔ ∈ Ｒｄ×Ｔ （４）

　 　 得到 ２ 个方向的 ａｔｔｅｎｔｉｏｎｓ 之后， 将这些结果结

合起来作为双向注意流机制的输出Ｇ∈Ｒ４ｄ×Ｔ， 其中

Ｇ ＝ ［Ｈ：ｔ； Ａ：ｔ； Ｈ：ｔ 􀳱 Ａ：ｔ； Ｈ：ｔ 􀳱 Ｂ：ｔ］ ∈ Ｒ４ｄ。

３　 ＦＭＧ 模型架构

本 文 提 出 的 ＦＭＧ （ Ｆａｓｔ ｍｕｌｔｉ ｇｒａｎｕｌａｒｉｔｙ
ｉｎｆｅｒｅｎｃｅ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）模型包含以下 ５ 层

（详见图 ２）：
（１）嵌入层（Ｅｍｂｅｄｄｉｎｇ Ｌａｙｅｒ）：将每个单词通
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过词嵌入与字符嵌入转化为一个向量。
（２）编码层（Ｅｎｃｏｄｅｒ Ｌａｙｅｒ）：通过 ＣＮＮ－Ａ 模块

搭建而成的 ３ 个 ＣＮＮ－Ａ 编码块提取文章的不同深

浅层次的语义特征。
（３）交互层（ Ｉｎｔｅｒａｃｔｉｏｎ Ｌａｙｅｒ）：不同粒度的文

章向量分别与问题向量利用双向注意流进行匹配。
（４）建模层（Ｍｏｄｅｌｉｎｇ Ｌａｙｅｒ）：遍历不同深浅层

次的上下文信息并融合。
（５）输出层（Ｏｕｔｐｕｔ Ｌａｙｅｒ）：得到文章每个位置

为答案开始与结束位置的概率，给出问题的答案。
至此可知，模型的创新点包含 ＣＮＮ－Ａ 编码器

与模型编码器中自适应融合机制、交互层中多粒度

交互模式、输出层特征融合操作。
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图 ２　 快速多粒度推断深度神经网络

Ｆｉｇ． ２　 Ｆａｓｔ ｍｕｌｔｉ－ｇｒａｎｕｌａｒｉｔｙ ｉｎｆｅｒｅｎｃｅ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ

３．１　 嵌入层

首先将每一个单词转化为 ｐ１ ＝ ３００ 维的向量，
此处采用 Ｇｌｏｖｅ 的单词预训练向量，对于袋外的词

汇，用＜ＵＮＫ＞ 表示，并将其随机初始化，作为单词嵌

入。 字符嵌入将每个单词映射到一个高维向量空

间。 每个单词的长度被截断或填充为 １６，每个字符

表示为 ｐ２ ＝ ２００ 维的可训练向量，每个单词可以视

为其每个字符的嵌入向量的跨行粘接，得到的矩阵

每行取最大值，从而得到每个单词固定大小的词嵌

入向量表示。 将单词嵌入与字符嵌入粘接，再采用

与 ＢｉＤＡＦ 相同的方法，使用两层 Ｈｉｇｈｗａｙ 网络得到

整嵌入层的输出，此阶段过后，得到 ２ 个矩阵，分别

是关于文章输入结果的矩阵 Ｐ′ ∈ Ｒｄ×Ｔ， 以及关于问

题输入结果的矩阵 Ｑ′ ∈ Ｒｄ×Ｊ， 其中 Ｔ， Ｊ 分别是文

章和问题的长度。
３．２　 编码层

ＦＭＧ 模型的编码层采用 ３ 个 ＣＮＮ－Ａ 模块堆叠

而成的 ＣＮＮ －Ａ 编码器 （ ＣＮＮ －Ａ ｅｎｃｏｄｅｒ） 构建。
ｋｅｎｒｅｌ 大小设置为 ７，ｆｉｌｔｅｒｓ 的数量 ｄ ＝ １２８。 自注意

力机制的多头个数为 ｈ ＝ ８。 为利用不同粒度级别

的文章信息，与问题信息进行交互融合，文中用 ３ 个

ＣＮＮ－Ａ 编码器串联编码文章，１ 个 ＣＮＮ－Ａ 编码器

编码问题。 因此，研究得到关于文章嵌入 Ｐ′ 的矩阵

Ｈ１，Ｈ２，Ｈ３ ∈ Ｒｄ×Ｔ， 关于问题嵌入 Ｑ′ 的矩阵 Ｕ ∈
Ｒｄ×Ｊ。
３．３　 交互层

ＦＭＧ 模型出于对早期汇总造成信息损失的考

量，将文章在纵向上捕捉到的 ３ 个层级的特征，分别

与问题特征进行横向上的交互， 见 图 ２， Ｐ２Ｑ
Ａｔｔｅｎｔｉｏｎ ａｎｄ Ｑ２Ｐ Ａｔｔｅｎｔｉｏｎ 模块、即为交互模块，交
互层包含 ３ 个横向的、彼此不相连的交互模块，分别

接收文章不同层次粒度的表征与问题的表征。 每个

交互模块分别利用双向注意流方法计算文章关于问

题方向的注意力和问题关于文章方向的注意力。
Ｐ－Ｑ 多粒度交互方法得到问题关于文章方向

的注意力分别是 Ａ１，Ａ２，Ａ３ ∈ Ｒｄ×Ｔ， 文章关于问题

方向的注意力分别为 Ｂ１，Ｂ２，Ｂ３ ∈ Ｒｄ×Ｔ。 研究将这

些结果结合起来作为整个交互层的输出Ｇｉ ∈Ｒ４ｄ×Ｔ，
其中 Ｇｉ

：ｔ ＝ ［Ｈｉ
：ｔ； Ａｉ

：ｔ； Ｈｉ
：ｔ 􀳱 Ａｉ

：ｔ； Ｈｉ
：ｔ 􀳱 Ｂｉ

：ｔ］ ∈ Ｒ４ｄ，
ｉ ＝｛１， ２， ３｝。
３．４　 建模层

本层模型编码块（Ｍｏｄｅｌ Ｅｎｃｏｄｅｒ） 的结构由 ３

０３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



个 ＣＮＮ－Ａ 模块堆叠而成。
３．５　 输出层

研究中对于开始与结束概率的预测，所采用的

不是同样的上下文最终编码矩阵，而是采用融合方

法，将 Ｍ１ 与 Ｍ２ 融合并计算开始位置概率的最终编

码，此结果再与Ｍ３ 融合并计算结束位置概率的最终

编码，即：
ｐｓ ＝ ｓｏｆｔｍａｘ ｗＴ

ｓ Ｆｕｓｅ Ｍ２，Ｍ１( )( ) （５）
ｐｔ ＝ ｓｏｆｔｍａｘ ｗＴ

ｔ Ｆｕｓｅ Ｍ３，Ｆｕｓｅ Ｍ２，Ｍ１( )( )( ) （６）
　 　 其中， Ｆｕｓｅ（·，·） 为 ２．１节中的融合操作，线性

化算子为ｗｓ ∈ Ｒｄ 是待训练参数向量，线性化得到一

个 Ｔ 维的向量，对应文章的 Ｔ 个位置；接着，对线性

化结果进行归一化， 使用的仍旧是归一化函数

ｓｏｆｔｍａｘ（·）；最后，归一化的结果作为每个位置对应

的开始概率，输出概率最高的位置作为预测答案开

始位置。 同理，每个位置结束概率以及预测答案结

束位置的产生过程可依上述过程给出，在此不再赘

述。
答案区间的得分是其开始位置与结束位置概率

的乘积，研究中的损失函数定义为所有示例正确答

案开始与结束位置所对应预测概率的负对数和的平

均，即：

Ｌ θ( ) ＝ － １
Ｎ∑

ｎ

ｉ
ｌｏｇ ｐｓ

ｒｓｉ
( ) ＋ ｌｏｇ ｐｔ

ｒｔｉ
( ) （７）

　 　 其中， θ 表示所有待训练参数的集合（包括 Ｗｆ，
ｂｆ， λ， ｗ， ｗｓ，ｗｔ， ＣＮＮ 过滤器的权重与偏差，自注

意力机制层的投影矩阵等）； Ｎ 是参与训练的样例

数； ｒｓｉ，ｒｔｉ 是第 ｉ 个样例的正确答案开始位置与正确

结束位置。
模型 预 测 过 程 中， 得 到 答 案 区 间 Ａ ＝

ａｓｔａｒｔ，ａｅｎｄ( ) ， 区间开始与结束位置的选择原则为使

得 ｐｓ
ａｓｔａｒｔ·ｐｔ

ａｅｎｄ 最大且 ａｓｔａｒｔ ≤ ａｅｎｄ， 动态规划方法下可

以在线性时间内得到结果。

４　 实验结果与分析

ＳＱｕＡＤ 数据集为斯坦福大学发布的机器阅读

理解数据集，包含 １０７ ７００ 个基于 ５３６ 篇维基百科

文章的问题－答案对，其中 ８７ ５００ 用于训练，１０ １００
用于验证，另外的 １０ １００ 用于测试。 每个问题均由

人工标注出其答案，答案均来源于文章段落中的一

个序列。 每篇文章的长度大约为 ２５０ 个词，答案的

长度一般不超过 １０ 个词。
首先，仿真中使用了 Ｌ２ 权重衰减，衰减参数 μ ＝

３ × １０ －７。 在词嵌入间的 ｄｒｏｐｏｕｔ 概率是 ０．１，字符

嵌入的 ｄｒｏｐｏｕｔ 概率为 ０．０５，层间的 ｄｒｏｐｏｕｔ 概率为

０．１。在相邻的 ＣＮＮ－Ａ Ｂｌｏｃｋ 与模型编码块间采用随

机深度层 ｄｒｏｐｏｕｔ。 在训练中，使用 ＡｄａｍＷ 优化

器， β １ ＝ ０．８， β ２ ＝ ０．９９９， ∈＝ １０ －７。 在初始阶段使

用预热技术（ｗａｒｍ－ｕｐ），前 １ ０００ 个 ｓｔｅｐｓ 学习率以

负指数速率从 ０ 增长到 ０．０１，后续每 ３ 个 ｅｐｏｃｈｓ 学
习率变为先前的 ０．５ 倍。

本文提出的 ＦＭＧ 模型， 有 ＦＭＧ 标准模型

（Ｓｔａｎｄａｒｄ ＦＭＧ） 和 ＦＭＧ 超轻模型（Ｕｔｒａｌ ｌｉｇｈｔｗｅｉｇｈｔ
ＦＭＧ） 两种形式，两者的模型结构一样，只是为了训

练效率，将 ＦＭＧ 标准模型的一些结构简化，得到

ＦＭＧ 超轻模型，后文的表 ３ 中列出了两模型在层级

结构上的数量选择。
４．１　 主要结果

研究提出的 ＦＭＧ 超轻模型在验证集上获得了

７０．９６％ ／ ８１．５４％ 的 ＥＭ ／ Ｆ１ 分数，标准模型获得了

７３．７２％ ／ ８１．１５％的 ＥＭ ／ Ｆ１ 分数，其中标准模型在验

证集上的表现，超越了其他对比模型，见表 １。 表 １
中，第一列表示 Ｄｅｖ ｓｅｔ，第二列表示 Ｔｅｓｔ ｓｅｔ。

表 １　 ＳＱｕＡＤ 数据集上不同模型的表现

Ｔａｂ． １　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＳＱｕＡＤ ｄａｔｓｅｔ

单模型 ＥＭ ／ Ｆ１ ＥＭ ／ Ｆ１

ＬＲ Ｂａｓｅｌｉｎｅ（Ｒａｊｐｕｒｋａｒ 等，２０１６） ４０．０ ／ ５１．０ ４０．４ ／ ５１．０

Ｍａｔｃｈ－ＬＳＴＭ ｗｉｔｈ Ｐｔｒ（Ｗａｎｇ 等，２０１６） ６４．１ ／ ７３．９ ６４．７ ／ ７３．７

ＦａｓｔＱＡ（Ｗｅｉｓｓｅｎｂｏｒｎ 等，２０１７ａ） － ／ － ６８．４ ／ ７７．１

ＢｉＤＡＦ（Ｓｅｏ 等，２０１６） ６８．０ ／ ７７．３ ６８．０ ／ ７７．３

ＲａｓｏＲ（Ｌｅｅ 等，２０１６） ６６．４ ／ ７４．９ － ／ －

ＦａｓｔＱＡＥｘｔ（Ｗｅｉｓｓｅｎｂｏｒｎ 等，２０１７ｂ） ７０．８ ／ ７８．９ ７０．８ ／ ７８．９

Ｒｕｍｉｎａｔｉｎｇ Ｒｅａｄｅｒ（ＧｏｎｇＤｅｎｇ ，２０１７） ７０．６ ／ ７９．５ ７０．６ ／ ７９．５

ｊＮｅｔ（Ｚｈａｎｇ 等，２０１７） － ／ － ６８．７ ／ ７７．４

Ｒ－Ｎｅｔ（Ｇｒｏｕｐ，２０１７） ７１．１ ／ ７９．５ ７１．３ ／ ７９．７

ＤＣＮ＋ － ／ － ７４．９ ／ ８２．８

ＳＬＱＡ － ／ － ７４．５ ／ ８２．８

ＦｕｓｉｏｎＮｅｔ（Ｈｕａｎｇ 等，２０１７） － ／ － ７６．０ ／ ８３．５

ＱＡＮｅｔ（Ｙｕ 等，２０１８） ７３．６ ／ ８２．７ － ／ －

ＣＧＤＥ ａｎｄ ＦＧＩｎ（Ｃａｏ 等，２０２１） ６６．４ ／ ７７．６ － ／ －

ＦＭＧ（Ｕｌｔｒａ ｌｉｇｈｔｗｅｉｇｈｔ） ７０．９６ ／ ８１．５４

ＦＭＧ（Ｓｔａｎｄａｒｄ） ７３．７２ ／ ８３．１５

４．２　 提升效果

文中在同样的环境下测试了 ＱＡＮｅｔ 与 ＦＭＧ 模

型的训练速度。 研究结果见表 ２，分析发现，ＦＭＧ 标

准模型的训练速度是 ＱＡＮｅｔ 的 １．２ 倍，而这发生在

本次实验的参数量多于 ＱＡＮｅｔ 的情况下。 ＦＭＧ 超

轻模型的训练速度是 ＱＡＮｅｔ 的 ８．７ 倍。 ＦＭＧ 标准
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模型在训练速度为 １．２ 倍的情况下，获得了高于同

为 ＣＮＮ 模型的 ＱＡＮｅｔ ２．３３％ ／ １． ７８％的 ＥＭ ／ Ｆ１ 分

数，在训练速度大于 ４ 倍的基础上，获得了高于基线

模型 ３．５６％ ／ ３．９７％的 ＥＭ ／ Ｆ１ 分数。 ＦＭＧ 超轻模型

在训练速度大于 ２４ 倍的情况下，获得了高于基线模

型 １．２３％ ／ １．８３％的 ＥＭ ／ Ｆ１ 分数。
表 ２　 ＳＱｕＡＤ 数据集上 ＦＭＧ 模型与基线模型的速度对比

Ｔａｂ． ２　 Ｓｐｅｅｄ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＦＭＧ ｍｏｄｅｌ ａｎｄ ｂａｓｅｌｉｎｅ ｍｏｄｅｌｓ ｏｎ ＳＱｕＡＤ ｄａｔｓｅｔ

模型 速度 ／ （样本数·ｓ－１） 参数量 ／ 万 速度倍数（以 ＱＡＮｅｔ 为基准）

ＢｉＤＡＦ（Ｓｅｏ 等，２０１６） － － １
４．３

×（结果来源于（Ｙｕ 等，２０１８））

ＱＡＮｅｔ（Ｙｕ 等，２０１８） ８０ １３８ １．０×

ＦＭＧ（Ｓｔａｎｄａｒｄ） ９６ １５５ １．２×

ＦＭＧ（Ｕｌｔｒａ ｌｉｇｈｔｗｅｉｇｈｔ） ６９６ ７１ ８．７×

４．３　 模型简化测试

多粒度推断结构的效应对比结果见表 ３。 表 ３
中，Ｍｏｄｅｌ１ 与 Ｍｏｄｅｌ２ 模型是去除本次研究多粒度

推断结构的模型，也即在 ＣＮＮ －Ａ Ｂｌｏｃｋｓ 中去除

Ｆｕｓｉｏｎ 操作，交互层将横向的多粒度交互模式改为

编码层最终输出的交互模式，最终结果输出时不融

合表征而是直接将建模层后 ２ 个编码块的输出线性

化归一化。 整个信息的流向是纵向的。 在层数相同

的情况下，本次研究的多粒度推断机制显然提高了

ＥＭ ／ Ｆ１ 分数， ＦＭＧ （ Ｓｔａｎｄａｒｄ ） 获 得 高 于 Ｍｏｄｅｌ２
０．９１％ ／ １． ５４％ 的分数， ＦＭＧ２ 获得了高于 Ｍｏｄｅｌ１
０．７２％ ／ １．０３％的分数。 甚至在 ＣＮＮ 层数条件弱于

Ｍｏｄｅｌ２ 的条件下，ＦＭＧ２ 模型也凭借着多粒度推断

机制的作用，超越了 Ｍｏｄｅｌ２ 模型的表现。
表 ３　 多粒度推断结构的效应比对

Ｔａｂ． ３　 Ｅｆｆｅｃｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｕｌｔｉ－ｇｒａｎｕｌａｒｉｔｙ ｉｎｆｅｒｅｎｃｅ ｓｔｒｕｃｔｕｒｅ

模型 ＣＮＮｓ Ｂｌｏｃｋｓ 参数量 ／ 万 ＥＭ Ｆ１

ＦＭＧ（Ｓｔａｎｄａｒｄ） ５ ３ １５５．２ ７１．５０ ８１．２７

ＦＭＧ（Ｕｌｔｒａ ｌｉｇｈｔｗｅｉｇｈｔ） １ １ ７８．０ ６９．２３ ７９．１３

Ｍｏｄｅｌ１ ３ ３ １３３．９ ６９．９１ ７９．４８

Ｍｏｄｅｌ２ ５ ３ １５４．１ ７０．５９ ７９．７３

ＦＭＧ２ ３ ３ １３４．８ ７０．６３ ８０．４４

　 　 注：Ｍｏｄｅｌ１ 与 Ｍｏｄｅｌ２ 是在 ＦＭＧ 的基础上去除多粒度推断机制

得到的模型

　 　 本文提出的 ＦＭＧ 超轻模型，在满足一些准确率

需求的情况下，是值得推荐的短时间内完成文本推

断过程的模型，该模型的训练速度，大约是 ＲＮＮ 模

型的 ２４ 倍之多。 ＦＭＧ 标准模型，准确率高于 ＦＭＧ
超轻模型，训练速度上是 ＲＮＮ 类模型的 ４ 倍之多。

５　 结束语

本文提出了一个快速多粒度推断深度神经网络

ＦＭＧ。 ＦＭＧ 模型在纵向上以卷积神经网络和注意

力机制为基本底层架构，横向上以多粒度的文章文

本表征与问题表征分层交互融合， 共同实现答案的

推断。 实验结果表明，多粒度推断机制在提高模型

表现上具有一定的有效性。 基于本文的成果，下一

步的工作拟将本文提出的多粒度推断机制应用于

ＢＥＲＴ 模型，对 ＣＮＮ － Ａ 模块进行微调，来替换

ＢＥＲＴ 模型中的编码器和解码器，以探索本文多粒

度推断机制的更多可能性。
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