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摘　 要： 处理类不平衡问题时，已有的采样方法存在易受噪声影响和忽略边界样本的问题，尤其是忽略多数类样本的类内差

异，位于边界的样本实例非常容易被错分，而这些样本对划分决策边界具有重要作用。 将 ＳＭＯＴＥ 过采样和 ＲＵＳ 随机欠采样

方法结合并进行改进，提出混合边界重采样算法（ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ）。 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法首先对少数类运用 ＳＭＯＴＥ
过采样，提高数据的平衡度；再使用 Ｋ 近邻算法清除噪声和采样方法产生的重叠实例；同时，基于与少数类样本的平均欧氏距

离识别并保留边界多数类样本，然后对剩余的数据进行随机欠采样；最后，利用 ＡｄａＢｏｏｓｔ 算法的优势，对平衡后的数据集进行

多次迭代训练得到最终的分类模型。 仿真实验结果表明，与传统的 ＳＭＯＴＥ－Ｂｏｏｓｔ、ＲＵＳ－Ｂｏｏｓｔ、ＰＣ－Ｂｏｏｓｔ 及改进后的算法

ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 相比，该分类模型在不平衡数据集上的所有性能指标 Ｆ － ｍｅａｓｕｒｅ，Ｇ － ｍｅａｎ，ＡＵＣ 值分别最高提升了

２２．９７％，１３．８８％和 １０．０３％，具有更优的分类效果。
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０　 引　 言

在实际生活中，大部分的数据集都是不平衡的，
即某些类会比其他类具有更多的实例，在这种情况

下少数类的信息得不到充分的利用［１］。 类不平衡

问题给标准的分类学习算法带来了巨大的挑战，在
不平衡的数据集上，大多数分类器倾向于对少数实

例进行错误分类，而不是对多数实例进行错误分

类［２－４］。 但在现实生活中，少数类的错分代价会远

高于多数类。 类不平衡问题普遍存在于许多领域，



如网络入侵检测［５］、情感分析［６－７］、欺诈检测［８－９］、医
疗疾病诊断检测［１０］ 和故障诊断［１１］ 等领域。 大多数

标准分类算法往往表现出对多数类的偏倚，因此类

的不平衡性往往会损害标准分类器的性能，尤其是

对少数类的分类性能［１２－１３］。
目前，对于不平衡数据集分类问题的解决方案

可以分为：数据级、算法级和集成层面［１４－１５］。 其中，
数据级解决方案包括许多不同形式的重采样技术，
如随机过采样（ＲＯＳ）和随机欠采样（ＲＵＳ） ［１６－１７］。
其中，具有代表性的有 Ｃｈａｗｌａ 等学者［１８］ 提出了一

新型过采样方法，ＳＭＯＴＥ 在少数类样本与其 ｋ 近邻

的连线上随机生成新的样本。 Ｈｅ 等学者［１９］ 开发了

一种自适应合成采样（ＡＤＡＳＹＮ），使用密度分布来

计算出每个少数样本需要合成的新样本数量。 此

外，还有几种混合的采样技术，其中一些方法就是将

过采样与数据清理技术相结合，以减少过采样方法

引入的重叠。 典型的例子是 ＳＭＯＴＥ－Ｔｏｍｅｋ［２０］ 和

ＳＭＯＴＥ－ＥＮＮ［２１］。 这些数据级方法虽然简单易用，
但采样方法难以修改数据的分布和偏好相关联，一
方面，欠采样会使数据集中一些有价值的数据信息

未能得到利用；另一方面，过采样会生成多余数据，
尤其是产生噪声数据。 算法级的解决方案旨在开发

新的算法或修改现有的算法，加强对少数类分类算

法的学习。 研究中，最受欢迎的分支是代价敏感学

习，例如，Ｔｉｎｇ［２２］ 提出了一种实例加权方法来裁剪

代价敏感树以提高不平衡数据集的分类效果。
Ｚｈａｎｇ 等学者［２３］通过对目标函数中的多数类和少数

类设置不同的代价，提出了一种代价敏感神经网络

算法，使得少数类样本尽可能地被识别。 其他基于

原有算法的改进方案通常是对现有分类算法的改进，
文献［２４－２６］通过引入权重参数来调整分类决策函

数，使其向少数类样本偏倚。 然而算法的应用具有特

定的情形，大多数的分类模型一旦被确定，则不会动

态地调整相应的模型结构及其参数，使得这些算法级

改进方法无法动态地学习新增的样本。
集成层面解决方案就是将多个弱分类模型通过

一定方式进行组合，得到一个新的、泛化性能更好的

强分类器。 Ｆｒｅｕｎｄ 等学者［２７］ 提出的自适应增强

（Ａｄａｐｔｉｖｅ Ｂｏｏｓｔｉｎｇ，ＡｄａＢｏｏｓｔ）算法是 Ｂｏｏｓｔｉｎｇ 族中

的代表算法。 与其他分类器相比，ＡｄａＢｏｏｓｔ 能够有

效地避免过拟合。 文献［２８－２９］分别将 ＡｄａＢｏｏｓｔ 与
过采 样 和 欠 采 样 结 合， 提 出 ＳＭＯＴＥＢｏｏｓｔ 和

ＲＵＳＢｏｏｓｔ 算法。 ＳＭＯＴＥＢｏｏｓｔ 运用 ＳＭＯＴＥ 进行少

数类样本的合成，经过多次迭代得到最终的强分类

器。 但 ＳＭＯＴＥＢｏｏｓｔ 算法在训练过程中生成的噪声

数据会对分类性能产生影响。 ＲＵＳＢｏｏｓｔ 则采用欠

采样方法，先随机删除一些多数类样本，随后使用删

除后的数据构造弱分类器。 文献［３０］提出一种新

的学习算法 ＰＣＢｏｏｓｔ，该算法考虑了属性特征，对少

数类进行随机过采样，接着使用信息增益率来构造

弱分类器，训练中错误分类的样本会被删除。
上述研究中， 虽然有不少基于采样方法与

ＡｄａＢｏｏｓｔ 进行结合，但在采样方法上还需做进一步

探讨。 由于集成学习在分类性能上的优越性以及过

采样方法使用的普遍性，本文重点关注采样方法与

集成学习结合构建分类器。 现有的过采样方法容易

引入影响分类性能的噪声样本，而欠采样则会丢失

有用的多数类样本的特征信息，尤其是位于分类边

界的多数类样本。
针对以上数据级改进方案中采样方法存在易受

噪声影响和丢失多数类样本特征信息的问题，本文

考虑了多数类样本的类内差异，并保留边界多数类

样本；对少数类和多数类采取融合 ＳＭＯＴＥ 过采样

和 ＲＵＳ 欠采样的混合采样策略，并结合集成技术

ＡｄａＢｏｏｓｔ，提出了 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法。 首先，
针对少数类样本中数据缺少和噪声干扰的问题，引
入经典的 ＳＭＯＴＥ 采样算法和 Ｋ 近邻噪声清除算

法。 其次，由于现有的大多数算法尚未考虑到多数

类样本之间的类内差异，本文基于平均欧式距离识

别并保留边界多数类样本，再对剩下的样本进行随

机欠 采 样。 最 后， 运 用 以 Ｊ４８ 为 基 分 类 器 的

ＡｄａＢｏｏｓｔ 算法进行分类。 结果表明，本文所提出的

ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法与传统的 ＳＭＯＴＥ －Ｂｏｏｓｔ，
ＲＵＳ － Ｂｏｏｓｔ， ＰＣ － Ｂｏｏｓｔ 算 法 及 改 进 后 的 算 法

ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ［３１］相比，具有更好的分类效果。

１　 理论基础

１．１　 ＳＭＯＴＥ 算法

Ｃｈａｗｌａ 等学者［１８］于 ２００２ 年提出了少数类样本

合成技术，即 ＳＭＯＴＥ。 该算法的流程步骤如下：
原始训练样本为 Ｔｒａ，少数类样本是 Ｐ，多数类

样本 是 ＮＰ ＝ ｛ｐ１，ｐ２，…，ｐｐｎｕｍ｝，Ｎ ＝ ｛ｎ１，ｎ２，…，
ｎｎｍｕｍ｝，这里 ｐｎｕｍ，ｎｍｕｍ 分别表示少数类样本个数

和多数类样本个数。
（１）计算少数类中的每个样本点 ｐｉ 与所有的少

数类样本 Ｐ 的欧式距离，得到样本点的 ｋ 近邻。
（２）依据样本的采样倍率 Ｕ， 在 ｋ 近邻之间进

行线性插值。
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（３）合成新的少数类样本：
ｓｙｎｔｈｅｔｉｃｊ ＝ ｐｉ ＋ ｒ ｊ × ｄ ｊ （１）

　 　 其中， ｄ ｊ 是少数类样本点与其近邻的距离； ｒ ｊ 是
介于 ０ 到 １ 之间的随机数。

（４）新合成的少数类样本与原始训练样本 Ｔｒａ
进行合并，得到新的训练样本。
１．２　 ＡｄａＢｏｏｓｔ 算法

ＡｄａＢｏｏｓｔ 算法是经典的 Ｂｏｏｓｔｉｎｇ 算法，通过迭

代的方式不断提高被误判样本的权值，从而进行样

本权值的更新，分类器在下一次分类会把重心放在

那些被误分的样本上，以此来达到正确分类所有样

本的目的。 算法的训练过程如下：
输入　 Ｔｒａ ＝ ｛（Ｘ１，Ｙ１），（Ｘ２，Ｙ２），…，（Ｘｎ，Ｙｎ）｝

为训练数据集， Ｘｉ 表示样本实例， Ｙｉ 为类标签集合，
Ｙｉ ∈ ｛ ＋ １， － １｝，ｉ ＝ １，２，…，ｎ； 迭代循环次数为 Ｍ

输出　 最终分类器 Ｇ（Ｘ）
１： 训练数据的权值分布初始化： Ｄ１ ＝ （ｗ１，１，…，

ｗ１，ｉ，…，ｗ１，ｎ）， ｗ１，ｉ ＝
１
ｎ
，ｉ ＝ １，２，…，ｎ

２： ｆｏｒ ｍ ＝ １ ｔｏ Ｍ：
２．１： 使用具有权值分布 Ｄｍ 的训练数据集进行

学习，得到基本分类器 Ｇｍ（Ｘ）
２．２： 算出 Ｇｍ（Ｘ） 在训练数据集上的分类误差率：

ｅｍ ＝ ∑ ｎ

ｉ ＝ １
ｗｍｉＩ（Ｇｍ（Ｘ ｉ） ≠ Ｙｉ） （２）

　 　 这里， Ｉ 为指示函数：
２．３：计算 Ｇｍ（Ｘ） 的系数：

αｍ ＝ １
２
ｌｎ

１ － ｅｍ
ｅｍ

（３）

　 　 ２．４：更新训练数据集的权值分布：
Ｄｍ＋１ ＝ （ｗｍ＋１，１，…，ｗｍ＋１，ｉ，…，ｗｍ＋１，ｎ） （４）

ｗｍ＋１，ｉ ＝
ｗｍ，ｉ

Ｚｍ
ｅｘｐ（ － αｍＹｉＧｍ（Ｘｉ）） （５）

　 　 其中， Ｚｍ 为规范化因子，计算公式为：

Ｚｍ ＝ ∑ ｎ

ｉ ＝ １
ｗｍ，ｉｅｘｐ（ － αｍＹｉＧｍ（Ｘ ｉ）） （６）

　 　 ３： 构建基本分类器的线性组合：

ｆ（Ｘ） ＝ ∑Ｍ

ｍ ＝ １
αｍＧｍ（Ｘ） （７）

　 　 ４： 得到最终的分类器：

Ｇ（Ｘ） ＝ ｓｉｇｎ（∑Ｍ

ｍ ＝ １
αｍＧｍ（Ｘ）） （８）

２　 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法

针对不平衡数据的二分类问题，过采样会增加

多余数据引入噪声样本，而欠采样会丢失一些有用

信息，这 ２ 个问题极大地影响了算法的分类性能。
ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法考虑了边界多数类样本特

征信息的价值，将 ＳＭＯＴＥ 算法和 ＲＵＳ 算法进行了

结合，并针对 ＲＵＳ 算法中存在随机删除边界多数类

样本的问题进行了改进。 位于 ２ 个类边界上的实例

是该分类样本的必要实例，在确定决策边界时至关

重要，将其删除会降低分类器的性能。 因此，本文提

出的 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法考虑了边界多数类样

本，并试图保持必要的多数类实例，分类模型图如图

１ 所示。 首先，使用 ＳＭＯＴＥ 过采样合成少数类实

例，以平衡数据集；接着，删除原始数据中的一些噪

声数据，提高合成样本的质量；然后，识别多数类的

边界实例，并将其添加到输出数据集中。 同时，对剩

余的数据进行随机欠采样。 最后，使用 ＡｄａＢｏｏｓｔ 集
成算法生成强分类器，实验结果表明该分类器的性

能得到了有效的提升。
２．１　 算法 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 的训练过程

（１）合成少数类样本。 将合成少数类过采样

（ＳＭＯＴＥ）预处理技术应用到数据集 Ｔｉｍｂａｌ 中，在少

数类中引入人工实例，生成数据集 Ｔ
⌒

ｉｍｂａｌ。 具体步骤

详述如下。
① 原始训练样本是 Ｔｉｍｂａｌ， 少数类样本为 Ｐ， 多

数类是 Ｎ，Ｐ ＝ （ｐ１，ｐ２，…，ｐｎ），Ｎ ＝ （ｎ１，ｎ２，…，ｎｍ），
ｎ，ｍ 分别表示少数类样本个数及多数类样本个数。
计算少数类样本点 ｐ ｊ 与少数类 Ｐ 的欧式距离，得到

该样本点的 ｋ 近邻。
② 依据采样倍率 Ｕ 在 ｋ 近邻中进行线性插值。
③ 合成新的少数类样本：

ｓｙｎｔｈｅｔｉｃ ＝ ｐ ｊ ＋ ｒｉ × ｄｉ （９）
　 　 其中， ｄｉ 表示少数类样本点与其近邻的距离， ｒｉ
是介于 ０ 到 １ 之间的随机数。
　 　 ④ 新合成的少数类样本和原始训练样本进行

合并，从而得到新的训练样本 Ｔ
⌒

ｉｍｂａｌ。
（２）识别和删除噪声。 若少数类样本点在 ｋ 近

邻中有 ｋ′ 个多数类样本，显然 ０ ≤ ｋ′ ≤ ｋ，若 ｋ′ ≤
２
３
ｋ， 则为噪声。

（３）识别多数类的边界样本 Ｎｂｏｒｄｅｒ， 并将其放入

输出数据集 Ｔｂａｌ 中。 具体步骤分述如下。
① 算出各多数类样本点 ｎｉ（ ｉ ＝ １，２，……，ｍ）

到少数类样本点 ｐ ｊ（ ｊ ＝ １，２，…，ｎ） 的距离之和为

∑ ｎ

ｊ ＝ １
ｄ（ｎｉ，ｐ ｊ）。
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图 １　 分类模型图

Ｆｉｇ． １　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｄｉａｇｒａｍ
　 　 ② 求平均距离：

ｄ－ ＝
∑ｍ

ｉ ＝ １∑
ｎ

ｊ ＝ １
ｄ（ｎｉ，ｐ ｊ）

ｍ
（１０）

　 　 ③ 当多数类样本 ｎｉ 满足 ∑ ｎ

ｊ ＝ １
ｄ（ｎｉ，ｐ ｊ） ＜ ｄ－

时，将其划分到 Ｔｂａｌ 中。
（４）对数据集 Ｅ 应用随机欠采样，将随机选取

的样本推送到输出数据集 Ｔｂａｌ， 并推得：

Ｅ ＝ Ｔ
⌒

ｉｍｂａｌ － Ｎｂｏｒｄｅｒ （１１）
　 　 （５）将处理后的平衡数据集作为模型的输入，
使用 ＡｄａＢｏｏｓｔ 集成技术得到最终的分类结果。
２．２　 算法 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 的详细步骤

输入　 Ｄ 为数据集， Ｋ 为过采样算法中选择的

最近邻个数， Ｍ 为迭代的次数

输出　 集成分类器

１： 将数据集 Ｄ 分成 １０ 份，其中 ２ 份为测试集

ＴｅｓｔＤａｔａ，剩下即训练集 ＴｒａｉｎＤａｔａ
２： 运用 ＳＭＯＴＥ 过采样算法生成新的少数类样本

３： 用 ｋ 近邻算法得到少数类样本的最近邻集

合，依据判别条件对噪声样本进行识别及删除。 判

别条件为：若少数类样本中 ｋ 近邻超过 ２ ／ ３ 的样本

是多数类，则为噪声样本

４： 基于所有多数类样本点对各个少数类样本

点的平均欧式距离识别边界多数类样本，并将其单

独放在 ＮｅｗＴｒａｉｎＤａｔａ 中。 识别条件为：若该多数类

样本点到所有少数类样本点的欧式距离之和小于平

均距离，则该样本点为边界多数类样本点

５： 对 剩 余 的 数 据 进 行 随 机 欠 抽 样 得 到

ＮｅｗＴｒａｉｎＤａｔａ

６： 赋予 ＮｅｗＴｒａｉｎＤａｔａ 中每个实例相同的权重。
７： ｆｏｒ ｍ ＝ １ ｔｏ Ｍ
８：　 　 根据实例的权值有放回地抽样得到 Ｄｍ

９：　 　 由 Ｄｍ 得到基分类器 Ｇｍ（Ｘ）
１０：　 　 使用 Ｇｍ（Ｘ） 对 ＮｅｗＴｒａｉｎＤａｔａ 中的实

例进行分类，根据式（１２）计算 Ｇｍ（Ｘ） 的错误率 ｅｍ：

ｅｍ ＝ ∑ Ｇｍ（Ｘｉ）≠Ｙｉ
ｗｍ，ｉ （１２）

　 　 其中， ｗｍ，ｉ 表示第 ｍ轮中第 ｉ个实例 Ｘ ｉ 的权值；
Ｇｍ（Ｘ ｉ） ≠ Ｙｉ 表示实例 Ｘ ｉ 被错分； Ｙｉ 为类标签。

１１：　 　 ｉｆ ｅｍ ＞ ０．５ ｔｈｅｎ 转步骤 ７
１２：　 　 ｅｎｄ ｉｆ
１３：　 　 ｆｏｒ 对正确分类的每个实例执行如下步骤：

１４： 　 　 更新权值：实例的权值乘以
ｅｍ

（１ － ｅｍ）
１５： 　 　 归一化所有实例的权值

１６： 　 　 ｅｎｄ ｆｏｒ
１７：　 　 　 将每个类的权值赋予 ０，对 ＴｅｓｔＤａｔａ

的所有实例执行以下步骤

１８：　 　 ｆｏｒ ｉ ＝ １ ｔｏ Ｍ：
１９：　 　 　 根据式（１３）计算 Ｇ ｉ（Ｘ） 对测试集中

实例 Ｘ ｉ 的权值 Ｗｉ：

Ｗｉ ＝ － ｌｏｇ
ｅｉ

１ － ｅｉ
（１３）

　 　 ２０：　 　 　 　 将 Ｗｉ 加到 Ｇ ｉ（Ｘ） 所预测的类上，
若 Ｘ ｉ 被正确分类，则其值为 ０，否则为 １。

２１：　 　 ｅｎｄ ｆｏｒ
２２： 　 　 返回权值最大的类，即为 Ｘ ｉ 的类别

２３： ｅｎｄ ｆｏｒ
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３　 仿真实验

３．１　 实验数据集

实验使用来自 ＫＥＥＬ 公开数据集的 ６ 组数据

集，考虑了数据集的样本数、特征数及不平衡率。 实

验之前对数据集进行预处理，将训练集和测试集归

一化到［０，１］区间，表 １ 展示了实验数据集的基本

信息。
表 １　 实验数据集

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａｓｅｔ

序号 数据集
样本

总数

正类

样本数

负类

样本数
特征数

不平

衡率

１ ｅｃｏｌｉ２ ３３６ ５２ ２８４ ７ ５．４６
２ ｙｅａｓｔ１ １ ４８４ ４２９ １ ０５５ ８ ２．４６
３ ｇｌａｓｓ１ ２１４ ７６ １３８ ９ １．８２
４ ｇｌａｓｓ６ ２１４ ２９ １８５ ９ ６．３８
５ ｅｃｏｌｉ３ ３３６ ３５ ３０１ ７ ８．６０
６ ｅｃｏｌｉ１ ３３６ ７７ ２５９ ７ ３．３６

３．２　 性能评价指标

在对数据集进行二分类时，不能简单地采用整

体精确度的高低来评价分类器性能的优劣。 因为即

使分类器对少数类样本的识别完全错误，总体的精

确度也会比较高，所以仅靠这个单一评价指标并没

有参考价值。 为了全面体现分类性能，本文采用了

综合评价指标 Ｆ － ｍｅａｓｕｒｅ，Ｇ － ｍｅａｎ 和 ＡＵＣ，Ｆ －
ｍｅａｓｕｒｅ，Ｇ － ｍｅａｎ 和 ＡＵＣ 取值均在 ０ 到 １ 之间， 且

值越大，说明分类器的分类性能越好。 在介绍这些

指标前，先引入混淆矩阵。 混淆矩阵［３２］ 可以将预测

分类结果和实际分类结果以矩阵的形式直观地表示

出来。 混淆矩阵见表 ２。
表 ２　 混淆矩阵

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测为正类 预测为负类

实际为正类 真正类（ＴＰ） 假负类（ＦＮ）

实际为负类 假正类（ＦＰ） 真负类（ＴＮ）

　 　 根据表 ２ 可得到以下评价指标。
（１）召回率 （Ｒｅｃａｌｌ）。 指真少数类占所有少数

类的比例。 可由如下公式来求值：
Ｒｅｃａｌｌ ＝ ＴＰ ／ （ＴＰ ＋ ＦＮ） （１４）

　 　 （２） 精确率（Ｐｒｅｃｉｓｉｏｎ）。 指真少数类占所有被

预测为少数类的比例。 可由如下公式来求值：
Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ ／ （ＴＰ ＋ ＦＰ） （１５）

　 　 （３） Ｆ － ｍｅａｓｕｒｅ［３３］，又称 Ｆ － Ｓｃｏｒｅ，兼顾精确

度和召回率。 可由如下公式来求值：

Ｆ － ｍｅａｓｕｒｅ ＝ α２ ＋ １( ) Ｒｅｃａｌｌ∗Ｐｒｅｃｉｓｉｏｎ
α２Ｒｅｃａｌｌ ＋ Ｐｒｅｃｉｓｉｏｎ

（１６）

　 　 其中， α 是取值为 １ 的比例系数。
（４） Ｇ － ｍｅａｎ［３４］。 是一种有效衡量不平衡数

据分类方法的指标，只有正类、负类两者召回率都高

时，Ｇ － ｍｅａｎ 值才会高，表明分类器的分类性能较

优。 可由如下公式来求值：

Ｇ － ｍｅａｎ ＝ ＴＰ
ＴＰ ＋ ＦＮ

× ＴＮ
ＴＮ ＋ ＦＰ

（１７）

　 　 （５） ＡＵＣ［３５］。 ＲＯＣ 曲线以假正率 （ＦＰｒａｔｅ） 和

真正率（ＴＰｒａｔｅ） 为轴，以可视化的方式展现正确分

类的收益和误分类的代价之间的关联。 ＲＯＣ 曲线下

方的面积称为 ＡＵＣ （Ａｒｅａ Ｕｎｄｅｒ Ｃｕｒｖｅ）， ＡＵＣ 可以

量化分类器的预测性能，ＡＵＣ 的取值范围为 ０ 到 １，
ＡＵＣ 值越高，模型的预测性能越好。
３．３　 实验设置

为了验证本文所提出的算法的优越性，将本文

算法与传统的 ＳＭＯＴＥ－Ｂｏｏｓｔ，ＲＵＳ－Ｂｏｏｓｔ，ＰＣ－Ｂｏｏｓｔ
及改进后的 ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法进行了比较。
本文使用 Ｐｙｔｈｏｎ 语言，Ｓｐｙｄｅｒ 开发环境对各种算法

进行仿真实验。 与以往文献［３６］ 一致，ＳＭＯＴＥ 算法

的 ｋ 近邻数设为 ５ 时所合成的少数类样本质量较

高。 实验选用 Ｊ４８ 决策树作为基分类器，调用 Ｗｅｋａ
软件中的 Ｃ４．５ 函数包实现 Ｊ４８ 分类器。 实验中将

数据集的 ２０％作为测试集，８０％作为训练集，采用

１０ 次五折交叉验证的平均值作为最终的评价结果。
３．４　 实验结果分析

图 ２～图 ４ 及表 ３～表 ５ 列出了使用本文算法和

其他 ４ 种不同采样方法与集成学习技术结合算法在 ６
个不同数据集上的 Ｆ － ｍｅａｓｕｒｅ、Ｇ － ｍｅａｎ 值及 ＡＵＣ
的比较结果和具体数值，其中加粗部分为在该数据集

上的最优结果。 从图 ２～图 ４ 可以看出，由本文算法

所得到的 Ｆ － ｍｅａｓｕｒｅ、Ｇ － ｍｅａｎ 及 ＡＵＣ 值总体上优

于其他 ４ 种对比算法。 从表 ３～表 ５ 可以得出本文的

分类模型在 Ｆ － ｍｅａｓｕｒｅ、Ｇ － ｍｅａｎ 及 ＡＵＣ 值上均得

到了提升，尤其是对比 ＲＵＳ－Ｂｏｏｓｔ 算法。 在数据集

ｅｃｏｌｉ２、ｙｅａｓｔ１、ｇｌａｓｓ６、ｅｃｏｌｉ３ 上，其分类评估指标均优

于其他对比算法，Ｆ － ｍｅａｓｕｒｅ的提升值高达 ２２．９７％，
Ｇ － ｍｅａｎ 的提升值为 １３．８８％， ＡＵＣ 的最高提升值为

１０．０３％。 从表 ３ 的 Ｆ － ｍｅａｓｕｒｅ 值可看出，ＨＳＭＯＴＥ－
ＡｄａＢｏｏｓｔ 算法除了在数据集 ｅｃｏｌｉ１ 略低于 ＳＭＯＴＥ－
Ｂｏｏｓｔ 之外，在其他 ５ 个数据集上均有最佳表现。 从

表 ４～表 ５ 得出，在数据集 ｇｌａｓｓ１ 上， Ｇ － ｍｅａｎ 值稍

逊于 ＫＳＭＯＴＥ －ＡｄａＢｏｏｓｔ 算法， ＡＵＣ 指标略小于
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ＳＭＯＴＥ－Ｂｏｏｓｔ 算法，但其 Ｆ － ｍｅａｓｕｒｅ 的提升值为

３．９９％。原因在于其不平衡比率较小，边界样本的重要

性未得到充分体现。 虽然在部分数据集中的 ＡＵＣ 值

与其他 ４ 种算法相差不大，但是随着不平衡率的提

升，性能提升百分比在不断增大，在不平衡比率最大

的数据集 ｅｃｏｌｉ３ 上，相对于其他 ４ 种算法，性能提升

了 １０．０３％。 此外，在部分数据集、如 ｙｅａｓｔ１，ｅｃｏｌｉ２ 中，
使用 ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法优于 ＲＵＳ－Ｂｏｏｓｔ 算法，
这是因为在使用随机欠采样后有可能会删除一些潜

在、有价值的多数类样本，而本文所提出的算法有效

解决了这个问题，尽可能地保留了必要的实例从而提

升了分类性能。
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图 ２　 不同算法的 Ｆ－ｍｅａｓｕｒｅ 对比图
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图 ３　 不同算法的 Ｇ－ｍｅａｎ 对比图
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图 ４　 不同算法的 ＡＵＣ 对比图

Ｆｉｇ． ４　 ＡＵＣ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

表 ３　 不同算法的 Ｆ－ｍｅａｓｕｒｅ
Ｔａｂ． ３　 Ｆ－ｍｅａｓｕｒｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

数据集 ＳＭＯＴＥ－Ｂｏｏｓｔ ＲＵＳ－Ｂｏｏｓｔ ＰＣ－Ｂｏｏｓｔ ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ

ｅｃｏｌｉ２ ０．９１５ ０．７５３ ０．９１８ ０．９２１ ０．９２６

ｙｅａｓｔ１ ０．６８９ ０．６０３ ０．６５２ ０．６３９ ０．７１４

ｇｌａｓｓ１ ０．７５１ ０．６５２ ０．６８９ ０．７２６ ０．７５５

ｇｌａｓｓ６ ０．９０７ ０．８７９ ０．９１４ ０．８８５ ０．９２２

ｅｃｏｌｉ３ ０．８４６ ０．８０１ ０．８８７ ０．８６４ ０．９０５

ｅｃｏｌｉ１ ０．９４３ ０．８９９ ０．９０３ ０．９０７ ０．９２８

表 ４　 不同算法的 Ｇ－ｍｅａｎ
Ｔａｂ． ４　 Ｇ－ｍｅａｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

数据集 ＳＭＯＴＥ－Ｂｏｏｓｔ ＲＵＳ－Ｂｏｏｓｔ ＰＣ－Ｂｏｏｓｔ ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ

ｅｃｏｌｉ２ ０．８２６ ０．６７５ ０．８５５ ０．８８２ ０．９０１

ｙｅａｓｔ１ ０．６３３ ０．５７８ ０．６０５ ０．６７８ ０．６８９

ｇｌａｓｓ１ ０．６５４ ０．６２９ ０．６８９ ０．７９０ ０．７７９

ｇｌａｓｓ６ ０．９１２ ０．７６５ ０．９２２ ０．８９０ ０．９３１

ｅｃｏｌｉ３ ０．８７４ ０．７９８ ０．８５４ ０．８６９ ０．８８４

ｅｃｏｌｉ１ ０．９０２ ０．７８９ ０．８９９ ０．９０５ ０．９１６

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



表 ５　 不同算法的 ＡＵＣ
Ｔａｂ． ５　 ＡＵＣ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

数据集 ＳＭＯＴＥ－Ｂｏｏｓｔ ＲＵＳ－Ｂｏｏｓｔ ＰＣ－Ｂｏｏｓｔ ＫＳＭＯＴＥ－ＡｄａＢｏｏｓｔ ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ

ｅｃｏｌｉ２ ０．９３３ ０．８５６ ０．９４２ ０．９４１ ０．９５１

ｙｅａｓｔ１ ０．７９０ ０．７５２ ０．７８３ ０．７９２ ０．７９８

ｇｌａｓｓ１ ０．７５９ ０．６３９ ０．７４５ ０．７０８ ０．７５８

ｇｌａｓｓ６ ０．９３０ ０．８９５ ０．８５９ ０．９３２ ０．９４６

ｅｃｏｌｉ３ ０．９１２ ０．８６７ ０．８７６ ０．９２５ ０．９５４

ｅｃｏｌｉ１ ０．９２２ ０．９０７ ０．９３７ ０．９３４ ０．９４３

４　 结束语

针对二分类问题中不平衡数据集造成分类器分

类性能低下的问题，本文考虑了多数类样本的类内

差异，并保留了必要的边界多数类样本，将 ＳＭＯＴＥ
过采 样 与 随 机 欠 采 样 组 合 运 用 及 改 进， 并 与

ＡｄａＢｏｏｓｔ 相结合提出了一种解决类不平衡问题的

ＨＳＭＯＴＥ－ＡｄａＢｏｏｓｔ 算法。 与传统的 ＳＭＯＴＥ－Ｂｏｏｓｔ、
ＲＵＳ－Ｂｏｏｓｔ、ＰＣ－Ｂｏｏｓｔ 及改进后的算法 ＫＳＭＯＴＥ－
ＡｄａＢｏｏｓｔ 相比，实验表明该算法训练的分类器能有

效地处理类不平衡问题，分类性能更优。
此外，本文的改进算法也存在进一步研究的价

值，接下来可以结合其他经典的集成算法研究其分

类性能。 其次，从实验结果可以发现，在类不平衡比

率越大的数据集上的分类效果越好，亟需从理论上

对该结果做进一步的探讨和验证。 最后，本文所提

出的算法对二分类问题的分类性能提升比较明显，
然而在现实生活中的大多数数据都是多类别的，未
来将着重研究如何提高多类别分类问题的分类性

能。
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