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融合双残差密集与注意力机制的视网膜血管分割
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摘　 要： 针对视网膜血管末端细小，且容易与背景混淆等现象从而导致细小血管不易分割和断裂等情况，提出了一种融合双

残差密集与注意力机制的视网膜血管分割算法。 首先，在编码器部分利用双残差密集块与高效通道注意力机制来获取特征；
其次，为了解决细小血管分割不足的现象，在编码器与解码器中间使用空洞卷积替换标准卷积来增大感受野；最后，自适应聚

合块将之前所有块的特征映射组合起来，形成一个新的特征映射，作为后续层的输入，在自适应聚合块或 ＤＤＲＢ 之后，将使用

卷积层来压缩特征映射，则双残差密集块（从 ＤＤＲＢ１ 到 ＤＤＲＢ５）的输出特征映射被完全重用。 分别在 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数

据集上进行验证，其 ＡＣＣ 分别为 ９６．８５％和 ９７．８４％， ＡＵＣ 分别为 ９８．６１％和 ９９．４５％。
关键词： 视网膜血管； 高效通道注意力机制； 残差密集连接块； 空洞卷积； 自适应聚合块
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０　 引　 言

视网膜血管结构的变化可以辨别多种疾病。 例

如，糖尿病视网膜病变是糖尿病引起的并发症，可以

通过视网膜血管结构的改变来诊断。 糖尿病视网膜

病变有可能导致失明，这意味着早期发现至关重要。
高血压性视网膜病变是另一种由高血压引起的视网

膜疾病，高血压患者可通过血管弯曲度增加或狭窄

来诊断，因此，在现有医疗条件下某些疾病可以通过

疾病变化来进行检测和诊断。
视网膜血管的分割是目前视网膜图像分析任务

中特别重要的一步。 但人工视网膜血管分割是比较

耗时的过程，为了解决这一问题，研究学者提出了许

多自动分割的方法。 ２０１５ 年，Ｒｏｎｎｅｂｅｒｇｅｒ 等学者［１］

提出了一种两边完全对称的 Ｕ－Ｎｅｔ 分割网络模型。
该方法通过通道拼接融合的方法来获取特征，并未



能最大限度地发挥以往特征图重用的潜力。 付顺兵

等学者［２］提出了一种融合 Ｕ－Ｎｅｔ 网络和密集网络

的分割方法，该网络将密集网络和 Ｕ－Ｎｅｔ 进行融

合，同时在卷积层之间引入一种动态激活函数，从而

提高网络的特征表达能力。 胡扬涛等学者［３］ 提出

了一种基于 Ｕ 型的空洞残差 Ｕ 型网络 （ Ａｔｒｏｕｓ
Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ，ＡＲ－Ｕｎｅｔ），该网络有效避免了网络

中梯度消失和信息丢失的问题。 王师玮等学者［４］

提出了一种在 Ｕ －Ｎｅｔ 基础上进行改进的 ＣＳＤ －
ＵＮｅｔ，该算法在编码器与解码器部分使用了卷积注

意力模块，采用密集上采样卷积作为上采样方法，在
分割效果上有一定的提升。

综上所述，以上的算法虽然能提升视网膜血管

分割的精度，但存在视网膜血管分割出现细小血管

不易分割和断裂的现象，图的对比度低且容易与背

景混淆等情况。 因此本文提出一种融合残差密集块

与注意力机制的视网膜血管分割算法，该方法以 Ｕ－
Ｎｅｔ 网络作为基础框架，融合高效通道注意力机制

模块（ＥＣＡ）、密集连接块（Ｄｅｎｓｅ Ｂｌｏｃｋ）和双残差模

块（Ｄｏｕｂｌｅ Ｒｅｓｉｄｕａｌ Ｂｌｏｃｋ）来提取特征，为了提取到

更多细小血管，使用空洞卷积替换标准卷积来增大

感受野，从而提高视网膜血管分割的精度。

１　 相关工作

１．１　 网络结构

本文针对视网膜血管分割任务，提出一种融合双

残差密集与注意力机制的视网膜血管分割算法，整体

框架如图 １ 所示，采用高效通道注意力机制、密集连

接模块和双残差块来优化网络结构，使用空洞卷积替

换标准卷积，在不增加参数的情况下来增大感受野，
以此来获取视网膜血管图像更复杂的特征。 Ｕ－Ｎｅｔ
通过“通道拼接”使之前的特征映射可重用并有效地

解决空间信息丢失的问题。 本文为了更好地发挥特

征映射重用的潜力，通过自适应聚合块来重用特征。
并将双残差密集块的特征映射被自适应地聚合到后

续层中作为输入，设置当前的通道数量不变，直到下

一步加倍。 同时为了防止过拟合问题，该网络模型引

入了 ＤｒｏｐＢｌｏｃｋ［５］来更有效地规范网络结构。
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图 １　 双残差密集与注意力网络
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１．２　 高效通道注意力模块

注意力机制可用来提高特征选择能力，最早使用

在自然语言处理领域［６］。 Ｗａｎｇ 等学者［７］在压缩激励

（ｓｑｕｅｅｚｅ－ａｎｄ－ｅｘｃｉｔａｔｉｏｎ，ＳＥ）模块的基础上，提出了

一种高效通道注意力（Ｅｆｆｉｆｉｃｉｅｎｔ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ，
ＥＣＡ）模块。 高效通道模块如图 ２ 所示。 ＥＣＡ 模块避

免了降维，能够有效捕获跨通道交互的信息，涉及少

量参数，同时带来明显的性能增益，也可以保证信息

效率和有效性。 ＥＣＡ 模块是通过一维卷积 ｌａｙｅｒｓ．
Ｃｏｎｖ１Ｄ 来完成跨通道间的信息交互，卷积核的大小

通过一个函数来适应变化，使得通道数较大的层可以

更多地进行跨通道交互。 自适应函数为：
ｋ ＝ ｜ （ｌｂＣ ＋ ｌ） ／ ２ ｜ （１）

　 　 ＥＣＡ 模块实现如下：
（１）输入特征图经过全局平均池化， 从［ｈ，ｗ，

ｃ］ 的矩阵变成［１，１，ｃ］ 的向量。
（２）根据特征图的通道数计算得到自适应的一

维卷积核大小 ｋｅｒｎｅｌ＿ｓｉｚｅ。
（３）将 ｋｅｒｎｅｌ＿ｓｉｚｅ 用于一维卷积中，得到对于特

征图的每个通道的权重。
（４）将归一化权重和原输入特征图逐通道相

乘，生成加权后的特征图。
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图 ２　 高效通道注意模块

Ｆｉｇ． ２　 Ｈｉｇｈ Ｅｆｆｉｃｉｅｎｃｙ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ（ＥＣＡ） ｍｏｄｕｌｅ

１．３　 空洞卷积

在编码器与解码器中使用空洞卷积替换标准卷

积，即在编码器和解码器之间布置捕获全局上下文

的空洞卷积块［８］，在不丢失眼底视网膜血管图像分

辨率的情况下增大感受野。 标准卷积和空洞卷积原

理如图 ３ 所示。

(1)标准卷积 (2)rate=1的空洞卷积 (3)rate=2的空洞卷积
图 ３　 标准卷积和空洞卷积
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１．４　 双残差密集连接块

在卷积神经网络中，在训练过程中由于梯度消

失的问题，简单地增加网络层数可能会阻碍训练，为
了解决这一问题，引入了 Ｇｕｏ 等学者［９］ 所提的双残

差块。 为了增加视网膜图像的底层信息，从而加强

特征的传播能力，引入密集连接块。 结合残差块和

密集连接块的优点，提出一个双残差密集连接块

（ＤＤＲＢ），如图 ４ 所示。 由图 ４ 可知，双残差密集连

接块主要包含 ＢＮ 归一化、ＲｅＬＵ 激活、３×３ 卷积层、
ＤｒｏｐＢｌｏｃｋ 和 ＤｅｎｓｅＢｌｏｃｋ。

Elementwisesum DoubleResidualBlockWithDenseBlockoutputfeaturenap

Input BN ReLU Conv DropBlock DenseBlock

图 ４　 双残差密集连接块

Ｆｉｇ． ４　 Ｄｏｕｂｌｅ ｒｅｓｉｄｕａｌ ｄｅｎｓｉｔｙ ｃｏｎｎｅｃｔｉｏｎ ｂｌｏｃｋ
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１．５　 自适应聚合块

在 ＦＣＮ［１０］和 Ｕ－Ｎｅｔ［１］ 研究中，通过添加或连接

操作来直接重用以前的特征映射。 为了更好地利用

编码部分特征块的特征映射，Ｚｈｅｎ 等学者［１１］ 引入了

自适应聚合结构。 类似地，本文使用改进的自适应聚

合结构来紧密地连接前面的 ＤＤＲＢ 块的特征。 自适

应聚合块的结构如图 ５ 所示。 由图 ５ 可知，在双残差

密集连接块中，来自较低层（ＤＤＲＢ１、ＤＤＲＢ２．．．）的特

征映射具有高分辨率的粗语义信息，而来自较高层

（ＤＤＲＢ３、ＤＤＲＢ４……）的特征映射具有低分辨率和

包含精细的语义信息。 自适应聚合结构可以将前面

所有的 ＤＤＲＢ 特征映射融合在一起，生成丰富的空间

信息和上下文信息。 由于输入的特征图，比例大小可

能会所不同。 为了减少内存消耗，首先使用卷积层来

压缩传入的特征映射，除了直接连接的特征映射（黑
色箭头）已经被压缩。 压缩层由 ＤｒｏｐＢｌｏｃｋ 和 １×１ 的

卷积组成。 为了使所有的特征图在大小上保持一致，
将使用最大池化操作进行下采样，而使用转置卷积进

行上采样。 最后，将所有生成的特征映射连接到这个

块的输出中。

DropBlock

DropBlock

DropBlock

DropBlock

1?1Conv

1?1Conv

1?1Conv

1?1Conv

Down?2

Up?2

Up?4

Up?2

图 ５　 自适应聚合块的结构

Ｆｉｇ． ５　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ａｄａｐｔｉｖｅ ｐｏｌｙｍｅｒ ｂｌｏｃｋ

２　 实验及结果分析

２．１　 数据集和参数设置

本文使用了视网膜血管分割的 ２ 个公开数据集：
ＤＲＩＶＥ［１２］和 ＳＴＡＲＥ［１３］数据集。 其中，ＤＲＩＶＥ 数据集由

４０ 幅 ５６５×５８４ 分辨率的彩色视网膜图像组成，该数据

集包含官方划分的 ２０ 幅训练集和 ２０ 幅测试集，每幅图

像有其对应的金标准及掩膜。 ＳＴＡＲＥ 数据集由 ２０ 幅

７００×６０５ 分辨率的彩色视网膜图像组成，每幅图像有其

对应的金标准及掩膜，由于该数据集没有划分训练集

和测试集，自动划分前 １０ 幅视网膜图像作为训练集，
剩下的 １０ 幅视网膜作为测试集。

由于官方公开的 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集的图

像较少，对 ＤＲＩＶＥ 和 ＳＴＡＲＥ 两个数据集进行数据

增强处理，分别通过加入高斯噪声、随机旋转和颜色

抖动等操作，ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集从原始数据

集分别扩增到 ２５６ 幅和 ２２６ 幅图像，且对 ＤＲＩＶＥ 和

ＳＴＡＲＥ 两个数据集原始像素进行剪裁，周围使用 ０
进行填充，将 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集分别从５６５×
５８４ 调整为 ５９２×５９２，从 ７００×６０５ 调整为 ７０４×７０４。

在训练过程中，将 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集的

ｂａｔｃｈ＿ｓｉｚｅ 设置分别为 ８ 和 ４，总周期设置为 ５０。
Ａｄａｍ 作为优化器，学习率为０．０００ １。所有的实验均

使用后端带有 Ｋｅｒａｓ 开源框架进行，并在计算机配

置为 Ｉｎｔｅｌ （ Ｒ ） Ｃｏｒｅ （ ＴＭ） ｉ７ － １２７００Ｆ ＣＰＵ ＠
２．１０ ＧＨｚ，１６．０ ＧＢ 内存，采用 ６４ 位 Ｗｉｎｄｏｗｓ １０ 操

作系统上运行。
２．２　 评价指标

视网膜血管分割问题可视为对所有像素进行二

分类的问题，可以使用混淆矩阵来评估各种方法的

性能。 混淆矩阵的参数见表 １。
表 １　 混淆矩阵

Ｔａｂ． １　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

参数 描述

真阳性 （ＴＰ） 表示正确分类血管的个数

假阴性 （ＦＮ） 表示错误分类血管的个数

真阴性 （ＴＮ） 表示正确分类血管的背景像素个数

假阳性 （ＦＰ） 表示错误分类血管的像素数量

　 　 本文采用准确率 （ ａｃｃｕｒａｃｙ， ＡＣＣ）、 灵敏度

（ｓｅｎｓｉｔｉｖｉｔｙ， ＳＥ）、 特异性（ｓｐｅｃｉｆｉｃｉｔｙ， ＳＰ）、Ｆ１、ＲＯＣ
曲线下面积（ＡＵＣ） 和 Ｍａｔｔｅｗｓ 相关系数（ＭＣＣ） 可

以由表 １ 的 ４ 个参数计算可得，具体公式分别如下：

６３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



ＡＣＣ ＝ ＴＰ ＋ ＴＮ
ＴＮ ＋ ＦＰ ＋ ＴＰ ＋ ＦＮ

（２）

ＳＥ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（３）

ＳＰ ＝ ＴＮ
ＦＰ ＋ ＴＮ

（４）

Ｆ１ ＝ ２ＴＰ
２ＴＰ ＋ ＦＰ ＋ ＦＮ

（５）

ＭＣＣ ＝

ＴＰ × ＴＮ － ＦＰ × ＦＮ
（ＴＰ ＋ ＦＰ） × （ＴＰ ＋ ＦＮ） × （ＴＮ ＋ ＦＰ） × （ＴＮ ＋ ＦＮ）

（６）
２．３　 消融实验分析

为了验证评估模型改进前后的性能，在相同的

实验环境下，以 Ｕ－Ｎｅｔ 网络为基线分别在 ＤＲＩＶＥ 和

ＳＴＡＲＥ 数据集上进行视网膜血管分割实验。 实验

结果见表 ２。

表 ２　 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集消融实验分析

Ｔａｂ． ２　 ＤＲＩＶＥ ａｎｄ ＳＴＡＲＥ ｄａｔａ ｓｅｔ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

数据集 Ｍｅｔｈｏｄｓ ＡＣＣ ＳＥ ＳＰ ＡＵＣ Ｆ１ ＭＣＣ

ＤＲＩＶＥ Ｄ１ ０．９６０ ４ ０．６０１ ４ ０．９９４ ８ ０．９７１ １ ０．７２６ ６ ０．７２４ ６

Ｄ２ ０．９６７ ６ ０．８０５ ３ ０．９８３ ２ ０．９８４ ３ ０．８１３ １ ０．７９５ ４

Ｄ３ ０．９６７ ８ ０．７８２ １ ０．９８５ ６ ０．９８３ ４ ０．８０９ ４ ０．７９２ ４

Ｄ４ ０．９６７ １ ０．８３７ ９ ０．９７９ ５ ０．９８５ ４ ０．８１６ ７ ０．７９９ ０

Ｄ５ ０．９６８ ５ ０．８１４ ８ ０．９８３ ３ ０．９８６ １ ０．８１９ ３ ０．８０２ １

ＳＴＡＲＥ Ｄ１ ０．９６６ ４ ０．６４３ ８ ０．９９２ ７ ０．９７６ ４ ０．７４２ ８ ０．７３５ ２

Ｄ２ ０．９７４ ８ ０．８８１ ３ ０．９８２ ５ ０．９９２ ６ ０．８４０ ９ ０．８２８ ３

Ｄ３ ０．９７８ １ ０．８３８ ０ ０．９８９ ５ ０．９９３ ２ ０．８５２ ４ ０．８４０ ７

Ｄ４ ０．９７６ ４ ０．７７５ ６ ０．９９２ ８ ０．９９２ ９ ０．８３２ １ ０．８２２ ０

Ｄ５ ０．９７８ ４ ０．８８５ １ ０．９８６ ０ ０．９９４ ５ ０．８６０ ８ ０．８４９ ５

　 　 从表 ２ 中 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集的实验结果

可知， Ｄ１ 表示原始的 Ｕ－Ｎｅｔ， Ｄ２ 在 Ｄ１ 基础上加入

双残差块，其 ＡＣＣ 和 ＳＥ 都有大幅度的提升，整体效

果较好，说明残差块能有效地获取特征。 Ｄ３在Ｄ２ 基

础上加入高效通道注意力机制， Ｄ３ 相比较 Ｄ２ 的 ＳＥ
较低，但 ＡＣＣ 和 ＳＰ 在 ２ 个数据集上都有一定的提

升。 Ｄ４ 在 Ｄ３ 基础上加入密集连接块，Ｄ４ 与 Ｄ３ 相

比， ＤＲＩＶＥ 数据集的 ＳＥ 和 ＳＴＡＲＥ 数据集的 ＳＰ 有

一定的提升，说明密集连接块能够特征重用，有效地

重用了特征。 Ｄ５在Ｄ４基础上，在编码器与解码器之

间用空洞卷积替换标准卷积，其整体性能略有提升，
除了 ＳＰ 外，其 ＡＣＣ、ＳＥ、ＡＵＣ、Ｆ１ 和ＭＣＣ 与 Ｄ１ 相比

较均有大幅度提升，说明本文的算法在分割性能上

有一定的提升。
　 　 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集分割结果如图 ６ 所示。
图 ６ 中，前 ２ 列是 ＤＲＩＶＥ 数据集，后 ２ 列是 ＳＴＡＲＥ
数据集。 由图 ６ 可看到， Ｄ１ 与 Ｄ２ 分割图中存在细

小血管没有分割出来，Ｄ３ 与 Ｄ４ 分割图中存在误分

割和分割不连续的现象，Ｄ５ 比 Ｄ１ 分割图在视网膜

血管细节分割上效果更佳，与专家手动分割的标准

图接近，说明本文算法分割效果好。
　 　 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集局部分割结果如图 ７

所示。 图 ７ 中，前 ２ 列是 ＤＲＩＶＥ 数据集，后 ２ 列是

ＳＴＡＲＥ 数据集。 从图 ７ 中分割图结果对比可知， Ｄ１
与 Ｄ２ 局部分割图中出现误分割和有的细小血管没

有被分割的现象，Ｄ３ 与 Ｄ４ 局部分割图中呈现出血

管断裂的情况，Ｄ５ 与 Ｄ１ 局部分割图相比较，该模型

分割的血管更加细腻、血管连续和完整性也较好，
Ｄ５ 局部分割图与金标准局部分割图接近，呈现出较

好的分割效果。
２．４　 不同分割算法之间的对比

表 ３ 为不同算法在 ＤＲＩＶＥ 与 ＳＴＡＲＥ 数据集上

视网膜血管分割不同性能指标对比。 本文算法在

ＤＲＩＶＥ 与 ＳＴＡＲＥ 数据集上的准确率 （ＡＣＣ）、灵敏度

（ＳＥ）、特异性（ＳＰ） 和 ＡＵＣ 分别为：９６．８５％、８１．４８％、
９８．３３％、９８．６１％和 ９７．８４％、８８．５１％、９８．６０％、９９．４５％。
其中，ＤＲＩＶＥ 数据集的准确率 （ＡＣＣ） 和 ＡＵＣ 均高于

其他文献算法，ＳＴＡＲＥ 数据集除特异性 （ＳＰ） 略低于

文献［１４］ 算法，准确率（ＡＣＣ）、灵敏度（ＳＰ） 和 ＡＵＣ
与其他算法相比均有所提升。
　 　 本文的 ＤＲＩＶＥ 与 ＳＴＡＲＥ 数据集的 ＲＯＣ 曲线

如图 ８ 所示。 由图 ８ 可看到，当 ＲＯＣ 值接近 １ 时，
能够对血管像素和背景像素进行正确分类，说明模

型对视网膜血管分割效果较好。
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（a）原始图像

（b）金标准

（c）D1分割图

（d）D2分割图

（e）D3分割图

（f）D4分割图

（g）D5分割图
图 ６　 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据分割结果

Ｆｉｇ． ６　 Ｄａｔａ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＤＲＩＶＥ ａｎｄ ＳＴＡＲＥ

（b）金标准局部图

（a）原始图像

（c）D1局部分割图

（d）D2局部分割图

（e）D3局部分割图

（f）D4局部分割图

（g）D5局部分割图
图 ７　 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集局部分割结果

Ｆｉｇ． ７　 Ｌｏｃａｌ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＤＲＩＶＥ ａｎｄ ＳＴＡＲＥ ｄａｔａ ｓｅｔｓ
表 ３　 不同算法对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

Ｍｅｔｈｏｄｓ Ｔｉｍｅ
ＤＲＩＶＥ

ＡＣＣ ＳＥ ＳＰ ＡＵＣ

ＳＴＡＲＥ

ＡＣＣ ＳＥ ＳＰ ＡＵＣ

文献［１４］ ２０１７ ０．９５５ ３ ０．８０４ ５ ０．９７９ ２ ０．９８１ ２ ０．９６３ ５ ０．８０４ ５ ０．９８９ ２ ０．９８３ ２
文献［１５］ ２０１８ ０．９５５ ６ ０．７７９ ２ ０．９８１ ３ ０．９７８ ４ ０．９７１ ２ ０．８２９ ８ ０．９８６ ２ ０．９９１ ４
文献［１６］ ２０１９ ０．９５６ ６ ０．７９６ ３ ０．９８０ ０ ０．９８０ ２ ０．９６４ １ ０．７５９ ５ ０．９８７ ８ ０．９８３ ２
文献［１７］ ２０２０ ０．９５９ ４ ０．８１２ ６ ０．９７８ ８ ０．９７９ ６ ０．９６８ ５ ０．８３９ １ ０．９７６ ９ ０．９８５ ８
文献［１８］ ２０２１ ０．９５６ ３ ０．８２９ ４ ０．９８１ ２ ０．９８３ ０ ０．９６７ １ ０．８８１ ２ ０．９７８ １ ０．９８６ ３
文献［１９］ ２０２２ ０．９６７ ８ ０．８１０ ０ ０．９８７ ９ ０．９８２ ８ ０．９５７ ２ ０．７３６ ０ ０．９９４ ７ ０．９６８ ６
本文算法 ２０２３ ０．９６８ ５ ０．８１４ ８ ０．９８３ ３ ０．９８６ １ ０．９７８ ４ ０．８８５ １ ０．９８６ ０ ０．９９４ ５
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图 ８　 在 ＤＲＩＶＥ 与 ＳＴＡＲＥ 数据集上的 ＲＯＣ 曲线图
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３　 结束语

本文针对视网膜血管的微小血管不易分割和断

裂等情况，提出了一种双残差密集与注意力网络用

于视网膜血管分割，通过自适应聚合结构将前面的

双残差密集块的特征进行压缩后传输到后续层中作

为输入，使用自适应聚合块代替传统的通道拼接来

实现特征重用，有效地解决视网膜图像分割特征和

信息损失的问题，在编码器与解码器之间利用空洞

卷积替换标准卷积来增大感受野，可以有效提取视

网膜细小血管的特征。 通过实验证明，该网络模型

在 ＤＲＩＶＥ 和 ＳＴＡＲＥ 数据集上都呈现出较好的分割

效果，说明该网络模型有较好的分割性能。
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