
第 １３ 卷　 第 ７ 期

Ｖｏｌ．１３ Ｎｏ．７ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２３ 年 ７ 月

　 Ｊｕｌ． ２０２３

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２３）０７－０１７９－０８ 中图分类号： ＴＰ３９１；ＴＰ１８３ 文献标志码： Ａ

基于改进 Ｕ－Ｎｅｔ 网络的肺部 ＣＴ 图像分割算法研究

卢小燕， 袁文昊， 徐　 杨

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 针对肺部疾病的诊疗，从计算机断层扫描（Ｃｏｍｐｕｔｅｄ Ｔｏｍｏｇｒａｐｈｙ， ＣＴ）图像中自动检测肺部病灶，对监测疾病进展和

进一步临床治疗具有重要意义。 为此，基于 Ｕ－Ｎｅｔ 网络，提出新型的肺部 ＣＴ 图像分割网络 ＬＧ－Ｎｅｔ。 利用带有注意力模块的

跳层连接对病灶区域提取边缘轮廓信息；其次，引入多级残差卷积与特征融合模块，弥补网络中的特征损失问题。 在公开数

据集上的实验表明，ＬＧ－Ｎｅｔ 提高了肺部 ＣＴ 图像的分割精度，相较于传统的 Ｕ－Ｎｅｔ 算法具有更优异的分割性能。
关键词： 病灶分割； 多级残差卷积； 注意力模块； 特征融合模块

Ｒｅｓｅａｒｃｈ ｏｎ ｌｕｎｇ ＣＴ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｕ－Ｎｅｔ ｎｅｔｗｏｒｋ

ＬＵ Ｘｉａｏｙａｎ， ＹＵＡＮ Ｗｅｎｈａｏ， ＸＵ Ｙａｎｇ

（Ｃｏｌｌｅｇｅ ｏｆ Ｂｉｇ Ｄａｔａ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｇｕｉｚｈｏｕ Ｕｎｉｖｅｒｓｉｔｙ， Ｇｕｉｙａｎｇ ５５００２５， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｆｏｒ ｔｈｅ ｄｉａｇｎｏｓｉｓ ａｎｄ ｔｒｅａｔｍｅｎｔ ｏｆ ｌｕｎｇ ｄｉｓｅａｓｅｓ， ａｕｔｏｍａｔｉｃ ｄｅｔｅｃｔｉｏｎ ｏｆ ｌｕｎｇ ｉｎｆｅｃｔｉｏｎ ｆｒｏｍ Ｃｏｍｐｕｔｅｄ Ｔｏｍｏｇｒａｐｈｙ
（ＣＴ） ｉｍａｇｅｓ ｉｓ ｏｆ ｇｒｅａｔ ｓｉｇｎｉｆｉｃａｎｃｅ ｉｎ ｍｏｎｉｔｏｒｉｎｇ ｄｉｓｅａｓｅ ｐｒｏｇｒｅｓｓｉｏｎ ａｎｄ ｆｕｒｔｈｅｒ ｃｌｉｎｉｃａｌ ｔｒｅａｔｍｅｎｔ． Ｔｈｅｒｅｆｏｒｅ， ｂａｓｅｄ ｏｎ Ｕ－Ｎｅｔ，ａ
ｎｅｗ ｌｕｎｇ ＣＴ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｎｅｔｗｏｒｋ ＬＧ－Ｎｅｔ ｉｓ ｐｒｏｐｏｓｅｄ． Ｆｉｒｓｔｌｙ， ｔｈｅ ｅｄｇｅ ｃｏｎｔｏｕｒ ｉｎｆｏｒｍａｔｉｏｎ ｉｓ ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｔｈｅ ｆｏｃａｌ
ｒｅｇｉｏｎ ｂｙ ｕｓｉｎｇ ｔｈｅ ｓｋｉｐ ｃｏｎｎｅｃｔｉｏｎ ｗｉｔｈ ｔｈｅ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ． Ｓｅｃｏｎｄｌｙ， ｔｈｅ ｍｕｌｔｉ－ ｌｅｖｅｌ ｒｅｓｉｄｕａｌ ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ
ｍｏｄｕｌｅｓ ａｒｅ ｉｎｔｒｏｄｕｃｅｄ ｔｏ ｍａｋｅ ｕｐ ｆｏｒ ｆｅａｔｕｒｅ ｌｏｓｓ ｉｎ ｔｈｅ ｎｅｔｗｏｒｋ． Ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｐｕｂｌｉｃ ｄａｔａｓｅｔｓ ｓｈｏｗ ｔｈａｔ ＬＧ－Ｎｅｔ ｉｍｐｒｏｖｅｓ ｔｈｅ
ｓｅｇｍｅｎｔａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｌｕｎｇ ＣＴ ｉｍａｇｅｓ ａｎｄ ｈａｓ ｂｅｔｔｅｒ ｓｅｇｍｅｎｔａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｔｈａｎ ｔｒａｄｉｔｉｏｎａｌ Ｕ－Ｎｅｔ ａｌｇｏｒｉｔｈｍ．
【Ｋｅｙ ｗｏｒｄｓ】 ｌｅｓｉｏｎ ｓｅｇｍｅｎｔａｔｉｏｎ； ｍｕｌｔｉｌｅｖｅｌ ｒｅｓｉｄｕａｌ ｃｏｎｖｏｌｕｔｉｏｎ； ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ； ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

�哈尔滨工业大学主办 科技创见与应用

基金项目： 贵州省科技计划项目（黔科合支撑［２０２１］一般 １７６）。

作者简介： 卢小燕（１９９７－）， 女， 硕士研究生， 主要研究方向：机器学习、计算机视觉； 袁文昊（１９９８－）， 男，硕士研究生，主要研究方向：深度

学习、计算机视觉； 徐　 杨（１９８０－）， 男，博士，副教授，主要研究方向：数据挖掘、机器学习。

收稿日期： ２０２２－０７－０５

０　 引　 言

目前，在肺部疾病的临床实践中，ＣＴ 作为一种

低成本、准确、高效的诊断工具，可以帮助医生诊断

病灶区域［１－２］。 医生可通过检视 ＣＴ 图像，判断患者

是否具有肺炎的显著特征，包括磨玻璃影、肺纤维化

和胸腔积液等。 然而，随着现代工作节奏的加快，人
工筛查病灶区域成为了一种繁琐和费时的工作。 为

了加速诊断以及提高患者的治愈率，建立快速自动

分割肺炎感染区域的辅助系统对疾病的评估至关重

要。
近年 来， 许 多 基 于 深 度 学 习 的 人 工 智 能

（ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ， ＡＩ）系统已经被提出，并且取

得了令人满意的效果。 与传统的图像筛查严重依赖

人力相比，人工智能能够提供更安全、准确、高效的

成像解决方案。 人工智能在肺炎诊治中的应用主要

包括专用医学成像平台、肺部感染区域分割、临床评

估和诊断、以及临床研究。 分割作为预测疾病进化

的重要步骤，可以在 ＣＴ 图像中标记目标区域，从而

进一步评估和量化。 针对多站点数据差异大的问

题，周子棋等学者［３］提出了一种基于 Ｕ－Ｎｅｔ 的深度

卷积网络，通过重采样体素间距和 ＲＯＩ 提取，并且

运用了深监督和集成分割来提升网络性能。 Ｗｕ 等

学者［４］开发了一种新型的联合分类和分割系统， 用

来完成新冠肺炎肺部 ＣＴ 的实时和解释诊断。 Ｆａｎ
等学者［５］提出了边缘注意模块和反向注意模块来

增强病灶区域表示；为了缓解数据短缺问题，同时设

计了基于随机选择传输的半监督框架。
然而，目前现有的 ＣＴ 影像病灶分割网络仍然

具有分割准确度不够高、病灶边缘不清晰以及误分

割区域明显等问题。 并且由于肺部 ＣＴ 影像组织纹

理复杂以及与附近器官之间的对比度较低，完成肺



部病灶分割任务异常艰巨。 为此，本文基于 Ｕ－Ｎｅｔ
提出了一种注意力特征融合网络（ＬＧ－Ｎｅｔ），用于肺

部 ＣＴ 图像中的肺炎感染区域分割。 提高在具有复

杂纹理的 ＣＴ 影像下的病灶分割准确度。 本文主要

贡献有以下 ３ 点：
（１）在编码器中，设计了一种多级连接的残差

卷积结构。 多分支残差连接的方式显著提高了网络

在下采样期间的特征重用频率，增强网络对病灶区

域的特征提取性能。
（２）在跳层连接中，设计了一种有效的局部与

全局注意力机制。 在多尺度的感知范围内，计算像

素位置相关性，扩大同类像素的激活区域。 同时，由
跳层连接将此局部与全局融合的像素位置注意力信

息传输到解码器中，有效修正上采样时的特征像素

值偏差，提高病灶区域的分割精度。

（３）在解码器中，设计了一种新颖的特征融合

模块。 该模块可进一步强化局部与全局注意力机制

与各级上采样输出的特征像素值，优化特征融合效

果。

１　 相关基础知识

１．１　 Ｕ－Ｎｅｔ 基础模型

Ｒｏｎｎｅｂｅｒｇｅｒ 等学者［６］于 ２０１５ 年提出了经典的

医学图像分割算法 Ｕ－Ｎｅｔ 网络模型。 其整体网络

结构呈现“Ｕ”型，左侧是编码器，进行下采样，完成

图像特征提取；右边是解码器，进行上采样，完成图

像尺寸恢复。 其中，Ｕ－Ｎｅｔ 的编码器和解码器通过

跳跃连接将同层次的特征图进行融合，从而提高细

节轮廓信息的定位精度。 Ｕ－Ｎｅｔ 网络结构如图 １ 所

示。
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图 １　 Ｕ－Ｎｅｔ 网络结构

Ｆｉｇ． １　 Ｕ－Ｎｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．２　 基本残差单元

一般情况下，随着神经网络深度的增加，提取到

的不同层次信息会越多，但是达到某个程度后会出

现饱和状态，随着深度加深，网络性能却在退化。 在

２０１６ 年，Ｈｅ 等学者［７］ 提出了深度残差的卷积神经

网络结构，很好地改善了深度神经网络难以训练的

问题，比如：梯度消失、梯度爆炸的问题。
不同于卷积神经网络，残差网络的特殊之处在

于多了一个残差单元，具体结构如图 ２ 所示。 输入

特征 Ｘ１，经过 ３ × ３ 卷积层、批归一化处理（ＢＮ） 和

ＲｅＬＵ 激活函数后，得到残差项 Ｘ２，然后与残差分支

合并得到残差结果 Ｘ。 针对残差网络，关键是残差

项 Ｘ２，当残差项为 ０ 时，相当于恒等映射；当其不为

０ 时，相当于一个卷积神经网络，有效防止了网络产

生特征退化的现象，获得更优的性能。 残差项 Ｘ２ 和

残差结果 Ｘ 可由如下公式进行计算：
Ｘ２ ＝ ＲｅＬＵ｛ＢＮ［ ｆ（Ｘ１）］｝ （１）

Ｘ ＝ Ｘ１ ＋ Ｘ２ （２）
　 　 其中， ｆ（·） 表示 ３×３ 卷积操作。
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图 ２　 基本残差单元

Ｆｉｇ． ２　 Ｂａｓｉｃ ｒｅｓｉｄｕａｌ ｕｎｉｔ

１．３　 像素关联度计算

图像分割是一项基本的计算机视觉任务，目的是

对原始图像进行像素级分类。 为了更好利用像素的

上下文信息，加强像素关联度，Ｗａｎｇ 等学者［８］提出了

像素关联模块（Ｐｉｘｅｌ Ｃｏｒｒｅｌａｔｉｏｎ Ｍｏｄｕｌｅ，ＰＣＭ）。 和传

统的自注意力机制相比，ＰＣＭ 去掉了残差连接。 其

结构是自注意力机制的核心部分，经过一定程度的修

正，并且通过正则化的监督训练，使用余弦距离来评

估像素间的特征相似度，数学计算公式见如下：

ｆ（ｘｉ，ｘ ｊ） ＝
θ （ｘｉ） Ｔθ（ｘ ｊ）

‖θ（ｘｉ）‖·‖θ（ｘ ｊ）‖
（３）

其中， ｆ（·） 可计算像素位置相关性，使用像素

间的余弦距离表示。
此外，对于像素间的位置相关性，使用归一化特

征空间的内积来计算， 在式（３）上积分并加以修改，

从而得到：

　 ｙｉ ＝
１

Ｃ（ｘｉ）
∑
∀ｊ

ＲｅＬＵ
θ （ｘｉ） Ｔθ（ｘ ｊ）

‖θ（ｘｉ）‖·‖θ（ｘ ｊ）‖
æ

è
ç

ö

ø
÷ ｙ^ ｊ

（４）
　 　 其中， ＲｅＬＵ 激活函数有效抑制负值激活相关

性； ｙ^ ｊ 表示输入 ｘ ｊ 对应的位置信息； θ（·） 可通过 １×
１ 卷积实现。

２　 本文研究成果

２．１　 改进的 Ｕ－Ｎｅｔ 模型

本文在 Ｕ－Ｎｅｔ 模型的基础上构建了自动分割

肺部病灶区域的 ＬＧ－Ｎｅｔ 模型，其整体架构如图 ３
所示。 该模型保留了 Ｕ－Ｎｅｔ 模型的编码－解码结

构，具体保留了 ４ 次下采样和 ４ 次上采样操作以及

４ 条跳层连接支路。 与 Ｕ－Ｎｅｔ 模型不同的是，在各

级下采样尾部，ＬＧ－Ｎｅｔ 增加了提出的多级残差卷积

结构，提高特征提取性能；在各跳层连接支路中，
ＬＧ－Ｎｅｔ 嵌入了一种局部与全局的注意力机制，通过

局部与全局的像素位置相关性计算扩大特征感知区

域；在各级上采样中，传统的 Ｕ－Ｎｅｔ 模型只是将浅

层的特征与上采样特征按通道维度进行拼接，这样

并不能很好地融合语义特征，从而达到紧耦合的程

度。 ＬＧ－Ｎｅｔ 利用所提出的特征融合模块首先增强

跳层连接支路和上采样的输出特征像素显著性，再
进行特征融合，提高低级语义和高级语义特征的融

合质量。
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图 ３　 ＬＧ－Ｎｅｔ 模型的架构图

Ｆｉｇ． ３　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ＬＧ－Ｎｅｔ ｍｏｄｅｌ

　 　 从具体的图像处理流程来说，首先将 ＣＴ 影像

切片输入到编码器中逐级提取肺炎病灶特征；同时，
各级跳层连接支路中的局部与全局注意力机制计算

像素位置相关性，扩大图像特征感知区域；再将编码

１８１第 ７ 期 卢小燕， 等： 基于改进 Ｕ－Ｎｅｔ 网络的肺部 ＣＴ 图像分割算法研究



器和跳层连接的特征信息输入到解码器中，经过线

性插值和特征融合操作将特征图逐级恢复到原始输

入图像尺寸；最后，利用 Ｓｉｇｍｏｉｄ 激活函数计算像素

分类得分，得到语义级病灶区域像素分类。
２．２　 多级残差卷积

为了将残差结构的优势应用到传统的 Ｕ－Ｎｅｔ
模型中，本文对基本残差单元做了相应的改进，所提

出的多级残差卷积如图 ４ 所示。 多级残差卷积设计

了 ３ 组基本残差结构，逐级进行特征提取。 同时，该
模块将各级残差单元的结果作为输出，并在模块的

末尾进行融合。 由此强化残差结构的作用，提高网

络的特征提取性能。 不同于基本残差单元，多级残

差卷积的主干以卷积、批归一化、 ＲｅＬＵ 激活函数

（ＣＯＮＶ ＋ ＢＮ ＋ ＲｅＬＵ） 作为一个处理单元；残差分支

增加了卷积和批归一化处理（ＣＯＮＶ ＋ ＢＮ）。 批归

一化和ＲｅＬＵ激活函数的加入使得网络利于训练，并
加快收敛速度。

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN残
差
结
构

ReLU

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN+ReLU

CONV+BN

ReLU

ReLU

图 ４　 多级残差卷积

Ｆｉｇ． ４　 Ｍｕｌｔｉ－ｌｅｖｅｌ ｒｅｓｉｄｕａｌ ｃｏｎｖｏｌｕｔｉｏｎ

２．３　 局部与全局注意力融合模块

注意力机制可以使得卷积神经网络自适应地关

注到图像中重要的区域，有效提高网络的分割性能。
而 Ｕ－Ｎｅｔ 模型的跳层连接旨在通过拼接将浅层特征

的位置信息与深层的语义信息相融合。 鉴于此，本文

将注意力机制与 Ｕ－Ｎｅｔ 模型的跳层连接相结合，捕获

来自浅层特征的位置区域，增强其特征属性。
受到 ＰＣＭ 模块的启发，本文设计了一种局部与

全局的注意力融合模块（Ｌｏｃａｌ ａｎｄ Ｇｌｏｂａｌ Ａｔｔｅｎｔｉｏｎ
Ｆｕｓｉｏｎ ｍｏｄｕｌｅ，ＬＧ－Ａｔｔｅｎｔｉｏｎ）处理不同感知范围内的

像素位置相关性，进一步细化病变区域，如图 ５ 所示。

像素加权
聚合

原始特征图

全局

局部

图 ５　 局部与全局注意力融合模块

Ｆｉｇ． ５　 Ｌｏｃａｌ ａｎｄ ｇｌｏｂａｌ ａｔｔｅｎｔｉｏｎ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

　 　 基于等分的思想，ＬＧ－Ａｔｔｅｎｔｉｏｎ 将通道数、长和

宽分别为 Ｃ１、Ｈ、Ｗ 的全局特征图 Ｆ 均分为 ４ 组通道

数、长和宽分别为 Ｃ１、
Ｈ
２
、Ｗ
２

的局部特征子图 ｆ１、ｆ２、

ｆ３、ｆ４。 对于每一个局部特征子图，首先整形为
ＨＷ
４

×

Ｃ２ 与 Ｃ２ ×
ＨＷ
４

的一维形式，再使用 ＰＣＭ 模块进行上

述的像素相似性计算得到尺寸为
ＨＷ
４

× ＨＷ
４

的局部

注意力图 ｆ１ ∗、 ｆ２ ∗、 ｆ３ ∗、 ｆ４ ∗。 同时，全局特征图

也进行同样的像素相似性计算得到全局注意力图

Ｆ∗。 然后，将所有局部注意力图按原始位置拼接并

调整尺寸与 ｆ∗ 一致，再与 Ｆ∗ 进行像素加权聚合得

到融合了局部与全局注意力的特征图。 最后，将得

到的注意力特征图与原始输入特征图按元素相乘以

达到增强特征区域的效果。 整体计算过程可用如下

公式进行描述：
ｆ１， ｆ２， ｆ３， ｆ４ ＝ Ｓｐｌｉｔ（Ｆ） （５）
ｆ∗ｉ ＝ ＰＣＭ（ ｆｉ）， ｉ ∈ Ｎ （６）

ｆ∗ ＝ Ｒｅｓｈａｐｅ（Ｃａｔ（ ｆ∗１ ， ｆ∗２ ， ｆ∗３ ， ｆ∗４ ）） （７）
Ｆ∗ ＝ ＰＣＭ（Ｆ） （８）

ＦＬＧ ＝ ＰＷＡ（ ｆ∗，Ｆ∗） （９）
　 　 其中， Ｓｐｌｉｔ（·） 将输入特征图均分为 ４ 组局部

特征图； ＰＣＭ（·） 表示像素相似性计算； Ｃａｔ（·） 与

Ｒｅｓｈａｐｅ（·） 是局部注意力图拼接与整形的过程；
ＰＷＡ（·） 表示像素加权聚合。
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由于局部注意力与全局注意力的像素相关性计

算范围不同，所以关注到的特征区域也就不同。 如

何将计算出的局部注意力值与全局注意力值进行有

效地融合，本文提出了一种像素加权聚合的方法。
具体而言，在特征图的同一位置局部注意力与全局

注意力所计算得到的值并非一致，若直接按照对应

元素相加会造成错误计算的非特征像素值更加显著

的结果。 而像素加权聚合的方法可按照局部与全局

注意力计算得到的结果按比例对特征图的对应像素

值加权相乘再聚合，达到能够自主突显特征区域而

抑制非特征区域的效果。 相应数学公式具体如下：

ＰＷＡ（ｘｉ，ｙｉ） ＝
ｘｉ

ｘｉ ＋ ｙｉ
ｘｉ ＋

ｙｉ

ｘｉ ＋ ｙｉ
ｙｉ （１０）

其中， ｉ是像素索引， ｘｉ、ｙｉ 分别表示局部与全局

的注意力特征值。
２．４　 特征融合模块

在传统的 Ｕ－Ｎｅｔ 模型中，来自跳层连接的浅层

特征与上采样特征直接按照通道维度进行拼接，这

使得后面的网络层能够在浅层特征与深层特征之间

自由选取，有利于完成语义分割任务。 然而，这种简

单的拼接方式只保证了特征信息无障碍传递，并不

是最好的选择。
为此，本文设计了一种特征融合模块（Ｆｅａｔｕｒｅ

Ｆｕｓｉｏｎ ｍｏｄｕｌｅ， ＦＦ），具体结构如图 ６ 所示。 图 ６
中， Ｌ１、Ｌ２ 分支是该模块的关键部分，浅层特征与深

层特征按通道维度拼接后分别输入到 Ｌ１、Ｌ２ 分支中

进行特征强化。 在 Ｌ１、Ｌ２ 分支中，首先使用 １×１ 卷

积降低特征图的通道数；再使用批归一化和 ＲｅＬＵ
激活函数调整元素值大小；然后分别使用 ３×３ 卷积

和 ５×５ 卷积在不同感受野下捕捉多尺度的像素特

征；最后，采用与 ＳＥ 模块［９］ 相似的通道特征提取模

块 ＲＳＥ 提高特征区域的显著性。 Ｌ１、Ｌ２ 分支的输出

结果可视为浅层特征与深层特征的权重特征图。 浅

层特征与深层特征进行加权融合后再按照通道维度

进行拼接，在进行特征传递的同时有效地增强了特

征表现力。

CONV

1?1

CONV

3?3
RSEblock

BN

ReLU

L1

L2

CONV

5?5

BN

ReLU
CONV

1?1
RSEblock

深层特征

浅层特征

通道拼接 元素相乘 元素相加 ReLU

图 ６　 特征融合模块

Ｆｉｇ． ６　 Ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

　 　 特征融合模块中的 ＲＳＥ ｂｌｏｃｋ 结构如图 ７ 所

示。 首先使用 １×１ 卷积层改变通道维度，接着通过

３×３ 卷积层获取通道数、长和宽为 Ｃ、Ｈ、Ｗ 的特征

图。 其中，３×３ 卷积层后使用 Ｄｒｏｐ ｏｕｔ 和批归一化

处理。 为了得到全局特征权重，使用全局平均池化

操作 Ｆｓｑ， 得到维度为 １ × １ × Ｃ 的特征映射 ｚ， 即：

ｚ ＝ Ｆｓｑ（ｕ） ＝ （１ ／ （Ｈ·Ｗ））∑
Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕ（ ｉ， ｊ） （１１）

然后，通过 ２ 个全连接层捕获通道依赖关系。
为了进一步降低模型的参数复杂度，第一个全连接

层以 １ ∶ ６ 的比例降低通道维度，经过激活函数 Ｆｅｘ

后，第二个全连接层将通道恢复到原始维度，各个通

道学习到的激活值可以表示为：
ｓ ＝ Ｆｅｘ（ ｚ， Ｗ） ＝ σ（Ｗ２·δ（Ｗ１·ｚ）） （１２）
全局平均池化和全连接层重新调整特征图中各

通道的权重，增强病灶区域相关像素的权重，并抑制

噪声权重。 残差块的引入是为了防止梯度加深时，
出现模型无法收敛的问题。 ＲＳＥ ｂｌｏｃｋ 可以在稍微

增加模型复杂度和运算量的同时显著提高特征融合

质量。 ＲＳＥ ｂｌｏｃｋ 的函数表达式为：
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图 ７　 ＲＳＥ 模块

Ｆｉｇ． ７　 ＲＳＥ ｂｌｏｃｋ

ｙ ＝ ｘ ＋ ｕ × ｓ （１３）
　 　 其中， ｘ 是输入，ｙ 是输出。
２．５　 损失函数

在图像分割领域，广泛采用交叉熵损失函数为

主函数。 为了解决 ＣＴ 图像类别不平衡以及难分类

样本的问题， 本文通过结合 Ｄｉｃｅ Ｌｏｓｓ 函数和 Ｆｏｃａｌ
Ｌｏｓｓ 函数来训练 ＬＧ－Ｎｅｔ 模型。

（１） Ｄｉｃｅ Ｌｏｓｓ 函数。 定义见下式：

ＬＤｉｃｅ ＝ Ｃ － ∑
Ｃ－１

ｃ ＝ ０

ＴＰｎ（ｃ）
ＴＰｐ（ｃ） ＋ αＦＮｐ（ｃ） ＋ βＦＰｐ（ｃ）

（１４）

（２） Ｆｏｃａｌ Ｌｏｓｓ 函数。 定义见下式：

ＬＦｏｃａｌ ＝ － １
Ｎ∑

Ｃ－１

ｃ ＝０
∑

Ｎ

ｎ ＝１
ｇｎ（ｃ） （１ － ｐｎ（ｃ））２ｌｏｇ（ｐｎ（ｃ）） （１５）

因此，推得的最终的损失函数的公式为：
Ｌｔｏｔａｌ ＝ γＬＤｉｃｅ ＋ １ － γ( ) ＬＦｏｃａｌ （１６）

　 　 其中， ｃ 设为某个特定类；ＴＰｐ（ｃ），ＦＮｐ（ｃ），
ＦＰｐ（ｃ） 为对应的的真阳性率、假阴性率、假阳性率；
ｐｎ（ｃ） 指像素 ｎ 为 ｃ类时的概率；ｇｎ（ｃ） 指像素 ｎ 为 ｃ
类的真实情况；Ｃ 为总类数；Ｎ为像素数量总和；α和

β 分别为假阴性和假阳性的惩罚权重， 均设置为

０．５；γ 与 １ － γ为Ｄｉｃｅ Ｌｏｓｓ和 Ｆｏｃａｌ Ｌｏｓｓ的权重，γ 设

置为 ０．３。

３　 实验设置与评价指标

３．１　 实验设置

本次 实 验 所 用 数 据 集 由 ＣＯＶＩＤ － １９ ＣＴ
ｓｅｇｍｅｎｔａｔｉｏｎ ｄａｔａｓｅｔ 和 ＣＯＶＩＤ － １９ ＣＴ Ｓｅｇｍｅｎｔａｔｉｏｎ
ｄａｔａｓｅｔ ｎｒ． ２ 共同组成， 总共有 ６ ８０４ 张切片。
ＣＯＶＩＤ－１９ ＣＴ Ｓｅｇｍｅｎｔａｔｉｏｎ ｄａｔａｓｅｔ 由意大利医学和

介入放射学会收集的 ２０ 名 ＣＯＶＩＤ－１９ 患者的 １００
张轴向 ＣＴ 图像组成。 ＣＯＶＩＤ－１９ ＣＴ Ｓｅｇｍｅｎｔａｔｉｏｎ
ｄａｔａｓｅｔ ｎｒ． ２ 由 Ｒａｄｉｏｐａｅｄｉａ 机构提供。

本实验基于 Ｎｖｉｄｉａ ＲＴＸ３０８０ＴＩ ＧＰＵ， 网络基于

Ｕｂｕｎｔｕ２０．０４ 系统的 Ｐｙｔｏｒｃｈ 深度学习框架，编程语

言为 Ｐｙｔｈｏｎ。 网络使用 Ａｄａｍ 优化器训练，将数据

集的批尺寸设置为 ４，图片尺寸设置为 ５１２×５１２，初
始学习率为 ０．０１，执行 １２０ 次迭代。
３．２　 实验评价指标

为了评估本文所提模型的分割效果，采用图像分

割中常用的准确度（Ａｃｃｕｒａｃｙ， ＡＣＣ）、 平均交并比

（Ｍｅａｎ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ，ＭＩｏＵ） 作为评价指标。
（１） ＡＣＣ。 是被正确判断的像素占总像素数的

比例，可由下式来求值：

ＡＣＣ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（１７）

　 　 （２） ＭＩｏＵ。 是 ２ 个集合的交并比的平均值，可
由下式来求值：

ＭＩｏＵ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

ＴＰ
ＦＮ ＋ ＦＰ ＋ ＴＰ

（１８）

４　 实验结果与分析

４．１　 主流网络对比

为了评估本文算法的性能，做了 ３ 种主流网络

模型的对比实验，分别是：所提出的网络、ＳｅｇＮｅｔ 网
络［９］、Ｕ２－Ｎｅｔ 网络［１０］。 结果见表 １，加粗表示最好

结果。 通过数据分析可知，本文所提出的 ＬＧ－Ｎｅｔ
在数据集上相较于 ＳｅｇＮｅｔ 网络准确度提高了 １６％，
平均交并比提升了 １７％；相较于 Ｕ２ －Ｎｅｔ 网络准确

度提高了 １２％，平均交并比提升了 ４％。 结果证实

了本文所提网络的有效性。
表 １　 不同网络的病灶分割结果

Ｔａｂ． １　 Ｌｅｓｉｏｎ ｓｅｇｍｅｎｔａｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋｓ

数据集 网络模型 准确度 ／ ％ 平均交并比 ／ ％

ＣＯＶＩＤ－１９ 数据集 ＳｅｇＮｅｔ［９］ ７８．８ ６８．８
Ｕ２－Ｎｅｔ［１０］ ８１．２ ７６．９
ＬＧ－Ｎｅｔ ９１．５ ８０．３

　 　 图 ８ 展示了各模型在实际训练中的准确度变

化。 可以看出，本文算法相较于 ＳｅｇＮｅｔ 和 Ｕ２ －Ｎｅｔ
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都有明显的提升。 在训练初期相较于其他网络 ＬＧ－
Ｎｅｔ 更加稳定。 本文提出的多级残差卷积、注意力

模块和特征融合模块在特征提取以及信息融合方面

获得了良好的进展。 由此得出，本文模型性能优于

ＳｅｇＮｅｔ 网络和 Ｕ２－Ｎｅｔ 网络。
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图 ８　 不同模型下的准确度

Ｆｉｇ． ８　 Ａｃｃｕｒａｃｙ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

　 　 图 ９ 是 ５ 张不同 ＣＴ 图像分割结果的可视化图。
从图 ９ 中可以看出，ＳｅｇＮｅｔ 网络和 Ｕ２－Ｎｅｔ 网络在一

些复杂 ＣＴ 影像切片中分割不够准确。 而本文所提

出的 ＬＧ－Ｎｅｔ 相比于其他对比网络，病灶区域分割

更加完整，边缘轮廓更加清晰。 ＬＧ－Ｎｅｔ 的分割结果

最接近于专家金标准，对肺炎感染区域的分割能力

相较于其他网络有较强的竞争力。

（a）原始图像

（e）LG-Net(ours)

（d）U2-Net

（c）SegNet

（b）专家金标准

图 ９　 部分分割结果可视化

Ｆｉｇ． ９　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ

４．２　 消融实验

为清晰地说明本文提出的多级残差卷积、局部

与全局注意力融合模块和特征融合模块的贡献大

小，本节进行了消融实验，结果见表 ２，加粗表示最

好结果。 以原始的 Ｕ－Ｎｅｔ 为基准，在加入本文提出

的 ３ 种模块之后，各算法性能指标均有不同的提升。
其中，加入局部与全局注意力模块后的提升最为明

显。 准确度与平均交并比的提升比例分别为 １８．５％
和 ９％。 本文提出的 ＬＧ－Ｎｅｔ 在分割上的准确度和

平均交并比可达到 ９１．５％和 ８０．３％，相较于 Ｕ－Ｎｅｔ
分别提升了 １７．６ 和 １５％。 综上所述，在肺炎感染

区域分割任务上，ＬＧ－Ｎｅｔ 分割精度更高，更具有优

势。

表 ２　 消融实验结果

Ｔａｂ． ２　 Ａｂｌａｔｉｏｎ ｓｔｕｄｉｅｓ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ

基准
多级残差

卷积

局部与全局

注意力模块

特征融合

模块

准确度 ／
％

平均交

并比 ／ ％

√ ７７．８ ６９．８

√ √ ８４．９ ７４．６

√ √ ８９．７ ７６．１

√ √ ８６．６ ７５．４

√ √ √ √ ９１．５ ８０．３

　 　 为直观地了解各模块的作用，本文选取了部分

分割测试图进行对比，如图 １０ 所示，黄色框表示分

割不准确的区域。 图 １０（ａ）表示在 Ｕ－Ｎｅｔ 的基础上

加入多级残差卷积后的分割结果对比。 得益于多级

残差卷积使得网络的特征提取能力增强，在纹理较

为复杂的 ＣＴ 影像中，病灶分割区域明显更为完整，
更加接近于专家金标准。 从图 １０（ｂ）中可看出，在
跳层连接中嵌入局部与全局注意力模块后，病灶区

域中的局部微小非感染区域分割更为准确。 由于像

素位置相关性的计算，很好地修正了病灶特征像素

值，减少了像素误分类情况。 最后，加入特征融合模

块的分割结果对比如图 １０（ｃ）所示。 可以看出，病
灶区域的边缘细节特征分割更为明显。 特征融合模

块在上采样过程中增强了病灶特征的表现力。
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原始图像 专家金标准 基准(U-Net) U-Net+多级
残差卷积

（ａ） Ｕ－Ｎｅｔ 加入多级残差卷积

原始图像 专家金标准 基准(U-Net) U-Net+LG-
Attention

（ｂ） Ｕ－Ｎｅｔ 加入局部与全局注意力模型

原始图像 专家金标准 基准(U-Net) U-Net+FF

（ｃ） Ｕ－Ｎｅｔ 加入特征融合模块

图 １０　 分割效果的可视化

Ｆｉｇ． １０　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｅｆｆｅｃｔ

５　 结束语

基于深度学习的医学图像分割在计算机辅助诊

断中具有极其重大的意义。 本文提出了一种针对肺

炎病灶区域的分割模型，首先，基于多级残差卷积结

构和局部与全局注意力融合模块，能够有效提高特

征提取性能，提高局部细节特征的表现力。 其次，在
解码分支引入了特征融合模块，实现特征增强，减少

像素误分类情况。 实验结果表明，提出的模型优于

其他医学图像分割模型，能够得到更精确的分割结

果。 在未来工作中，将对网络进行多方面的优化，将
２Ｄ 与 ３Ｄ 结合，并应用于其他 ２Ｄ 医学影像分割任

务中。
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