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基于粒子群算法优化的乳腺癌化合物活性预测研究

王江翔， 肖清泉

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 在治疗乳腺癌的药物研发过程中，通常采用建立化合物活性预测模型的方法来筛选潜在活性化合物。 针对传统的回

归预测模型对化合物活性预测的效果较差的问题，提出了一种基于粒子群算法优化的化合物活性预测模型，分别采用粒子群

算法对 ＳＶＲ 模型、Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 模型、ＸＧＢｏｏｓｔ 模型和 ＬｉｇｈｔＧＢＭ 模型进行优化，对比分析优化前后的均方误差、平均绝对误

差、拟合度等评价指标。 结果表明，粒子群算法优化能够带来模型预测性能的提升，优化后的 ＬｉｇｈｔＧＢＭ 模型预测效果更好，
可为其他回归预测模型的优化提供方法参考。
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０　 引　 言

国内人口的乳腺癌发病率不容小觑，平均每年

有大约 ３０ 万的女性乳腺癌患者和少数男性患者［１］。
乳腺癌是乳腺上皮细胞在多种因素作用下，发生增

殖失控的现象。 患者早期的症状为乳房肿块、乳头

溢液、腋窝淋巴结肿大等症状，晚期可能发生癌细胞

扩散转移，感染其他器官，直接威胁患者的生命。 随

着医疗新兴技术的出现与发展，全球乳腺癌的发病

率得到了初步的控制，但是乳腺癌发病机制和抗乳

腺癌药物的关系依然是近年来研究的重点和难题。

目前，在药物研发中，为了节约时间和成本，通常采

用建立化合物活性预测模型的方法来筛选潜在活性

化合物。
本文针对传统的回归预测模型对化合物活性预

测的效果较差的问题，采用粒子群算法分别对 ４ 种

传统预测模型进行优化。 通过对比分析模型优化前

后的均方误差、平均绝对误差等指标，验证了粒子群

算法带来的模型预测性能的提升，可为回归预测模

型的优化提供思路。



１　 整体设计流程

本文采用粒子群算法分别改进了 ＳＶＲ 算法、
Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 算法、ＸＧＢｏｏｓｔ 算法和 ＬｉｇｈｔＧＢＭ 模

型，用于构建生物活性的定量预测模型。 同时，以验

证集 ＭＳＥ、ＭＡＥ、 拟合度作为评价指标，对比分析各

个模型的预测效果，以验证所改进模型的性能。 具

体流程如图 １ 所示。
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图 １　 整体设计流程图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｄｅｓｉｇｎ ｆｌｏｗ ｃｈａｒｔ

２　 基于粒子群算法优化的预测模型

２．１　 粒子群算法

粒子群算法［２］来自对鸟群捕食行为的研究，通
过群体中个体之间的协作和信息共享来寻找最优

解，该方法简单、且易于实现。 粒子群算法中每个粒

子都关注 ２ 个点—位置和速度，在寻找到自己的最

优位置和速度时，将其与种群中的其它粒子进行信

息共享，其它粒子共享到信息后会以此调整自身的

最优位置与速度。 这样随着越来越多的位置与速度

信息的出现，就能通过计算得到一个全局最优解。
假设 Ｘ ＝ Ｘ１，Ｘ２，Ｘ３，…，Ｘｎ( ) 为一个种群， Ｘｉ ＝

ｘｉ１，ｘｉ２，ｘｉ３，…，ｘｉＤ( ) Ｔ 为 ｉ 个粒子的位置向量矩阵，
Ｖｉ ＝ ｖｉ１，ｖｉ２，ｖｉ３，…，ｖｉＬ( ) Ｔ 为 ｉ 个粒子的速度向量矩

阵。 单个粒子更新自身位置与速度信息的公式如下：
νｋ＋１ｉｄ ＝ νｋｉｄ ＋ ｃ１ ｒ１ ｐｋｉｄ － ｘｋｉｄ( ) ＋ ｃ２ ｒ２ ｐｋｇｄ － ｘｋｉｄ( ) （１）

ｘｋ＋１
ｉｄ ＝ ｘｋ

ｉｄ ＋ νｋ＋１
ｉｄ （２）

　 　 其中，相较于位置属性，粒子对速度属性更加依

赖，粒子根据自身前一时刻的速度来思考自身能够

到达的位置， ｃ１ 就是调节此次位移的步长， ｃ２ 调节

粒子靠近群体的位置的步长。
２．２　 粒子群算法优化的 ＳＶＲ 模型设计

支持向量回归（ ＳＶＲ）模型［３］ 是以支持向量机

（ＳＶＭ）为基础的，两者间的区别在于 ＳＶＲ 是使得最

远距离的样本点尽量靠近拟合线，ＳＶＭ 是使得最近

距离的样本点尽量疏远拟合线。 ＳＶＲ 和 ＳＶＭ 对比

示意如图 ２ 所示。
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图 ２　 ＳＶＲ 与 ＳＶＭ 对比示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＳＶＲ ａｎｄ ＳＶＭ

　 　 ＳＶＲ 模型将变量的输入映射到特征空间，使得

非线性的数据可以通过回归进行线性拟合，以此得

到的构造决策函数如下：
ｆ ｘｉ( ) ＝ ωＴ ｘｉ ＋ ｂ （３）

　 　 ＳＶＲ 在 ＳＶＭ 的中心线性函数设置了一个宽度

为 ε 的容忍偏差，落到这个宽度内的样本不做损失

计算。 ε 的损失函数计算公式如下：

Ｌε ｆ ｘｉ( ) － ｙｉ( ) ＝
０　 　 　 　 　 　 ｆ ｘｉ( ) － ｙｉ ≤ ε
ｆ ｘｉ( ) － ｙｉ － ε 其他{

（４）
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此外，引入松弛变量 ε、􀆠 以适应数据在容忍偏

差之外的松弛程度不同的需求，公式如下：

ｍｉｎω，ｂ， εｉ， 􀆠ｉ

１
２
‖ω２‖ ＋ Ｃ∑Ｎ

ｉ ＝ １
（εｉ ＋ 􀆠ｉ） （５）

其中， Ｃ 表示惩罚因子。 引入拉格朗日函数，
将一般问题转化为对偶问题，公式如下：

　 ｍａｘ Ｇ（α）＝ － １
２ ∑Ｎ

ｉ， ｊ ＝ １
（αｉ － α^ｉ）（αｊ － α^）〈ｘｉ，ｘｊ〉 －

　 　 　 　 　 ε∑Ｎ

ｉ ＝ １
（αｉ ＋ α^ｉ） ＋∑Ｎ

ｉ ＝ １
ｙｉ（αｉ － α^ｉ） （６）

对于非线性回归问题需要对映射空间进行一个

转换，转化为一个可以进行线性回归的更高维度的

特征空间，这个过程主要依赖于核函数，其高斯核函

数公式如下：
Ｋ（ｘｉ，ｘ ｊ） ＝ ｅ －ｇ‖ｘｉ－ｘ ｊ‖２ （７）

映射到高维度的空间以后就能使用回归函数进行回

归，回归函数如下：

ｆ（ｘ） ＝ ∑Ｎ

ｉ ＝ １
αｉ － α^ｉ( ) Φ ｘｉ( ) Φ（ｘ） ＋ ｂ ＝

∑Ｎ

ｉ ＝ １
αｉ － α^ｉ( ) ｋ ｘｉ，ｘ( ) ＋ ｂ （８）

粒子群算法的引入主要是为了对 ＳＶＲ 模型中

惩罚参数 Ｃ 和高斯核函数的宽度系数 ｇ 进行优化，
寻找 Ｃ、ｇ 的最优解。 ＳＶＲ 对样本数据采用惩罚机

制，惩罚力度的大小就由参数 Ｃ 控制，在容忍偏差

之外的惩罚力度要适当，因为惩罚力度过大，会使得

模型泛化能力较弱，而惩罚力度过小，会使得模型误

差大，精度不高。高斯核函数的宽度系数 ｇ的大小表

示样本之间的相关程度，ｇ 的值越大、样本的相关性

就越大，ｇ 的值越小、样本的相关性就越小。 ｇ 的值

如果太大、模型精度会被影响，ｇ 的值如果太小、模
型泛化性能力就不足。

因此，优化后的 ＳＶＲ 模型通过使用粒子群算法

对惩罚参数 Ｃ 和高斯核函数的宽度系数 ｇ 进行算法

寻优，找到最优解，以此大幅度增加模型的精度以及

泛化能力。
２．３　 粒子群算法优化的Ｒａｎｄｏｍ Ｆｏｒｅｓｔ预测模型设计

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 算法［４］ 是为了整合多种决策树

算法而提出来的一种集成学习算法，其中的每棵决

策树都是使用 ｂｏｏｔｓｔｒａｐ 技术随机抽取样本构建的，
每棵决策树的分裂点是从随机特征子空间中随机选

择而来。 这样，每棵决策树都是随机生成，涵盖多种

可能性，Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 算法在其中通过投票的方式

选择最好的预测结果。
决策树是一种分类器，通过模仿树木枝干分枝，

从树的根部进行分裂，选取适当的分裂准则，在满足

条件时进行分裂，直至生成一颗完整的树状，多个分

枝就代表了多个路径规则，在预测数据时，依靠这些

规则对数据进行分类和预测。 决策树的生成算法常

见的有 ＩＤ３、Ｃ４．５、ＣＡＲＴ，其中 ＩＤ３、Ｃ４．５ 基于香农熵

进行分裂，ＣＡＲＴ 是基于基尼系数分裂。 香农熵的

公式表达式如下：

Ｈ（Ｘ） ＝ － ∑ ｎ

ｉ ＝ １
ｐ ｘｉ( ) ｌｎ ｐ ｘｉ( ) （９）

　 　 香农熵可以用来计算信息增益的大小，ＩＤ３ 算

法就是通过选择信息增益最大的属性进行决策树生

成的。 信息增益的计算公式如下：

Ｇａｉｎ （Ａ） ＝ Ｈ（Ｄ） － ∑ ｖ

ｊ ＝ １

Ｄ ｊ

Ｄ
× Ｈ Ｄ ｊ( )

æ

è
ç

ö

ø
÷ （１０）

　 　 但是，ＩＤ３ 算法对于连续变量的选择性很差，
Ｃ４．５ 算法针对这一算法缺陷引入分裂信息比率因

子，数学公式如下：

　 ＳｐｌｉｔＩｎｆ ｏＡ（Ｄ） ＝ － ∑ ｖ

ｊ ＝ １

Ｄ ｊ

Ｄ
× ｌｏｇ

Ｄ ｊ

Ｄ
æ

è
ç

ö

ø
÷ （１１）

　 　 引入分裂信息比率因子后的分裂准则公式如

下：

ＧａｉｎＲａｔｉｏ （Ａ） ＝ Ｇａｉｎ （Ａ）
Ｓｐｌｉｔ ＩｎｆｏＡ（Ｄ）

（１２）

　 　 这一准则计算方法将连续变量进行离散化处

理，使得决策树对连续变量的选择性变好。 而

ＣＡＲＴ 采用一种全新的方法，把基尼系数衡量的信

息纯度作为分裂准则，基尼系数公式如下：

Ｇｉｎｉ （Ｘ） ＝ １ － ∑ ｎ

ｉ ＝ １
ｐ ｘｉ( ) ２ （１３）

　 　 决策树在建树时根据基尼系数最小进行分裂。
２．４　 粒子群算法优化的 ＸＧＢｏｏｓｔ 预测模型设计

ＸＧＢｏｏｓｔ 算法［５］是通过串联不同的知识点，合
理高效地解决回归、排序等复杂问题，是近年来机器

学习领域应用最广泛的算法之一。 ｂｏｏｓｔｉｎｇ 是数学

建模中运用最广泛的方法，就是通过集成不同的模

型来得到一个高精度的模型，但是 ｂｏｏｓｔｉｎｇ 每次计

算需要迭代几千上万次，因此效率低下。 ＸＧＢｏｏｓｔ
是在 ｂｏｏｓｔｉｎｇ 的基础上进行改进，ＸＧＢｏｏｓｔ 是一种向

前特征的算法，其模型公式为：

ｙ^ｉ ＝ ∑ Ｋ

ｋ ＝ １
ｆｋ ｘｉ( ) 　 ｆｋ ∈ τ （１４）

　 　 其中， ｋ为树的棵树； ｆ表示回归树，并且 ｆ（ｘ） ＝
ｗｑ（ｘ），ｑ：Ｒｍ → Ｔ，ｗ ∈ ＲＴ；ｑ 为每一颗树的结构；Ｔ 表

示树中的叶子树；一个 ｑ 对应一个叶子权重 ｗ；τ 表

示全部回归树组成的函数空间。 在实际计算当中，
将规则安排到叶子里，然后由 ｗ 进行求和， 得到最
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终的预测值。 ＸＧＢｏｏｓｔ 的整个建模过程如下：
设定要预测模型：

Ｆ（ｘ） ＝ ∑ Ｔ

ｉ ＝ １
ｗ ｉ ｆｉ（ｘ） （１５）

　 　 设置目标函数为：

　 　 ｏｂ ｊｔ ＝ ∑Ｎ

ｉ ＝ １
Ｌ ｙｉ，Ｆ ｔ

ｉ ｘｉ( )( ) ＋ Ø ｆｔ( ) ＋ Ｎ （１６）

　 　 每个样本落在叶子节点上：
ｆｔ（ｘ） ＝ ｍｑ（ｘ），ｍ ∈ ＲＴ， ｑ：Ｒｄ →｛１，２，３，…，Ｔ｝ （１７）

　 　 　 　 Ø ｆｔ( ) ＝ γＴ ＋ １
２
μ∑ Ｔ

ｉ ＝ １
ｍ２

ｊ （１８）

　 　 其中， Ｔ 为 ｔ 棵树叶子节点的的总数，ｍ ｊ 是 ｊ 个
叶子的权重。

进一步，得到新的目标函数：

　 ｏｂｊｔ ＝ ∑Ｎ

ｉ ＝ １
ｇｉ ｗ ｔ ｆ ｔ ｘｉ( ) ＋ １

２
ｈｉ ｗ２

ｔ ｆ ２
ｔ ｘｉ( )

é

ë
êê

ù

û
úú ＋

ϕ ｆｔ( ) ＝

∑Ｎ

ｉ ＝１
ｇｉ ｗｔ ｍｑ ｘｉ( ) ＋ １

２
ｈｉ ｗ２

ｔ ｍ２
ｑ ｘｉ( )

é

ë
êê

ù

û
úú ＋

γＴ ＋ １
２
μ∑ Ｔ

ｉ ＝１
ｍ２

ｊ ＝

∑ Ｔ

ｊ ＝ １
［ ∑ ｉ∈Ｉ ｊ

ｇｉ( ) ｗ ｔ ｍ ｊ ＋

１
２ ∑ ｉ∈Ｉ ｊ

ｈｉ ｗ２
ｔ ＋ μ( ) ｍ２

ｊ ］ ＋ γＴ （１９）

令：

　 Ｇ ｊ ＝ ∑ ｉ∈ｌ ｊ
ｇｉ，Ｈｉ ＝ ∑ ｉ∈Ｉ ｊ

ｈｉ，ｏｂ ｊｔ ＝

　 ∑ Ｔ

ｊ ＝ １
Ｇ ｊ ｗ ｔ ｍ ｊ ＋

１
２

Ｈ ｊ ｗ２
ｔ ＋ μ( ) ｍ２

ｊ
é

ë
êê

ù

û
úú ＋ γＴ （２０）

对函数进行优化：

ｍ∗
ｊ ＝ －

Ｇ２
ｊ ｗ ｔ

Ｈ ｊ ｗ２
ｔ ＋ μ

（２１）

ｏｂ ｊ∗ ＝ － １
２ ∑ Ｔ

ｊ ＝ １

Ｇ２
ｊ ｗ ｔ

Ｈ ｊ ｗ２
ｔ ＋ μ

＋ γＴ （２２）

　 　 令： ｗ ｔ ＝ １，ｍ∗
ｊ ＝ －

Ｇ ｊ

Ｈ ｊ ＋ μ
，

ｏｂ ｊ∗ ＝ － １
２ ∑ Ｔ

ｊ ＝ １

Ｇ２
ｊ

Ｈ ｊ ＋ μ
＋ γＴ （２３）

增加的切分点的增益：

ｇａｉｎ ＝
Ｇ２

Ｌ

ＨＬ ＋ μ
＋

Ｇ２
Ｒ

ＨＲ ＋ μ
－

ＧＬ ＋ ＧＲ( ) ２

ＨＬ ＋ ＨＲ ＋ μ
－ γ （２４）

２．５　 粒子群算法优化的 ＬｉｇｈｔＧＢＭ 预测模型设计

ＬｉｇｈｔＧＢＭ［６］是以 ＧＢＴＤ 为基础的一种算法，而
ＧＢＴＤ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ）是一种通过

迭代构建模型的算法，ＧＢＤＴ 具有梯度提升和决策

树的特点，具有精度高、速度快、不容易过拟合的优

点。 ＬｉｇｈｔＧＢＭ 弥补了 ＧＢＤＴ 处理海量数据时速度

较慢的问题。 ＬｉｇｈｔＧＢＭ 是一种以直方图决策树为基

础的算法，其基本过程是：将特征划分成 ｓ 个整数，然
后生成一个宽度为 ｓ 的直方图，在输入数据时，离散

值被累积起来作为直方图的索引，在遍历一次数据

后，所有累计的量全被直方图统计起来，然后根据生

成的索引值进行遍历找到最佳的切分点。 这个算法

的优点在于减小了存储量，使得运算速度加快，并且

降低了运算成本，ＸＧＢｏｏｓｔ 需要计算一次效益后，再
遍历每一个特征，然而采用直方图算法的 ＬｉｇｈｔＧＢＭ
只需要计算 ｓ 次。 直方图算法如图 ３ 所示。

数据

特

征

直
方
图

离散特征
图 ３　 直方图算法

Ｆｉｇ． ３　 Ｈｉｓｔｏｇｒａｍ ａｌｇｏｒｉｔｈｍ

　 　 迄今为止，ＬｉｇｈｔＧＢＭ 已经普遍用于机器学习领

域。 大量的数据表明，ＬｉｇｈｔＧＢＭ 已比目前应用的

Ｂｏｏｓｔｉｎｇ 工具拥有更高的准确率和计算效率，
ＬｉｇｈｔＧＢＭ 比 ＸＧＢｏｏｓｔ 的计算速度更快，效率和精度

也更高，ＬｉｇｈｔＧＢＭ 采用直方图算法可以有效地解决

ＸＧＢｏｏｓｔ 算法把所有特征加入内存进行排序所造成

的内存消耗。

３　 实验结果分析

３．１　 数据处理

本文数据主要源于第十八届华为杯数学建模 Ｄ
题，数据包括 １ ９７４ 个化合物对 ＥＲα 的生物活性数

据，以及 ７２９ 个分子描述符信息（变量）。 由于数据中

存在部分对生物活性影响不大的变量，本文通过相关

性分析筛选出 ２０ 个对生物活性最具有显著影响的变

量。 ２０ 个变量之间相关度分布图如图 ４（ａ）所示。 由

图 ４（ａ）可见，２０ 个主要变量的相关系数矩阵中，有部

分变量的相关性过高，对模型的预测效果具有一定的

影响。 因此，为了使得模型预测性能更佳，本文进一

步研究了变量之间是否具有高度的线性关系或者非

线性关系，去除了部分相关系数较大的变量，最后得

到 １４ 个变量，如图 ４（ｂ）所示。 这 １４ 个变量之间的

整体独立性更高，对模型预测更加有利，故将这 １４ 个

变量的值作为建立生物活性定量预测模型。

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　
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（ａ） ２０ 个变量之间相关度分布图　 　 　 　 　 　 　 　 　 　 （ｂ） 处理后的 １４ 个变量之间相关度分布图

图 ４　 变量间的相关度分布图

Ｆｉｇ． ４　 Ｃｏｒｒｅｌａｔｉｏｎ ｄｉｓｔｒｉｂｕｔｉｏｎ ｂｅｔｗｅｅｎ ｖａｒｉａｂｌｅｓ

３．２　 评估指标

３．２．１　 均方误差

均方误差 （ＭＳＥ） 是观测值与真值偏差的平方

和观测次数 ｎ 比值的平方根，当对某一变量进行多

次的测量时，取这一测量结果误差的均方误差，称均

方误差，公式如下：

ＭＳＥ ＝ １
ｍ ∑ｍ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２ （２５）

３．２．２　 平均绝对误差

平均绝对误差 （ＭＡＥ）， 又叫平均绝对离差，是
所有单个观测值与算术平均值的偏差的绝对值的平

均。 平均绝对误差可以避免误差相互抵消的问题，
因而可以准确反映实际预测误差的大小。 绝对误差

的平均值公式如下：

ＭＡＥ ＝ １
Ｎ ∑Ｎ

ｉ ＝ １
（ ｆｉ － ｙｉ） （２６）

３．２．３　 拟合优度

拟合优度 （Ｒ２） 是指回归线对预测值的拟合程

度。 度量拟合优度的统计量是可决系数（亦称确定

系数） Ｒ２。 Ｒ２ 最大值为 １。 Ｒ２ 的值越接近 １，说明回

归直线对观测值的拟合程度越好。 反之越差。
３．３　 四种粒子群算法优化的预测模型

本文首先对 １ ９７４ 个化合物进行样本划分，为
了在保证精度的同时让模型具有更好的泛化能力，
采用随机抽取样本的方法对数据进行划分，其中以

９０％的化合物为训练集，１０％的化合物为验证集。
构建了 ４ 种算法模型，分别是 ＳＶＲ 算法、Ｒａｎｄｏｍ
Ｆｏｒｅｓｔ 算法、ＸＧＢｏｏｓｔ 算法、ＬｉｇｈｔＧＢＭ 算法［６］。 对这

４ 种算法模型采用粒子群算法进行优化，对比分析

各模型的最终实验结果，选择预测性能最好的模型

作为本文的最终预测模型进行测试集的预测。
３．３．１　 模型预测值对比分析

将划分好的训练集样本数据送入优化模型进行

训练回归，得到训练好参数的优化模型，使用验证集

对模型进行验证。 为了验证粒子群算法给各个原始

模型带来的性能提升效果，本文对原始模型进行相

同的训练与验证，将得到的预测值与样本真实值做

对比，如图 ５ 所示。
从图 ５（ａ）中可以看到，原始 ＳＶＲ 模型的预测

结果拟合准确度并不高，预测值与真实值的误差较

大。 这在很大程度上是由于惩罚参数 Ｃ 和高斯核

函数的宽度系数 ｇ 的优化程度不高所导致。 而用粒

子群算法改进后的 ＳＶＲ 模型， Ｃ 和 ｇ 数值经过优化

后，将明显提升模型预测准确率。 优化后 ＳＶＲ 模型

的预测值与样本真实值对比如图 ５（ｂ）所示。 由图

５（ｂ）可看出，粒子群算法优化后的 ＳＶＲ 模型的预测

结果与真实值拟合程度更高，这也表明优化后的

ＳＶＲ 模型性能更好，误差更小。 同时，图 ５（ｃ）至图

５（ｈ）也表明了经过粒子群算法优化后的模型预测

效果更好，整体性能更佳。
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（a）原始SVR模型 （b）优化后的SVR模型

（c）原始RandomForest模型 （d）优化后的RandomForest模型
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（e）原始XGBoost模型 （f）优化后的XGBoost模型

（g）原始LightGBM模型 （h）优化后的LightGBM模型

图 ５　 ４ 个模型优化前后的预测结果与真实值对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｗｉｔｈ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ｏｆ ｔｈｅ ｆｏｕｒ ｍｏｄｅｌｓ

３．３．２　 拟合度对比分析

本文对模型拟合度进行了可视化分析，如图 ６
所示。 从图 ６ 中可以看出，优化后 ＳＶＲ 模型的预测

拟合度在迭代回归 ５ 次以后基本收敛，预测值与真

实值的拟合度维持在 ７９．５２％。 而优化后的 Ｒａｎｄｏｍ
Ｆｏｒｅｓｔ 模型的误差较小， 预测值拟合度稳定在

８１．２９％。同时，优化后 ＸＧＢｏｏｓｔ 模型在训练过程中

出现“局部最优”现象，拟合度维持在了 ７７．２０％，通

过粒子群算法对参数进行寻优，使其训练能够自主

跳出局部最优，拟合度最终达到 ８４．５２％。
相比之下，优化后的 ＬｉｇｈｔＧＢＭ 模型拟合误差更

小，不断通过参数优化参数，跳出局部最优，拟合度

最终稳定在 ８４．６８％。
３．３．３　 预测误差对比分析

为了进一步验证粒子群算法给预测模型带来的

影响，本文分别绘制了 ４ 个优化后的模型的预测值

０５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



与真实值的误差曲线图，如图 ７ 所示。 由图 ７ 可见，
优化后的模型预测误差大多数都低于改进前的模

型，预测效果得到了较好的改善。 其中，ＳＶＲ 模型

和 ＸＧＢｏｏｓｔ 模型的性能提升较大，整体误差基本都

有所降低。 而相比之下，ＬｉｇｈｔＧＢＭ 模型的整体预测

误差更低，预测效果更好。

（a）优化后的SVR模型 （b）优化后的RandomForest模型
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图 ６　 各个模型优化后的拟合度
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图 ７　 各个模型的预测值与真实值的误差曲线
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３．３．４　 评价指标对比分析

本文给出了 ４ 个模型评价指标ＭＳＥ （均方误差）、
ＭＡＥ（平均绝对误差）、Ｒ２（拟合度），见表 １。 由表 １ 可

看到，优化后 ＬｉｇｈｔＧＢＭ 模型的 ＭＳＥ 和 ＭＡＥ 值分别为

０．２８３ ３和 ０．３３４ ９，均低于其它 ３ 个模型。 同时，优化后

ＬｉｇｈｔＧＢＭ 模型的 Ｒ２ 值达到了最高的 ８４．６８％。
表 １　 优化后的模型的评价指标

Ｔａｂ． １　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚｅｄ ｍｏｄｅｌ

模型
评价指标

ＭＳＥ Ｒ２ ＭＡＥ
ＳＶＲ ０．３８２ ０ ０．７９５ ２ ０．４１１ ７

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ０．３４９ ０ ０．８１２ ９ ０．４３３ ８
ＸＧＢｏｏｓｔ ０．２８８ ７ ０．８４５ ２ ０．３５５ ２
ＬｉｇｈｔＧＢＭ ０．２８３ ３ ０．８４６ ８ ０．３３４ ９

４　 结束语

本文针对传统回归预测模型对化合物活性预测

的效果较差的问题，分别采用粒子群算法优化了

ＳＶＲ 模型、 Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 模型、 ＸＧＢｏｏｓｔ 模型和

ＬｉｇｈｔＧＢＭ 模型。 对比分析各个模型的拟合度、
ＭＳＥ、ＭＡＥ 等评 价 指 标 的 结 果 表 明， 优 化 后 的

ＬｉｇｈｔＧＢＭ 模型对化合物活性的预测效果更好。 同

时，通过可视化优化前后模型的预测结果和预测误

差，直观地展示了粒子群算法优化带来的模型效果

的提升，可为回归预测模型的优化方法提供思路。
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的优缺点，基于整合链路网络和注意力融合网络的

特性改进得到了 ＰＳＡ 模块，并将其融入到 ＲｅｔｉｎａＮｅｔ
中，同时改进预测器的 ＧＥＬＵｓ 激活函数以避免梯度

爆炸，进一步结合 ＧＦｏｃａｌ Ｌｏｓｓ 损失函数，最终提出

了一个全新的适用于口罩识别的 ＰＳＡ－Ｒｅｔｉｎａ 检测

网络。 实验结果表明，ＰＳＡ－Ｒｅｔｉｎａ 网络能够有效检

测人脸戴口罩和未戴口罩情况，平均检测精度达到

８５．１３％，运行帧率为 ３３．７ ｆ ／ ｓ，且非口罩物体遮挡嘴

部情况下，该网络对于检测人脸未戴口罩情形也能

同样进行高效识别，在公共场景下的口罩检测也取

得了显著效果，证明了该网络在检测口罩上的有效

性和优越性。
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