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基于最优基模型集成算法的信贷违约预测研究

高艺婕

（上海外国语大学 数据科学与大数据技术系， 上海 ２０１６２０）

摘　 要： 为了保障金融机构的金融安全，应用机器学习进行信贷违约预测已成为研究重点。 为此，构建了 ６ 个机器学习基模

型，调至最优参数后再分别用 Ｖｏｔｉｎｇ、Ｓｔａｃｋｉｎｇ、Ａｄａｂｏｏｓｔ 方法集成。 实验表明，在多种基模型中，随机森林（ＲＦ）取得了较好的

效果；而在集成方法中，Ａｄａｂｏｏｓｔ 对基模型的提升最显著。 文中构建的 Ａｄａｂｏｏｓｔ－ＲＦ 模型在信贷预测上的交叉验证得分达到

了０．９０４，明显优于其它方法，该方法对金融机构制定信贷决策具有一定的借鉴意义。
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０　 引　 言

历史证明，信贷风险是商业银行最主要的风险

之一，因此有效地预测和管理信贷风险对于银行和

其他金融机构都具有重要意义［１］。 随着大数据和

人工智能技术的发展，银行收集到的大量用户行为

数据能够得到更好的利用，传统信贷模式下信息不

对称、违约风险高等问题也随即获得了解决和改善

的有效途径和方法［２］。
预测借款人是否违约是一个二元分类问题。 由

于机器学习可以解决大样本量和多特征之间的复杂

关系，故可广泛用于信贷违约预测［３－４］。 为此，本文

研究考虑了随机森林、决策树、逻辑回归、Ｋ 近邻、朴
素贝叶斯、ＢＰ 神经网络六种机器学习基模型，用贝

叶斯优化分别寻找其最优参数，随后用 Ｖｏｔｉｎｇ、
Ｓｔａｒｋｉｎｇ、Ａｄａｂｏｏｓｔ 集成方法建立提高预测精度的集

成学习模型。

１　 数据来源与预处理

１．１　 数据来源

本文的数据来源为 ＵＣＩ 数据库中的台湾信贷

数据集，包含 ５ 个数据维度、２３ 个数据指标。 数据

集中字段说明见表 １。 由表 １ 可知，申请人信息包

含了性别、婚姻状况、受教育程度等，与客户的消费

观念和消费行为具有一定的关联；历史偿还情况、历
史账单金额、历史还款金额维度的指标则能体现借

款人过去的消费习惯和信用状况，并以此为根据预

测其未来的还款行为。
１．２　 不平衡样本处理

总样本中正负样本的占比不均衡的时候， 模型

的输出就会偏向于多数类的结果。 因此，对不平衡

数据进行建模前应首先将其转化为平衡数据。 本文

所采用的数据共 ３０ ０００ 条有效样本，其中正例仅有

６ ６３６ 条，占总样本的 ２２．２％；而负例有 ２３ ３６４ 条，



占总样本的 ７７．８％，显然是非平衡的样本。 对于不

均衡的数据，最直接、最有效的方法就是生成少数类

的样本。 这种方法称为过采样（Ｏｖｅｒ Ｓａｍｐｌｉｎｇ），通

过对少数类样本的随机采样增加样本个数，使得每

类样本的比例为 １ ∶ １。

表 １　 数据集字段说明

Ｔａｂ． １　 Ｅｘｐｌａｎａｔｉｏｎ ｏｆ ｄａｔａｓｅｔｓ

维度 子项指标 指标说明

授信金额 ／ 元 银行对公司授予的信用额度 ｘ１１ 授信金额（元）

申请人信息 贷款申请人性别 ｘ２１ １ － 男；２ － 女

贷款申请人受教育程度 ｘ２２ １ － 研究生及以上；２ － 本科；３ － 高中；
４ － 初中及以下

贷款申请人婚姻状况 ｘ２３ １ － 已婚；２ － 单身；３ － 其他

贷款申请人年龄 ｘ２４ 年龄（岁）

历史偿还情况 前 １ 个月的还款情况 ｘ３１ － １ － 按时还款；１ － 延迟还款 １ 个月；

前 ２ 个月的还款情况 ｘ３２ ２ － 付款还款 ２ 个月；……８ － 延迟还

前 ３ 个月的还款情况 ｘ３３ 款 ８ 个月；９ － 延迟还款 ９ 个月或以上

前 ４ 个月的还款情况 ｘ３４

前 ５ 个月的还款情况 ｘ３５

前 ６ 个月的还款情况 ｘ３６

历史账单金额 前 １ 个月的账单金额 ｘ４１ 账单金额（元）

前 ２ 个月的账单金额 ｘ４２

前 ３ 个月的账单金额 ｘ４３

前 ４ 个月的账单金额 ｘ４４

前 ５ 个月的账单金额 ｘ４５

前 ６ 个月的账单金额 ｘ４６

历史还款金额 前 １ 个月的还款金额 ｘ５１ 还款金额（元）

前 ２ 个月的还款金额 ｘ５２

前 ３ 个月的还款金额 ｘ５３

前 ４ 个月的还款金额 ｘ５４

前 ５ 个月的还款金额 ｘ５５

前 ６ 个月的还款金额 ｘ５６

标签 是否违约 ｙ ０ － 否，１ － 是

２　 信贷预测方法

２．１　 机器学习方法

（１）逻辑回归（Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ）。 是一种广

义的线性回归分析模型，属于机器学习中的监督学

习，常用来解决分类问题［５］。 因为二分类问题的标

签是 ０ 或 １，在特征和权值线性相乘累加之后，逻辑

回归用逻辑函数将最后的预测值映射到［０，１］之

间，能够避免线性回归的输出值远大于 １ 或远小于

０ 的 问 题［６］。 本 实 验 中 的 逻 辑 回 归 模 型 采 用

Ｓｉｇｍｏｄ 逻辑函数，可用如下公式进行描述：

Ｓｉｇｍｏｄ（ｘ） ＝ １
１ ＋ ｅ －ｘ （１）

ｙ ＝
１　 Ｓｉｇｍｏｄ ｘ( ) ≥ ０．５
０　 Ｓｉｇｍｏｄ ｘ( ) ＜ ０．５{ （２）

　 　 （２）决策树。 在机器学习中，决策树是一种分

类预测模型，表示对象属性与对象值之间的映射关

系。 该方法的训练步骤是：从一个根节点出发，对一

个样本进行测试，不断将样本分配到分裂的子树上，
直至该样本被指派到其对应的一个最小子节点上。
通过这种方式，样本被递归地测试和分配，直至到达

叶节点，最后分配给叶节点的类［７］。
在本实验中，采用基尼系数作为分裂标准的决

策树、即 ＣＡＲＴ 决策树。 这种决策树在信用评分领

域被广泛使用。 基尼系数的计算公式见如下：
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Ｇｉｎｉ ＝ ∑
Ｋ

ｋ ＝ １
ｐｋ（１ － ｐｋ） ＝ １ － ∑

Ｋ

ｋ ＝ １
ｐ２
ｋ （３）

　 　 其中， ｐｋ 是在树的第 ｋ 个分区或节点中被错误

分类的样本的比例。 基尼系数越低、表示模型的区

分度越高，越适合用于分类预测。
（３）随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ）。 是一个包含多

个决策树的分类器，其输出的类别由其中所有单个

分类器输出的众数而定。 随机森林在使用 Ｂａｇｇｉｎｇ
技术集成决策树的基础上，进一步在决策树的训练

过程中引入了随机选择机制，使每棵子树分别在随

机采样的样本子集上训练［８］。 此外，随机森林中，
基决策树每个结点的划分属性也是从随机的属性子

集中选择的。 这种随机性使得随机森林中的每颗决

策树能够学习到不同属性对分类的贡献，一定程度

上避免了过拟合的问题［９］。
（４）Ｋ 近邻（Ｋ－Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ）。 是基于先例

的学习，是惰性学习一种。 Ｋ 近邻示意如图 １ 所示。
研究中，已知某待分类的测试样本，可以选择适当的

距离度量，确定训练集合中最相邻的 ｋ 个样本，并用

其来实现预测分类［１０］。 对 Ｋ 最近邻法的分类效果，
主要受距离计算方法、查询邻居的数目和判别方法

等因素的影响。 常见距离的计算公式是曼哈顿距

离、欧氏距离、切尔谢夫距离。 对于邻近点的数量

ｋ，如果 ｋ 的数值比较小，那么邻近点的计算复杂度

就会很高，并且很可能会发生过拟合；如果 ｋ 值较

大，模型就会变得太过简单，产生欠拟合。 所以，正
确选取 ｋ 值对于分类效果有很大的影响。 在选择分

类决策算法的时候，通常采用的是多数票投票，也就

是由输入实例的 ｋ 个近邻中所属类别最多的类别来

确定输入实例的分类。

Class1

Class2

Traininginstance

Distance

Newexample
toclassify

K=3

K=1

图 １　 Ｋ 近邻示意图

Ｆｉｇ． １　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ Ｋ－Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒｓ

　 　 （５）朴素贝叶斯。 是一种经典的机器学习算

法，其原理是以贝叶斯概率论为基础的，通过对先验

概率和条件概率建模来进行分类判别。 相较于其他

绝大多数的分类算法、如决策树、ＫＮＮ、逻辑回归和

支持向量机等采用的判别方法，即对输出 Ｙ 和特征

Ｘ 之间关系的直接学习，朴素贝叶斯更易于理解和

实现。
朴素贝叶斯算法定义中有 ２ 个关键内容：特征

之间强假设独立和贝叶斯定理。 朴素贝叶斯的训练

过程就是以概率模型为基础，在条件独立的前提下，
根据已有训练集的分布来估计后验概率 Ｐ（ｃ ｜ ｘ）：

Ｐ（ｃ ｜ ｘ） ＝ Ｐ（ｘ ｜ ｃ）Ｐ（ｃ）
Ｐ（ｘ）

＝ Ｐ（ｃ）
Ｐ（ｘ）∏

ｄ

ｉ ＝ １
Ｐ（ｘｉ ｜ ｃ）

（４）
　 　 （６）ＢＰ 神经网络。 ＢＰ 神经网络模型的学习过

程由正向传播和误差反向传播两个部分组成。 在正

向传递过程中，输入的数据由输入层传递，再由各个

隐含层对其进行逐层处理，最后传递到输出层。 当

输出结果与预期结果不一致时，则通过误差反向传

播的方式，对各神经元间的链接权重矩阵进行调整，
从而达到减小误差的目的。 在不断地学习中，将误

差降低到了可以接受的程度。 具体步骤是：
（１）从训练集中选择一批样本输入到神经网络

中进行训练。
（２）通过各个节点之间的连通性，进行正向、逐

层的传播，从而获得神经网络的实际输出。
（３）根据损失函数计算实际输出与期望输出的

误差。
（４）把误差逆向传递到网络每一层，通过对损失

函数的微分来改变网络每一层中的参数权重，将整体

神经网络的预测朝着误差降低的方向进行调节。
（５）对于训练集中的每一个样本，重复上述步

骤，直到整个训练样本集合的误差减小至满足要

求［１１］。
２．２　 集成学习方法

（１）Ｓｔａｃｋｉｎｇ。 在复杂的分类任务、如信贷预测

任务中，可以使用多种机器学习方法，而这些方法有

时差异并不明显。 另外，使用单个模型的泛化能力

往往比较弱。 因此，使用模型集成的方法可以将这

些模型都保留下来，结合多个模型的优点，提升总模

型的预测精度。 Ｓｔａｃｋｉｎｇ 就是一种典型的多模型集

成学习方法，Ｓｔａｃｋｉｎｇ 示意如图 ２ 所示。 研究可知，
Ｓｔａｃｋｉｎｇ 就是一个多层模型，将第一层各模型的预

测结果作为第二层的训练集，来学习一个新模型。
这种方法通常被认为能够提高模型的准确性和稳健

性。 为了防止过拟合，第二层学习器宜选用简单模

型。 如在回归问题中，可以使用线性回归；在分类问

题中，可以使用逻辑回归。
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图 ２　 Ｓｔａｃｋｉｎｇ 示意图

Ｆｉｇ． ２　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ Ｓｔａｃｋｉｎｇ

　 　 （２）投票集成算法（Ｖｏｔｉｎｇ）。 是一种将多个基

本模型进行组合的集成方法，通过对基模型的预测

结果进行投票或加权投票，从而获得最终的预测结

果，可以应用于分类和回归问题。 常见的投票集成

算法包括加权投票、软投票和硬投票等。 加权投票

是指为每个基本模型分配一个权重，并将其加权后

进行投票。 软投票是指对所有基本模型的预测结果

进行加权平均，并将平均值作为最终预测结果。 硬

投票是指对所有基本模型的预测结果进行投票，并
将得票最多的类别或数值作为最终预测结果。

（３）Ａｄａｂｏｏｓｔ。 Ｂｏｏｓｔｉｎｇ 集成算法是一种以弱分

类器为基础，对弱分类器进行迭代增强，从而提高整

合模型性能的方法。 Ｂｏｏｓｔｉｎｇ 算法的核心思想就是

加强对训练集中被错误分类样本的训练，使这些样

本在下一轮训练中得到更多的关注，从而提高分类

器的性能。 Ｂｏｏｓｔｉｎｇ 算法的优点是能够在不增加模

型复杂度的情况下提高分类器的准确性，同时也能

够处理高维数据和噪声数据。 其中， Ｓｃｈａｐｉｒｅ 和

Ｆｒｅｕｎｄ［１２］提出的 ＡｄａＢｏｏｓｔ 算法是最具代表性的成

果之一。
自适应增强（ＡｄａＢｏｏｓｔ）、即 Ａｄａｐｔｉｖｅ Ｂｏｏｓｔｉｎｇ，其

自适应性表现在每轮迭代中，对于被前一个基本分类

器误分类的样本，其权值会增加，而对于正确分类的

样本，其权值会减小。 依次调整样本权重后，再用这

些样本来训练下一个基本分类器。 在每一次迭代中，
都将添加一个新的弱分类器，直到整体模型达到预定

的错误率要求或预先指定的最大迭代次数，才会确定

最终的强分类器。 Ａｄａｂｏｏｓｔ 示意如图 ３ 所示。
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分类器权重a2
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加权
组合

强分类器

调整样本权重

调整样本权重

图 ３　 Ａｄａｂｏｏｓｔ 示意图

Ｆｉｇ． ３　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ Ａｄａｂｏｏｓｔ

３　 实验设置

３．１　 贝叶斯优化调整参数

贝叶斯优化算法基于贝叶斯定理和高斯过程模

型，是一种用于优化黑箱函数的方法。 在贝叶斯优

化中，通过不断地选择函数的输入来尝试优化函数

的输出。 每次选择都基于之前的尝试结果和先验知

识，以便更好地探索和利用函数的特征。 贝叶斯优
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化常用于调参问题，其中目标是最小化目标函数的

输出，而输入是超参数的取值。 通过贝叶斯优化，相
比网格优化和随机优化，可以在更少的尝试次数内

找到较优的超参数组合。 贝叶斯优化为待优化函数

ｆ：ｘ→Ｄ 构造了概率模型，利用该模型选择下一个评

估点，依次迭代循环得到超参数最优解［１３］。
假设有一组超参数组合 Ｘ ＝ ｘ１，ｘ２，…，ｘｎ 以及待

优化函数 ｆ， 贝叶斯优化假设超参数与待优化函数

存在一个函数关系，需要在 ｘ ∈ Ｘ 内找到：
ｘ∗ ＝ ａｒｇｍｉｎ

ｘ∈Ｘ
ｆ（ｘ） （５）

　 　 首先，根据不确定性和最小成本的原则，从采集

函数中选择一些需要评估的候选点，即高斯过程回

归中的决策规则：

ｙｏｐｔｉｍａｌ ｜ ｘ∗ ＝ ａｒｇｍｉｎ∫ｐ（ ｙ∗ ｜ ｘ∗，Ｘ，ｙ）Ｌ（ ｙ∗，

ｙｇｕｅｓｓ）ｄ ｙ∗ （６）
贝叶斯优化算法主要核心步骤是先验函数和采

集函数两部分。 其中，先验函数采用高斯回归过程，
基于贝叶斯定理，将先验概率模型转换为后验概率

分布。 采 集 函 数 采 用 改 进 概 率 （ ｐｒｏｂａｂｉｌｉｔｙ ｏｆ
ｉｍｐｒｏｖｅｍｅｎｔ， ＰＩ）选择下一个评估点［１４］：

　 ａｒｇｍｉｎ ＰＩｎ（ｘ） ＝ ａｒｇｍｉｎＰ（ ｆ（ｘ） ≥ ｙ^∗
ｎ ＋∈） ＝

ａｒｇｍｉｎØ（
μｎ（ｘ） － ｙ^∗

ｎ －∈
δｎ（ｘ）

）

（７）
３．２　 评价指标选取

模型后训练完成后，需要选择合适的指标来衡

量不同模型的效果，以确认最终选择哪个模型。 对

于二分类问题，样本分为正例和负例。 在本实验中，
正例表示信贷违约的客户，负例表示按时还款的客

户［１５］。 对比样本的预测类别和真实类别，可以得到

混淆矩阵，见表 ２。 在此基础上，又衍生出了一系列

二分类模型评价指标。 对此拟做阐释分述如下。
表 ２　 混淆矩阵

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

真实类别
预测类别

１ ０

１ Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ （ＴＰ） Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ （ＦＮ）

０ Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ （ＦＰ） Ｔｒｕｅ Ｎｅｇａｔｉｖｅ （ＴＮ）

　 　 （１）准确率 （Ａｃｃｕｒａｃｙ）。 是衡量分类效果的一

个常用指标，是对某一数据进行正确分类的样本数

量在总样本数量中所占的比例。 在样本均衡的条件

下，准确率可以对模型进行客观的评估，但是在样本

类型不均衡的情况下，尤其是在有极偏的数据的情

况下，准确率很难对算法的优劣进行客观的评估。
这里推得的 Ａｃｃｕｒａｃｙ 的计算公式为：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（８）

　 　 （２）召回率 （Ｒｅｃａｌｌ）。 是指正确预测的样本占

总样本的比重。 这里推得的 Ｒｅｃａｌｌ 的计算公式为：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（９）

　 　 （３）精确率 （Ｐｒｅｃｉｓｉｏｎ）。 是预测为正的样本占所

有样本的比重。这里推得的 Ｐｒｅｃｉｓｉｏｎ 的计算公式为：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１０）

　 　 （４） Ｆ１ 分数（Ｆ１ ｓｃｏｒｅ）。 精准率和召回率存在

一定此消彼长的关系，这是因为模型要么更倾向于

将错误样本预测为正，要么更倾向于将正确样本预

测为负。 为了综合考量精准率和召回率，提出了 Ｆ１

ｓｃｏｒｅ。 这里推得的 Ｆ１ ｓｃｏｒｅ 的计算公式为：

Ｆ１ ＝ ２∗ Ｐｒｅｃｉｓｉｏｎ∗Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

　 　 （５） ＲＯＣ 曲线及 ＡＵＣ 值。 经过训练集的训练

后，二分类模型可用于预测测试集数据的类别概

率。 为绘制 ＲＯＣ 曲线，需将分类阈值在［０，１］ 区间

不断调整，计算出对应的真正例率（ＴＰＲ） 和假正例

率（ＦＰＲ），并将其绘制在二维坐标系上，其中横轴

为假正例率（ＦＰＲ），纵轴为真正例率（ＴＰＲ）。 ＲＯＣ
曲线越接近坐标系的左上角［０，１］ 点，说明分类器

效果越好。 ＲＯＣ 曲线下的面积、 即为 ＡＵＣ（Ａｒｅａ
Ｕｎｄｅｒ Ｃｕｒｖｅ） 值，其意义在于反映正样本预测结果

优于负样本预测结果的概率。 因此，ＡＵＣ 值可用于

评估分类器对样本进行排序的能力，值越大代表分

类器效果越好。
（６）交叉验证。 交叉验证是对模型进行检验的

一种方法，能够科学评价模型的优劣，筛选出性能最

佳的模型，并能有效地防止过拟合和欠拟合。 在本

实验中，将采取五折交叉验证进行模型评估。 交叉

验证示意如图 ４ 所示。 交叉验证的主要步骤如下：
① 将全部样本划分成 ｋ 个大小相等的样本子

集。
② 依次遍历这 ｋ 个子集，每次把当前子集作为

验证集，其余所有子集作为训练集，进行模型的训练

和和测试。
③ 把 ｋ 次测试得分的平均值作为最终的交叉

验证得分。
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图 ４　 交叉验证示意图

Ｆｉｇ． ４　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｃｒｏｓｓ－ｖａｌｉｄａｔｉｏｎ

４　 实验结果

４．１　 机器学习基模型的预测效果

对各模型使用贝叶斯算法调参，其最优参数见

表 ３。 准确率、召回率、精确率、 Ｆ１ 分数和五折交叉

验证得分见表 ４。 各个最优基模型在信贷数据集上

预测的 ＲＯＣ 曲线和 ＡＵＣ 值如图 ５ 所示。
表 ３　 各基模型最优参数

Ｔａｂ． ３　 Ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒｓ ｏｆ ｅａｃｈ ｂａｓｅ ｍｏｄｅｌ

基模型 参数 最优参数

逻辑回归（ｌｂｆｇｓ） Ｃ １．０７５ １６８ ０７６ １５２ ８６６ ６
ｔｏｌ ９．５４８ ８９３ ８０４ １９０ ５７５ｅ － ０６

决策树 ｍａｘ＿ｄｅｐｔｈ ９．２５６ ７８４ １５６ ２７６ ５８６
ｍａｘ＿ ｆｅａｔｕｒｅｓ ０．９９９

ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ０．１
ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ ０．２

随机森林 ｍａｘ＿ｄｅｐｔｈ １２．３３０ ４７８ ９０２ ５３２ ００４
ｍａｘ＿ ｆｅａｔｕｒｅｓ ０．１６５ ９６４ １８９ ２５５ ０９８ ７６

ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｌｉｔ １８．４５４ １２８ ２６６ ８１１ ４２
ｎ＿ｅｓｔｉｍａｔｏｒｓ １７１．２４３ ４５５ １３０ １６１ ５

Ｋ 近邻（ｂｒｕｔｅ） ｎ＿ｎｅｉｇｈｂｏｒｓ ８８．３７９ ３９５ １５２ １９９ １７
ｐ １（曼哈顿距离）

朴素贝叶斯 ａｌｐｈａ ０．９２３ ６３３ ６９５ ６６２ ８８１
ＢＰ 神经网络（ｌｂｆｇｓ） ａｌｐｈａ １ｅ － ０５

ｂｅｔａ＿１ ０．９
ｂｅｔａ＿２ ０．９９９
ｅｐｓｉｌｏｎ １ｅ － ０８

ｈｉｄｄｅｎ＿ｌａｙｅｒ＿ｓｉｚｅｓ （９６，３２）
ｌｅａｒｎｉｎｇ＿ｒａｔｅ＿ｉｎｉｔ ０．０７７

ｍａｘ＿ｉｔｅｒ ２ ０００

表 ４　 各基模型评价结果

Ｔａｂ． ４　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｅａｃｈ ｂａｓｅ ｍｏｄｅｌ

基模型 交叉验证 准确率 召回率 精确率 Ｆ１ 分数

逻辑回归（ＬＲ） ０．６１５ ０．６２５ ０．５１３ ０．６６０ ０．５７７

决策树（ＤＴ） ０．６８７ ０．６８３ ０．８６０ ０．６３５ ０．７３１

随机森林（ＲＦ） ０．７２９ ０．７１４ ０．８３６ ０．６７２ ０．７４５

Ｋ 近邻（ＫＮＮ） ０．７６３ ０．６１５ ０．５４７ ０．６３２ ０．５８７

朴素贝叶斯（ＮＢ） ０．６８１ ０．６７９ ０．７９９ ０．６４４ ０．７１３

ＢＰ 神经网络（ＢＰ） ０．５９１ ０．６００ ０．６２３ ０．５９５ ０．６０９

　 　 实验结果表明，Ｋ 近邻和随机森林是表现较好

的机器学习基模型，并在测试数据集上的五折交叉

验证得分分别达到了 ０．７６３ 和 ０．７２９，证明这 ２ 个模

型有不错的分类能力。 然而，Ｋ 近邻算法的准确率、
召回率、精确率和 Ｆ１ 分数都低于随机森林算法，表
明 Ｋ 近邻算法容易产生过拟合，并不是足够可靠的

模型，对数据的排序能力也弱于随机森林。 对比之

下，随机森林在拥有良好分类能力的同时，还表现出

更高的可靠性和泛化能力。 所以，最终选择随机森

林作为最优基模型，并将其运用于后续的集成方法

中，以进一步提升信贷违约预测的准确率。
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图 ５　 各基模型 ＲＯＣ 曲线和 ＡＵＣ 值

Ｆｉｇ． ５　 ＲＯＣ ｃｕｒｖｅｓ ａｎｄ ＡＵＣ ｖａｌｕｅｓ ｏｆ ｅａｃｈ ｂａｓｅ ｍｏｄｅｌ

４．２　 Ｓｔａｃｋｉｎｇ 集成效果

用 Ｓｔａｃｋｉｎｇ 多模型集成方法将不同的模型堆叠

起来，可以结合多个模型的学习结果，提升总模型的

预测精度。 选取基模型中表现较好、可靠性也较好的

朴素贝叶斯算法、随机森林算法、决策树算法和逻辑

回归算法进行实验。 经过 Ｓｔａｃｋｉｎｇ 集成后，集成模型

的准确率比单个模型都有了显著的提升，结果见表

５。 由表 ５ 分析发现，逻辑回归、随机森林、决策树的

组合以及朴素贝叶斯、随机森林、决策树的组合取得

了更好的效果，在测试集上的交叉验证得分为 ０．８１５。
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表 ５　 Ｓｔａｃｋｉｎｇ 集成效果

Ｔａｂ． ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ Ｓｔａｃｋｉｎｇ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌ

模型组合 五折交叉验证得分

ＮＢ＋ＲＦ＋ＬＲ ０．８０８
ＬＲ＋ＲＦ＋ＤＴ ０．８１５
ＮＢ＋ＲＦ＋ＤＴ ０．８１５

ＮＢ＋ＲＦ＋ＤＴ＋ＬＲ ０．８１２

４．３　 Ｖｏｔｉｎｇ 集成效果

用 Ｖｏｔｉｎｇ 集成方法组合不同的模型同样选取

朴素贝叶斯算法、随机森林算法、决策树算法和逻辑

回归算法进行实验，实验结果见表 ６。 使用相同模

型时，软投票的效果优于硬投票，然而其效果仍然不

如 Ｓｔａｃｋｉｎｇ 方法。 Ｖｏｔｉｎｇ 方法仅将多个模型的学习

效果结合在一起，整体模型只进行了一层训练。 而

Ｓｔａｃｋｉｎｇ 模型整体训练了 ２ 层，比起 Ｖｏｔｉｎｇ 方法集

成效果更好。
表 ６　 Ｖｏｔｉｎｇ 集成效果

Ｔａｂ． ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ Ｖｏｔｉｎｇ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌ

模型组合 五折交叉验证得分

ＮＢ＋ＲＦ＋ＬＲ（软投票） ０．７９６
ＬＲ＋ＲＦ＋ＤＴ（软投票） ０．８１２
ＮＢ＋ＲＦ＋ＤＴ（软投票） ０．７９２

ＮＢ＋ＲＦ＋ＤＴ＋ＬＲ（软投票） ０．８０２
ＮＢ＋ＲＦ＋ＬＲ（硬投票） ０．７８９
ＬＲ＋ＲＦ＋ＤＴ（硬投票） ０．８０２
ＮＢ＋ＲＦ＋ＤＴ（硬投票） ０．７９５

ＮＢ＋ＲＦ＋ＤＴ＋ＬＲ（硬投票） ０．７９５

４．４　 Ａｄａｂｏｏｓｔ 集成效果

用 Ａｄａｂｏｏｓｔ 方法对随机森林基模型进行集成，
并分别实验了基模型数量为 １ ～ １００ 不同情况时的

模型效果。 Ａｄａｂｏｏｓ 集成效果值见表 ７。
表 ７　 Ａｄａｂｏｏｓｔ 集成效果

Ｔａｂ． ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ Ａｄａｂｏｏｓｔ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌ

集成模型 （ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ １００） 五折交叉验证最高分

ＤＴ ０．７３６
ＲＦ ０．９０４

　 　 Ａｄａｂｏｏｓｔ 能够通过迭代来强化弱分类器的性

能，以提升整个集成模型的性能。 Ａｄａｂｏｏｓｔ 集成效

果对比曲线如图 ６ 所示。 实验发现，迭代的模型数

量越多，Ａｄａｂｏｏｓｔ 集成的分类效果越好，且这种优化

的趋势在模型数量刚开始增加时最明显，后续逐渐

趋于平缓。 基于决策树的 Ａｄａｂｏｏｓｔ 模型五折交叉

验证得分最高为 ０．７３６；而模型迭代到足够次数时，
基于随机森林的 Ａｄａｂｏｏｓｔ 模型五折交叉验证得分

能够稳定地保持在 ０． ９ 以上，最高达到了 ０． ９０４。
Ａｄａｂｏｏｓｔ＿ＲＦ 模型在多种基模型的多种集成方法尝

试中对基模型的提升效果最为显著，取得了最好的

分类效果。
交叉验证得分
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（ｂ） 不同 ｅｓｔｉｍａｔｏｒｓ 数量下模型交叉验证得分（Ａｄａｂｏｏｓｔ＿ＲＦ）
图 ６　 Ａｄａｂｏｏｓｔ 集成效果对比

Ｆｉｇ． ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ Ａｄａｂｏｏｓｔ ｅｎｓｅｍｂｌｅ ｍｏｄｅｌ

５　 结束语

本文通过贝叶斯优化调参方法，训练出了 ６ 种

最优参数下的机器学习分类模型，并选取其中效果

较好的基模型进行集成实验。 其中，用 Ａｄａｂｏｏｓｔ 方
法集 成 随 机 森 林 的 信 贷 违 约 评 估 模 型 （ ＲＦ －
Ａｄａｂｏｏｓｔ）取得了最好的分类效果。 该模型明显优

于其他机器学习方法，对银行等金融机构的信贷决

策提供了具有一定科学依据的参考。 同时，也提出

了一种具有泛用性的分类模型训练方法，能够被应

用于更多不同的研究领域。
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