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摘　 要： 目前，很多人出入公共场所仍须佩戴口罩。 检测是否佩戴口罩变得尤为重要，而深度学习算法能够大幅度提高检测

速度。 本文依据 ＡＮＮ 注意力机制结合特征网络改进得到 ＰＳＡ（Ｐａｔｈ Ｓｔｒｅｎｇｔｈｅｎ Ｉｎｔｅｇｒａｔｉｏｎ ＡＮＮ）多尺度特征融合注意力模块，
进而形成最终的 ＰＳＡ－Ｒｅｔｉｎａ 口罩识别网络，其中骨干网络基于 ＲｅｓＮｅｔ－５０ 融合空间金字塔池化；采用优化的 ＧＦｏｃａｌ Ｌｏｓｓ损失

函数；融合 ＧＥＬＵｓ 激活函数重做预测器，并在口罩人脸识别数据集 ＲＭＦＤ 上进行对比实验，融合 ＰＳＡ 模块的网络比原网络的

平均精度均值 ｍＡＰ 高 ５．２４％，每秒传输帧数 ＦＰＳ 高 ３．１ ｆ ／ ｓ，比 ＹＯＬＯｖ３ 网络 ｍＡＰ 高 ３．０６％， ＦＰＳ 高 ０．６ ｆ ／ ｓ，实验数据表明，多
特征融合注意力的 ＰＳＡ－Ｒｅｔｉｎａ 人脸口罩识别网络定位更准，准确率更高，具备在有遮挡或者非标准佩戴等情况下的检测能

力，提升口罩识别效率。
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０　 引　 言

目标检测是计算机视觉和数字图像处理的一个

热门方向，不仅在监控安全、自动驾驶、工业检测、无
人机场景分析等诸多领域［１－２］ 取得可观进展，目前

也已尝试应用在口罩佩戴检测的项目及实践中［３］。
该研究利用计算机视觉技术，旨在检测静止图像或

视频中感兴趣的对象，对于降低人力资源成本具有

重要的现实意义。 具体来说，就是要识别物体属于

哪个类别，更重要的是获得物体在图像中的具体位

置，也可以理解为物体识别和物体定位的结合。 传

统的目标检测算法分别进行特征提取和分类判断，
对特征选择的要求就更加严格，在面对复杂场景的

时候很难得到理想效果。 研究可知，时下最先进的

物体检测器利用深度学习网络作为其骨干和检测网

络，分别从输入图像或视频中提取特征，进行分类和

定位。 近几年来，随着卷积神经网络 （ ｃｏｎｖｏｌｕｔｅ⁃
ｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ， ＣＮＮ）的不断发展，目标检测算



法取得了很大的突破。 目前主流的算法可以分为 ２
类。 一类是 Ｔｗｏ－ｓｔａｇｅ 网络基于 Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ 的
Ｒ－ＣＮＮ 系列算法，如 Ｒ－ＣＮＮ、Ｆａｓｔ Ｒ－ＣＮＮ 和 Ｆａｓｔｅｒ
Ｒ－ＣＮＮ 等［４－５］，这类检测算法将检测问题划分为 ２
个阶段。 第一个阶段首先产生候选区域，包含目标

大概的位置信息，需要先运算产生目标候选框；在第

二个阶段对候选区域进行分类和位置精修。 Ｔｗｏ－
ｓｔａｇｅ 网络识别准确率高，漏识率低，但速度较慢，不
能满足实时检测。 针对这一问题，不久又研发出另

一类方法，称为 Ｏｎｅ － ｓｔａｇｅ，这类检测算法不需要

Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ 阶段，可以通过一个 ＣＮＮ 直接产生

物体的类别概率和位置坐标值，已经提出的代表性

算法有：ＹＯＬＯ、ＲｅｔｉｎａＮｅｔ、ＳＳＤ 等［６－７］，均可到达实

时性要求。 其中， ＲｅｔｉｎａＮｅｔ 算法核心就是 Ｆｏｃａｌ
Ｌｏｓｓ， 并在精度上超过 Ｔｗｏ－ｓｔａｇｅ 网络的精度，在速

度上超过 Ｏｎｅ－ｓｔａｇｅ 网络的速度，首次实现单阶段

网络对双阶段网络的全面超越。 近年来，对于

ＲｅｔｉｎａＮｅｔ 网络的研究不断趋于深入，例如李成豪等

学者｛８｝对小目标检测提出的 Ｓ－ＲｅｔｉｎａＮｅｔ 算法，周
迎峰等学者［９］提出了基于 ＲｅｔｉｎａＮｅｔ 改进的海洋鱼

类检测算法，由此可见 ＲｅｔｉｎａＮｅｔ 算法在实际中已得

到了广泛应用，但并不适用于直接检测公共场景下

的口罩佩戴情况，仍然存在一些不足，亟待改进。

１　 原理

ＲｅｔｉｎａＮｅｔ 网络如图 １ 所示。 本次研究深入分析

了极度不平衡的正负样本比例导致单阶段检测器精

度低于双阶段检测器，基于上述分析，提出了一种简

单、但是非常实用的交叉熵损失函数，骨干网络为

ＲｅｓＮｅｔ－５０，特征金字塔模块接收 ３ 个特征图，输出 ５
个特征图，通道数都是 ２５６，步长为 ８、１６、３２、６４、１２８，
其中大步长用于检测大物体，小步长用于检测小物

体。 检测头模块包括分类和位置检测两个分支，每个

分支都包括 ４ 个卷积层，但是检测头模块的这 ２ 个分

支之间参数不共享，分类输出通道是类别数；检测输

出通道是 ａｎｃｈｏｒ 个数，虽然分类和回归分支权重不共

享，但是 ５ 个输出特征图的检测头模块权重是共享

的。 目前存在的不足主要有以下 ２ 点：
　 　 （１）网络较低层级的特征层需要同时学习局部

信息和高层全局信息，这种双重学习任务加大了网

络训练的复杂度，进而影响检测精度。
（２）利用较低层级的检测小目标的策略完成多

种尺度的目标检测，但一般情况下，深度学习神经网

络中的较低层特征图能够提取充分的细节特征，但
语义信息却不够丰富，反之较深的特征图包含较少

的细节特征，却会造成较差的检测结果。
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图 １　 ＲｅｔｉｎａＮｅｔ 网络结构图

Ｆｉｇ． １　 ＲｅｔｉｎａＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２　 方法与改进

本文根据以上不足以及针对特征融合能力的优

化做 出 以 下 改 进， 基 于 ＲｅｓＮｅｔ － ５０ 骨 干 网 络

（ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ） 引入空间金字塔池化 （ Ｓｐａｔｉａｌ
Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ， ＳＰＰ） ［１０］ 结构，利用空间金字塔池

化将网络局部信息和高层信息两种学习任务加以区

分，从而实现高效的目标特征学习；结合原网络多尺

度特征融合想法，重新设计了 ＰＳＡ（Ｐａｔｈ Ａｇｇｒｅｇａｔｉｏｎ
Ｓｔｒｅｎｇｔｈｅｎ Ｉｎｔｅｇｒａｔｉｏｎ ＡＮＮ Ａｔｔｅｎｔｉｏｎ）模块，整合链路

结合多尺度特征加强融合模块，先提取丰富的局部

特征，再利用自上而下和自下而上的特征融合方式

将局部特征和全局特征进行融合，进一步实现特征

的充分利用；采用能力更强的 ＧＦｏｃａｌ Ｌｏｓｓ 交叉熵损

失函数；根据高斯误差线性激活函数（Ｇａｕｓｓｉａｎ Ｅｒｒｏｒ
Ｌｉｎｅｒａｒ Ｕｎｉｔｓ， ＧＥＬＵｓ） ［１１］，重做预测模块避免梯度

爆炸，最终提出了针对人脸口罩识别的多特征融合

注意力 ＰＳＡ－Ｒｅｔｉｎａ 人脸口罩识别网络，整体结构如

图 ２ 所示。
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图 ２　 ＰＳＡ－Ｒｅｔｉｎａ 口罩检测网络整体结构图

Ｆｉｇ． ２ 　 Ｔｈｅ ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＰＳＡ －Ｒｅｔｉｎａ ｍａｓｋ ｄｅｔｅｃｔｉｏｎ
ｎｅｔｗｏｒｋ

２．１　 ＰＳＡ 模块

ＰＳＡ 多尺度特征融合模块主要分为 ２ 个子模

块：整合链路模块和注意力融合模块。
整合链路模块首先要把 ４ 层特征的尺寸调整，

Ｐ３ 直接作为 Ｍ３，再通过 ２ 倍下采样操作与 Ｐ４ 相加，
通过核为 ３的卷积后得到Ｍ４，Ｍ５ 同理为Ｍ４ 和 Ｐ５ 计

算得到，Ｍ６ 则为 Ｐ６ 直接输出，得到 ２５６ 通道的特征

图。 因为底层特征分辨率较高，所以专注于细节特

征的学习，顶层特征分辨率较低，总是专注于语义特

征的学习。 为了平衡该特性，并对特征做进一步融

合，采用求和均值来计算，就是先将 ４ 层特征中的

Ｍ３ 进行下采样，Ｍ５、Ｍ６ 进行上采样，保持与中间层

次 Ｍ４ 特征图的尺寸相一致，再进行融合处理，综上

方法的数学公式见如下：

Ｍ ＝ １
Ｌ ∑

ｌｍａｘ

ｌ ＝ ｌｍｉｎ

Ｍｌ （１）

　 　 其中， Ｌ 表示特征层的层数。
　 　 注意力模块将进一步处理融合后的特征图，使
得特征更加有辨别力，引入 Ａｓｙｍｍｅｔｒｉｃ Ｎｏｎ－ｌｏｃａｌ 注
意力机制公式见如下：

Ｎｉ ＝
１

Ｃ（Ｍ）∑ ｆ（Ｍｉ，Ｍ ｊ）ｇ（Ｍ ｊ） （２）

　 　 其中， Ｎ ， Ｍ 特征图尺寸一致； ｉ 为输入特征图

内某个元素的方位信息； ｊ 为所有可能方位信息的

索引； ｇ 为信息变换函数；卷积核为 １；通过 ｆ 函数计

算第 ｉ 例方位信息和其余全部方位信息的匹配性，

是注意力匹配函数。 用匹配计算融合后的特征图直

接输出为 Ｎ４，融合后的特征图再通过上采样的方法

算出 Ｎ３，融合后的特征图再通过下采样的方法算出

Ｎ５ 和 Ｎ６。 共输出 ４ 层特征 Ｎ３、Ｎ４、Ｎ５、Ｎ６，最终与 Ｍ
层特征图来计算求和，如图 ３ 所示，不同阶段的多尺

度特征信息经过整合链路模块进行了有效的增强融

合。
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图 ３　 ＰＳＡ 多尺度特征融合注意力模块

Ｆｉｇ． ３　 ＰＳＡ ｍｕｌｔｉ－ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

２．２　 特征提取模块

骨干网络负责计算获得特征图，在 ＲｅｓＮｅｔ－５０
网络第一个预测特征层中引入空间金字塔池化

（Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ， ＳＰＰ）结构如图 ４、图 ５ 所

示，得到表达力更强、包含多尺度目标区域信息的卷

积特征图。 首先，使用卷积操作将输入进来的特征

处理 ３ 次；随后，在池化层中，对于 ５、９、１３ 三种不同

尺寸的池化核、步距为 １，分别进行最大池化下采样

操作。 将处理得到的特征图通过 ＳＰＰ 进行拼接后，
接下来将经过 ３ 次卷积操作，就可得到不同尺度的

特征融合的输出特征图。
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图 ４　 骨干网络结构图
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图 ５　 空间金字塔池化网络结构图

Ｆｉｇ． ５　 Ｓｐａｔｉａｌ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２．３　 预测器

改进预测器结构如图 ６ 所示。 考虑通过加入正

则化来提高泛化能力而避免过拟合，但是仍然存在

梯度爆炸问题。 为解决这一问题引入 ＧＥＬＵｓ 函数，
其依据中心极限定理，大量独立随机变量的总体是

服从近似正态分布的，现实中有很多复杂人脸口罩

情况可以被建模成近似正态分布，使用类正态分布函

数作为激活函数就更加合理，而且在具有相同方差的

所有可能的分布中，正态分布具有最大不确定性、即
熵最大。 本文中，将 Ｃｌａｓｓ Ｓｕｂｎｅｔ 和 Ｂｏｘ Ｓｕｂｎｅｔ 中的

８ 个 ３×３ 的卷积层后的加入 ＧＥＬＵｓ 函数。
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图 ６　 改进预测器结构图

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ ｐｒｅｄｉｃｔｏｒ

２．４　 损失函数

ＧＦｏｃａｌ Ｌｏｓｓ 交叉熵损失函数能够有效判断真

实检测框与预测检测框之间的重合度，解决了正负

样本不匹配问题，进行梯度回传。 为了保证训练和

测试一致，同时还能够兼顾分类分数和质量预测分

数都能够训练到所有的正负样本。 ＧＦｏｃａｌ Ｌｏｓｓ 将两

者的表示进行联合，保留分类的向量，对应类别位置

的置信度改为质量预测的分数，用离散化的方式直

接回归一个任意分布来做建模框的表示，这里涉及

到的数学公式为：
ＱＦＬ ＝ － ｙ － σ β（（１ － ｙ）ｌｏｇ（１ － σ） ＋ ｙｌｏｇ（σ））

（３）
　 　 其中， ｙ 为标签， β 为超参。 从物理上来讲，依然

还是保留分类的向量，但是对应类别位置的置信度的

物理含义不再是分类的分数，而是改为质量预测的分

数。 由 δ 分布转为通用分布的形式：

ｙ ＝ ∫＋¥

－¥

δ（ｘ － ｙ）ｘｄｘ （４）

　 　 离散化后，可得：

ｙ ＝ ∫ｙｎ
ｙ０
Ｐ（ｘ）ｘｄｘ （５）

ｙ^ ＝ ∑
ｎ

ｉ ＝ ０
Ｐ（ｙｉ）ｙｉ （６）

　 　 为了尽快拟合到真实分布，使用 ＤＦＬ。 研究推

得的数学公式如下：
　 　 ＤＦＬ ＝ － （（ｙｉ ＋１ － ｙ）ｌｏｇ（Ｓｉ） ＋ （ｙ －

ｙｉ）ｌｏｇ（Ｓｉ ＋１）） （７）
其中， ｙ０ 到 ｙｎ 为积分区域； ｙ 为标签点； Ｓｉ 为激

活函数后的结果； ｙｉ 以及 ｙｉ ＋１ 为靠近真实位置的左

右邻近。 在此基础上，研究推得：
ＧＦＬ ＝ ＱＦＬ ＋ ＤＦＬ （８）

　 　 ＱＦＬ和 ＤＦＬ的作用是正交的，两者的增益互不

影响，可以统一地表示为 ＧＦＬ。 式（７） 中，ｙ为 ０ ～ １
的质量标签；ＱＦＬ的全局最小解即是 δ ＝ ｙ，实验中发

现一般取 β ＝ ２ 为最优。

３　 实验分析

３．１　 训练配置

训练所使用的服务器配置见表 １。 本文使用

ＳＳＤ、ＲｅｔｉｎａＮｅｔ、ＹＯＬＯｖ３ 和 ＰＳＡ－Ｒｅｔｉｎａ 网络在同一

数据集上历经相同参数的训练后进行比较，评价指

标为平均精度（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ＡＰ）、 平均精度均

值（ｍｅａｎ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ， ｍＡＰ） 和每秒传输帧数

（Ｆｒａｍｅｓ Ｐｅｒ Ｓｅｃｏｎｄ， ＦＰＳ）。
表 １　 服务器环境和参数

Ｔａｂ． １　 Ｓｅｒｖｅｒ ｃｏｎｆｉｇｕｒａｔｉｏｎ ａｎｄ ｅｎｖｉｒｏｎｍｅｎｔ

内容 服务器配置

ＣＰＵ Ｉｎｔｅｌ Ｘｅｏｎ Ｅ５－２６２０ ｖ４

ＧＰＵ ＧＴＸ １０８０ Ｔｉ × ４

操作系统 ＣｅｎｔＯＳ Ｌｉｎｕｘ ｒｅｌｅａｓｅ ７．６１８１０（Ｃｏｒｅ）

模型使用框架 Ｐｙｔｏｒｃｈ １．７，ｐｙｔｈｏｎ ３．７，Ｃｏｎｄａ １０．１
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３．２　 训练数据集

武汉大学国家多媒体软件工程技术研究中心制

作的 ＲＭＦＤ 数据集结合本次研究中经网络下载整

理清洗和标注处理的真实口罩人脸识别数据集，该
数据集包含 ６ ０００ 张口罩人脸和 ９１ ０００ 张不戴口罩

人脸，挑选其中 ５ ０００ 张戴口罩，５ ０００ 张不戴口罩、
总共 １０ ０００ 张图片，并将该数据集的 ６０％用作训练

集，４０％用作测试集。 基于平均检测精度、平均精度

均值及运行帧率评价指标，将提出的 ＰＳＡ－Ｒｅｔｉｎａ 网

络进行实验和评估，设置 ＩｏＵ 为 ０．４，所有模型训练

批尺寸设置为 ８，初始学习率设置为 ０．０００ １，训练

２００ 个周期。
３．３　 实验结果与分析

不同网络实验结果见表 ２。 基于多特征融合的

ＰＳＡ－Ｒｅｔｉｎａ 网络对戴口罩的 ＡＰ 值达到 ８７．２１％，对
未佩戴口罩的 ＡＰ 值达到 ８３．０５％，检测器的 ｍＡＰ 值

达到 ８５．１３％， ＦＰＳ 值达到 ３３．７ ｆ ／ ｓ。 本文提出的网

络要比 ＳＳＤ、ＲｅｔｉｎａＮｅｔ、ＹＯＬＯｖ３ 网络的检测精度均

高出 ３％以上，且检测速度也表现最优，说明本网络

结构更适用于口罩的识别检测。
表 ２　 不同网络实验结果

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ

方法
ＡＰ ／ ％

ｍａｓｋ ｕｎｍａｓｋ
ｍＡＰ ／ ％

ＦＰＳ ／

（ｆ·ｓ－１）

ＳＳＤ ８５．３０ ７３．０２ ７９．１６ ３３．３

ＲｅｔｉｎａＮｅｔ ８０．５２ ７９．２６ ７９．８９ ３０．６

ＹＯＬＯｖ３ ８７．５４ ７６．６０ ８２．０７ ３３．１

ＰＳＡ－Ｒｅｔｉｎａ ８７．２１ ８３．０５ ８５．１３ ３３．７

　 　 将训练后的网络在测试集上进行测试，获得了

召回率－精确度 （Ｐ － Ｒ） 曲线如图 ７ 所示。 图 ７ 中，
曲线下围成的面积即为平均检测精度 ＡＰ。
　 　 为更加直观地感受 ＰＳＡ－Ｒｅｔｉｎａ 网络对口罩识

别的有效性，图 ８ 展示了 ＳＳＤ 网络、ＲｅｔｉｎａＮｅｔ 原网

络、ＹＯＬＯｖ３ 网络、改进的 ＰＳＡ－Ｒｅｔｉｎａ 网络在人脸

口罩数据集的检测效果对比结果，其中置信度阈值

设置为 ０．４，非极大值抑制 ＮＭＳ 阈值设为 ０．４５。 由

对比结果可以看出，ＳＳＤ 网络对小目标的检测效果

并不好；ＲｅｔｉｎａＮｅｔ 网络相比 ＳＳＤ 略有提升，但是容

易漏检，有些很明显的目标反而没有被检测到；
ＹＯＬＯｖ３ 网络效果较好，但仍然有漏框出现；本文提

出的算法对小目标和遮挡都表现出良好的效果，绝
大部分漏检、错检情况都被修复，更加适合实际应用

中高检测精度的需求。
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图 ７　 检测召回率－精度曲线图

Ｆｉｇ． ７　 Ｄｅｔｅｃｔｉｏｎ Ｒｅｃａｌｌ－Ｐｒｅｃｉｓｉｏｎ ｐｌｏｔ

（ａ） ＳＳＤ　 　 　 　 　 　 　 （ｂ） ＲｅｔｉｎａＮｅｔ

（ｃ） ＹＯＬＯｖ３　 　 　 　 　 　 　 （ｄ） ＰＳＡ－Ｒｅｔｉｎａ
图 ８　 不同网络检测效果对比图

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔｓ

４　 结束语

本文根据ＲｅｓＮｅｔ － ５０和ＳＰＰ空间金字塔结构

（下转第 ５２ 页）
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