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结合双预训练语言模型的中文文本分类模型

原明君， 江开忠

（上海工程技术大学 数理与统计学院， 上海 ２０１６２０）

摘　 要： 针对 Ｗｏｒｄ２Ｖｅｃ 等模型所表示的词向量存在语义模糊从而导致的特征稀疏问题，提出一种结合自编码和广义自回归

预训练语言模型的文本分类方法。 首先，分别通过 ＢＥＲＴ、ＸＬＮｅｔ 对文本进行特征表示，提取一词多义、词语位置及词间联系

等语义特征；再分别通过双向长短期记忆网络（ＢｉＬＳＴＭ）充分提取上下文特征，最后分别使用自注意力机制（Ｓｅｌｆ＿Ａｔｔｅｎｔｉｏｎ）
和层归一化（Ｌａｙｅｒ Ｎｏｒｍａｌｉｚａｔｉｏｎ）实现语义增强，并将两通道文本向量进行特征融合，获取更接近原文的语义特征，提升文本

分类效果。 将提出的文本分类模型与多个深度学习模型在 ３ 个数据集上进行对比，实验结果表明，相较于基于传统的

Ｗｏｒｄ２Ｖｅｃ 以及 ＢＥＲＴ、ＸＬＮｅｔ 词向量表示的文本分类模型，改进模型获得更高的准确率和 Ｆ１ 值，证明了改进模型的分类有效

性。
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０　 引　 言

文本分类是根据文本所蕴含的信息将其映射到

预先定义的带主题标签的 ２ 个或几个类的过程，同
时也是信息检索与数据挖掘的基础。 文本分类通常

包括特征表示、特征提取和分类三个主要步骤。 特

征表示是文本分类任务的首要阶段，也是文本分类

的基础。 Ｍｉｋｏｌｏｖ 等学者［１］ 和 Ｐｅｎｎｉｎｇｔｏｎ 等学者［２］

分别 提 出 Ｗｏｒｄ２Ｖｅｃ 模 型、 全 局 向 量 （ Ｇｌｏｂａｌ
Ｖｅｃｔｏｒｓ， ＧｌｏＶｅ）对文本特征进行表示。 袁磊［３］和宋

呈祥等学者［４］ 使用了改进的 ＣＨＩ 特征选择方法对

文本进行分析，但在模型训练时，存在利用文本上下

文信息范围有限等问题。
为了改进文本信息表示不准确等问题， Ｄｅｖｌｉｎ 等

学者［５］和 Ｙａｎｇ 等学者［６］分别提出基于 Ｔｒａｎｓｆｏｒｍｅｒｓ 的
双向编码预训练语言模型 （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ， ＢＥＲＴ）和广义自回

归 预 训 练 语 言 模 型 （ Ｇｅｎｅｒａｌｉｚｅｄ Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ
Ｐｒｅｔｒａｉｎｉｎｇ ｆｏｒ Ｌａｎｇｕａｇｅ Ｕｎｄｅｒｓｔａｎｄｉｎｇ， ＸＬＮｅｔ），进一步

提升了词向量分类模型的性能。



１　 相关工作

随着深度学习的发展，深度学习模型被用于不同

场景的文本分类任务中。 Ａｄｈｉｋａｒｉ 等学者［７］在 ＢｉＬＳＴＭ
模型中设置正则化等步骤，陈立潮等学者［８］通过改造

传统的 ＢｉＬＳＴＭ 模型，加入对抗训练等步骤，都达到了

较好的文本分类效果。 杨青等学者［９］将注意力机制与

ＢｉＧＲＵ 相结合，提出 ＦＦＡ－ＢｉＡＧＲＵ 文本分类模型，进
一步提高了文本分类的准确性。

孙红等学者［１０］ 用 ＢＥＲＴ 训练词向量， 通过

ＢｉＧＲＵ 融合注意力机制进行特征提取，有效提高了

模型分类的准确率。 梁淑蓉等学者［１１］ 通过 ＸＬＮｅｔ
获取词向量，利用 ＬＳＴＭ 结合注意力机制进行文本

情感分析，进一步提高了模型分类预测的准确性。
通过对已有方法的深入学习，本文将预训练语

言模型与 ＢｉＬＳＴＭ、自注意力机制、层归一化相结合，
提出了一种结合自编码和广义自回归预训练语言模

型的 ＤＰＴ－ＢＲＮＮ（Ｄｕａｌ Ｐｒｅ － ｔｒａｉｎｅｄ －Ｂｉ －ｄｉｒｅｃｔｉｏｎａｌ
Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）文本分类模型。 该模型综

合考虑了不同词向量表达的优劣，分别通过 ＸＬＮｅｔ、
ＢＥＲＴ 来构建输入文本的动态语义词向量，并将其

作为新的特征向量分别输入 ＢｉＬＳＴＭ 提取文本隐藏

特征，获取语义间上下文依赖关系，同时与自注意力

机制和层归一化连接，使文本分类的权重分配更加

合理，从而提高文本分类效果。

２　 结合双预训练语言模型的中文文本分类

模型的构建

　 　 目前现有的主流预训练语言模型分为自回归语

言模型（Ａｕｔｏ Ｒｅｇｒｅｓｓｉｏｎ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ， ＡＲ）和自

编码 语 言 模 型 （ Ａｕｔｏ Ｅｎｃｏｄｉｎｇ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ，
ＡＥ）。 其中，ＡＲ 模型主要用于评估文本的概率分

布，该模型为单向模型；ＡＥ 模型为双向模型，可以学

习到文本的上下文深层语义信息。
ＢＥＲＴ 作为 ＡＥ 模型的典型成功案例，ＸＬＮｅｔ 作

为改进的 ＡＲ 模型，本文将这 ２ 个模型应用到 ＤＰＴ－
ＢＲＮＮ 文本分类模型中，其模型结构如图 １ 所示。
该模型由 ２ 个通道组成。 第一个通道通过 ＸＬＮｅｔ 对
文本数据进行语义特征提取，构建基于词向量的特

征表示；第二个通道使用 ＢＥＲＴ 预训练语言模型，获
取文本整体信息的词向量，然后将新特征输入

ＢｉＬＳＴＭ 以获取上下文语义表示。 两通道都引入自

注意力机制层和层归一化捕获文本的特征信息，最
终将双通道的文本特征信息进行融合，输入输出层

达到文本分类的目的。
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图 １　 ＤＰＴ－ＢＲＮＮ 文本分类模型

Ｆｉｇ． １　 ＤＰＴ－ＢＲＮＮ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ

２．１　 广义自回归语言模型

广义自回归语言模型（ＸＬＮｅｔ）提出的排列语言

模型（Ｐｅｒｍｕｔａｔｉｏｎ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ， ＰＬＭ）解决了传

统自回归语言模型无法根据上下文预测结果的问

题。 假设当前输入句子的单词构成为 ［ｘ１，ｘ２，ｘ３，
ｘ４，ｘ５］， 若要预测单词 ｘ３， 使用 ＰＬＭ 随机打乱单词

排列顺序，依次运用自回归方法预测 ｘ３。 ＰＬＭ 部分

概览图如图 ２ 所示。
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图 ２　 排列语言模型部分概览图
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　 　 为实现排列语言模型的基本思想。 ＸＬＮｅｔ 采用

基于目标感知表征的双流自注意力掩码机制，即内容

流自注意力（Ｃｏｎｔｅｎｔ Ｓｔｒｅａｍ Ａｔｔｅｎｔｉｏｎ）和查询流自注

意力（Ｑｕｅｒｙ Ｓｔｒｅａｍ Ａｔｔｅｎｔｉｏｎ）。 同时，模型利用改进

的注意力掩码（Ａｔｔｅｎｔｉｏｎ Ｍａｓｋ）使模型读取上下文信

息。 双流自注意力计算流程如图 ３、图 ４ 所示。
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图 ３　 查询流自注意力计算
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图 ４　 内容流自注意力计算

Ｆｉｇ． ４　 Ｃｏｎｔｅｎｔ ｓｔｒｅａｍ ａｔｔｅｎｔｉｏｎ ｃａｌｃｕｌａｔｉｏｎ

　 　 图 ３、图 ４ 中， ｇ 表示各单词的位置信息，ｈ 表示

各单词的内容信息，ｇ３
（０） 为被预测词、即 ｘ３ 的位置

信息。
ＸＬＮｅｔ 还应用到了 Ｔｒａｎｓｆｏｒｍｅｒ－ＸＬ 中的片段循

环机制 （ Ｒｅｃｕｒｒｅｎｃｅ Ｍｅｃｈａｎｉｓｍ） 和相对位置编码

（Ｒｅｌａｔｉｖｅ Ｐｏｓｉｔｉｏｎａｌ Ｅｎｃｏｄｉｎｇ）。 片段循环机制以分

段的形式进行建模，文本序列引入循环机制后实现

隐藏层信息循环传递的方式如图 ５ 所示。

x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 x11 x12

序列一 序列二 序列三

图 ５　 片段循环机制信息传递

Ｆｉｇ． ５　 Ｒｅｃｕｒｒｅｎｃｅ ｍｅｃｈａｎｉｓｍ ｉｎｆｏｒｍａｔｉｏｎ ｔｒａｎｓｍｉｓｓｉｏｎ

　 　 由图 ５ 可知，在对每个序列进行处理时，隐藏层

从 ２ 个部分进行学习。 一个是当前序列前面节点的

输出，即图 ５ 中每个序列的虚线部分；另一个是当前

序列之前序列节点的输出，即图 ５ 中实线部分。
２．２　 自编码语言模型

自编码语言模型（ＢＥＲＴ）模型体系结构主要由

多层 Ｔｒａｎｓｆｏｒｍｅｒ 模型结构组成，模型通过注意力机

制将任意 ２ 个位置的单词距离转换为 １，有效地解

决了 ＮＬＰ 任务中出现的长期依赖问题。 ＢＥＲＴ 使用

双向 Ｔｒａｎｓｆｏｒｍｅｒ 网络架构中的编码器（Ｅｎｃｏｄｅｒ）搭
建整个模型框架， 同时， 其模型框架由多层的

Ｔｒａｎｓｆｏｒｍｅｒ 模型结构组成，研究得出的网络结构模

型如图 ６ 所示。

Transformer Transformer Transformer

TransformerTransformerTransformer

E1 E2 EN

T1 T2 TN

图 ６　 ＢＥＲＴ 网络结构模型

Ｆｉｇ． ６　 ＢＥＲＴ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｍｏｄｅｌ

　 　 模型结构中的字向量 Ｅ１、Ｅ２、…、ＥＮ 不仅包含

当前文本的字符级向量（Ｔｏｋｅｎ Ｅｍｂｅｄｄｉｎｇ），而且也

包括了每个字的位置向量（Ｐｏｓｉｔｉｏｎ Ｅｍｂｅｄｄｉｎｇ）和

分段向量（ Ｓｅｇｍｅｎｔ Ｅｍｂｅｄｄｉｎｇ）。 模型将 ３ 个向量

相加求和之后，分别在文本的开头和结尾加上 ＣＬＳ
和 ＳＥＰ 的标记符号，然后输入双向 Ｔｒａｎｓｆｏｒｍｅｒ 编码

器中，完成对每个字的双向编码表示。
２．３　 ＢｉＬＳＴＭ ＋ Ａｔｔｅｎｔｉｏｎ

ＬＳＴＭ 由 ｔ时刻的输入向量ｘｔ、单元状态 ｃｔ、临时

单元状态 􀭴ｃｔ、隐层状态 ｈｔ、遗忘门的节点操作 ｆｔ、输
入门 ｉｔ 和输出门 ｏｔ 组成。 模型 ｔ 时刻整个过程的计

算方法公式具体如下：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （１）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ） （２）

􀭴ｃｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ） （３）
ｃｔ ＝ ｆｔ·ｃｔ －１ ＋ ｉｔ·􀭴ｃｔ （４）

ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （５）
ｈｔ ＝ ｏｔ·ｔａｎｈ（ｃｔ） （６）

　 　 虽然 ＬＳＴＭ 模型能够很好地捕捉较长距离的文

本依赖关系，但仍无法学习文本从后向前的语义信

息。 因此，本文使用 ＢｉＬＳＴＭ 模型学习上下文双向

的语义信息，同时在 ＢｉＬＳＴＭ 层之后加入自注意力

机制层对词语权重进行重新分配。 ＢｉＬＳＴＭ 结合自

注意力机制的模型结构如图 ７ 所示。
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s1

h1 h2 h3 hT

hr1 hr2 hr3 hrT

hl1 hl2 hl3 hlT

x1 x2 x3 xT

输出层

自注意力层

BiLSTM层

输入层

图 ７　 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ 模型图

Ｆｉｇ． ７　 ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ ｄｉａｇｒａｍ

　 　 由图 ７ 可知，将 ＢｉＬＳＴＭ 模型中的最后一个时

序的输出向量 ｈｔ 作为输入自注意力层的特征向量，
其计算过程数学公式见如下：

ｈｔ ＝ ［ｈｌｔ，ｈｒｔ］ （７）
ｕｔ ＝ ｔａｎｈ（Ｗｓｈｔ ＋ ｂｓ） （８）
αｔ ＝ Ｓｏｆｔｍａｘ（ｕＴ

ｔ ，ｕｓ） （９）
ｓ１ ＝ ∑

ｔ
αｔｈｔ （１０）

　 　 其中， ｕｔ 为 ｈｔ 的自注意力隐层表示；Ｗｓ 为权值

矩阵；ｂｓ 为偏置项；α ｔ 为 ｕｔ 通过 Ｓｏｆｔｍａｘ函数后得到

的整个序列的归一化权值。
２．４　 归一化机制

为了提高模型的学习能力和表达能力，模型加

入层归一化（Ｌａｙｅｒ Ｎｏｒｍａｌｉｚａｔｉｏｎ）机制对上层输出

向量进行归一化处理。 具体操作为根据以下公式将

模型某一层所有神经元输入进行处理：

μｌ ＝ １
Ｈ∑

Ｈ

ｉ ＝ １
αｌ

ｉ （１１）

σｌ ＝ １
Ｈ∑

Ｈ

ｉ ＝ １
（ａｌ

ｉ － μｌ） ２ （１２）

α^ｌ ＝ αｌ － μｌ

σｌ （１３）

ｙ ＝ ｇ·α^ｌ ＋ ｂ （１４）
　 　 其中， μ ｌ、σ ｌ 分别表示模型各层神经元的均值

和方差统计量；Ｈ 表示模型各层神经元的节点数；α ｌ
ｉ

表示模型第 ｌ 隐藏层的输出；ｙ 表示模型上层输出经

过归一化处理后的输出值；ｇ和 ｂ分别表示对输入向

量的缩放和平移。

　 　 将归一化后的数据进行非线性激活函数运算，
即：

ｈ ＝ ｆ（ｙ） （１５）
２．５　 输出层

模型将文本序列经过 ＸＬＮｅｔ 通道和 ＢＥＲＴ 通道

后的特征向量进行融合，输入全连接层， 然后利用

Ｓｏｆｔｍａｘ 分类器完成对文本内容的分类。 Ｓｏｆｔｍａｘ 分

类器输出类别分类概率的计算公式为：

Ｐ（ｙ（ ｉ） ＝ ｊ ｜ ｘ（ ｉ）； θ） ＝
ｅｘｐ（θＴ

ｊ ｘ（ ｉ））

∑
ｋ

ｎ ＝ １
ｅｘｐ（θＴ

ｎｘ（ ｉ））
（１６）

　 　 其中， Ｐ表示文本 ｘ分类至类别 ｊ的概率数值，θ
表示模型训练的参数。

３　 实验结果与分析

３．１　 实验环境与数据

本文的实验环境见表 １。
表 １　 实验环境设置

Ｔａｂ． １　 Ｓｅｔｕｐ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

实验环境 详细信息

操作系统 Ｗｉｎｄｏｗｓ１０
ＣＰＵ Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） ＣＰＵ Ｅ５－２６８０ ｖ４ ＠ ２．４０ ＧＨｚ
内存 ２８ Ｇ
显卡 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０６０

开发语言 Ｐｙｔｈｏｎ ３．８．８
开发平台 Ｐｙｔｏｒｃｈ １．９．１

　 　 本文选取 ＴＨＵＣＮｅｗｓ 新闻数据集、搜狐新闻标

题数据集［１２］以及微博数据集，共 ３ 个文本数据集测

试 ＤＰＴ － ＢＲＮＮ 文 本 分 类 模 型 的 分 类 效 果。
ＴＨＵＣＮｅｗｓ 新闻数据集由清华大学提供并公开，包
含财经、房产、股票、教育、科技、社会、时政、体育、游
戏、娱乐共 １０ 个类别新闻数据。 搜狐新闻标题数据

集由搜狗实验室提供，包括财经、健康、教育、军事、
科技、汽车、时尚、体育、文化、娱乐共 １０ 个类别新闻

数据。 微博数据集来源于新浪微博评论，其中包含

时政、社会、财经三个类别新闻数据。
本文将 ３ 个新闻文本数据集随机分为训练集、

测试集和验证集，数据集概况见表 ２。

表 ２　 数据集统计表

Ｔａｂ． ２　 Ｓｔａｔｉｓｔｉｃａｌ ｔａｂｌｅ ｏｆ ｄａｔａｓｅｔｓ

数据集 总样本 训练集数 验证集数 测试集数 类目

ＴＨＵＮｅｗｓ ９０ ０００ ５０ ０００ ２０ ０００ ２０ ０００ １０

搜狐 ６５ ０００ ５０ ０００ ５ ０００ １０ ０００ １０

微博 ９０ ０００ ５０ ０００ ２０ ０００ ２０ ０００ ３

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



３．２　 模型参数设置

本文 ＸＬＮｅｔ 采用哈工大讯飞联合实验室发布

的 ｘｌｎｅｔ－ｂａｓｅ－ｃａｓｅｄ［１３］模型，ＢＥＲＴ 采用 Ｇｏｏｇｌｅ 发布

的预训练模型进行文本表示，Ｗｏｒｄ２Ｖｅｃ 词向量使用

Ｓｋｉｐ－Ｇｒａｍ 模型训练，得到维度为 ３００ 维的词向量。
模型的参数设置见表 ３、表 ４。

表 ３　 预训练模型参数

Ｔａｂ． ３　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ｐｒｅ－ｔｒａｉｎｅｄ ｍｏｄｅｌｓ

参数名称 ＸＬＮｅｔ ＢＥＲＴ

Ｅｎｃｏｄｅｒ 层数 １２ １２

隐藏层尺寸 ７６８ ７６８

自注意力机制头数 １２ １２

表 ４　 模型参数设置

Ｔａｂ． ４　 Ｓｅｔｕｐ ｏｆ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

参数名称 设置值

Ａｄａｍ 优化器学习率 １ｅ－５

句子长度 ３４

Ｅｐｏｃｈ １０

Ｂａｔｃｈ＿ｓｉｚｅ ３２

Ｄｒｏｐｏｕｔ ０．５

３．３　 评价指标

大多 数 分 类 模 型 的 评 估 标 准 是： 准 确 率

（Ａｃｃｕｒａｃｙ）、精确率（Ｐｒｅｃｉｓｉｏｎ）、Ｆ１ 值（Ｆ － ｍｅａｓｕｒｅ）
以及召回率 （Ｒｅｃａｌｌ）。 相关的混淆矩阵结构见

表 ５。
表 ５　 混淆矩阵

Ｔａｂ． ５　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测值
实际值

Ｐｏｓｉｔｉｖｅ Ｎｅｇａｔｉｖｅ

Ｐｏｓｉｔｉｖｅ ＴＰ ＦＰ

Ｎｅｇａｔｉｖｅ ＦＮ ＴＮ

　 　 其中，准确率表示正确预测的样本相对于所有

分类样本的比重，计算公式如下：

Ａ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（１７）

　 　 精确率是指预测结果为正例的样本中，被正确

预测为正样本的比例，计算公式如下：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１８）

　 　 召回率表示正确预测结果为正样本占全样本中

实际正样本的比重，计算公式如下：

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１９）

　 　 Ｆ１ 是精确率和召回率的加权平均，计算公式如

下：

Ｆ１ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

（２０）

３．４　 实验与分析

３．４．１　 与预训练词向量模型的对比

与预训练词向量模型的对比实验结果见表 ６。
由实验结果可以看出，相较于使用 ２ 种单一的预训

练词向量模型，同时使用 ＸＬＮｅｔ 和 ＢＥＲＴ 的模型分

类效果有所提升。 本文模型在 ３ 个实验数据集上都

取得 了 较 好 的 分 类 效 果， 准 确 率 分 别 达 到 了

８３．６８％、７９．４１％和 ９８．７２％；ＢＥＲＴ－全连接模型在 ３
个数据集上的准确率分别为 ８１． ０２％、７８． ０２％ 和

９６．４３％；ＸＬＮｅｔ－全连接模型在 ３ 个数据集上的准确

率分别为 ８２．２８％、７８．４０％和 ９７．３９％。 本文模型设

置双通道，在每个通道中分别使用 ＸＬＮｅｔ 和 ＢＥＲＴ
预训 练 模 型， 同 时 又 将 预 训 练 模 型 向 量 输 入

ＢｉＬＳＴＭ、ＢｉＧＲＵ 模型，并通过自注意力机制获取局

部特征，归一化加速模型训练速度，最终将两通道输

出信息进行拼接，从而使模型学习到充足的文本特

征信息，并获得更加丰富的文本特征，同时又提高了

模型的训练精度。 因此，无论准确率、还是 Ｆ１ 值，本
文模型均优于其它模型。 其中，本文模型较 ＢＥＲＴ－
全连接模型准确率在 ３ 个数据集上分别提高了

２．６６％、１．３９％和 ２．２９％，较 ＸＬＮｅｔ－全连接模型准确

率在 ３ 个数据集上分别提高了 １． ４０％、１． ０１％和

１．３３％，证明了本文模型的分类有效性。

表 ６　 与预训练词向量模型的对比实验结果

Ｔａｂ． ６　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｐｒｅ－ｔｒａｉｎｅｄ ｗｏｒｄ ｖｅｃｔｏｒ ｍｏｄｅｌｓ ％

文本分类模型
ＴＨＵＮｅｗｓ 数据集

准确率 Ｆ１ 值

搜狐数据集

准确率 Ｆ１ 值

微博数据集

准确率 Ｆ１ 值

ＢＥＲＴ ８１．０２ ７６．３７ ７８．０２ ７３．４３ ９６．４３ ６６．８１

ＸＬＮｅｔ ８２．２８ ７８．２２ ７８．４０ ７４．３１ ９７．３９ ７０．５０

ＤＰＴ－ＢＲＮＮ ８３．６８ ７９．７７ ７９．４１ ７５．００ ９８．７２ ８２．５０

５第 ７ 期 原明君， 等： 结合双预训练语言模型的中文文本分类模型



３．４．２　 与其它词向量模型的对比

为了进一步验证 ＤＰＴ－ＢＲＮＮ 模型的有效性，本
文还对比多个在相同数据集上效果较好的基于

Ｗｏｒｄ２Ｖｅｃ 词向量的先进模型， 对比模型包括：
ＴｅｘｔＣＮＮ、ＢｉＬＳＴＭ、ＢｉＧＲＵ、ＢｉＬＳＴＭ－ＣＮＮ、ＢｉＬＳＴＭ－
Ａｔｔｅｎｔｉｏｎ［１４］和 ＭＣＣＬ［１５］。 模型对比结果见表 ７。

表 ７　 与传统词向量模型的对比实验结果

Ｔａｂ． ７　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ｗｏｒｄ ｖｅｃｔｏｒ ｍｏｄｅｌｓ ％

文本分类模型
ＴＨＵＮｅｗｓ 数据集

准确率 Ｆ１ 值

搜狐数据集

准确率 Ｆ１ 值

微博数据集

准确率 Ｆ１ 值

ＴｅｘｔＣＮＮ ７８．９４ ７２．７１ ７３．８１ ６９．２０ ９０．８７ ８０．６７

ＢｉＬＳＴＭ ７９．３６ ７２．７７ ７４．７２ ６９．４６ ９０．５５ ８１．５３

ＢｉＧＲＵ ７９．１０ ７７．６２ ７４．４６ ６９．０２ ９０．６９ ８１．７１

ＢｉＬＳＴＭ－ＣＮＮ ７９．７２ ７３．６３ ７５．９６ ７０．２７ ９２．１４ ８５．５４

ＢｉＬＳＴＭ－Ａｔｔｅｎｔｉｏｎ ８０．０４ ７８．８９ ７６．４５ ７２．０４ ９２．０５ ８５．０２

ＭＣＣＬ ７９．６０ ７８．２８ ７５．４２ ７０．６５ ９４．４５ ９０．２０

ＤＰＴ－ＢＲＮＮ ８３．６８ ７９．７７ ７９．４１ ７５．００ ９８．７２ ８２．５０

　 　 由实验结果可以看出，对比基于 Ｗｏｒｄ２Ｖｅｃ 词

向量的模型，本文模型无论准确率、还是 Ｆ１ 值都有

所提高。 但模型在微博数据集上的实验结果 Ｆ１ 值

不如部分其他模型，一方面一定程度上可能是微博

数据集数据不平衡所致，另一方面可能是词向量维

度过高，部分模型出现过拟合所致。 对比 ＴｅｘｔＣＮＮ
模型，本文模型在 ３ 个数据集上准确率分别提高了

４．７４％、５．６０％和 ７．８５％。 对比 ＢｉＬＳＴＭ 模型，本文模

型在 ３ 个数据集上准确率分别提高了 ４．３２％、４．６９％
和 ８．１７％。 对比 ＢｉＧＲＵ 模型，本文模型在 ３ 个数据

集上准确率分别提高了 ４． ５８％、４． ９５％和 ８． ０３％。
ＢｉＬＳＴＭ 模型、ＢｉＧＲＵ 模型在 ３ 个数据集上的训练结

果大多较 ＴｅｘｔＣＮＮ 模型优异，这是由于 ＢｉＬＳＴＭ 模

型可以学习到句子的正向和逆向信息，从而能够更

好地捕捉到上下文文本信息。 对比 ＢｉＬＳＴＭ－ＣＮＮ
模型，本文模型在 ３ 个数据集上准确率分别提高了

３．９６％、 ３． ４５％ 和 ６． ５８％。 ＢｉＬＳＴＭ － ＣＮＮ 模型较

ＢｉＬＳＴＭ 模型在 ３ 个数据集上准确率分别提高了

０．３６％、１． ２４％ 和 １． ５９％。 ＢｉＬＳＴＭ － ＣＮＮ 模型较

ＴｅｘｔＣＮＮ 模型在 ３ 个数据集上准确率分别提高了

０．７８％、２．１５％和 １．２７％。 对比 ＢｉＬＳＴＭ、ＴｅｘｔＣＮＮ 和

ＢｉＬＳＴＭ＿ＣＮＮ 模型的实验结果，发现 ＴｅｘｔＣＮＮ 与

ＢｉＬＳＴＭ 结合的网络结构能更有效地提取文本中的

关键 特 征， 提 升 分 类 准 确 率。 对 比 ＢｉＬＳＴＭ －
Ａｔｔｅｎｔｉｏｎ 模型，本文模型在 ３ 个数据集上准确率分

别提 高 了 ３． ６４％、 ２． ９６％ 和 ６． ６７％。 ＢｉＬＳＴＭ －
Ａｔｔｅｎｔｉｏｎ 模型较 ＢｉＬＳＴＭ 模型在 ３ 个数据集上准确

率分别提高了 ０．６８％、１．７３％和 １．５０％，引入注意力

机制使得文本中每个词语的权重值得到重新分配，
关键特征的语义信息更加明确，从而提升了 ＢｉＬＳＴＭ

模型读取上下文关键语义信息的能力。 将本文所提

模型与 ＭＣＣＬ 模型的分类结果进行比较，本文模型

的准确率在 ３ 个数据集上分别提高了 ４．０８％、３．９９％
和 ４．２７％，这表明本文使用预训练语言模型提取词

向量作为 ＢｉＧＲＵ 与 ＢｉＬＳＴＭ 模型的输入，更充分地

发挥了深度学习模型对文本特征的提取能力，并且

同时在两通道分别引入自注意力机制层和归一化层

对通道输出的特征分布进行调整，增强了模型的学

习能力，有效地提升了模型分类的准确性。

４　 结束语

本文 结 合 预 训 练 语 言 模 型 ＸＬＮｅｔ、 ＢＥＲＴ、
ＢｉＬＳＴＭ、自注意力机制以及层归一化，提出了双通

道 ＤＰＴ－ＢＲＮＮ 文本分类模型。 模型首先将文本信

息分别通过 ＸＬＮｅｔ、ＢＥＲＴ 模型输出具有多样化信息

的词向量，接着将词向量信息分别输入 ＢｉＬＳＴＭ，使
其对文本序列信息进行捕捉学习，提取文本不同层

次的上下文语义信息。 然后，利用自注意力机制对

文本深层次序列信息进行再提取，从而得到更加准

确的文本关键语义信息，并将经过两通道的信息融

合，得到更丰富的文本语义表示。 通过将提出的文

本分类模型与其他 ８ 种文本分类模型在 ３ 个数据集

上进行对比分析，结果表明，本文所提出的文本分类

模型在中文数据集上取得了比较好的分类结果，验
证了本文模型分类的准确性和有效性。

在接下来的研究中，将通过扩充语料库来不断

提升模型的分类性能，并着重从词语的语义扩展以

及模型结构、参数方面进行优化改进，从而进一步提

高模型学习效果的准确性，并降低训练过程的时间

成本。 （下转第 １４ 页）
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