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基于长短期记忆算法的空调系统故障检测

朱　 涛， 庞爱心

（贵州东华工程股份有限公司， 贵阳 ５５００２５）

摘　 要： 针对系统故障的时滞性和实际系统故障运行数据的缺乏，提出了一种结合系统仿真模型和智能检测算法的故障检测

方法。 该方法首先利用 Ｍｏｄｅｌｉｃａ 语言开发了一个系统仿真模型，该模型以其非因果性和可拓展性而易于获取系统故障运行

数据。 然后，应用长短期记忆算法根据预测值和实际值的绝对差值动态调整故障残差值来实时检测系统是否发生故障。 本

文以暖通空调系统为例，实验表明，在不同的故障等级下，长短期记忆算法比经典的神经网络和极限梯度提升方法的平均检

测精度分别提高了 ９．７５％和 ９．８５％。
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０　 引　 言

以暖通空调系统为代表的现代工业系统往往都

是具有大惯性、大滞后的复杂非线性系统［１］。 这类

复杂大系统的故障在初期阶段往往缺乏有效的检测

策略而难以发现，从而导致过多的能耗损失，甚至造

成巨大的财产损失，并产生不小的社会影响。 因此，
需要对暖通空调系统进行实时故障检测，发现系统

的潜在故障，从而计划及时的维护措施，保证空调系

统的正常运行。
近年来，针对复杂非线性系统进行了一系列的

故障检测研究，主要分为 ２ 类：基于模型的方法和基

于数据驱动的方法。 其中，基于模型的方法是通过

建立对特定故障较为敏感的指标模型，主要是利用

受诊断的物理对象的期望值与实际值的偏差来检测

系统故障。 Ｚａｂａｌａ 等学者［２］ 建立了一种物理模型，
该方法基于模型进行故障诊断，能准确检测到故障，
但这些方法依赖于物理模型的精度。 采用传统的建

模技术来建立暖通空调系统的准确模型是非常困难

的［３］。 然而，基于数据驱动的方法可以不需要物理

模型，直接从暖通空调系统运行过程中提取故障特

征，现已成为研究热点［４］。 历史的系统运行数据用

于训练模型，一旦新的运行数据与训练模型学习到

的模式不一致，就会发出故障警报。 故障样本对于

构建平衡的训练数据集是必要的。 不平衡的训练数

据集使大多数基于数据驱动的故障检测方法性能下

降、甚至无效［５－６］。
Ｍｏｄｅｌｉｃａ 建模语言可以比其他仿真工具更快、



更精确地完成此类系统的建模和故障仿真工作［７］。
本文提出一种基于Ｍｏｄｅｌｉｃａ 语言的面向对象的建模

方法在 ＯｐｅｎＭｏｄｅｌｉｃａ 仿真平台上对暖通空调系统

故障进行模拟以生成故障样本。
暖通空调系统的运行数据往往具有较强的时序

特征。 Ｋａｙａｃａｎ［７］采用多种深度学习方法对时序数

据进行了预测研究。 而 ＬＳＴＭ 网络拥有对时间序列

特征的强提取能力，非常适用于空调系统时序性监

测变量的预测。 Ｚｈａｎｇ 等学者［８］ 利用 ＬＳＴＭ 网络对

时间序列较强的学习能力显著地提高了电力系统中

线路跳闸的故障预测准确率。
与其它神经网络相比，尽管基于 ＬＳＴＭ 网络的

方法在暖通空调系统变量预测中可能获得更好的结

果，但暖通空调系统的实时故障检测结果不仅与神

经网络的预测性能有关，往往也与故障阈值的大小

密切相关［９－１０］。 设置固定阈值的传统方法通常会导

致错过检测故障的机会、延迟检测故障或假警

报［１１－１３］。 如果阈值设置得太高，则可能会错过故

障，或者如果阈值太低，则会发生错误报警。 因此，
对于 ＬＳＴＭ 网络的预测误差、即故障残差，设置一个

合理的阈值十分重要。 当系统正常运行时，故障残

差值往往很小，当系统出现故障时，故障残差值往往

大于正常状态，就可以将其视为一个分类问题。
ＳＶＤＤ 算法作为一种优秀的单分类算法，通过将球

形边界更改为更灵活的边界，可以控制离群点敏感

性［１４－１５］。 因此，ＳＶＤＤ 算法超球体的半径往往可以

很好地充当故障检测的自动阈值。 Ｌｉ 等学者［１４］ 采

用支持向量数据描述（ＳＶＤＤ）算法对冷水机组的传

感器故障进行检测，取得了非常准确的故障诊断结

果。
因此，在通过仿真系统研究暖通空调系统故障

特征后，提出了一种基于长短时间记忆网络和支持

向量数据描述（ＬＳＴＭ－ＳＶＤＤ）相结合的方法来实现

暖通空调系统故障的实时、准确检测。 该方法首先

利用双层 ＬＳＴＭ 网络对系统时序特征向量的强学习

能力，对系统的工作车间温度进行实时预测。 然后，
通过将 ＬＳＴＭ 网络的输出与工作车间温度传感器的

实际值进行比较而产生残差值。 最后，将该残差值

作为 ＳＶＤＤ 方法的输入，将 ＳＶＤＤ 超球面的半径作

为故障检测阈值，从而检测系统是否发生故障。

１　 系统模型及故障模拟

该部分对暖通空调系统的结构和工作原理进行

仿真建模，并采取人工注入故障的方式对故障进行

模拟。
１．１　 系统建模

所研究的暖通空调系统为某数据中心的水冷式

暖通空调系统，其系统结构类似于文献［１６］，如图 １
所示。
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图 １　 某厂房暖通空调系统结构
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　 　 这个 ＨＶＡＣ 系统在面向对象的建模基础上被

分为水路子系统和气路子系统。 水路子系统由一个

冷水机模型和一个冷却塔模型组成，而气路子系统

由一个风机盘管模型和一个数据中心车间模型组

成。 本文在 ＯｐｅｎＭｏｄｅｌｉｃａ 平台［１７］ 上建立了基于

Ｍｏｄｅｌｉｃａ 标准库和建筑物库的 ＨＶＡＣ 系统仿真模

型。 然后根据实际 ＨＶＡＣ 系统的传感器测量结果，
对模拟系统参数进行了设置和校准，以保持２９３ Ｋ左

右的室温。 通过使用数据中心的温度变化作为评估

指标来验证模拟系统和实际 ＨＶＡＣ 系统之间的差

异。 同时，从被 ＨＶＡＣ 系统冷却的实际数据中心车

间收集温度数据。 图 ２ 显示了从实际系统中收集的

数据与模拟模型中的数据的比较。
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图 ２　 实际系统与仿真系统的工作车间温度对比
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１．２　 系统监测变量及故障模拟

暖通空调系统故障是指降低系统性能的运行异

常，包括使用比正常运行更多的能量，或未能根据恒

温器设定点维持工作车间温度［１８］。 在现实场景中，
综合考虑到实际系统中暖通空调系统传感器的分布
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和系统重要变量，在模拟系统中通过构建虚拟传感

器和监测关键变量来更加全面地监控系统运行状

态。 在本研究中，选择了 １１ 个系统监测变量，所有

这些不同的参数都与暖通空调系统运行状态有关，
见表 １。

表 １　 系统监测变量

Ｔａｂ． １　 Ｓｙｓｔｅｍ ｍｏｎｉｔｏｒｉｎｇ ｖａｒｉａｂｌｅｓ

参数 符号 单位

冷水机出水水温 ＣＷＳＴ Ｋ

冷水机回水水温 ＣＷＲＴ Ｋ

冷却塔出水水温 ＣＴＷＳＴ Ｋ

冷却塔回水水温 ＣＴＷＲＴ Ｋ

冷却盘管出风质流量 ＭＦＲＳＡＣ Ｋｇ ／ ｓ

冷却盘管出风风压 ＣＳＡＰ Ｐａ

混风温度 ＴＭＡ Ｋ

冷水机制冷效率 ＣＯＰ ＼

冷却盘管出风温度 ＯＴＡＣ Ｋ

数据中心回风温度 ＴＲＡ Ｋ

数据中心温度 ＷＴ Ｋ

　 　 由于暖通空调系统应用于对工作车间的温度调

节，因此，工作车间的温度变化与系统故障密切相

关。 研究中，选用工作车间温度用于演示的监控参

数。 为了准确监测工作车间温度，应考虑所有监测

变量的相关性。 表 １ 中的各监测变量相关性如图 ３
所示。
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图 ３　 各变量相关性分析热力图
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　 　 从图 ３ 可以看出，与工作车间温度最相关的 ５
个监测变量分别是冷水机供水温度、冷水机回水温

度、来自盘管的供气质量流量、混合空气的温度和来

自盘管的空气出口温度。 因此，将包含工作车间温

度的 ６ 个监测变量选作故障检测模型的输入。 通过

使用所提出的故障检测模型从这 ６ 个参数中提取信

息，可以实现系统故障检测。 经过标准化后的 ６ 个

监测变量如图 ４ 所示。 该数据集共有 １５ ０００ 个样

本点，其中前 １０ ０００ 个样本点当作训练集，后 ５ ０００
个样本点作为测试集。
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图 ４　 标准化后的 ６ 个监测变量
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　 　 在该研究中，由于暖通空调系统的末端设备送

风管道发生故障将导致工作车间温度偏离其正常设

定值，从而选取送风管道破裂故障进行研究说明。
在仿真系统上，采取人工注入故障的方式进行了该

故障数据的获取试验。 系统正常运行稳定后，在稳

定运行的某一时间点对送风管道设置故障，该模拟

故障通过在仿真模型的送风管道上额外连接一小的

容器以模拟送风管道破裂，导致送风量发生泄漏故

障。 同时，不同的故障大小可以通过连接多个容器

进行模拟。 训练集中的工作车间温度如图 ５ 所示。
在测试集中，正常工作车间温度和故障工作车间温

度如图 ６ 所示。 故障从第 ３ ０００ 个采样点开始，一
直持续到测试集结束。
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图 ５　 训练集中的工作车间温度
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图 ６　 有故障的测试集中的工作车间温度
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２　 基于 ＬＳＴＭ－ＳＶＤＤ 的故障检测框架

在这节中，详细描述了基于 ＬＳＴＭ－ＳＶＤＤ 的故

障检测方法的总体框架，然后给出了故障检测模型

的参数。 最后，通过实验分析了本文提出的方法的

性能。 方法验证的程序在 Ｐｙｔｈｏｎ ３．７ 环境下实现，
ＬＳＴＭ 网络和 ＳＶＤＤ 算法程序在 Ｊｕｐｙｔｅｒ Ｎｏｔｅｂｏｏｋ 中

结合 Ｐｙｔｈｏｎ 语言编写，建立了 ＨＶＡＣ 系统的故障检

测模型。 实验在一台装有 Ｉｎｔｅｌ ® ＣｏｒｅＴＭ ｉ５－９３００Ｕ
ＣＰＵ 的 Ｗｉｎｄｏｗｓ 计算机上运行，ＣＰＵ 主频为 ２． ４０
ＧＨｚ，物理内存为 ８．０ ＧＢ 的物理内存。

２．１　 故障检测模型

该故障检测框架主要由 ２ 部分组成：基于实际传

感器测量数据的仿真系统建立和基于 ＬＳＴＭ－ＳＶＤＤ 的

系统故障检测。 故障检测模型的总体框架如图 ７ 所

示。 首先，在现实场景中，暖通空调系统的服务器通过

传感器采集到系统正常运行的数据，依据采集到的数

据，对建立的仿真系统进行参数校正和设定，使得该仿

真系统的性能近似于实际系统。 随后，在校正好的仿

真系统上进行故障注入，获得系统的故障运行数据。
最后，ＬＳＴＭ－ＳＶＤＤ 对仿真系统的数据进行特征提

取和识别，及时发现系统故障并进行故障预警。
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图 ７　 基于 ＬＳＴＭ－ＳＶＤＤ 的故障检测框架

Ｆｉｇ． ７　 Ｆａｕｌｔ ｄｅｔｅｃｔｉｏｎ ｆｒａｍｅｗｏｒｋ ｂａｓｅｄ ｏｎ ＬＳＴＭ－ＳＶＤＤ

　 　 暖通空调系统故障检测不仅取决于当前时刻的

变化，还与先前时刻的状态有关。 ＬＳＴＭ－ＳＶＤＤ 方

法充分利用时序数据的特性，可以在一定程度上避

免误判并提高检测性能。 ＬＳＴＭ－ＳＶＤＤ 故障检测数

据流程如图 ８ 所示，ＬＳＴＭ－ＳＶＤＤ 故障检测步骤如

下：
步骤 １　 收集数据。 数据集收集自仿真平台的

暖通空调系统，包括 ６ 个特征变量。 工作车间温度

作为预测输出变量。
步骤 ２　 标准化数据以消除特征之间的差异，

同时重构后的数据应转换为带有滑动窗口的序列。
步骤 ３　 将处理好的数据作为双层 ＬＳＴＭ 网络

的输入数据，从而建立双层 ＬＳＴＭ 模型以实现预测

输出。 该 ＬＳＴＭ 网络的损失函数为式（１）中给出的

均方误差：

ＲＭＳＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
Ｙ＇

Ｌ － ＹＬ( ) ２ （１）

　 　 其中， ｍ 是预测点的数量； ＹＬ 表示实际输出；
Ｙ′

Ｌ 表示模型预测输出。

训练目标是使总损失函数之和最小化。 经过训

练后，最终损失函数约为 ０．０２，并保持稳定，这表明

双层 ＬＳＴＭ 经过训练后满足要求。
步骤 ４　 将残差 ｒ 作为 ＳＶＤＤ 算法的输入值，

ＳＶＤＤ 模型将其超球体半径 Ｒ 作为故障阈值进行故

障检测，以确定系统是否存在故障。
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图 ８　 ＬＳＴＭ－ＳＶＤＤ 故障检测数据流程图
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２．２　 模型参数设置

在本文中，基于 ＬＳＴＭ－ＳＶＤＤ 的故障检测模型
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的 ２ 个 ＬＳＴＭ 层用于增加模型的深度，并获得更好

的预测结果。 每个 ＬＳＴＭ 层有 ２０ 个隐藏节点。 此

外，将 ＬＳＴＭ 滑动窗口的长度设置为 ２０，可以获得更

好的时间序列预测性能。 表 ２ 总结了提出的故障检

测模型中使用的参数。
表 ２　 ＬＳＴＭ－ＳＶＤＤ 模型参数

Ｔａｂ． ２　 ＬＳＴＭ－ＳＶＤＤ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

参数 符号 数值

滑动窗口 ｌ ２０

输入维数 ｕ ６

第一层神经元个数 Ｓ１ ２０

第二层神经元个数 Ｓ２ ２０

输出维数 ｖ １

学习率 ｂ ０．０１

惩罚性加权系数 Ｃ ０．８

高斯核参数 ｇ ０．０４

３　 故障检测结果和讨论

本节根据给出的故障检测评价方法和对比实验

结果，证明了所提出的方法的有效性。
３．１　 检测评价方法

为了评价故障检测模型的计算精度，需要分析

不同实验条件下的故障检测性能。 故障检测有 ４ 种

可能的结果， 通常称为真阳性（ＴＰ）、假阳性（ＦＰ）、
假阴性（ＦＮ） 和真阴性（ＴＮ） ［１９－２０］。 对于本次研究

中涉及的评价测试指标，拟做阐释分述如下。
（１）准确度 （Ａｃｃ）。 是所有预测中预测正确的

比例，并可由如下公式计算求得：

Ａｃｃ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

（２）

　 　 准确度是一个常用的评价指标，准确度越高代

表检测模型性能越好。 但在正负样本不平衡和数据

分布不均衡的情况下，准确度这个评价指标对少样

本的错误分类不敏感。 精确率和召回率能够弥补这

一缺陷。 同时， Ｆ１ 值综合考虑了精确率和召回率。
因此，为了综合评价模型性能， 选取 ＡＣＣ 和 Ｆ１ 评分

作为评价指标。
（２）精密率 （Ｐ）。 可由如下公式计算求出：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（３）

　 　 （３）召回率 （Ｒ）。 可由如下公式计算求出：

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（４）

　 　 （４） Ｆ１ 分数。 是精确性和召回率的调和平均

值。 可由如下公式计算求出：

Ｆ１ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

（５）

３．２　 基于 ＬＳＴＭ－ＳＶＤＤ 的故障检测结果及分析

为了全面分析所提出的故障检测模型的性能，
分别从提出的 ＬＳＴＭ 网络的预测性能和 ＬＳＴＭ －
ＳＶＤＤ 模型对不同故障大小的故障检测性能两个角

度对其进行了验证。 对于提出的 ＬＳＴＭ 网络的预测

性能，由于存在噪声和建模误差，即使在无故障状态

下，模型预测值也永远不会完美。 因此，在识别系统

故障发生之前，必须进一步处理这些预测值。 最常

用的处理方法是对预测和实际值之间的差值应用固

定阈值。 如果差值大于阈值，则识别故障。 以残差

ｒ ＝ Ｙ＇
Ｌ － ＹＬ 来评估其对工作车间温度的预测性

能。 在系统正常运行时，该 ＬＳＴＭ 网络的残差 ｒ 如

图 ９ 所示。
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图 ９　 正常状态下的工作车间温度预测误差曲线
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ｓｔａｔｅ

　 　 假设在第 ３ ０００ 个采样点后系统发生送风管道

破裂故障，此时训练好的 ＬＳＴＭ 网络输出值与实际

的房间温度传感器残差值 ｒ 将会改变，如图 １０ 所

示。 故障检测过程一般分为 ２ 个阶段。 第一阶段为

无故障阶段，包括前 ３ ０００ 个样本数据；第二阶段为

故障阶段，包括后 ２ ０００ 个样本数据。 在无故障阶

段，残差值越小，故障检测性能越好。 相反地，在故

障阶段，残差值越大，故障检测性能越好。 不同方法

的预测性能直接影响后续的故障检测结果。
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图 １０　 １％故障偏差下的工作车间温度预测误差曲线
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　 　 从图 １０ 可以看出，在系统正常运行时的前

３ ０００个样本残差值较小，而当系统发生故障后，残
差值幅度变大并且发生较大波动。

对于系统正常运行和故障运行阶段，残差值的

变化特征往往可以作为一个故障检测依据，在故障

检测阶段，将系统正常运行阶段产生的所有残差样

本视为正样本，故障阶段运行导致的所有残差样本

均为负样本，并采用 ＳＶＤＤ 算法进行自动检测。 其

检测结果如图 １１ 所示。 故障检测过程分为 ２ 个阶

段。 第一阶段为无故障阶段，包括前 ３ ０００ 个样本

数据；第二阶段为故障阶段，包括后 ２ ０００ 个样本数

据。 从图 １１ 中可以看出，提出的基于 ＬＳＴＭ－ＳＶＤＤ
的故障检测方法在无故障阶段，残差均低于故障阈

值，这意味着该阶段不存在假警报；而在故障阶段，
绝大多数高于故障阈值，只有少数几个低于故障阈

值，造成极少数的漏报。 这表明 ＬＳＴＭ－ＳＶＤＤ 对该

故障有很好的检测效果。
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图 １１　 １％故障偏差下的 ＬＳＴＭ－ＳＶＤＤ 检测结果
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　 　 故障幅值的大小也会严重影响故障检测结果。
为了检验提出的方法对故障大小的检测效果，在暖

通空调系统仿真模型上改变送风管泄漏量的大小以

引入使工作车间温度偏离正常范围的不同级别故

障。 以工作车间温度偏离正常状态下平均温度的百

分比为基准划分故障级别。 在偏差率分别取 ２％、
１．５％、１％、０．５％、０ 五个故障级别的条件下，ＬＳＴＭ－
ＳＶＤＤ 方法的检测准确度 ＡＣＣ 和 Ｆ１ 得分曲线如图

１２ 所示。
　 　 由图 １２ 可看到，ＬＳＴＭ－ＳＶＤＤ 方法对小偏差故

障仍然保持着较高的检测效果，即使在故障偏差率

为０．５％时，其检测效率也达到 ０．９４６；而在故障偏离

２％时，其检测效率达到了 ０．９９９。 同时，故障越大，
故障检测程度越准确。 这是由于故障偏差幅值越

大，偏离 ＳＶＤＤ 最小超球面中心距离越大，超出边界

概率显著增加，更容易被识别为异常状态。
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图 １２　 不同故障级别下的检测效率
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３．３　 方法对比分析

为验证本文提出的方法的性能，从回归预测性

能和故障检测效率与其它方法进行对比试验。 对于

预测性能，在相同的时序数据下，即相同的测试集和

训练集划分，选择测试集上的预测值与实际值的绝

对差值即预测误差 ｒ 作为预测性能评价指标。 对

ＬＳＴＭ 网络［２０］、ＸＧＢｏｏｓｔ［２１］ 方法和提出的 ＬＳＴＭ 网

络，研究得到的工作车间温度的预测误差如图 １３ 所

示。
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图 １３　 ＬＳＴＭ［２０］ 、ＸＧＢｏｏｓｔ［２１］和提出的 ＬＳＴＭ 对数据中心温度的

预测结果

Ｆｉｇ． １３　 Ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＬＳＴＭ［２０］ 、ＸＧＢｏｏｓｔ［２１］ ａｎｄ ｔｈｅ
ｐｒｏｐｏｓｅｄ ＬＳＴＭ ｏｎ ｄａｔａ ｃｅｎｔｅｒ ｔｅｍｐｅｒａｔｕｒｅ

　 　 从图 １３ 可以看出，文中提出的 ＬＳＴＭ 网络预测

误差小于文献［２０］提出的 ＬＳＴＭ 网络和文献［２１］
提出的 ＸＧＢｏｏｓｔ 方法的预测误差。 因此，本文提出

的 ＬＳＴＭ 网络预测性能表现最好，同时，在时序数据

波动较大时，ＸＧＢｏｏｓｔ 方法预测性能最差。 这是因

为对于预测时序数据而言，ＬＳＴＭ 网络往往比其它

神经网络更具优势。 由于传统的 ＬＳＴＭ 网络只使用

了一层单向 ＬＳＴＭ 层，因此，提出的 ＬＳＴＭ 网络在相

同训练次数的条件下训练后的预测模型精度更高。
对于故障检测效率，文献［２０］提出的 ＬＳＴＭ 网络

和文献［２１］提出的 ＸＧＢｏｏｓｔ 方法结合文献［２１］给出

的固定阈值进行故障检测。 在不同故障大小的条件

下，３ 种方法的最终检测效率见表 ３。 可以发现，
ＬＳＴＭ－ＳＶＤＤ 检测模型具有比其它 ２ 种方法更高的检

测准确度和 Ｆ１ 得分，因此其故障检测性能最好。

０１１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



表 ３　 不同方法检测结果

Ｔａｂ． ３　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

故障级别 方法 ＡＣＣ Ｆ１

Ｌ１ （０．５％） ＬＳＴＭ 方法［２０］ ０．８１３ ０．８６５

ＸＧＢｏｏｓｔ 方法［２１］ ０．８１１ ０．８６３

本文提出的 ＬＳＴＭ－ＳＶＤＤ 方法 ０．９４６ ０．９５７

Ｌ２ （１％） ＬＳＴＭ 方法［２０］ ０．８４６ ０．８８６

ＸＧＢｏｏｓｔ 方法［２１］ ０．８４５ ０．８８５

本文提出的 ＬＳＴＭ－ＳＶＤＤ 方法 ０．９７０ ０．９７６

ＬＳＴＭ 方法［２０］ ０．８９７ ０．９２１

Ｌ３ （１．５％） ＸＧＢｏｏｓｔ 方法［２１］ ０．８９５ ０．９１９

本文提出的 ＬＳＴＭ－ＳＶＤＤ 方法 ０．９７１ ０．９７７

ＬＳＴＭ 方法［２０］ ０．９４３ ０．９５３

Ｌ４ （２％） ＸＧＢｏｏｓｔ 方法［２１］ ０．９４１ ０．９５２

本文提出的 ＬＳＴＭ－ＳＶＤＤ 方法 ０．９９９ ０．９９９

　 　 可以发现，ＬＳＴＭ－ＳＶＤＤ 检测模型具有比其它 ２
种方法更高的检测准确度和 Ｆ１ 得分，因此其故障检

测性能最好。 在实际工程中，由于暖通空调系统的

滞后性，很难及时发现故障，造成系统的损坏和能源

的浪费。 实验结果表明，本研究中提出的方法在一

定程度上可以更及时、准确地检测到系统故障。

４　 结束语

暖通空调系统工作过程复杂，故障传播迟滞。
为了实现暖通空调系统的及时故障检测，及时发现

故障，提出一种仿真模型结合 ＬＳＴＭ－ＳＶＤＤ 算法的

故障检测框架。 系统仿真模型及引入故障模拟解决

了 ＨＶＡＣ 系统大部分时间在正常条件下运行导致

故障数据样本难以充分收集的问题。 由于暖通空调

系统的运行数据往往具有时序性，因此提出 ＬＳＴＭ－
ＳＶＤＤ 故障检测方法来对系统进行及时故障检测，
并且引入不同的故障大小验证和分析了该方法的检

测效率。 结果表明：该方法对于较小偏差故障仍具

有较好的检测性能，且故障偏差越大，检测效果越

好。 而在与其它方法对比试验后发现，ＬＳＴＭ－ＳＶＤＤ
检测模型具有比传统 ＬＳＴＭ 网络和 ＸＧＢｏｏｓｔ 方法更

高的检测准确度。 文中提出的故障检测框架不仅能

得到有效仿真故障数据并对其进行准确的故障检

测，而且可以在缺乏故障样本的情况下为其它暖通

空调系统的故障检测方法研究提供参考。
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