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基于掩码时间注意力和置信度损失函数的序列数据早期分类方法
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摘　 要： 序列数据的早期分类对于高时效性应用具有重要意义。 该任务的目标是在满足预期分类精度的前提下，尽快地对持

续输入的时间序列进行分类。 目前，深度学习已经在序列数据早期分类任务中得到了广泛应用。 现有的深度方法通常利用

递归神经网络来适应流数据的长度变化，并通过设置分类概率阈值退出分类过程。 然而这些方法忽视了流数据的关键识别

区域随信息量的增加持续变化。 为了解决该问题，本文提出了一种基于掩码时间注意力机制的时间卷积网络来动态关注关

键识别区域。 此外，考虑到正确类别的分类概率分数应随模型观察到更多数据单调不递减，本文设计了一个置信度损失函数

惩罚不符合该条件的模型，进一步促使模型提取更有区分性的特征。 在 ８ 个公开数据集的实验结果表明了所提方法优越的早

期分类性能。
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０　 引　 言

随着传感器技术的飞速发展，序列数据分类在

健康监测、智能家居控制、设备监控等领域得到了广

泛的应用。 一些对时效性要求较高的现实应用，例
如灾难预测、气体泄漏检测、故障检测［１－２］ 等，都需

要提早地对序列数据进行分类。 因此，序列数据的

早期分类具有重要研究价值［３］。 然而，真实世界中

的早期分类的流数据输入形式为分类增加了难度，

并且难以设置合适的停止条件退出分类。
近年来，传统方法取得了较好的早期分类效

果［４－６］，然而手工设计的特征需要大量的专家经验。
此外，这些方法还需要为不同长度的数据训练多个

不同的分类器。 深度方法由于其自动分类方案以及

有效的特征提取能力在序列数据分类领域取得了卓

越性能［７］。 部分研究人员逐渐利用深度学习的方

法解决序列数据早期分类任务［８］。 因此，本文主要

关注基于深度学习的方法。



在时间早期分类领域，基于深度的方法主要分

为一阶段的方法和二阶段的方法。 其中，一阶段的

方法是指同时对分类过程及退出过程进行优化。 这

类方法通常设置分类子网和提前退出子网并对其联

合优化。 然而，分类子网和退出子网的优化具有一

定的冲突［８］。 这是由于在时间推移过程中，分类准

确率随信息量的增长递增的同时早期性不断降低。
因此，一阶段的方法难以同时对 ２ 个子网进行优化。
二阶段的方法通过将分类过程与退出过程分离来缓

解这种冲突，首先单独对分类器进行训练，然后通过

制定设置阈值或一定的退出规则来退出分类。 递归

神经网络（ｒｅｃｕｒｓｉｖｅ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＲＮＮ）由于其贯

序的输入方式被广泛应用于早期分类［９］，然而其局

部特征提取能力不强。 Ｈｕａｎｇ 等学者［１０－１２］ 利用卷

积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＮＮ）良
好的局部特征提取能力，结合 ＣＮＮ 和 ＲＮＮ 构建混

合模型来同时提取局部特征及时序信息，然后利用

分类概率计算置信度，并制定了一定的退出规则。
Ｈｓｕ 等学者［１３］同样使用了混合分类模型，并引入了

注意力机制以增强模型的可解释性。 此外，现有方

法也未考虑到识别正确的概率随时间变化的规律。
为了解决这些问题，本文提出了掩码时间注意

力机制以及置信度损失函数。 首先，本文利用基于

掩码时间注意力机制的时间卷积网络对于不同长度

的数据产生自适应的注意力权重，从而动态地抑制

无关信息，并更加关注关键区域的有效信息，增强特

征图的信息表达能力。 然后，本文受到正确类别的

概率随时间推移而递增［１４－１５］的启发，设计了置信度

损失函数。 通过对不满足该条件的概率进行惩罚，
使得正确类别的概率随数据长度增加而平滑地增

加，利于退出阈值的设置。

１　 相关知识

１．１　 注意力机制

深度模型的表达能力随着参数的增加而不断提

升。 然而参数的增加带来了更大的计算量，同时也

增加了大量的冗余信息。 因此，注意力机制被引入

深度模型对网络参数进行调制。 该机制的核心思想

是抑制无关信息，使模型关注更有效的关键特

征［１６］。 注意力机制的核心思想是通过一定的变换

来学习不同特征重要性的差异，显著提高了信息处

理与应用的效率，此外，还具有通用性、直观性和可

解释性等优点。 因此被广泛应用于机器翻译、文本

分类、语音识别、图像处理等多个领域。 根据注意力

机制插入的位置，注意力机制可分为时间注意力、空
间注意力、通道注意力等［１７］

实现注意力机制，通常首先对特征图进行非线

性变化得到注意力分数，然后对其进行 ＳｏｆｔＭａｘ 归

一化当成注意力权重，最后将相应的权重作用于原

特征图进行加权或者逐点相乘获得新的特征表示。
１．２　 时间卷积网络

由于 ＲＮＮ 不能大规模并行以及具有长时间遗

忘的缺陷，Ｂａｉ 等学者［１８］ 提出了具有时序处理能力

的时间卷积网络 （Ｔｅｍｐｏｒａｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，
ＴＣＮ）。 膨胀因果卷积为 ＴＣＮ 的主要组成部分，其
结构如图 １ 所示。
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输入特征

图 １　 膨胀因果卷积示意图

Ｆｉｇ． １　 Ｄｉｌａｔｅｄ ｃａｕｓａｌ ｃｏｎｖｏｌｕｔｉｏｎ

　 　 由图 １ 可知，膨胀因果卷积具有严格的时间约

束，这是由于因果卷积的应用使得某一时刻的特征

只能观察到该时刻之前的数据［１９］。 相比于常规卷

积，因果卷积防止了未来信息的泄漏。 单纯的因果

卷积受限于卷积核大小，难以有效提取全局特征。

常规 ＣＮＮ 通过引入 ｐｏｏｌｉｎｇ 层来增加感受野，然而

ｐｏｏｌｉｎｇ 层会造成一定的信息损失。 因此 Ｃｈｅｎ 等学

者［２０］提出膨胀卷积，通过对卷积时的输入间隔采样

来增加感受野。 采样率、即膨胀率，指的是 ｋｅｒｎｅｌ
的间隔数量（标准的 ＣＮＮ 中膨胀率为 １）。 通常，膨
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胀率随着深度模型的层数加深而增大，因此膨胀卷

积使得感受野大小随着层数呈指数型增长。 除膨胀

因果卷积外，ＴＣＮ 使用 ＷｅｉｇｈｔＮｏｒｍ 和 Ｄｒｏｐｏｕｔ 来正

则化网络，并且对不同卷积层进行残差连接以更好

地对网络进行训练。

２　 方法

为了解决模型难以动态关注流数据的关键识别

区域的问题，本文提出了掩码时间注意力机制。 此

外，考虑到识别正确的概率随时间推移而增加，本文

提出了置信度损失函数。
２．１　 掩码时间注意力机制

为了使模型能够自适应地关注不同长度数据的

关键特征区域，利用有限的参数提取更有效的特征，
本文为序列数据的早期分类设计了基于掩码的时间

注意力机制。 常规的注意力机制对于所有时刻的特

征计算其注意力分布，然而对于早期分类持续输入

的序列数据，在某一时刻只能观察到该时刻之前的

特征。 因此，本文将掩码引入常规的时间注意力机

制以防止未来信息的泄露。 具体的掩码时间注意力

过程如图 ２ 所示。
　 　 首先，本文将输入特征经过线性层以及 Ｔａｎｈ 激

活函数变换得到不同时刻的注意力分布， 其大小为

１ × Ｔ（Ｔ 为完整序列数据的长度）。 然后，本文对注

意力分数进行扩充，对其重复 Ｔ 次、并拼接在一起，
得到一个大小为 Ｔ × Ｔ的注意力矩阵。 同时，输入特

征也被采取同样的扩充，得到大小为 Ｃ × Ｔ × Ｔ的特

征矩阵（Ｃ 为特征图的通道数）。 接下来，将注意力

矩阵的上三角填充为负无穷（该步骤简称为掩码，
即图 ２ 中的 Ｍａｓｋ 操作），使得注意力矩阵经过

ＳｏｆｔＭａｘ 操作后上三角的注意力值为 ０。 这表示在 ｔ
时刻， 模型只会关注 ｔ 时刻之前的时刻特征。 此后，
对特征矩阵和经过掩码的注意力矩阵进行逐元素乘

法，得到不同时刻的动态特征（大小为 Ｃ × Ｔ × Ｔ）。
最后，本文对该动态特征使用平均池化得到Ｃ × Ｔ
的融合特征，每个时刻的特征都是由该时刻前的特

征通过加权相应的注意力权重得到。
　 　 将提出的掩码时间注意力机制嵌入 ＴＣＮ 中，得
到基于掩码时间注意力的 ＴＣＮ 网络，该网络结构如

图 ３ 所示。 首先，完整的序列数据被输入到多个时

域卷积块提取出局部时序特征。 然后，网络利用掩

码时间注意力机制对不同时刻的局部特征进行动态

加权，输出各时刻的动态融合特征。 最后，这些动态

特征通过线性层以及 ＳｏｆｔＭａｘ函数得到分类概率。
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图 ２　 掩码时间注意力机制结构图
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图 ３　 基于掩码时间注意力机制的时间卷积网络结构图

Ｆｉｇ． ３　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｅｍｐｏｒａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｍａｓｋｅｄ ｔｉｍｅ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ
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２．２　 置信度损失函数

考虑到当分类器观察到更多的信息时应该对正

确的活动类别有更大的影响，本文引入了对正确类

别分类概率随时间的约束，即随着数据长度的增加，
正确的类别输出更高的概率分数。

具体地，本文设计了一个置信度损失，该损失定

义为：
Ｌ θ( ) ＝ μ∗Ｌｃ θ( ) ＋ Ｌｐ θ( ) （１）

　 　 其中， θ 为模型的所有参数， Ｌｐ θ( ) 、 Ｌｃ θ( ) 分别

表示常规的交叉熵损失函数和本文设计的违背时间约

束的惩罚损失，对此求得的数学定义见如下公式：

Ｌｐ θ( ) ＝ １
Ｎ∗Ｔ∑

Ｔ

ｔ ＝ １
∑
Ｎ

ｉ ＝ １
（ － ｌｏｇＰ ｔ

ｉ ) （２）

Ｌｃ θ( ) ＝ １
Ｎ∗Ｔ∑

Ｔ

ｔ ＝ １
∑
Ｎ

ｉ ＝ １
ｌｔｉ （３）

ｌｔｉ ＝ ｍｉｎ （０，（Ｐ ｔ
ｉ － Ｐ ｔ

ｍａｘｉ）） （４）
Ｐ ｔ

ｍａｘｉ
＝ ｍａｘ （Ｐ１

ｉ ，Ｐ２
ｉ ，…，Ｐ ｔ

ｉ） （５）
　 　 其中， Ｐ ｔ

ｉ 表示分类器输入第 ｉ个样本的前 ｔ个数

据得到的输出分类概率，Ｎ 为训练集的样本总数。
为了便于理解，本文在图 ４ 中对该损失函数做进一

步说明。
图 ４ 绘制了一个样本的正确类别分类概率随时

间变化的示意图。 图 ４ 中，在 ｔａ 时刻之前，概率 Ｐ一

直单调递增，该现象符合正确类别概率随时间递增

的约束。 因此，本文提出的置信度损失不对其进行

惩罚，即此时 ｌｉ 为 ０。 在 ｔａ 时刻之后，正确类别的分

类概率开始下降。 例如在 ｔｂ 时刻，正确类别的概率

Ｐ ｔｂ
ｉ 低于其在 ｔｂ 时刻前的最大正确类别概率 （Ｐ ｔａ

ｉ ），
这不满足本文提出的置信度约束。 因此，该样本在

ｔｂ 时刻的损失通过 ｔｂ 时刻之前的最大正确类别概率

减去 ｔｂ 时刻的正确类别概率计算得到，具体参见式

（４）。 Ｌｃ θ( ) 的设计将正确类别的检测分数限制为

随着活动的进展而单调地不减少。

litc

litb

Pmaxi
tc

P

Pmaxi
tb

0 ta tb tc t

图 ４　 正确类别分类概率随时间变化曲线

Ｆｉｇ． ４　 Ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｐｒｏｂａｂｉｌｉｔｙ ｃｕｒｖｅ ｏｆ ｃｏｒｒｅｃｔ ｃｌａｓｓ ｒｅｇａｒｄ ｔｏ
ｔｉｍｅ

２．３　 训练及测试流程

本节对具体的训练及测试流程进行介绍，设计

研发过程如图 ５ 所示。
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图 ５　 训练及测试过程

Ｆｉｇ． ５　 Ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ｐｒｏｃｅｓｓ

　 　 在训练阶段，利用训练集数据对提出的基于掩

码时间注意力机制的时间卷积网络进行训练。 随

后，将训练集的所有序列数据输入到之前训练的模

型中，得到所有样本不同时刻的分类概率。 利用这

些分类概率，采用 Ｓｈａｒｍａ 等学者［１４］ 提出的退出规

则计算出该数据集的退出阈值 β。
在测试阶段，将测试数据随时间逐渐输入到训

练好的模型中。 在 ｔ 时刻，将长度为 ｔ 的数据输入到

模型得到该时刻的分类概率，当该分类概率的最大

值大于阈值 β 时，则停止继续输入更多的数据，将 ｔ
时刻的分类结果作为该样本的分类结果，并将 ｔ 时
刻作为提前退出的时刻。 通过该分类结果和该退出

时刻来计算准确率及早期性。 如果 ｔ 时刻的分类概

率的最大值小于阈值 β， 则继续输入数据，重复测试

过程，直至不能再观测到任何数据。 保留最后时刻

的分类结果作为该样本的分类结果，且该样本的早

期性为 １。

３　 实验

３．１　 实验数据

为了验证提出方法的有效性，本文采用了公开

的 ＵＣＲ［２１］存储库提供的单变量数据集，从其中选取

了不重复的 ８ 个数据集。 ＵＣＲ 存储库中的序列数

据从诸多现实应用采集而来，包括电气设备监控数

据、心电图数据、动作识别数据以及其他传感器数据

等。 ＵＣＲ 存储库依据一定的规则将这些数据集划

分了训练集和测试集，并对数据进行了归一化。
３．２　 实验条件

实验采用的深度学习框架 Ｐｙｔｏｔｃｈ１．９．０，所使用

的硬件环境为 ＮＶＩＤＩＡ ＲＴＸ ３０８０ ＧＰＵ。 实验中，使
用 Ａｄａｍ 优化器对模型参数进行训练，学习率衰减

为原来的一半。 采用训练集损失最小的模型作为测

试模型。 每个模型的训练迭代次数设置为 ２００。 所
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有模型均使用了 ３ 个时域卷积模块，卷积核尺寸为

３，隐藏层的通道数为 ６４。 根据经验，本文将 ２．２ 节

中式（１）中的参数 μ 设置为 ６。 为了衡量早期分类

性能，研究使用准确率和早期性的调和平均值

（ｈａｒｍｏｎｉｃ ｍｅａｎ， ＨＭ） 作为评价指标， ＨＭ［２１］ 具体

定义为：

ＨＭ ＝ ２∗ａｃｃｕｒａｃｙ∗（１ － ｅａｒｌｉｎｅｓｓ）
ａｃｃｕｒａｃｙ ＋ １ － ｅａｒｌｉｎｅｓｓ

（６）

　 　 据式（６）可知， ＨＭ 的值随早期分类性能的提

升而增加。
３．３　 对比实验

为验证本文提出方法的有效性，将本文提出的

模型与 ＥＣＬＮ［２２］、 ＥＴＭＤ［１４］、ＥＡＲＬＩＥ［２３］进行对比，４
种方法在 ８ 个数据集上的测试结果见表 １。

表 １　 在 ８ 个数据集上的对比实验结果

Ｔａｂ． １　 Ｔｈｅ ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ８ ｄａｔａｓｅｔｓ

数据集
方法

ＥＣＬＮ ＥＴＭＤ ＥＡＲＬＩＥ 本文

ＣｈｌｏｒｉｎｅＣｏｎ ６９．４４ ６９．３５ ６９．８５ ８６．２４

ＣｒｉｃｋｅｔＸ １６．３３ ２６．０２ ２３．８４ ６２．９７

ＦａｃｅＡｌｌ １６．８４ ７．６５ ４５．２２ ４９．９８

ＭｅｄｉｃａｌＩｍａｇｅｓ ５２．０８ ４．８６ ６７．８１ ８２．１５

ＳｙｎｔｈｅｔｉｃＣｏｎｔｒｏｌ ２２．８３ ２９．５９ ６８．０４ ７８．１８

ＴｗｏＰａｔｔｅｒｎｓ １７．４２ ４２．８４ ３８．２１ ５３．８５

ＵＷａｖｅＺ ４１．０３ ２７．８７ ４４．８５ ６０．２３

Ｗａｆｅｒ ８６．０１ ９４．００ ９３．９２ ９８．８１

　 　 从表 １ 可以看出，对比其他 ３ 种方法，本文提出

的模型在 ８ 个数据集上均取得了最优的早期分类结

果，证明了本文提出方法的先进性。
３．４　 消融实验

为了分别验证本文提出的掩码时间注意力机制

以及置信度损失函数的有效性，本节分别对这 ２ 个

部分进行消融。 本文设置的基线模型为去除了掩码

时间注意力机制的时间卷积网络，并使用经典的交

叉熵损失函数对模型进行训练。 首先，为了证明提

出的掩码时间注意力机制的效果，本文将该模块添

加到基线模型进行第一个消融实验。 该实验在 ８ 个

数据集上实验结果见表 ２ 第 ２、３ 列。 其次，本文将

交叉熵损失函数替换为提出的置信度损失函数，以
证明该损失函数的有效性。 该实验结果见表 ２ 第

３、４ 列。
观察表 ２ 第 ２、３ 列，相比于基线方法，添加了掩

码时间注意力的基线方法分别将 ８ 个数据集上的

ＨＭ 分数提高了 １％，５．４８％，１０．５６％，３．５７％，０．５１％，

２．３３％，１．８１％，０．０２％。 因此，本文提出的掩码时间

注意力机制显著提升了模型的早期分类性能。
表 ２　 在 ８ 个数据集上的消融实验结果

Ｔａｂ． ２　 Ｔｈｅ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ８ ｄａｔａｓｅｔｓ

数据集 基线 基线＋掩码时间注意力 本文

ＣｈｌｏｒｉｎｅＣｏｎ ８３．５７ ８４．５７ ８６．２４

ＣｒｉｃｋｅｔＸ ５５．７３ ６１．２１ ６２．９７

ＦａｃｅＡｌｌ ３６．１２ ４６．６８ ４９．９８

ＭｅｄｉｃａｌＩｍａｇｅｓ ７５．４８ ７９．０５ ８２．１５

ＳｙｎｔｈｅｔｉｃＣｏｎｔｒｏｌ ７５．５４ ７６．０５ ７８．１８

ＴｗｏＰａｔｔｅｒｎｓ ４６．８５ ４９．１３ ５３．８５

ＵＷａｖｅＺ ５３．５９ ５５．４０ ６０．２３

Ｗａｆｅｒ ９８．４０ ９８．４２ ９８．８１

　 　 为了进一步说明添加了掩码时间注意力的模型

能实 现 更 有 效 的 分 类， 本 文 在 图 ６ 中 绘 制 了

Ｓｙｎｔｈｅｔｉｃ Ｃｏｎｔｒｏｌ 数据集的分类准确性随数据长度变

化的结果。 图 ６ 中，本文提出的掩码时间注意力机

制提高了几乎所有长度的数据的分类性能。
观察表 ２ 的第 ３、４ 列，用本文提出的置信度损

失替换经典的交叉损失函数后，在 ８ 个数据集上的

ＨＭ 分数分别提高了 １． ６７％，１． ７６％，３． ３％，３． １％，
２．１３％，４．７２％，４．８３％，０．３９％。 这表明，使用了本文

提出的置信度损失函数训练模型使得模型的早期分

类性能得到了显著的提升。
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图 ６　 注意力机制对 Ｓｙｎｔｈｅｔｉｃ Ｃｏｎｔｒｏｌ 数据集的不同长度数据准确

率的影响

Ｆｉｇ． ６ 　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｔｈｅ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｏｎ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ
ｖａｒｉｅｄ－ｌｅｎｇｔｈ ｄａｔａ ｏｎ ｔｈｅ Ｓｙｎｔｈｅｔｉｃ Ｃｏｎｔｒｏｌ ｄａｔａｓｅｔ

４　 结束语

本文提出了基于掩码时间注意力机制的时间卷

积网络，提高了模型对不同长度数据的自适应能力。
此外，本文通过设计的置信度损失函数促使正确类

别的概率随信息量的增加递增，有利于设置更合理

的退出阈值。 在 ８ 个公开数据集上的实验结果证明

１３第 ７ 期 陈慧玲， 等： 基于掩码时间注意力和置信度损失函数的序列数据早期分类方法



了本文提出的方法的有效性。 然而，固定阈值难以

适应难度程度不同的数据，该问题将在未来进行更

深入的探讨研究。
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