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基于 ＷＮＲ－ＣＬＳＳＡ－ＬＳＴＭ 的短期电力负荷预测

纪严杰， 樊重俊

（上海理工大学 管理学院， 上海 ２０００９３）

摘　 要： 准确的短期电力负荷预测（ＳＴＰＬＦ）在智能电网的日常运行中起着重要作用。 为了更有效地预测短期负荷， 本文提

出了一种基于小波去噪、改进樽海鞘群优化算法（ＳＳＡ）和长短期记忆网络（ＬＳＴＭ）的预测方法。 首先，通过小波去噪降噪；
其次， 种群的初始位置采用混沌初始化 Ｃｕｂｉｃ 策略， 并将莱维飞行策略引入樽海鞘群领导者和跟随者的位置更新中， 接着将

跟随者的更新公式引入每个维度的最优适应度位置维度， 加快收敛速度；然后，利用改进的 ＳＳＡ 算法优化 ＬＳＴＭ 模型的参

数，得到 ＳＴＰＬＦ 结果。 通过实验比较改进的 ＣＬＳＳＡ－ＬＳＴＭ 与 ＧＡ－ＬＳＴＭ、ＰＳＯ－ＬＳＴＭ、ＳＳＡ－ＬＳＴＭ 和单一的 ＬＳＴＭ， 结果表

明， 改进的 ＣＬＳＳＡ－ＬＳＴＭ 预测效果优于其他算法优化的 ＬＳＴＭ。 同时，将 ＣＬＳＳＡ－ＬＳＴＭ 模型与不同的预测模型 ＰＳＯ－ＳＶＲ、
ＧＡ－ＢＰ 对比， 均有不错的表现。 因此本文提出的预测模型是一种有效的 ＳＴＰＬＦ 工具。
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０　 引　 言

从供给侧角度来看， 能够提前知道未来一段时

间内的电力供给情况， 能够帮助企业制定更合理的

生产计划， 减少不必要的损失。 目前，短期电力负

荷预测模型大体上可以分为 ３ 类。 其中， 统计分析

模型， 如 多 元 回 归 和 自 回 归 移 动 平 均 模 型

（ＡＲＩＭＡ）等。 Ａｍｂｅｒ 等学者［１］利用多元回归（ＭＲ）

模型预测了伦敦某大学的日用电量。 李晨熙［２］ 采

用基于 ＡＲＩＭＡ 模型对短期电力负荷数据进行预测，
但是 ＡＲＩＭＡ 模型一般只能处理线性关系， 对于非

线性关系来说则运行效果欠佳。 Ａｍａｒａｌ 等学者［３］

使用平稳过渡周期自回归（ＳＴＰＡＲ）模型来对短期

负荷进行预测，其本质上涉及到与非周期自回归模

型相同的过程。 Ｍｂａｍａｌｕ 等学者（１９９３） ［４］ 提出了

在负荷预测中考虑季节性因素的乘法自回归模型。



浅机器学习， 如灰色预测方法、支持向量机回归

（ＳＶＲ）、随机森林、集成学习等。 Ｚｈｏｕ 等学者［５］ 将

传统灰色 ＧＭ（１，１） 模型与三角残差修正技术相结

合， 提出了一种电力需求预测的三角灰色预测方

法。 该方法提高了 ＧＭ（１，１） 的预测精度， 获得了

合理的灰色预测区间。 王鑫［６］ 将支持向量机多个

核函数进行加权处理， 得到一个新的核函数， 使其

能够具有不同核函数的特性， 并将其用于短期电力

负荷预测中。 游文霞等学者［７］提出了基于 ＡｄａＢｏｏｓｔ
的集成学习算法， 该模型考虑了时间、温度和历史

负荷等特征并选择 ＣＡＲＴ 决策树作为模型的基学习

器； 然后，通过 ＡｄａＢｏｏｓｔ 算法训练各 ＣＡＲＴ 决策树

基学习器并计算各个基学习器的权重。 深度学习模

型， 如反向传播神经网络（ＢＰＮＮ）、递归神经网络

（ＲＮＮ）、长短期记忆 （ ＬＳＴＭ） 网络等。 易丹等学

者［８］基于 ＢＰ 神经网络搭建了一个 ３ 层的神经网络

模型，来进行电力负荷的预测， 由于 ＢＰ 算法中的初

始权值和阈值等是手动输入的， 选取不当可能会导

致预测精度差和出现不收敛的情况。 进一步地，Ｌｉ
等学者［９］采用果蝇优化算法优化 ＢＰ 神经网络的权

值和阈值进行预测， 来提高预测的精度。 Ｚｈｅｎｇ 等

学者［１０］ 提出了一种基于测量的递归神经网络

（ＲＮＮ）方法来构建主动配电系统的精确当量， 然而

ＲＮＮ 在处理长时间序列时候， 难免会出现梯度爆炸

并消失。 ＬＳＴＭ 可以通过门控单元来避免梯度爆

炸， Ｍｕｚａｆｆａｒ 等学者［１１］将 ＬＳＴＭ 用于短期电力负荷

预测， 但 ＬＳＴＭ 中隐藏层神经元个数、学习率等需

要通过手动输入， 这在一定程度上会影响网络的预

测精度。 基于此，本文提出了一种改进的樽海鞘群

算法优化 ＬＳＴＭ 参数， 使其能够更好地进行电力负

荷预测。

１　 理论模型

１．１　 小波降噪

小波分析能够分析信号在频域上的差异，这是

傅里叶变换迄今为止仍无法解决的问题，但是小波

分析对于非平稳信号不是很有效。 小波分析的重要

应用之一就是信号降噪［１２］， 其中的小波变换可以

利用时域和频域的信号与噪声差异来区分信息和噪

声。 小波变换既保留了 Ｇａｂｏｒ 变换的局部化思想，
又具有窗口形状可滑动的特点。 因此， 小波分析可

以更好地处理时变非平稳信号。 小波降噪（Ｗａｖｅｌｅｔ
Ｄｏｍａｉｎ Ｄｅｎｏｉｓｉｎｇ）流程具体如下：

（１） 信号的小波分解。 选择合适的正交小波基

并确定分解层数，随后进行小波变换。
（２） 阈值选择。 对分解后所得到的高频小波系

数进行阈值处理， 同时选择合适的阈值，选择满足

信号规律的小波系数，同时删除不符合要求的小波

系数。
（３） 小波重建。 根据小波分解后的最后一层的

低频系数和经过阈值处理后的每一层高频系数来对

信号进行小波重构。
（４） 评价效果。 一般选择信噪比（ＳＮＲ） 和均方

根误差（ＲＭＳＥ）， 尽量选择 ＳＮＲ大、且ＲＭＳＥ小的小

波变换函数。
１．２　 樽海鞘群优化算法

樽海鞘群算法（Ｓａｌｐ Ｓｗａｒｍ Ａｌｇｏｒｉｔｈｍ， ＳＳＡ）是

Ｍｉｒｊａｌｉｌｉ 等学者［１３］ 于 ２０１７ 年受海洋中微生物—樽

海鞘聚集成链的生活习性而提出的算法。 算法将群

体分为领导者和跟随者， 领导者以全局最优为中心

进行搜索， 为算法提供了全局搜索能力， 保证种群

收敛， 跟随者跟随自己的前一个个体， 为算法提供

局部搜索能力， 来保证算法的精度。 樽海鞘算法的

模型简单， 更新过程清晰， 同时寻优也有不错的效

果， 但是算法后期欠缺跳出局部最优的情况。
在该算法中， 每个樽海鞘个体的位置表示成一

个 ｄ 维的向量，则 Ｎ 个樽海鞘就形成了樽海鞘链。
这个链就是一个种群，因此该樽海鞘种群就可以用

Ｎ × ｄ 的矩阵进行描述：

Ｘ ＝

ｘ１
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２ … ｘ１
ｄ
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ｄ
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ｄ
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（１）

　 　 第 ｉ 个樽海鞘个体的位置表示如下：
Ｘ ｉ ＝ ｘｉ

１ ｘｉ
２ … ｘｉ

ｄ[ ] （２）
　 　 在 ＳＳＡ 中， 种群在捕食或者向食物源移动时，
领导者的位置更新策略如下：

ｘ１
ｊ ＝

Ｆ ｊ ＋ ｃ１［（ｕ ｊ － ｌ ｊ）ｃ２ ＋ ｌ ｊ］ ｃ３ ≥ ０．５

Ｆ ｊ － ｃ１［（ｕ ｊ － ｌ ｊ）ｃ２ ＋ ｌ ｊ］ ｃ３ ＜ ０．５

ì

î

í

ï
ï

ïï

（３）

　 　 其中， ｘ１
ｊ 为第 １ 个樽海鞘群领导者在第 ｊ 维空

间中位置； Ｆ ｊ 为食物源在第 ｊ 维空间的位置； ｕ ｊ 和 ｌ ｊ
分别为第 ｊ 维空间的上界和下界； 参数 ｃ２ 和 ｃ３ 都为

区间 ［０，１］ 范围内的随机数， 参数 ｃ２ 决定的是领

导者移动的长度， 参数 ｃ３ 决定的是领导者移动的方

向； 参数 ｃ１ 是一个重要参数，主要控制着整个樽海

鞘群体的探索和开发能力。 该参数受当前樽海鞘种
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群的迭代次数的影响， 其表达式如下：

ｃ１ ＝ ２ｅ －（ ４ｔ
Ｔｍａｘ

） ２ （４）
　 　 其中， ｔ 为当前樽海鞘种群的迭代次数； Ｔｍａｘ 为

樽海鞘种群的最大迭代次数。 追随者的位置更新公

式如下：

ｘｉ
ｊ（ ｔ） ＝ １

２
［ｘｉ

ｊ（ ｔ － １） ＋ ｘｉ －１
ｊ （ ｔ － １）］ （５）

　 　 其中， ｘｉ
ｊ（ ｔ） 为经过第 ｔ 次迭代时， 第 ｉ 个樽海

鞘追随者在第 ｊ 维空间的位置。 算法流程如下：
（１） 初始化种群。 根据上界与下界， 利用式

（１）初始化一个 Ｎ × ｄ 的樽海鞘种群。
（２）计算初始适应度。 计算 Ｎ 个樽海鞘的适应

度值。
（３）选定食物。 将樽海鞘群根据适应度值的大

小排序， 放在首位的位置设定为当前食物源的位

置。
（４）选定领导者与追随者。 选定食物位置后，

群体中剩余 Ｎ － １ 个樽海鞘， 将排在前一半的樽海

鞘视为领导者， 后一半为追随者。
（５） 位置更新。 根据领导者及跟随者的位置公

式更新位置。
（６） 计算适应度。 计算更新后的群体的适应度。

将更新后的每个樽海鞘个体的适应度值与当前食物

的适应度值进行比较，以重新决定食物源的位置。
（７） 重复步骤（４） ～ （６）， 直至达到一定迭代次

数或适应度值达到要求后， 输出当前的食物位置作

为目标的估计位置。
１．３　 改进的樽海鞘群优化算法

１．３．１　 混沌初始化种群

伪随机数生成器是目前大部分群体智能算法生

成初始种群的方法， 能够覆盖到搜索空间中有希望

的区域。 混沌数生成器是基于混沌技术的随机数生

成器，混沌映射［１４］ 可以用于替代伪随机数生成器，
生成［０，１］之间的混沌数。 利用混沌序列进行种群

初始化会影响算法的整个过程， 初始种群的全局覆

盖能力更强， 搜索能力更好，并且能够取得比伪随

机数初始化更好的效果。 本文采用最常见的混沌映

射方法， Ｃｕｂｉｃ 混沌映射来初始化种群， 其数学表

达式如下：
ｚｋ＋１ ＝ ρｚｋ（１ － ｚｋ ２） （６）

　 　 其中， ρ 为控制参数， 且当 ρ ＝ ２．５９５ 时生成的

混沌变量具有更好的遍历性。
１．３．２　 Ｌｅｖｙ 飞行策略

Ｌｅｖｙ 飞行［１５］使用的是高频短距离的局部搜索

结合低频长距的全局搜索的非高斯随机过程， 因

此能够增强局部搜索的能力，而低频长距的跳跃式

搜索则有利于扩大种群的搜索范围， 使算法很容

易跳出局部最优的状况。 Ｌｅｖｙ 飞行策略的公式

如下：

Ｌｅｖｙ（ ｓ） ＝ μ·σ·ω

ω
１
β

（７）

　 　 其中， μ ＝ ０．０１；ω 为 ０ 到 １ 之间的随机数

（ｒａｎｄ）； σ 的计算公式如下：

σ ＝
Γ（１ ＋ β）·ｓｉｎ（πβ

２
）

Γ（１
＋ β
２

）·β·２
１－β
２

（８）

　 　 其中， Γ（ｘ） ＝ （ｘ － １）！， β 取 １．５。
１．３．３　 引入 Ｌｅｖｙ 飞行策略的樽海鞘群优化算法

ＬＳＳＡ
将 Ｌｅｖｙ 飞行策略加入到樽海鞘群优化算法的

领导者及跟随者的位置更新策略中， 改进后的领导

者位置更新公式为：

ｘ１
ｊ ＝

Ｆ ｊ ＋ ｃ１［（ｕ ｊ － ｌ ｊ）Ｌｅｖｙ（ ｓ） ＋ ｌ ｊ］ ｃ３ ≥ ０．５

Ｆ ｊ － ｃ１［（ｕ ｊ － ｌ ｊ）Ｌｅｖｙ（ ｓ） ＋ ｌ ｊ］ ｃ３ ≤ ０．５

ì

î

í

ï
ï

ïï

（９）
　 　 跟随者的位置更新公式为：

ｘｉ
ｊ（ ｔ） ＝ Ｌｅｖｙ（ ｓ）

２
［ｘｉ

ｊ（ ｔ － １） ＋ ｘｉ
ｆ（ｂｅｓｔｊ）（ ｔ － １）］

（１０）
　 　 其中， ｘｉ

ｆ（ｂｅｓｔｊ）（ ｔ － １） 表示第 ｔ － １ 次位置更新过

程中的适应度值最好的位置维度 ｊ 。 这样能够让追

随者更快地向最优食物源的位置靠近， 不会只依赖

前一个位置进行更新， 从而使算法更快地收敛。 同

时，也弥补了原来算法中容易陷入局部最优的不足，
避免了这一情况的出现。
１．３．４　 ＣＬＳＳＡ 算法性能测试

为了 测 试 改 进 后 的 樽 海 鞘 群 优 化 算 法

（ＣＬＳＳＡ）、 本文对比分析了樽海鞘群算法（ＳＳＡ）、
粒子群算法（ＰＳＯ）、萤火虫算法（ＦＡ）、ＣＬＳＳＡ 的局

部与全局搜索能力以及算法的迭代速度，分别选取

了 ３ 个单峰函数及 ３ 个多峰函数。 算法的种群规模

为 ５０， 迭代次数为 ２００， 维度为 ２０， 分别独立运行

３０ 次记录并以适应度值最优为选取标准（无限接近

理论值）。 测试基准函数见表 １， 不同算法在基准

函数中测试结果对比如图 １ 所示。
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表 １　 基准函数

Ｔａｂ． １　 Ｂｅｎｃｈｍａｒｋ ｆｕｎｃｔｉｏｎｓ

函数 搜索空间 理论值

ｆ１（ｘ） ＝ ∑
２０

ｉ ＝ １
ｘｉ ２ － １００ ≤ ｘｉ ≤ １００ ０

ｆ２（ｘ） ＝ ｍａｘ｛ ｘｉ ，１ ≤ ｘｉ ≤ ２０｝ － １００ ≤ ｘｉ ≤ １００ ０

ｆ３（ｘ） ＝ ∑
２０

ｉ ＝ １
（ ｘｉ ＋ ０．５ ２） － １００ ≤ ｘｉ ≤ １００ ０

ｆ４（ｘ） ＝ ４ｘ１ ２ － ２．１ｘ１ ４ ＋ １
３
ｘ１ ６ ＋ ｘ１ｘ２ － ４ｘ２ ２ ＋ ４ｘ２ ４ － ５ ≤ ｘｉ ≤ ５ －１．０３１ ６８５

ｆ５（ｘ） ＝ （ｘ２ － ５．１
４π２ｘ１

２ ＋ ５
π

ｘ１ － ６）
２
＋ １０（１ － １

８π
）ｃｏｓｘ１ ＋ １０

－ ５ ≤ ｘ１ ≤ ５，
０ ≤ ｘ２ ≤ １５ ０．３９８

ｆ６（ｘ） ＝ ［１ ＋ （ｘ１ ＋ ｘ２ ＋ １） ２（１９ － １４ｘ１ ＋ ３ｘ１ ２ － １４ｘ２ ＋ ６ｘ１ｘ２ ＋ ３ｘ２ ２）］ × ［３０ ＋
　 　 　 　 （２ｘ１ － ３ｘ２） ２ × （１８ － ３２ｘ１ ＋ １２ｘ１ ２ ＋ ４８ｘ２ － ３６ｘ１ｘ２ ＋ ２７ｘ２ ２）］

－ ２ ≤ ｘｉ ≤ ２ ３
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图 １　 不同算法在基准函数中测试结果对比

Ｆｉｇ． １　 Ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｔｅｓｔ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｉｎ ｔｈｅ ｂｅｎｃｈｍａｒｋ ｆｕｎｃｔｉｏｎ
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　 　 图 １ 中，（ａ） ～ （ｆ）分别对应了 ６ 个基准函数，从
图 １（ａ） ～图 １（ｃ）可知，在单峰函数 ｆ１（ｘ） 和 ｆ２（ｘ）
中， ＣＬＳＳＡ 虽然没有部分算法收敛速度快， 但是寻优

的精度却比其他算法更好， 更能接近适应度函数的

理论值。 其中， 无论是迭代速度、还是寻优精度，
ＣＬＳＳＡ 相较于其他算法表现都是很好的， 能够很快

地跳出局部最优的情况。 从图 １（ｄ） ～图 １（ｆ）中可

知， 在多峰函数中， ＣＬＳＳＡ 在保证搜索精度的情况

下， 适应度值都小于其他算法， 收敛速度都有很不错

的表现。 综上所述， ＣＬＳＳＡ 相对于其他算法来说，
ＣＬＳＳＡ 不仅能够更好地跳出局部最优解的情况， 同

时全局搜索的能力也不错， 适应度值最小， 表明了

ＣＬＳＳＡ 的稳定性和鲁棒性要明显优于其他算法。
１．３．５　 ＬＳＴＭ 模型

ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ）是具有长短期

记忆的神经网络。 ＬＳＴＭ 的提出旨在解决 ＲＮＮ 在

训练过程中存在的长期依赖问题， 避免出现梯度消

失和梯度爆炸。 这是因为 ＬＳＴＭ 引入了门控机制来

控制特征的流通和损失。 ＬＳＴＭ 的细胞单元结构如

图 ２ 所示。
　 　 由图 ２ 可看到，ＬＳＴＭ 细胞单元结构中各参数

的求解方法依次见下式：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （１１）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ） （１２）

ｃ
～

ｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ） （１３）

ｃｔ ＝ ｆｔ·ｃｔ －１ ＋ ｉｔ·ｃ
～

ｔ （１４）
ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１， ｘｔ］ ＋ ｂｏ） （１５）

ｈｔ ＝ ｏｔ·ｔａｎｈ（ｃｔ） （１６）
　 　 其中， σ 为激活函数；Ｗ和 ｂ 为参数矩阵； ｘｔ 表

示当前 ｔ时刻的输入； ｆｔ 表示遗忘门， 决定了前一时

刻的单元状态 ｃｔ －１ 可以有多少信息能够保留到当前

时刻； ｉｔ 表示输入门， 决定了当前时刻网络的输入

ｘｔ 保存到单元状态 ｃｔ； 􀭴ｃｔ 用于描述当前输入的单元

状态， 来记忆单元的临时状态； ｃｔ 表示当前时刻的

单元状态； 输出门控制单元状态 ｃｔ 有多少输出到当

前的输出值 ｈｔ。 ＬＳＴＭ 共有 ２ 个输出， 分别是当前

状态的输出 ｏｔ， 以及下一时刻的隐层状态 ｈｔ。

tanh

σ σ σ

ct-1

ht-1

ct

ht

ft it ct ot

xt

tanh

ht

图 ２　 ＬＳＴＭ 细胞段元结构

Ｆｉｇ． ２　 ＬＳＴＭ ｃｅｌｌ ｓｅｇｍｅｎｔ ｅｌｅｍｅｎｔ ｓｔｒｕｃｔｕｒｅ

１．３．６　 ＷＤＤ－ＣＬＳＳＡ－ＬＳＴＭ 预测模型

研究给出的模型流程如图 ３ 所示。

获取电力数据集(时间、温
度、以往四周负荷数据、假

期等)

利用小波变换对数据集中的
Demand进行降噪处理

数据归一化处理

确定模型的输入时间步长
step，得到新数据集的维度
（n-step,step,j）

划分训练集和测试集

数据预处理及数据集划分 电力负荷预测模型CLSSA_LSTM

结束

输出预测结果，评估模型
性能

将最优的参数组合和测试集
输入到LSTM模型中

输出最优参数组合

输入多维时间序列训练集

初始化参数，包括种群规
模，迭代次数，种群维度，
维度上界和下界

Cubic混沌初始化策略，生
成樽海鞘种群的初始位置

计算个体的适应度函数，
并确认樽海鞘种群的领导
者和跟随者

按照领导者和跟踪者的位
置公式更新种群的位置

是否满足迭代
终止条件

开始

是 否

CLSSA

t=t+1
t=1

图 ３　 ＷＮＲ－ＣＬＳＳＡ－ＬＳＴＭ 流程图

Ｆｉｇ． ３　 ＷＮＲ－ＣＬＳＳＡ－ＬＳＴＭ ｆｌｏｗｃｈａｒｔ
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２　 数据准备及评价指标

２．１　 数据集描述

选取了巴拿马电力数据集来进行电力负荷预

测， 该数据集由 ２０１５ 年 １ 月到 ２０２０ 年 ６ 月每隔

１ ｈ 采集记录的数据构成。 数据集的列名描述见

表 ２。

表 ２　 数据集描述

Ｔａｂ． ２　 Ｄａｔａ ｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ

列名 描述 单位

Ｄａｔｅｔｉｍｅ 巴拿马时区 ＵＴＣ－０５：００ 对应的日期时间 －－－

ｗｅｅｋ＿Ｘ － ２ 负荷滞后于预报前第 ２ 周 ＭＷｈ

ｗｅｅｋ＿Ｘ － ３ 负荷滞后于预报前第 ３ 周 ＭＷｈ

ｗｅｅｋ＿Ｘ － ４ 负荷滞后于预报前第 ４ 周 ＭＷｈ

ＭＡ＿Ｘ － ４ 负荷滞后移动平均， 从第 １ 至第 ４ 周之前的预测 ＭＷｈ

ＤａｙＯｆＷｅｅｋ 每周的第 １ 天， 从星期六开始 ［１，７］

ｗｅｅｋｅｎｄ 周末二元指标 １ ＝ ｗｅｅｋｅｎｄ， ０ ＝ ｗｅｅｋｄａｙ

ｈｏｌｉｄａｙ 假期二元指标 １ ＝ ｈｏｌｉｄａｙ， ０ ＝ ｒｅｇｕｌａｒ

Ｈｏｌｉｄａｙ＿ＩＤ 独特的识别号码（表示节日的编号） ｉｎｔｅｇｅｒ

ＨｏｕｒＯｆＤａｙ 一天中的每时 ［０， ２３］

Ｔ２Ｍ＿ｔｏｃ 巴拿马城托克门气温 ２ ｍ ℃

ＤＥＭＡＮＤ 全国电力负荷（目标或因变量） ＭＷｈ

　 　 选取 ２０１９ 年前 １１ 个月的数据作为训练集， 预

测 １２ 月的用电负荷。 其中，用电负荷 Ｄｅｍａｎｄ 为研

究所需要预测的目标值， 其余的为特征向量。
２．２　 小波降噪

基于上面介绍的小波降噪的流程， 小波基采用

ｓｙｍ１０、ｃｏｉｆ５ 和 ｄｂ８， 层数为 ３， 阈值选用启发式阈

值和固定阈值来进行软、硬阈值函数的对比。 对比

结果见表 ３。
　 　 由于启发式阈值硬阈值函数的 ＳＮＲ 和 ＲＭＳＥ
最优， 本文采取 ｃｏｉｆ５ 小波基、 启发式阈值及硬阈值

函数来对数据进行降噪处理。

表 ３　 不同阈值函数及小波基结果对比

Ｔａｂ． ３　 Ｄｉｆｆｅｒｅｎｔ ｔｈｒｅｓｈｏｌｄ ｆｕｎｃｔｉｏｎｓ ａｎｄ ｗａｖｅｌｅｔ ｂａｓｅｓ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ

ｓｙｍ１０

ＳＮＲ ＲＭＳＥ

ｃｏｉｆ５

ＳＮＲ ＲＭＳＥ

ｄｂ８

ＳＮＲ ＲＭＳＥ

启发—硬阈值 ６３．７８６ ４ ０．８１３ ８２ ６４．０９３ ７ ０．７８５ ５３ ６３．９６０ ９ ０．７９７ ６３
启发—软阈值 ５３．５２４ １ ２．６５２ ４０ ５３．４９１ ４ ２．６６２ ４０ ５１．５４７ ５ ３．３３０ ２０
固定—硬阈值 ３６．４７６ ７ １８．８８０ ５０ ３５．２５０ ６ ２１．７４２ ９０ ３５．５１８ ５ ２１．０８２ ６０
固定—软阈值 ３２．０６９ ７ ３１．３５９ ２０ ３１．８１５ ８ ３２．２８９ ３０ ３１．７２６ ９ ３２．６２１ ３０

２．３　 归一化处理

归一化处理， 将所有数据映射到 ０ 到 １ 之间，
其公式为：

ｘｎｏｒｍａｌｉｚａｔｉｏｎ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１７）

２．４　 评价指标

本文选取 ３ 种评价指标， 分别阐释如下。
（１） 平均绝对误差。 值越接近 ０， 得到的模型

越准确。 可由如下公式计算得到：

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ （１８）

　 　 ２ ） 均 方 根 误 差 （ Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＲＭＳＥ）。 数值越低， 表示模型越稳定。 可由如下

公式计算得到：

ＲＭＳＥ ＝ １
ｎ
（∑

ｎ

１
（ｙｉ － ｙ^ｉ）

２
） （１９）

　 　 ３） Ｒ２。 用来衡量回归模型的拟合程度。 可由

如下公式计算得到：

Ｒ２ ＝ １ －
∑ ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２

∑ ｎ

ｉ ＝ １
（ｙｉ － ｙ－ ｉ） ２

（２０）
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３　 实验分析

将所提出的 ＣＬＳＳＡ＿ＬＳＴＭ 模型与不同算法优

化的 ＬＳＴＭ、 ＳＳＡ ＿ ＬＳＴＭ、 ＧＡ ＿ ＬＳＴＭ［１６］、 ＰＳＯ ＿
ＬＳＴＭ［１７］以及单一的 ＬＳＴＭ 做对比， 选取 ＲＭＳＥ，
ＭＡＰＥ 以及 Ｒ２ 评价模型的预测性能。

其中，ＬＳＴＭ 的参数设置如下， 隐藏层包括 ２ 个

ＬＳＴＭ 层、２ 个 Ｄｅｎｓｅ 层，最后则为输出层， 神经元数

量为 １， ｄｒｏｕｐｏｕｔ 比率为 ０．１， ｂａｔｃｈｓｉｚｅ 为 ２５６， 时间

步长为 ４８， 记录 ２ 天的数据， 单一 ＬＳＴＭ 模型的学

习率为 ０．０１。 利用算法寻优迭代次数、 ＬＳＴＭ 层与

Ｄｅｎｓｅ 层的神经元数量以及学习率四个参数。
各参数的寻优范围见表 ４。

表 ４　 参数寻优范围

Ｔａｂ． ４　 Ｐａｒａｍｅｔｅｒｓ ｏｐｔｉｍｉｚａｔｉｏｎ ｒａｎｇｅ

参数 范围

迭代次数 （ｅｐｏｃｈ） （１０，１５０）
ＬＳＴＭ 层神经元数量 （Ｌ１，Ｌ２） （１０，３００）
Ｄｅｎｓｅ 层神经元数量 （Ｌ２） （１０，３００）

学习率 （ ｌｒ） （０．００１，０．１）

　 　 算法的种群规模都为 ２０， 迭代次数为 ５０ 次，
ＰＳＯ 的惯性因子 ｗ 为 ０．５， 学习因子 ｃ１ ＝ ２， ｃ２ ＝ ２，
ＧＡ 的交叉概率为 ０．８， 变异概率为 ０．１， 优化后的

预测模型的评价指标见表 ５。
表 ５　 不同算法优化 ＬＳＴＭ 的结果

Ｔａｂ． ５　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ＬＳＴＭ ｏｐｔｉｍｉｚｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

模型 Ｒ２ ＭＡＰＥ ＲＭＳＥ
ＬＳＴＭ ０．８６６ ３ ５５．２２４ ３ ６７．４２７ ７

ＰＳＯ－ＬＳＴＭ ０．９４１ ９ ３６．２９３ １ ４４．４２５ ７
ＧＡ－ＬＳＴＭ ０．９３３ ４ ３８．７１８ ９ ４７．５８０ ７
ＳＳＡ－ＬＳＴＭ ０．９２８ ８ ４０．５６７ ６ ４９．２２２ ５

ＣＬＳＳＡ－ＬＳＴＭ ０．９６７ ９ ２４．４０２ ０ ３３．０６６ ７

　 　 为了更直观显示预测结果的误差， 绘制出了各

模型评价指标的垂直直方图、水平直方图和雷达图，
如图 ４～图 ６ 所示。
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图 ４　 不同算法优化 ＬＳＴＭ 的 Ｒ２ 对比

Ｆｉｇ． ４　 Ｒ２ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＬＳＴＭ ｏｐｔｉｍｉｚｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ
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图 ５　 不同算法优化 ＬＳＴＭ 的 ＭＡＰＥ 对比

Ｆｉｇ． ５　 ＭＡＰＧ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＬＳＴＭ ｏｐｔｉｍｉｚｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ
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图 ６　 不同算法优化 ＬＳＴＭ 的 ＲＭＳＥ 对比

Ｆｉｇ． ６ 　 ＲＭＳＥ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＬＳＴＭ ｏｐｔｉｍｉｚｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ
ａｌｇｏｒｉｔｈｍｓ

　 　 从图 ４～图 ６ 的结果可知， ＬＳＴＭ 的训练拟合度

Ｒ２ 为 ０． ８６６ ３， ＭＡＰＥ 为 ５５． ２２４ ３， ＲＭＳＥ 为

６７．４２７ ７，训练的精度为对比模型中最差的， 其次是

ＳＳＡ－ＬＳＴＭ、ＧＡ－ＬＳＴＭ 和 ＰＳＯ－ＬＳＴＭ， 这 ３ 个模型

的拟合度在训练时， 拟合度 Ｒ２ 的均值都在 ０．９３ 左

右， 模型预测的效果相差不大； ＣＬＳＳＡ－ＬＳＴＭ 模型

的结果为最优， 其拟合度最高并且训练集上的误差

最小、为 ３３．０６６ ７，拟合度值 Ｒ２ 达到了 ０．９６７ ９， 是

对比模型中表现最好的。 ＣＬＳＳＡ－ＬＳＴＭ 模型的预测

效果比单一 ＬＳＴＭ 模型提高了 １２．７１％，比其他 ３ 个

对比模型高出 ４．０７％左右， 这也说明了相比于其他

算法， ＣＬＳＳＡ 能有效地选择最佳的参数。 各模型的

预测对比如图 ７ 所示。
　 　 截取图 ７ 中第 ５５０～ ６５０ 条数据进行分析，分析

结果如图 ８ 所示。
　 　 由图 ８ 中可以看到， 红色线条的 ＣＬＳＳＡ－ＬＳＴＭ
拟合的曲线与真实值曲线最为接近， 特别是在一些

端点处， ＣＬＳＳＡ－ＬＳＴＭ 模型的拟合值比其他模型更

贴近真实值， 这样就能为电力负荷预测出最好的结

果， 同时在某些特定情况下也能满足正常的电力需求，
对电力公司运行和管理的供需平衡发挥重要作用。

接着，分别将 ＣＬＳＳＡ－ＬＳＴＭ 预测模型和不同的

预测模型 ＰＳＯ －ＳＶＲ［１８］、ＧＡ－ＢＰ ［１９］ 做对比， 其中

ＳＶＲ 的参数采用 ｒｂｆ 核函数， 利用粒子群优化算法

ＰＳＯ 优化 ｇａｍｍａ 值以及惩罚项系数 Ｃ， ＢＰ 采用 ３

２８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １３ 卷　



层结构， 输入层节点数为 １０， 输出层为 １， 中间隐

藏层的节点数根据经验公式计算得到 ５， 利用遗传

算法 ＧＡ 优化初始的权值和阈值。 同样地，截取第

５５０～６５０ 条数据进行对比分析， 对比结果见表 ６，
不同预测模型在５５０～６５０ 条数据对比如图 ９ 所示。
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图 ７　 不同模型的预测对比图

Ｆｉｇ． ７　 Ｐｒｅｄｉｃｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
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图 ８　 不同算法优化 ＬＳＴＭ 预测结果在 ５５０～ ６５０ 条数据对比图

Ｆｉｇ． ８　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｆｒｏｍ ５５０ ｔｏ ６５０ ｄａｔａ ｏｐｔｉｍｉｚｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

表 ６　 不同预测模型的结果对比

Ｔａｂ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ

模型 Ｒ２ ＭＡＰＥ ＲＭＳＥ

ＰＳＯ－ＳＶＲ ０．８８１ ２ ５４．４３２ ３ ６３．５５７ ８

ＧＡ－ＢＰ ０．９２６ ８ ４０．９６７ ６ ５０．３４３ ７

ＣＬＳＳＡ－ＬＳＴＭ ０．９６７ ９ ２４．４０２ ０ ３３．０６６ ７

　 　 从图 ９ 中可以看出， ＰＳＯ－ＳＶＲ 的拟合效果最

差， Ｒ２ 值为 ０．８８１ ２， ＲＭＳＥ 为 ６３．５５７ ８；其次是 ＧＡ－
ＢＰ， Ｒ２ 值为 ０．９２６ ８， ＲＭＳＥ 为 ５０．３４３ ７， ＣＬＳＳＡ－
ＬＳＴＭ 的预测精度比 ＰＳＯ－ＳＶＲ 提高了 ９．８３０ ８％，
比 ＧＡ－ＢＰ 提高了 ４．４２９ ３％， 有着不错的预测效果，
这也验证了该模型的预测准确性。
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图 ９　 不同预测模型在 ５５０～ ６５０ 条数据对比图

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｆｒｏｍ ５５０ ｔｏ ６５０ ｄａｔａ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ

４　 结束语

为了更有效地预测短期电力负荷， 本文提出了

一种基于小波降噪和 ＣＬＳＳＡ－ＬＳＴＭ 的混合深度学

习方法。 研究过程中， 使用小波降噪来为数据进行

降噪处理， 并利用混沌初始化策略和引入 Ｌｅｖｙ 飞

行策略以及引入新的跟着随者的更新公式改进了标

准樽海鞘群算法（ＳＳＡ）。 随后将其用于 ＬＳＴＭ 的参

数优化， 从 ６ 而得到具有最佳参数的 ＬＳＴＭ 负荷预

测模型。 采用 ６ 个基准函数来对比 ＰＳＯ、ＦＡ、ＳＳＡ、
ＣＬＳＳＡ 的模型效果， 用于验证算法的寻优速度和精

度， 构建了不同算法优化 ＬＳＴＭ、ＰＳＯ－ＬＳＴＭ、ＧＡ－
ＬＳＴＭ、ＳＳＡ － ＬＳＴＭ 和 ＣＬＳＳＡ － ＬＳＴＭ 以及与单一

ＬＳＴＭ 五个比较模型， 验证了 ＷＮＲ－ＣＬＳＳＡ－ＬＳＴＭ
模型的负荷预测效果。 同时，也对比了不同预测模

型 ＧＡ－ＢＰ、ＰＳＯ－ＳＶＲ 的预测效果。 结果表明：
（１）ＣＬＳＳＡ 算法对比其他算法有着较好的寻优

速度和寻优精度。
（２）ＣＬＳＳＡ 优化的 ＬＳＴＭ 对比其他算法优化的

ＬＳＴＭ 拥有更好的拟合度 Ｒ２ 以及最小的 ＲＭＳＥ 和

ＭＡＰＥ。
（３）ＣＬＳＳＡ－ＬＳＴＭ 模型对比不同的预测模型表

现出更好的预测效果， 该模型具有较强的预测能

力， 因此能够对电力负荷数据进行有效预测。
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