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摘　 要： 本文利用深度学习和机器学习技术，提出一种基于 ＰＥＴ 和 ＣＴ 图像的非小细胞肺癌（Ｎｏｎ－Ｓｍａｌｌ Ｃｅｌｌ Ｌｕｎｇ Ｃａｎｃｅｒ，
ＮＳＣＬＣ）肿瘤 Ｎ 分期预测方法，以提高 Ｎ 分期的准确率和稳定性。 使用深度学习残差神经网络 ３Ｄ Ｒｅｓｎｅｔ５０ 提取 ＮＳＣＬＣ 的

ＣＴ 与 ＰＥＴ 影像特征，并将特征降维到 ３２ 维；将多模态特征进行拼接，输入机器学习模型进行 ＮＳＣＬＣ 的 Ｎ 分期预测。 最终，
本文所提出的基于深度学习和机器学习预测 ＮＳＣＬＣ 肿瘤分期预测方法的预测准确率在训练集达到了 １．０，测试集上达到了

０．８５２，平均受试者工作特征曲线下面积（Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ Ｃｈａｒａｃｔｅｒｉｓｔｉｃ， ＲＯＣ） 超过了 ０．９１。 实验表明，基于深度学习和机

器学习的 ＮＳＣＬＣ 肿瘤预测方法可以提高非小细胞肺癌 Ｎ 分期的准确率和稳定性，具有良好的应用前景和实际应用价值。
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０　 引　 言

根据世界卫生组织的数据，肺癌是全球最为常

见且致命的恶性肿瘤之一，其中 ＮＳＣＬＣ 占据肺癌病

例比例最高，为 ８０％ ～８５％ ［１］。 美国癌症联合委员

会第八版的分期系统采用肿瘤、淋巴结和转移的分

期标准对患者进行分类。 根据这一分类标准，在
ＮＳＣＬＣ 患者中大约有 ３０％～４０％的患者会经历淋巴

结转移，这些转移引起的并发症可能对生活产生难

以预测的影响，甚至可能威胁生命［２］。 王会等［３］ 在

２０２０ 年的一项研究表明，ＮＳＣＬＣ 作为全球最常见的

肺癌类型之一，每年导致约 １６０ 万人死亡。 由于

ＮＳＣＬＣ 表现出高度的异质性，不同患者之间存在显

著的病理特征和分子表型差异，因此制定个体化评

估策略对于提高疗效至关重要［４］。
目前，对于 ＮＳＣＬＣ 淋巴结转移的评估主要依赖

影像学和病理学方法。 对于病理学方法通过分析肿

瘤组织或体液中的分子标志物，如基因、蛋白质和非
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况，这种检测方法能够提供临床检测所无法提供的

分子水平信息［５－８］；病理学方法具有侵入性风险，其
对人体伤害较大［９］。 影像学方法通过结合代谢信

息和解剖结构信息，为 ＮＳＣＬＣ 的分期和治疗提供了

更好的评估［１０－１１］。 然而，这种方法需要依赖医生进

行主动识别，因此医生在进行分期工作时面临着巨

大的工作量，导致其分辨可能不准确［１２］。 此外，医
生在解读影像时可能会受到个人经验、知识水平和

解读技巧的影响，这些因素都可能导致对影像的误

解读。 例如，对于患者的影像，医生需要综合考虑代

谢特征和解剖结构信息，其主观性可能会影响到对

肿瘤分期和治疗计划的决定［１３］。 因此，除提高医生

对影像技术的理解和解读能力外，开发更为客观的

影像解读工具，对于减少人为因素导致的误差具有

重要意义。
近年来，深度学习和机器学习在医学图像处理

领域得到了广泛应用。 ２０１７ 年， Ｗａｎｇ Ｈ 等［１４］提出

了一种基于深度学习的计算机辅助诊断方法，采用

反向传播人工神经网络（ＢＰ－ＡＮＮ）基于 １６８ 名患者

的 ＰＥＴ ／ ＣＴ 图像提取深度学习特征， 通过准确性和

ＲＯＣ 曲线下面积等标准进行了评估，准确率和 ＲＯＣ
下面积分别为 ０．８６ 和 ０．９１，与医生相比，深度学习

方法表现出更高的敏感性，但特异性较低；２０１８ 年，
Ｋｉｍ 团队［１５］ 研究了 ＮＳＣＬＣ 治疗后淋巴结残留的

ＰＥＴ 摄取转移情况，利用逻辑回归模型评估了 ＣＴ
放射组学方法在预测这些转移方面的潜在价值，该
预测模型的 ＲＯＣ 下面积值达到 ０．７７，显示出该方法

在预测转移风险方面具有一定的有效性；２０１８ 年，
Ｇｕ－Ｗｅｉ Ｊｉ 团队［１６］运用支持向量机（ＳＶＭ）和最小绝

对收缩与选择算子算法，对 １７７ 名患者的 ＣＴ 图像

进行影像组学特征分析，研究结果显示，基于放射组

学特征的列线图在预测淋巴结转移上展现出良好的

性能，主要队列和验证队列的 ＲＯＣ 下面积值均达到

０．８１ 和 ０．８０，显示出较高的准确性和可靠性；２０２０
年，Ｃｏｎｇ 等［１７］结合临床参数和影像组学特征，开发

和验证了针对 ＮＳＣＬＣ 患者淋巴结转移的预测模型，
利用最小绝对收缩和选择算子算法进行特征选择，
模型预测结果的 ＲＯＣ 下面积值高达 ０．８６，显示出该

模型在预测淋巴结转移风险方面的优越性能；２０２３
年，Ｚｈａｎｇ 等［１８］ 使用多视角影像组学和深度学习网

络 ＲｅｓＮｅｔ１８ 建立了预测术前临床 Ｉ－ＩＩ 期 ＮＳＣＬＣ 患

者 Ｎ２ 淋巴结转移的模型，在预测 ＮＳＣＬＣ 分期方面

的 ＡＵＣ 为 ０．８６。 这些方法基于大量的肺部影像数

据，通过分析图像特征和建立模型来实现对 ＮＳＣＬＣ
的分期预测。 本文则是结合了 ＰＥＴ 和 ＣＴ 图像的多

模态特征，利用深度学习和机器学习对 ＮＳＣＬＣ 分期

做出了较准确的预测。

１　 方法

１．１　 深度学习模型架构及特征提取

本文使用 ３Ｄ Ｒｅｓｅｎｔ５０ 模型分别对样本 ＰＥＴ 和

ＣＴ 的 影 像 特 征 进 行 采 集， 深 度 学 习 模 型 ３Ｄ
Ｒｅｓｎｅｔ５０ 架构如图 １ 所示。 首先，图像（ Ｉｍａｇｅｓ）输

入到 ３Ｄ Ｒｅｓｎｅｔ５０ 的三维卷积层（Ｃｏｎｖ３Ｄ），经过三

维卷积处理后，进行三维批量归一化以减少内部协

变量偏移， 数据送入线性整流函数（Ｒｅｌｕ） 进行特征

处理，线性整流函数的输出 ｆ（ｘ）， 见公式（１）：
ｆ（ｘ） ＝ ｍａｘ（０，ｘ） （１）

　 　 其中， ｘ 是输入。
由于线性整流函数本身的特点，经过 Ｒｅｌｕ 处理

的特征具有非线性特点，同时抑制了不必要的特征；
数据送入最大池化层（ＭａｘＰｏｏｌ）进行特征压缩并保

留关键特征，重要特征被逐步送入残差层（Ｌａｙｅｒ），
残差层 Ｌａｙｅｒ１ 的架构图如图 ２ 所示，由残差块和下

采样构成，残差层使输入特征直接跨越多个层级传

递到输出，从而保留原始特征的信息。 残差的核心

思想如公式（２）所示：
Ｏｕｔｐｕｔ ＝ Ｆ ｘ( ) ＋ ｘ （２）

　 　 其中， Ｆ（ｘ） 可以是多个卷积层、批量归一化层

等构成的复杂结构，而 ｘ 则是输入直接经过跳跃连

接传递的值。
每个残差层都由残差块（ＲｅｓＢｌｏｃｋ）和下采样

（Ｄｏｗｎｓａｍｐｌｅ）构成，不同的是，Ｌａｙｅｒ３ 在下采样后使

用 ４ 次残差块以保留更多的原始特征。 经过残差层

的数据输入到平均池化层，更进一步地降低特征维

度，保留了更多的全局信息。 由于本文使用的是预

训练模型，因此特征从平均池化层获取，相较于全连

接层（ＦＣ），平均池化层提取的特征更加具有语义信

息，汇聚了整个特征图的信息，相比之下，全连接层

提取的特征更加依赖于具体任务的细节，不具备通

用性。
对于平均池化层的输出维度，每一个样本的

维度为 ２ ０４８，维度太大，会极大增加机器学习模型

的 计 算 量， 因 此 利 用 主 成 分 分 析 （ Ｐｒｉｎｃｉｐａｌ
Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ，ＰＣＡ）对 ＰＥＴ、ＣＴ 的每个样本数

据分别降维到 ３２ 维，以提高机器学习模型的计算效

率［１９］。
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　 　 由于深度学习模型在特征处理方面采用了端到

端的方式，因此模型提取的特征通常较难解释。 为

了更好地理解模型的工作方式，本文采用了梯度加

权类激活映射 （Ｇｒａｄｉｅｎｔ － ｗｅｉｇｈｔｅｄ Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ
Ｍａｐｐｉｎｇ，ＧｒａｄＣＡＭ）来展示特征提取的过程，也就是

生成的热图，如图 ３ 所示。 相关特征：３Ｄ Ｒｅｓｎｅｔ５０
模型在训练过程中学习到了与肿瘤相关的特征，包
括形状、纹理、边缘等与肿瘤区域有关的视觉特征，
因此，ＧｒａｄＣＡＭ 会将红色部分聚集在肿瘤区域。 局

部响应：ＧｒａｄＣＡＭ 是基于局部梯度计算的，而模型

的决策可能受到多个因素的影响。 因此，在某些情

况下，即使肿瘤区域的大部分红色区域聚集在一起，
模型在预测时同时关注了其他与肿瘤无关的图像特

征，仍然可能存在一小部分红色区域不在肿瘤区域

内。 噪声或误差：在生成 ＧｒａｄＣＡＭ 图像的过程中，
可能存在一定程度的噪声或误差，由于模型的复杂

性或数据的特点导致一小部分红色区域出现在非肿

瘤区域中。
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（ａ） 热图　 　 　 　 　 　 　 　 （ｂ） 肿瘤图像

图 ３　 ＣＴ 图像热图

Ｆｉｇ． ３　 ＣＴ ｉｍａｇｅ ｔｈｅｒｍａｌ ｍａｐ

１．２　 数据集与设备

数据集是来自斯坦福大学医学院与帕洛阿尔托

退伍军人事务医疗系统 ２１１ 名病人的数据［２０］。 该

数据集统计了临床信息包括年龄、性别、体重、抽烟

史、癌症位置、肿瘤大小（Ｔｕｍｏｒ ｓｉｚｅ）、Ｎ 分期情况

（ Ｌｙｍｐｈ Ｎｏｄｅ ｉｎｖｏｌｖｅｍｅｎｔ ）、 远 处 转 移 情 况

（Ｍｅｔａｓｔａｓｉｓ）、组织病理分级、淋巴血管侵犯、辅助治

疗等等。 影像数据包括肺部 ＣＴ 和 ＰＥＴ 数据，每个

病人约 ９０～３００ 张图片。 在数据集中，病人的 Ｎ 分

期信息见表 １。
表 １　 病人 Ｎ 分期信息

Ｔａｂｌｅ １　 Ｐａｔｉｅｎｔ′ｓ Ｎ－ｓｔａｇｅ ｉｎｆｏｒｍａｔｉｏｎ

Ｎ 分期 病人数量

Ｎ０ １２９
Ｎ１ １８
Ｎ２ １５
Ｎ３ ０
ＮＸ ０
缺失 ４９

　 　 设备是 ＧＴＸ ３０８０Ｔｉ １６ Ｇ 显存的 ＧＰＵ、ｗｉｎｄｏｗｓ１１
６４ 位系统、３２ Ｇ 内存、２４ 核 Ｉｎｔｅｒ（Ｒ） Ｃｏｒｅ（ＴＭ） Ｉ９－
１２９００ＨＸ 芯片。 软件是 ｐｙｔｈｏｎ３．９，ｃｕｄａ１１．６，ｐｙｔｏｃｈ１．
１３．１。
１．３　 数据预处理

首先筛选掉没有 Ｎ 分期信息 ４９ 个样本，去掉

影像质量模糊的 ２８ 个样本，最终有 １３４ 个样本参与

运算，其中 Ｎ０ 样本 １０５ 个，Ｎ１ 样本 １７ 个，Ｎ２ 样本

１２ 个。 对样本数据进行批量重采样和数据归一化，
原始影像的格式由 Ｄｉｃｏｍ 格式转为 Ｎｉｆｔｉ 格式，数据

形式为 Ｄ × ５１２×５１２ 单通道的三维矩阵，每一个三

维矩阵代表一位样本的影像信息，其中 Ｄ 代表每个

样本的二维影像数量。
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１．４　 特征筛选与模型训练

对深度学习提取的多模态特征进行正则化以提

高模型的泛化能力，接着对特征进行相关系数可视

化，如图 ４ 所示。 特征筛选首先采用皮尔森检验，为
了筛选掉高度重复性的特征，本文把相关系数大于

０．９的特征中随机的一个特征筛选掉。 为防止模型过

拟合，采用最小绝对收缩和选择算子（ＬＡＳＳＯ）算法来

构建惩罚系数，进一步筛选出权重系数绝对值大于

１０－６特征，ＬＡＳＳＯ 路径如图 ５ 所示，横坐标为惩罚系

数，纵坐标为权重系数，筛选出来的特征如图 ６ 所示。

图 ４　 ＰＥＴ 与 ＣＴ 的联合特征可视化
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图 ５　 Ｌａｓｓｏ 路径图
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图 ６　 Ｌａｓｓｏ 算法筛选出的特征

Ｆｉｇ． ６　 Ｆｅａｔｕｒｅｓ ｆｉｌｔｅｒｅｄ ｂｙ Ｌａｓｓｏ ａｌｇｏｒｉｔｈｍ

　 　 本文将数据集按照 ４ ∶ １ 的比例划分为训练集

和测试集。 采用的机器学习模型有 ＳＶＭ、 ＫＮＮ、
ＲａｎｄｏｍＦｏｒｅｓｔ、 ＥｘｔｒａＴｒｅｅｓ、 ＸＧＢｏｏｓｔ、 ＬｉｇｈｔＧＢＭ、
ＮａｉｖｅＢａｙｅｓ、 ＡｄａＢｏｏｓｔ、 ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ、 ＭＬＰ。 这些模

型由 ｓｋｌｅａｒｎ 的官方 ＡＰＩ 提供，将训练集数据输入到模

型中进行训练，训练好的模型用测试集测试，根据测试

集的准确率和受试者工作曲线选取最佳模型，获得最

佳方法。

２　 评价指标

准确率、受试者工作曲线评估分类模型的性能。
１）准确率 （Ａｃｃｕｒａｃｙ）
准确率是分类问题中最常用的评估指标，表示

模型预测正确的样本占总样本的比例，如公式（３）
所示：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（３）

　 　 其中， ＴＰ 为真正例，表示模型将正类别样本正

确地预测为正类别的数量；ＴＮ 为真负例，表示模型

将负类别样本正确地预测为负类别的数量；ＦＰ 为

假正例，表示模型将负类别样本错误地预测为正类

别的数量；ＦＮ 为假负例，表示模型将正类别样本错

误地预测为负类别的数量。
２） 受 试 者 工 作 曲 线 （ Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ

Ｃｈａｒａｃｔｅｒｉｓｔｉｃ， ＲＯＣ）：
ＲＯＣ 曲线是以假正例 （ Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ Ｒａｔｅ，

ＦＰＲ） 为横轴，真正率（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ Ｒａｔｅ ，ＴＰＲ）为
纵轴，绘制的一条曲线。 通过改变分类模型的阈值，
可以得到不同点对应的 ＴＰＲ 和 ＦＰＲ。 通常情况下，
ＲＯＣ 曲线越靠近左上角，模型的性能越好。 ＦＰＲ 和

ＴＰＲ 如公式（４） ～ 公式（５） 所示：

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（４）

ＦＰＲ ＝ ＦＰ
ＴＮ ＋ ＦＰ

（５）

　 　 ３）微平均（Ｍｉｃｒｏ－Ａｖｅｒａｇｅ ＲＯＣ）：
在多类别分类问题中，如果要计算 ＲＯＣ 曲线的

微平均， 需要将所有类别的真正例数 ＴＰ、假正例数

ＦＰ、真负例数 ＴＮ和假负例数 ＦＮ进行汇总，然后计算

微平均的 ＴＰＲ 和 ＦＰＲ，如公式（６） ～ 公式（７） 所示：

ＴＰＲＭｉｃｒｏ ＝
∑

ｃ

ｉ ＝ １
ＴＰ ｉ

∑
ｃ

ｉ ＝ １
（ＴＰ ｉ ＋ ＦＮｉ）

（６）

ＦＰＲＭｉｃｒｏ ＝
∑

Ｃ

ｉ ＝ １
ＦＰ ｉ

∑
Ｃ

ｉ ＝ １
（ＦＰ ｉ ＋ ＴＮｉ )

（７）
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　 　 其中， Ｃ 是类别总数，ＴＰｉ、ＦＰｉ、ＴＮｉ、ＦＮｉ 分别表示

第 ｉ 个类别的真阳性数、假阳性数、正例数和负例数。
同样，曲线越靠近左上角，模型的性能越好。

４）宏平均（Ｍａｃｒｏ－Ａｖｅｒａｇｅ ＲＯＣ）
宏平均 ＲＯＣ 通过计算每个类别的真正例率和假

正例率的平均值得到，这种方法对每个类别的性能都

给予了同等重视，不考虑类别的样本不平衡情况。 因

此，Ｍａｃｒｏ－Ａｖｅｒａｇｅ ＲＯＣ 用于评估分类器在各个类别

上的平均性能，计算如公式（８） ～（９）所示：

ＴＰＲＭａｃｒｏ ＝
１
Ｃ∑

Ｃ

ｉ ＝ １
ＴＰＲ ｉ （８）

ＦＰＲＭａｃｒｏ ＝
１
Ｃ∑

Ｃ

ｉ ＝ １
ＦＰＲ ｉ （９）

　 　 其中， ＴＰＲ ｉ 表示第 ｉ 个类别的真阳性率；ＦＰＲ ｉ

表示第 ｉ个类别的假阳性率；Ｃ代表样本总的个数。
曲线越靠近左上角，模型的性能越好。

３　 实验结果

每个机器学习模型的准确度，如图 ７ 所示。 可

见 ＲａｎｄｏｍＦｏｒｅｓｔ、ＥｘｔｒａＴｒｅｅ、ＸＧＢｏｏｓｔ 结果较好，在训

练集的准确率达到了 ０．９９１、１．０、１．０ 的准确度，测试

集的准确率分别为 ０．７７８、０．８５２、０．７７８。 其他的模型

除了 ＬｉｇｈｔＧＢＭ，测试集和训练集的准确度普遍都在

０．７５ 以上。
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图 ７　 各个机器学习模型的准确度

Ｆｉｇ． ７　 Ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ

　 　 ＲａｎｄｏｍＦｏｒｅｓｔ、ＥｘｔｒａＴｒｅｅｓ、ＸＧＢｏｏｓｔ 模型的 ＲＯＣ
曲线如图 ８～图 １０ 所示。 其中，ｃｌａｓｓ ０、ｃｌａｓｓ １、ｃｌａｓｓ
２ 代表 Ｎ０、Ｎ１、Ｎ２ ３ 个类别。 测试集上的结果表明，
ＲａｎｄｏｍＦｏｒｅｓｔ 的微平均和宏平均的 ＲＯＣ 达到了 ０．８
以上，各个类别的 ＲＯＣ 达到了 ０．７２ 以上；ＥｘｔｒａＴｒｅｅｓ
的微平均和宏观 ＲＯＣ 均达到了 ０．８７ 以上，各个类

别的 ＲＯＣ 达到了 ０．８７ 以上；ＸＧＢｏｏｓｔ 的微平均和宏

平均 ＲＯＣ 达到了 ０．７６ 以上，各个类别的 ＲＯＣ 达到

了 ０．６４ 以上。 ＥｘｔｒａＴｒｅｅｓ 的整体平均 ＲＯＣ（单类别

ＲＯＣ 平均数） 最高，为 ０．９３。
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图 ８　 随机森林 ＲＯＣ 图示
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图 ９　 ＥｘｔｒａＴｒｅｅｓ的 ＲＯＣ 图示
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图 １０　 ＸＧＢｏｏｓｔ 的 ＲＯＣ 图示

Ｆｉｇ． １０　 ＲＯＣ ｄｉａｇｒａｍ ｏｆ ＸＧＢｏｏｓｔ
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４　 结束语

本文利用深度学习和机器学习提出了一种基于

ＰＥＴ 和 ＣＴ 图像的非小细胞肺癌肿瘤 Ｎ 分期预测方

法。 在使用 ３Ｄ Ｒｅｓｎｅｔ５０ 提取特征所构建的数据集

中，３ 个最佳机器学习模型 ＲａｎｄｏｍＦｏｒｅｓｔ，ＥｘｔｒａＴｒｅｅｓ
和 ＸＧＢｏｏｓｔ 均显示出了很高的预测准确性，其中

ＥｘｔｒａＴｒｅｅｓ 模型在 ＮＳＣＬＣ 的 Ｎ 分期预测方面表现最

好。 在测试集中，ＥｘｔｒａＴｒｅｅｓ 模型的准确率比其它两

个模型高出 ０．０７４，ＥｘｔｒａＴｒｅｅｓ 模型的宏平均 ＲＯＣ 超

过了 ０．９１，表明其在 ＮＳＣＬＣ 的 Ｎ 分期预测方面的可

靠性和准确性。 本文 ＮＳＣＬＣ 的 Ｎ 分期预测提供了

新的思路和方法，为临床医生提供了更加准确可靠

的分期预测工具和指导意见，为临床实践中 ＮＳＣＬＣ
的治疗和预后评估提供有益帮助。

但本文提出的方法也存在一些局限性。 首先，
本文未收集到 Ｎ２ 分期以上的病人数据，因此本文

只对 ＮＳＣＬＣ 的 Ｎ２ 及以下分期的预测具有借鉴意

义。 此外，病人的样本数据分布不平衡，对准确性和

可靠性产生一定的影响。 在今后的研究中，需要扩

大 ＮＳＣＬＣ 样本数据的范围，涵盖更多的 Ｎ 分期和性

别之类的临床数据，以进一步提高分类预测的准确

性和可靠性。
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９８１第 ４ 期 王甘霖， 等： 深度学习与机器学习预测 ＮＳＣＬＣ 的 Ｎ 分期


