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摘　 要： 通过对知识追踪进行预训练的嵌入与微调，可以显著提高知识追踪任务的准确性，但现有的微调方法通常采用全微

调的方式，即调整预训练模型的所有参数，效率较低。 本文提出了一种新的高效微调方法，称为快速适配训练方法，通过提取

深层特征来调整模型，以适应不同的下游任务。 与全微调方法相比，快速适配训练方法在 ＡＳＳＩＳＴ ０９ 和 ＥｄＮｅｔ 数据集上能够

实现 ５．２ 倍和 ３．６ 倍的训练时间加速，并且同时提高了 ０．４９％和 ０．１９％的预测精度。
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０　 引　 言

知识追踪是在线智能教育的核心，旨在根据学生

的历史互动记录捕捉学生的动态知识状态，并预测其

对新问题的回答［１］。 传统的知识追踪方法主要依赖

基于概率模型，例如 Ｃｏｒｂｅｔｔ 等［２］ 提出的贝叶斯知识

追踪（Ｂａｙｅｓｉａｎ Ｋｎｏｗｌｅｄｇｅ Ｔｒａｃｉｎｇ，ＢＫＴ）模型，通过建

模学生的答题行为和学习历史，来预测学生未来的学

习表现和需求。 随着深度学习技术的发展，越来越多

的研究者开始探索将深度学习引入知识追踪领域，以
应对传统方法在复杂任务上的局限性。

２０１５ 年深度知识追踪（Ｄｅｅｐ Ｋｎｏｗｌｅｄｇｅ Ｔｒａｃｉｎｇ，
ＤＫＴ）模型首次引入了循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＲＮＮ）及长短期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ －Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）来对学生学习知识的状态过程进行建

模；Ｐａｎｄｅｙ 等［３］将自注意力机制引入到了知识追踪任

务中。 此后，Ｎａｋａｇａｗａ 等［４］ 将图神经网络 （Ｇｒａｐｈ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＧＮＮ）模型成功应用到了知识追踪任

务中、预训练模型也相继被引入到了知识追踪；与此同

时，Ｌｉｕ 等［５］引入题目文本因素改善模型；Ｌｕｏ 等［６］ 引

入题目难度因素改善模型；Ｌａｌｗａｎｉ 等［７］引入学习者遗

忘因素改善模型。 在以往的知识追踪研究中，研究人

员只关注准确度的提升，而忽略了模型的时间，阻碍知

识追踪模型实际应用。 准确度与训练时间的权衡也是

知识追踪应该关注的问题，可以通过增大模型规模、突
破现有模型结构的精度局限获得较高的准确度，而代

价是大模型带来的算法性能调优时间从小时级上升到

天级或更大级别的训练调优时间。
当前的预训练模型依赖于特定任务的下游数据

集进行微调，需要为每个任务训练一组专用的模型



参数，从而增加了训练时间。 为了解决这个问题，本
文提出了一种高效的知识追踪模型预训练模型方

法，称 为 快 速 适 配 训 练 方 法 （ Ｑｕｉｃｋ Ａｄａｐｔａｔｉｏｎ
Ｔｒａｉｎｉｎｇ， ＱＡＴ ）。 快 速 适 配 训 练 方 法 （ Ｑｕｉｃｋ
Ａｄａｐｔａｔｉｏｎ Ｔｒａｉｎｉｎｇ，ＱＡＴ）。 快速适配训练方法通过

一种单向展开的注意力对参数的影响进行贡献度计

算，并获得稀疏性嵌入，放大了结构化稀疏矩阵参数

之间的距离，能够快速追踪对训练影响最大的参数，
获得训练时间的提升。

１　 相关工作

在引入深度学习模型之前，贝叶斯知识追踪［２］

是传统机器学习方法中具有代表性的一种知识追踪

模型。 Ｃｏｒｂｅｔｔ 等［２］于 １９９５ 年提出的贝叶斯知识追

踪建模过程是利用隐马尔科夫模型（Ｈｉｄｄｅｎ Ｍａｒｋｏｖ
Ｍｏｄｅｌ，ＨＭＭ）对学生知识点下题目的作答情况进行

建模。 ＢＫＴ 是对知识点建模，缺乏更丰富细致与个

性化的表达，Ｋäｓｅｒ 等［８］ 提出的动态贝叶斯知识跟

踪（Ｄｙｎａｍｉｃ Ｂａｙｅｓｉａｎ Ｋｎｏｗｌｅｄｇｅ Ｔｒａｃｋｉｎｇ，ＤＢＫＴ）模
型能够在一个模型中联合表示多个不同的知识点，
从而增强了知识追踪的表示能力；此外，Ｈａｗｋｉｎｓ
等［９］基于贝叶斯知识追踪模型加入习题相关性进

行优化；Ｑｉｕ 等［１０］加入遗忘参数模拟学生学习中的

遗忘过程；Ａｇａｒｗａｌ［１１］ 将知识掌握状态分级，模拟学

生学习状态。 深度学习模型在知识追踪领域最早的

应用是 Ｐｉｅｃｈ 等［１２］ 于 ２０１５ 年提出的深度知识追踪

模型，确定了深度知识追踪模型的基本模型架构。
随着深度学习的兴起，出现了许多解决知识追踪问

题的深度学习模型，如 Ｃｈｏｉ 等［１３］ 基于编码器－解码

器（Ｅｎｃｏｄｅｒ －Ｄｅｃｏｄｅｒ，ＥＤ） 提出的知识追踪模型；
Ｓｈｉｎ 等［１４］通过添加时间特征来模拟学生学习过程

的知识追踪模型；Ｓｏｎｇ 等［１５］提出基于双图对比学习

来优化知识点之间关系的知识追踪模型。
大规模预训练模型在深度学习各个领域取得成

功，深度知识追踪也走上了预训练时代。 Ｌｉｕ 等［１６］

通过丰富问题表示并利用多因素对学习者的学习进

度进行建模；Ｗａｎｇ 等［１７－１８］ 着重于分解交互中的基

础关系信息与交互信息的表示能力，以提高模型精

度；Ｊｉａｎｇ 等［１９］基于问题－技能序列关系建模知识点

之间的相关性；Ｓｕｎ 等［２０］ 基于学生－问题交互信息

捕捉问题之间的相似性。 这些模型使得深度知识追

踪的性能大幅上升，但缺乏参数高效迁移的方法，造
成无法投入实际部署，本文将根据知识追踪特点设

计适用于教育数据的高效参数微调方法。

２　 方法

本文通过计算编码器当前输出 （ ｔ） 之前的

（ｈｔ －δ
← ，…，ｈｔ －１

← ） 步的注意力，并得到长度为 δ 的输出

向量，即注意力窗口长度。 具体的计算过程如式

（１）所示：
ａｔ
ｉ ＝ ｖＴ ｔａｎｈ（Ｗβ［ｈｔ，ｃｔ］ ＋ Ｗγ ｏｉ） （１）

　 　 其中，矩阵Ｗβ，Ｗγ 和向量 ｖ 都是可训练参数， ｈｔ

表示前一个时间步 ｔ 的隐藏状态输出； ｃｔ 表示当前时

间步的细胞状态； ｏｉ 是编码器中第 ｉｓｈ 步的输出。

当前时间步 ｔ 的注意力函数输出，记为 ｈ
～

ｔ， 通过

对前 δ 个隐藏状态及其对应的注意力分数进行加权

求和得到，公式（２）：

ｈ
～

ｔ ＝ ∑
ｔ －１

ｉ ＝ ｔ－δ
ｓｔｉ ｏｉ （２）

　 　 其中， ｓｉ 表示注意力分数，通过对相关系数进行

Ｓｏｆｔｍａｘ 操作得到。

将前一个时间步的 ｈ
～
作为输入的一部分传递给

后续步骤， ｈ
～
的信息传递会持续地递归进行，直到训

练结束。 当前时间步的 ｈ
～

ｔ 限制了下一个 ｈ
～

ｔ＋１ 的计

算。
通过对预训练参数进行循环计算注意力分数，

选中重要的预训练参数，并且这些关于参数重要性

的信息将传递给未来的步骤。 具体来说， ｏｔ 是要传

递给编码器的下一个步骤的输出，公式（３）：

ｏｔ ＝ Ｗσ［ｈｔ，ｈ
～

ｔ］ （３）
　 　 其中，Ｗσ 是一个权重矩阵， σ 表示一个激活函

数，完整的输入包括将 ｈ
～

ｔ 与输入 ｈｔ 进行拼接。
可以选择不同的 δ 值来生成不同稀疏程度的稀

疏矩阵，较大的 δ 值能够一次选择更多的参数来计

算注意力分数。 然而， δ 的选择并不影响参数在编

码器中经历的迭代次数，因为迭代次数与仅使用编

码器结构时的迭代次数保持一致。 本文的快速适配

训练方法结构示意如图 １ 所示，其中绿色线表示当

前时间步长 ｔ 处的单元信息，蓝线是当前时间步长

和所有先前 δ 时间步长 （ｈｔ －δ
← ，…，ｈｔ －１

← ），紫色线表示

当前时间步 ｔ 的输出和单元信息的连接，红线是注

意力加权后的前一个时间步的输出，其中虚线表示

较小的权重，实线表示较大的权重，对当前时间步产

生较大的影响，黄色的块表示可学习的参数矩阵， ｏｔ

是要传递到编码器下一步的输出。
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图 １　 快速适配训练方法结构示意图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｑｕｉｃｋ ａｄａｐｔａｔｉｏｎ ｔｒａｉｎｉｎｇ ｍｅｔｈｏｄ ｓｔｒｕｃｔｕｒｅ

３　 实验

３．１　 实验设置

本文将在 ＡＳＳＩＳＴｍｅｎｔｓ ２００９、ＥｄＮｅｔ 两个基准数

据集上进行实验。
ＡＳＳＩＳＴ０９ 来自 ＡＳＳＩＳＴＭＥＮＴＳ 在线辅导系统，

去掉重复记录之后，包含 ４ １５１ 个学生在 １１０ 个问

题上的 ３２５ ６７３ 个交互信息。
ＥｄＮｅｔ 是由 Ｓａｎｔａ（一个人工智能导学系统）收

集的大规模分层的学生活动数据集，包含 ７８４ ３０９
名学生 １３１ ３１７ ２３６ 个交互信息，是迄今为止发布的

最大的公共交互教育系统数据集。
３．２　 实验细节

为了评估全微调方法和本文提出的方法在每个

数据集上的性能，采用 ＲＯＣ曲线下面积（ＡＵＣ） 作为

评估指标。 在超参数的设置中，问题嵌入的维度为

ｄ ＝ １２８。 使用相同的优化器 Ａｄａｍ，在批量大小为

ｂ ＝ １２８ 和学习率为 ｌ ＝ ０．００１ 的条件下，将本文的方

法与全微调方法进行了比较实验。 实验通过逐步增

加局部上下文注意力长度 （δ ＝ ４、８、１６ 和 ６４），并相

应地训练结构化稀疏嵌入来评估本文所提出方法的

有效性。 将每个数据集分为 ８０％的训练和验证和

２０％的测试集， 使用基于二分图的预训练嵌入

（ Ｉｍｐｒｏｖｉｎｇ ｋｎｏｗｌｅｄｇｅ ｔｒａｃｉｎｇ ｖｉａ ｐｒｅ － ｔｒａｉｎｉｎｇ
ｑｕｅｓｔｉｏｎ ｅｍｂｅｄｄｉｎｇｓ，ＰＥＢＧ）模型作为研究参数有效

的迁移学习的基线，比较了训练和调整速度。
３．３　 实验结果

模型预测精度对比见表 １，ＰＥＢＧ 模型优于先前

的知识追踪模型。 在 ＡＳＳＩＳＴ０９ 数据集上，精度达到

了 ８２．７８％，相比于经典模型 ＤＫＴ 和 ＤＫＶＭＮ 平均提

高了 ９．０３％；在 ＥｄＮｅｔ 数据集上，ＰＥＢＧ 模型的精度

平均提高了 ８．１９％。
本文提出的 ＱＡＴ 方法进一步改善了 ＰＥＢＧ 模

型的性能。 当将 ＱＡＴ 方法应用于 ＰＥＢＧ 模型时，在
ＡＳＳＩＳＴ０９ 和 ＥｄＮｅｔ 数据集上分别达到了 ８３．２７％和

７７．３９％的精度，相对于原模型最佳精度提高了

０．４９％和 ０．１９％。
表 １　 模型预测精度对比

Ｔａｂｌｅ １　 Ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ

模型 ＡＳＳＩＳＴ０９ ＥｄＮｅｔ

ＢＫＴ ０．６４７ ６ ０．５６２ １

ＤＫＴ ０．７３５ ６ ０．６９０ ９

ＤＫＶＭＮ ０．７３９ ４ ０．６８９ ３

ＰＥＢＧ ０．８２７ ８ ０．７７２ ０

ｐｒｅ－ｔｒａｉｎｉｎｇ＋ＱＡＴ ０．８３２ ７ ０．７７３ ９

　 　 实验设置的 δ ＝ ４、８、１６ 和 ６４ 四组实验，在
ＡＳＳＩＳＴ ０９ 数据集与 ＥｄＮｅｔ 数据集上精度与训练时

间的对比折线图如图 ２ 所示，本文提出的方法加快

了 ＰＥＢＧ 模型的训练速度并提高了准确率。
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图 ２　 精度与训练时间的对比折线图

Ｆｉｇ． ２　 Ｌｉｎｅ ｃｈａｒｔ ｃｏｍｐａｒｉｎｇ ａｃｃｕｒａｃｙ ａｎｄ ｔｒａｉｎｉｎｇ ｔｉｍｅ
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　 　 快速适配训练方度法（ＱＡＴ）使 ＰＥＢＧ 模型获得

更好的性能，在达到与 ＰＥＢＧ 相同精度的同时，在
ＡＳＳＩＳＴ ０９ 数据集上获得大于 ５ 倍的训练时间提升，
在 ＥｄＮｅｔ 数据集上获得大于 ３ 倍的训练时间提升；
在 ＡＳＳＩＳＴ ０９ 数据集上获得 ０．３６％的 ＡＵＣ 提升，速
度快 １．８６ 倍，在 ＥｄＮｅｔ 数据集上获得 ０．２％的 ＡＵＣ
提升，速度快 １．１７ 倍。

快速适配训练方法的加速比具有很大的实用价

值。 知识追踪预训练模型需要进行小时级的训练，
因此 ３－５ 倍的加速可以使小时级的训练消耗降低

到分钟级。 这种加速有助于算法模型在实际应用中

的部署。

４　 结束语

本文提出一种快速适配训练的方法来对知识追

踪预训练模型进行高效微调。 通过提取深层特征来

调整面对不同下游任务时的权重分布；与全微调相

比，使用本文所提出的快速适配训练方法在 ＡＳＳＩＳＴ
０９ 和 ＥｄＮｅｔ 上获得 ５．２ 倍与 ３．６ 倍加速比的训练时

间提升，同时获得了 ０．４９％和 ０．１９％的平均预测精

度提升。
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ｑｕｅｓｔｉｏｎ ｅｍｂｅｄｄｉｎｇｓ ｖｉａ ｒｅｌａｔｉｏｎ ｍａｐ ｆｏｒ ｉｍｐｒｏｖｉｎｇ ｋｎｏｗｌｅｄｇｅ
ｔｒａｃｉｎｇ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｄａｔａｂａｓｅ
Ｓｙｓｔｅｍｓ ｆｏｒ Ａｄｖａｎｃｅｄ Ａｐｐｌｉｃａｔｉｏｎｓ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ， ２０２２： ２８１－
２８８．

［１９］ ＪＩＡＮＧ Ｃ， ＧＡＮＢ Ｗ， ＳＵＡ Ｇ， ｅｔ ａｌ． Ｉｍｐｒｏｖｉｎｇ ｋｎｏｗｌｅｄｇｅ
ｔｒａｃｉｎｇ ｔｈｒｏｕｇｈ ｅｍｂｅｄｄｉｎｇ ｂａｓｅｄ ｏｎ ｍｅｔａｐａｔｈ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ２９ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒｓ ｉｎ Ｅｄｕｃａｔｉｏｎ．
２０２１：１１－２０．

［２０］ＳＵＮ Ｊ， ＺＨＯＵ Ｊ， ＺＨＡＮＧ Ｋ，ｅｔ ａｌ． Ｃｏｌｌａｂｏｒａｔｉｖｅ ｅｍｂｅｄｄｉｎｇ ｆｏｒ
ｋｎｏｗｌｅｄｇｅ ｔｒａｃｉｎｇ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｋｎｏｗｌｅｄｇｅ Ｓｃｉｅｎｃｅ，
Ｅｎｇｉｎｅｅｒｉｎｇ ａｎｄ Ｍａｎａｇｅｍｅｎｔ： １４ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ．
Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ， ２０２１： ３３３－３４２．

６７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　


