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摘　 要： 在未来复杂的智能交通环境中，自动驾驶车辆与人类驾驶车辆混合共享道路成为可能。 在这种混合交通流的背景

下，准确预测人类车辆的换道行为对于自动驾驶系统的安全性和效率至关重要。 本研究针对车辆换道的主要影响因素—周

围环境和驾驶风格，提出了一种基于 ＦＣＮＮ 神经网络的人工车辆多驾驶风格换道决策预测方法。 首先，通过应用 Ｋ 均值聚类

算法对驾驶员的驾驶风格进行分类，从而综合考虑驾驶风格的差异。 然后，将分类结果作为 ＦＣＮＮ 神经网络的输入变量，用
于预测人类车辆的换道行为。 该方法基于真实车辆轨迹构建的下一代仿真数据集进行训练和测试，并取得了 ９１．８０％的准确

率。 实验结果表明，通过结合驾驶风格分类和 ＦＣＮＮ 神经网络，能够更准确地预测人类车辆在不同驾驶风格下的换道行为。
本研究的成果对于混合交通流下自动驾驶车辆预测人类车辆的换道行为具有重要的实际应用价值，并为未来进一步改进和

拓展提供了新的思路。
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０　 引　 言

当前，智能车辆换道行为的预测是备受关注的

研究领域。 随着自动驾驶技术的快速发展，未来将

出现自动驾驶车辆与传统人工驾驶车辆混合共享道

路的交通场景。 在这种背景下，能够准确预测人工

车辆的换道行为对于自动驾驶系统的安全性和效率

至关重要［１］。



通过精准地预测车辆的换道行为，自动驾驶车

辆可以提前识别驾驶人的意图，并为自身做出更精

准的交通行为预测信息［２］。 这样的交通行为预测

信息可以帮助自动驾驶系统做出更合理的路径规

划、速度调整以及与其他车辆的协同等，从而有效降

低交通事故风险，提高自动驾驶的安全性。 同时，精
准的交通行为预测也可以优化交通流的平滑性和效

率，避免突然的车道变更，减少交通拥堵和交通冲

突，提高道路的通行效率和舒适性［３］。
近年来，国内外学者对车辆换道预测做了大量

研究，目前换道预测模型主要是基于机器学习和深

度学习的模型［４］。 陈力等学者［５］ 提出了基于 ＢＰ 神

经网络的智能车辆换道决策模型，可以正确识别和

预测智能车辆的变道行为。 李振等学者［６］ 提出了

一种换道概率累积分布函数的车辆换道行为预测方

法。 密俊霞等学者［７］ 提出了基于 ＭＬＰ －ＳＶＭ 的模

型，通过驾驶车辆信息和周围交通环境信息建立驾

驶员换道行为预测模型，能更早预测到换道行为。
Ｆｅｎｇ 等学者提出对车辆实际变道过程进行识别建

模和车辆横向运动轨迹预测分析，提取变道相关变

量数据；然后，提出一种基于网格搜索－ＰＳＯ 的变道

识别模型［８］。 高凯等学者［９］ 首先对 ＮＧＳＩＭ 数据集

进行处理，提取车辆横向位置信息和周围环境信息，
然后输入基于多头注意力（Ｍｕｌｔｉ－ｈｅａｄａｔｔｅｎｔｉｏｎ）的

ＣＮＮ－ＬＳＴＭ 模型，提高对输入序列特征的提取能力

和预测精度。 Ｗａｎｇ 等学者［１０］提出一种结合模糊推

理系统的 ＬＳＴＭ 神经网络预测模型，使用 ＦＩＳ 模拟

驾驶员对驾驶环境的认知过程，根据驾驶员的认知

制定模糊规则，然后将驾驶环境信息转化为变道可

行性，该策略可以显著提高驾驶过程中在处理变道

行为方面的性能。 Ｘｉａｎｇ 等学者［１１］提出一个基于隐

马尔可夫模型（ＨＭＭ）的系统，根据车辆周围的行驶

环境参数判断当前环境是否适合变道；然后根据车

辆的行驶状态，提出一种基于学习的先预测后判断

模型，实现对智能网联汽车变道行为的预测。
然而，目前研究尽管已取得一定成果，由于未来

混合交通场景的复杂性，传统模型在未来复杂的混

合交通场景中可能受到一定限制。 许多现有的换道

预测模型仅仅考虑车辆的基础参数，未能充分考虑

不同驾驶员的驾驶风格对换道决策的影响，可能对

换道预测模型的准确性产生影响［１２］。
因此，本研究提出了一种全新的、基于 ＦＣＮＮ 神

经网络的换道预测模型，旨在充分考虑驾驶风格对

车辆换道行为的影响［１３］。 研究中利用驾驶员的驾

驶风格分类结果作为模型的额外的特征输入变量，
并结合自车和周围车辆的特征信息，通过训练和优

化 ＦＣＮＮ 网络，构建了一种准确预测车辆换道行为

的模型，从而提高预测的准确性和适用性。 为了验

证模型的准确性和泛化能力，研究使用 ＮＧＳＩＭ 数据

集进行训练和验证。

１　 研究对象

为了清晰地描述复杂场景下车辆的行为，需要

构建经典的换道场景。 在这个场景中，自动驾驶车

辆（ＡＶ）是本文需要预测主要车辆的目标车辆，其周

围的车辆（ＳＶ）可以大致分为 ６ 类。 研究表明，车辆

的换道行为涉及到周围多台车辆的相互影响［１４］。
驾驶员通常通过评估周围车辆的相对距离、相对速

度等因素来判断换道的可行性，如图 １ 所示，其中车

辆的参数及解释见表 １。
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图 １　 换道场景

Ｆｉｇ． １　 Ｌａｎｅ ｃｈａｎｇｅ ｓｃｅｎａｒｉｏｓ
表 １　 换道场景参数解释

Ｔａｂｌｅ １　 Ｅｘｐｌａｎａｔｉｏｎ ｏｆ ｌａｎｅ ｃｈａｎｇｅ ｓｃｅｎａｒｉｏｓ ｐａｒａｍｅｔｅｒｓ

参数 解释

ＡＣ 进行换道预测的主车

ＬＦ ／ ＬＢ 主车左边车道的前车和后车

ＭＢ ／ ＭＦ 主车自身车道的前车和后车

ＲＢ ／ ＲＦ 主车右边车道的前车和后车

ＤＬＢ ／ ＶＬＢ ／ ＡＬＢ 左后车和主车的相对距离、速度、加速度

ＤＬ Ｆ ／ ＶＬ Ｆ ／ ＡＬ Ｆ 左前车和主车的相对距离、速度、加速度

ＤＭ Ｂ ／ ＶＭ Ｂ ／ ＡＭ Ｂ 后车和主车的相对距离、速度、加速度

ＤＭＦ ／ ＶＭＦ ／ ＡＭＦ 前车和主车的相对距离、速度、加速度

ＤＲ Ｂ ／ ＶＲ Ｂ ／ ＡＲ Ｂ 右后车和主车的相对距离、速度、加速度

ＤＲＦ ／ ＶＲＦ ／ ＡＲＦ 右前车和主车的相对距离、速度、加速度

　 　 在这种情况下，驾驶员的不同驾驶风格对于建

立准确的换道行为预测模型至关重要。 考虑到驾驶

员的驾驶风格可以更好地预测换道行为，并且驾驶

风格与驾驶员的行为以及车辆周围环境相关。 驾驶

风格的分类可以基于前车距离、自车速度、自车加速

度以及前车相对速度、相对加速度等因素，因此在本
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文中，采用了 Ｋ 均值聚类算法对驾驶风格进行分

类［１５］。 通过对驾驶风格的精确分类，就能更准确地

预测车辆的换道行为，并考虑到驾驶员的个体差异

和行为习惯。
综上所述，建立一个能够考虑驾驶风格的车辆

换道行为预测模型对于提高驾驶辅助系统的性能具

有重要意义。 因此，首先需要对驾驶风格进行分类，
然后将驾驶风格作为输入变量与 ＦＣＮＮ 网络模型相

结合，凭此来建立车辆换道预测模型。 接下来，本文

将详细介绍驾驶风格分类方法和基于 ＦＣＮＮ 网络的

换道预测模型的建立过程，并使用 ＮＧＳＩＭ 数据集进

行实验和验证，以验证模型的准确性和泛化能力。

２　 换道预测模型

２．１　 驾驶风格分类

驾驶风格 ｄｓ 是指驾驶员在行驶过程中表现出

的个体差异和行为习惯。 在车辆换道行为的预测

中，驾驶员的驾驶风格对于准确预测换道行为至关

重要。 驾驶风格与多个因素相关，包括前车距离、自
车速度、自车加速度、前车相对速度和相对加速度

等［１６］。
为了对驾驶风格进行分类，本文采用了 Ｋ 均值

聚类算法，并利用肘部法来确定最佳的簇数 ｋ。 Ｋ
均值聚类算法是一种迭代聚类算法，通过寻找 ｋ 个

簇的划分方案，使得聚类结果对应的损失函数最小

化［１６］。
在驾驶风格分类中，将样本表示为具有多个特

征的数据点，例如前车距离、自车速度、自车加速度

等。 具体而言，Ｋ 均值聚类算法的步骤如下。
（１）初始化：随机选择 ｎ 个样本作为初始簇中

心点。
（２）分配：计算每个样本到各个簇中心点的距

离，并将样本分配到距离最近的簇中心点所在的簇。
（３）更新：更新每个簇的中心点为该簇中所有

样本的平均值。
（４）重复步骤（２）和步骤（３），直到簇中心点不

再改变或达到预定的迭代次数。 通过迭代计算，Ｋ
均值聚类算法能够将样本划分为 ｋ 个簇，每个簇代

表一种驾驶风格。 而每个样本的簇分配结果取决于

其与簇中心点之间的距离，使得同一簇内的样本具

有相似的驾驶风格特征。
为了确定最佳的簇数 ｋ， 研究使用肘部法。 肘

部法基于损失函数的变化情况，通过计算不同簇数

下的损失函数值（如 ＳＳＥ）， 找到使损失函数值下降

速度放缓的拐点。 该拐点对应的簇数可以被认为是

最佳的 ｋ 值，这样一来就能够在保持较低的损失的

同时避免过度拟合。 这一过程可由式（１）来描述：

ＳＳＥ ＝ ∑
ｋ

ｉ ＝ １
∑
ｐ∈Ｃｉ

Ｐ － ｍｉ
２ （１）

　 　 其中， ｋ表示簇数；Ｃ ｉ 表示第 ｉ个簇；Ｐ表示Ｃ ｉ 中

的样本点；ｍｉ 表示 Ｃ ｉ 的质心；ＳＳＥ 是所有样本的聚

类误差，代表了聚类效果的好坏。
综上所述，驾驶风格 ｄｓ 分类是通过 Ｋ 均值聚类

算法对驾驶人的行为特征进行聚类，并利用肘部法

确定最佳的簇数 ｋ，将驾驶风格 ｄｓ 分为 ｋ 个不同的

取值。 这种分类方法能够为后续的换道行为预测提

供基础，同时也充分考虑了驾驶员的个体差异。
２．２　 ＦＣＮＮ 换道预测模型构建

为了建立车辆换道行为预测模型，并结合驾驶

风格的影响，文中采用了一个基于全连接神经网络

（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＦＣＮＮ）的模型［１７］。
该模型的输入是车辆换道的相关特征，包括与周围

车辆的相对距离、相对速度和相对加速度、以及驾驶

风格特征。 输出层则表示车辆的换道意图，即向左

换道或向右换道。 这里将展开论述如下。
（１）输入层： 车辆换道的相关特征，ＤＬＦ 为左前

车和主车相对距离，ＶＬＦ 为左前车和主车相对速度，
ＡＬＦ 为左前车和主车相对加速度；ＤＭＦ 为前车和主车

相对距离，ＶＭＦ 为前车和主车相对速度，ＡＭＦ 为前车

和主车相对加速度；ＤＲＦ 为右前车和主车相对距离，
ＶＲＦ 为右前车和主车相对速度，ＡＲＦ 为右前车和主车

相对加速度；ＤＬＢ 为左后车和主车相对距离，ＶＬＢ 为左

后车和主车相对速度，ＡＬＢ 为左后车和主车相对加速

度；ＤＭＢ 为后车和主车相对距离，ＶＭＢ 为后车和主车

相对速度，ＡＭＢ 为后车和主车相对加速度；ＤＲＢ 为右

后车和主车相对距离，ＶＲＢ 为右后车和主车相对速

度，ＡＲＢ 为右后车和主车相对加速度；驾驶风格特征

为 ｄｓ。
第一层输入特征变量为：
Ｘ ＝ ［ＤＬＦ，ＶＬＦ，ＡＬＦ，ＤＭＦ，ＶＭＦ，ＡＭＦ，ＤＲＦ，ＶＲＦ，ＡＲＦ，

ＤＬＢ，ＶＬＢ，ＡＬＢ，ＤＭＢ，ＶＭＢ，ＡＭＢ，ＤＲＢ，ＶＲＢ，ＡＲＢ，
ｄｓ］ （２）

（２）隐含层：通过多个隐含层的组合，模型可以

学习更抽象和高级的特征表示，从而更好地捕捉换

道行为的关键信息。
（３）激活函数：选用 ＲｅＬＵ 作为隐含层的激活函

数。 ＲｅＬＵ 函数在输入为正时保持线性，而在输入为

负时输出为 ０，这样可以提供非线性建模的能力，有
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助于模型学习更复杂的特征表示。
（４）输出层： 输出层的激活函数选择为 ｓｏｆｔｍａｘ

函数，用于将输出转换为每个类别（向左换道 Ｌ和向

右换道 Ｒ） 的概率分布：
ｙ ＝ ［Ｌ，Ｒ］ （３）

　 　 通过 ｓｏｆｔｍａｘ 函数，可以获得换道预测结果的

概率分布，从而进行决策和规划。

３　 实验方法与结果分析

３．１　 训练数据提取

为了评估本文提出的换道预测方法的性能，研
究使用了下一代模拟（ＮＧＳＩＭ）数据集进行训练和

测试。 ＮＧＳＩＭ 数据集提供了丰富的车辆轨迹数据，
包括横向坐标、纵向坐标、速度、加速度以及车辆当

前车道位置等信息。 ＮＧＳＩＭ 数据集涵盖了不同的

交通流量和车速情况，从而确保了所提出方法的在

不同场景下的通用性［１８］。 研究从该数据集中选取

了Ｉ－８０ 和 ＵＳ－１０１ 两条道路，提取了涉及不同换道

行为的数据，其中有作为训练数据和测试数据的 Ｉ－
８０ 道路、总共１ ３９６个样本，作为验证模型泛化能力

的 ＵＳ－１０１ 道路、总共 １ ６１３ 个样本。 并分别对其进

行分类和标准化处理。
３．２　 驾驶风格分类

为了考虑驾驶员个体差异和行为习惯的影响，
研究采用 Ｋ 均值聚类算法对换道数据进行驾驶风

格的分类，聚类样本为：
ｘｉ ＝ （ｖ，ａ，ｖｒ，ａｒ） （４）

　 　 其中， ｖ 表示自车速度； ａ 表示自车加速度； ｖｒ 表
示和前车相对速度； ａｒ 表示和前车相对加速度。 通

过肘部法确定聚类簇数 ｋ 的取值，当聚类样本数 ｘｉ 增
加时， ＳＳＥ 会逐渐降低，当下降幅度明显减缓时，取该

点对应的 ｋ 值，如图 ２ 所示。 在本研究中，通过肘部

法确定驾驶风格分类的 ｋ 值为 ３，并将驾驶风格分为

激进型、正常型和保守型，如图 ３ 所示。
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图 ２　 肘部法则确定最佳 ｋ 值
Ｆｉｇ． ２　 Ｅｌｂｏｗ ｍｅｔｈｏｄ ｆｏｒ ｄｅｔｅｒｍｉｎｉｎｇ ｔｈｅ ｏｐｔｉｍａｌ ｖａｌｕｅ ｏｆ ｋ
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图 ３　 驾驶风格分类

Ｆｉｇ． ３　 Ｄｒｉｖｉｎｇ ｓｔｙｌｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

３．３　 换道预测模型性能评价指标

本文所提出的换道预测模型是一个分类预测模

型， 因此采用准确率（Ａｃｃｕｒａｃｙ） 作为评估模型性能

的指标。 准确率定义为正确预测换道数量 Ｔ 与样本

总量 Ｎ 的比值。 可由式（５） 运算求得：

Ａｃｃｕｒａｃｙ ＝ Ｔ
Ｎ

（５）

　 　 其中， Ｔ 表示正确预测换道的数量，Ｎ 表示样本

总量。
为了最小化预测分布与真实分布之间的差异，

选择交叉熵函数作为损失函数。 交叉熵函数在分类

任务中具有更高的有效性，并能缓解梯度消失的问

题。 损失函数的定义如下：

Ｌｏｓｓ ＝ － ∑
Ｎ

ｉ ＝ １
ｙｉ ｌｏｇ ｙ^ｉ （６）

　 　 其中， ｙｉ 表示真实的换道输出； ｙ^ｉ 表示神经网络

换道预测输出； ｉ 表示样本索引； Ｎ 表示样本数量。
对损失函数的偏导是：

∂Ｌ
∂ ωｎ

＝

∂Ｌ
∂ ＲｅＬＵ ωＴ

ｎ ｘｎ ＋ ｂｎ( )( )
ＲｅＬＵ ωＴ

ｎ ｘｎ ＋ ｂｎ( )( ) ｘｎ （７）

其中， Ｌ表示误差； ωｎ 表示节点权重； ｂｎ 表示偏

置； ｘｎ 表示样本数量。 通过误差反向传播算法，可
以不断更新节点权重和偏置，以降低损失函数，提高

模型的性能。
３．４　 换道预测模型结果和泛化能力

在本文中，先对是否考虑驾驶风格的 ２ 种换道

预测模型进行对比分析。 首先，是经典的机器学习

的 ＢＰ 神经网络换道预测模型，并且绘制了该模型

的准确率和损失函数曲线，如图 ４ 所示。 未考虑驾

驶风格变量的原始 ＦＣＮＮ 模型，该模型用于预测车

辆的换道行为，并且绘制了该模型的准确率和损失

函数曲线，如图 ５ 所示。 然后，第二种是更准确地预
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测车辆换道行为，并考虑驾驶风格的影响的车辆换

道预测模型，在输入变量中加入了经过驾驶风格分

类的结果，使得模型能够综合考虑不同驾驶风格的

差异，绘制了此模型的准确率和损失函数曲线，如图

６ 所示，其换道预测模型的预测结果如图 ７ 所示。
最后，在 ＵＳ－１０１ 道路上验证模型的泛化能力，将模

型应用于 ＵＳ－１０１ 的数据集中，其准确率和损失函

数如图 ８ 所示。 通过分析这些模型的准确率，得到

的换道模型性能比较见表 ２。 分析发现加入驾驶风

格的 ＦＣＮＮ 模型相较于原始 ＦＣＮＮ 模型具有更高的

准确率和更低的损失函数，未加入驾驶风格的模型

准确率是 ８７． ８％，加入驾驶风格的模型准确率是

９１．８％，这表明考虑驾驶风格的模型对换道预测的

性能有积极影响，测试不同道路下的泛化能力是，其
准确率为 ８９．３％，说明该模型泛化能力较好，可以适

用于不同的道路上。
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图 ４　 ＢＰ 神经网络换道预测模型
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图 ５　 未加入驾驶风格的换道预测模型
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图 ６　 加入驾驶风格的换道预测模型
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图 ７　 加入驾驶风格的换道模型预测结果
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图 ８　 模型泛化能力测试

Ｆｉｇ． ８　 Ｔｅｓｔｉｎｇ ｍｏｄｅｌ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｃａｐａｂｉｌｉｔｙ
表 ２　 换道模型性能比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌａｎｅ ｃｈａｎｇｅ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

模型 准确率 ／ ％

ＢＰ 神经网络换道预测模型 ８４．６

未加入驾驶风格的换道预测模型 ８７．８

考虑驾驶风格的换道预测模型 ９１．８

考虑驾驶风格换道预测模型的泛化能力测试 ８９．３

３０２第 ５ 期 赵盛， 等： 基于 ＦＣＮＮ 神经网络的多驾驶风格车辆换道预测



４　 结束语

本文通过分析车辆换道时刻的场景和考虑驾驶

员风格的因素，提出了一种考虑驾驶风格的智能车

辆换道行为预测的模型。 根据在下一代模拟

（ＮＧＳＩＭ）数据集的训练与测试，得到以下结论：
（１）在驾驶风格分类方面，采用了聚类样本，并

将驾驶风格分为激进型、稳重型和保守型。 这种考

虑驾驶员个体差异和行为习惯的方法，为换道预测

模型增加了准确性和可靠性。
（２）通过评价指标的准确率和损失函数的交叉

熵，对 ２ 种不同模型进行了比较。 一种是原始的未

考虑驾驶风格的 ＦＣＮＮ 模型，另一种是加入驾驶风

格分类的模型。 实验结果表明，考虑驾驶风格的模

型准确率达到了 ９１．８０％，而不考虑驾驶风格的模型

准确率为 ８７．８０％，传统 ＢＰ 神经网络为 ８４．６％，这表

明加入驾驶风格变量的换道预测模型具有更好的准

确性。
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